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摘　要：构造模型决策树时超参数较多，参数组合复杂，利用网格搜索等调参方法将会消耗大量的时间，
影响模型性能的提升。提出了一种多核贝叶斯优化的模型决策树算法，该算法为应对不同分类数据特性，采

用三种高斯过程建模寻优，利用贝叶斯优化技术，选出最优的参数组合。实验结果表明，所提算法在参数寻

优上要优于传统的模型决策树寻优方法，并且能够在迭代次数不多的情况下找到全局最优参数值，在一定程

度上提升了算法的分类性能，节省了大量的调参时间。
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　　在机器学习中，模型要想达到一个不错的预
测结果始终离不开超参数的合理设置。在当前大

数据背景下，模型的超参数越来越多，比如神经网

络［１］、支持向量机［２］、随机森林［３］（ｒａｎｄｏｍｆｏｒｅｓｔ，
ＲＦ）以及极端梯度提升树［４］（ｅｘｔｒｅｍｅｇｒａｄｉｅｎｔ
ｂｏｏｓｔｉｎｇ，ＸＧＢｏｏｓｔ）、轻量级梯度提升机［５］（ｌｉｇｈｔ
ｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇｍａｃｈｉｎｅ，ＬｉｇｈｔＧＢＭ）等广泛运用
于工程领域的模型，这些模型在现实应用中由此

带来的问题也层出不穷，比如组合过多，空间复

杂，调参费时费力，还可能导致过拟合等问题。针

对以上现状，如何高效地进行超参数优化是机器

学习领域中至关重要的一个方面。一些算法提出

了有效的参数优化方法，例如 Ｆａｌｋｎｅｒ等［６］结合

贝叶斯优化和赌博机方法的优点提出了一种快速

收敛的参数确定方法。Ｎａｒａｙａｎ等［７］提出了一个

用于超参数优化的开源分布式框架，用户可以灵

活定制参数优化方法。此外，Ｌｉｕ等［８］提出一种

通用的超参数优化框架，它使用户可以在分布式

设置中使用所有可用的计算资源进行模型训练。

而贝叶斯优化［９］（Ｂａｙｅｓｉａｎｏｐｔｉｍｉｚａｔｉｏｎ，ＢＯ）作为
当前超参数优化算法中的主流方法，在自适应机

器学习算法［１０］、强化学习［１１］、自然语言处理［１２］、

推荐系统［１３］、游戏设计［１４］、传感器应用［１５］、环境

监测［１６］、医学［１７］等应用广泛，相较经验调参方式
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以及网格搜索［１８］、随机搜索［１９］等调参算法，贝叶

斯优化算法大量降低了训练模型的时间，并且能

够自动选择出最优参数，取得了很好的成绩。近

年来，对贝叶斯优化算法的研究主要集中在概率

代理模型以及效用函数的改进方面［２０］。例如，

Ｓｒｉｎｉｖａｓ等［２１］利用置信边界策略重新构造效用函

数，接着 Ｄｅｓａｕｔｅｌｓ等［２２］提出批处理置信边界策

略使实验可以分批进行。

传统上，多数调参过程凭借经验以及对算法

的深刻理解，通过手动选参调参使得模型拥有一

个良好的性能，但这种反复实验的方法无法保证

能有效地找到最合适的超参数组合，且会耗费大

量时间。近年来，超参数优化［２３］技术一直被业界

积极探索，网格搜索即带有步长的穷举搜索，也是

参数选择比较常用的算法之一，但在参数过多的

情况下，该算法将会耗费大量的时间，在计算代价

上呈指数级上升。而随机搜索则对超参数分布随

机采样，且 Ｂｅｒｇｓｔｒａ和 Ｂｅｎｇｉｏ通过实验证明随机
搜索算法［１９］比网格搜索更加高效快捷。虽然网

格搜索和随机搜索在算法思想上比较简单，在给

定的参数范围中测试，以此来确定最优值，理论上

网格搜索一定可以找到全局最优值，但在面临参

数较多、范围较广的实际情况下，计算代价特别庞

大，且两者每次寻找新参数的过程都是独立于之

前寻参过程的，即忽略先验分布，随机搜索虽然比

网格搜索效率高一些，但同样也无法保证可以得

到最优结果。

本文提出一种基于高斯过程的多核贝叶斯优

化的模型决策树（ｍｏｄｅｌｄｅｃｉｓｉｏｎｔｒｅｅｂａｓｅｄｏｎ
ｍｕｌｔｉｋｅｒｎｅｌＢａｙｅｓｉａｎｏｐｔｉｍｉｚａｔｉｏｎ，ＭＢＯＭＤＴ）算
法，针对模型决策树算法在构造模型决策树时超

参数较多，参数组合复杂，利用网格搜索寻找最优

参数费时费力，且不一定能够找到合适的参数值，

设计了三种不同类型的核函数作为模型协方差函

数组合，以此来应对不同分类数据的特性，实验表

明所提算法在参数寻优上要优于传统的模型决策

树（ｍｏｄｅｌｄｅｃｉｓｉｏｎｔｒｅｅ，ＭＤＴ）寻优方法，在一定
程度上提升了算法的分类性能，节省了大量的调

参时间。

１　ＭＢＯＭＤＴ算法

１．１　ＭＤＴ算法

文献［２４］提出的 ＭＤＴ算法的主要思想为在
分类树叶子规模到达给定阈值时停止树的构建，

并在生成的不完全决策树的可辨识结点（非叶结

点且包含不同类别的样本）上搭载分类器，然后

通过分类器继续进行分类，图１为模型决策树的
构建示意图。

图１　模型决策树构建示意
Ｆｉｇ．１　Ｃｏｎｓｔｒｕｃｔｉｏｎｏｆｍｏｄｅｌｄｅｃｉｓｉｏｎｔｒｅｅ

１．２　多核贝叶斯优化算法

贝叶斯优化核心算法包含两个部分，即概率

代理模型及效用函数（ｕｔｉｌｉｔｙｆｕｎｃｔｉｏｎ）。在 ＭＤＴ
算法中，叶子规模以及模型超参数的设置严重影

响模型的分类性能。为了减少参数搜索的复杂度

以及提升参数选择的稳定性，本文提出了一种

ＭＢＯＭＤＴ算法。
如给定模型决策树ＭＤＴ，将叶子规模（参数）

视为变量，用ｘ表示。将ＭＤＴ的分类错误率当作
目标函数ｆ（ｘ），则贝叶斯优化的目标是找到恰当
的ｘ使得 ｆ（ｘ）最小。与网格搜索或随机搜索不
同，贝叶斯优化在选择下一个观测点时考虑了已

有的观测点。具体来说，给定 ｘ的已有观测点集
合Ｘ＝｛ｘ１，ｘ２，…，ｘｎ｝以及目标函数值集合Ｙ＝
｛ｙ１，ｙ２，…，ｙｎ｝，贝叶斯优化利用集合Ｙ、Ｘ以及概
率代理模型拟合真实目标函数 ｆ（ｘ），之后根据效
用函数得到下一个观测点，并将观测点及其目标

函数值分别放入集合Ｘ与 Ｙ中，更新概率代理模
型。重复上述过程，直到满足终止条件，此时得到

最优参数值。

本文使用一种常用的非参数型概率代理模

型：高斯过程［２５］来拟合目标函数 ｆ（ｘ）。它由均
值函数 Ｍ（ｘ）及协方差函数 Σ构成，可以表
示为：

ｆ（ｘ）～ＧＰ（Ｍ（ｘ），Σ） （１）
假设集合Ｘ、Ｙ在忽视噪声的情况下，即 ｙ＝

ｆ（ｘ），Ｙ服从联合高斯分布Ｎ（Ｍ（Ｘ），Σ），并且协

·８６·
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方差函数可由核矩阵Ｋ（Ｘ，Ｘ′）替代，公式如下：

Ｋ（Ｘ，Ｘ′）＝

ｋ（ｘ１，ｘ１）ｋ（ｘ１，ｘ２）… ｋ（ｘ１，ｘｎ）

ｋ（ｘ２，ｘ１）ｋ（ｘ２，ｘ２）… ｋ（ｘ２，ｘｎ）

  

ｋ（ｘｎ，ｘ１）ｋ（ｘｎ，ｘ２）… ｋ（ｘｎ，ｘｎ













）

（２）
其中，函数ｋ（·）可以是任意核函数。为了表达
的简洁，预处理样本使得均值 Ｍ（ｘ）＝０。对于新
的样本点ｘ及其目标函数值 ｙ，高斯过程认为
Ｙ
ｙ[ ]

仍然服从联合高斯分布，具体如下所示：

Ｙ
ｙ[ ]

～Ｎ０，

ｋ（Ｘ，Ｘ） ｋ（Ｘ，ｘ）
ｋ（ｘ，Ｘ） ｋ（ｘ，ｘ[ ]( )） （３）

ｋ（Ｘ，ｘ）表示ｘ与Ｘ之间的３×１阶核矩阵。通
过以下公式可以形式化地表达上述过程：

ｐ（ｙ｜Ｘ，Ｙ，ｘ）＝Ｎ（Ｍ，Σ） （４）
其中，Σ ＝ｋ（ｘ，ｘ）－ｋ（ｘ，Ｘ）ｋ（Ｘ，Ｘ）

－１ｋ（Ｘ，
ｘ），Ｍ ＝ｋ（ｘ，Ｘ）ｋ（Ｘ，Ｘ）

－１Ｙ。最终，通过上
述过程可以对目标函数进行拟合。

效用函数则起到了确定下一估计点的作用，

常用的效用函数有：提升概率最大评估点［２６］

（ｐｒｏｂａｂｉｌｉｔｙｏｆｉｍｐｒｏｖｅｍｅｎｔ，ＰＯＩ）、最大化期望增
量［２７］（ｅｘｐｅｃｔｅｄｉｍｐｒｏｖｅｍｅｎｔ，ＥＩ）、最大化高斯过
程置信区间［２８］（ＧＰｕｐｐｅｒｃｏｎｆｉｄｅｎｃｅｂｏｕｎｄ，ＧＰ
ＵＣＢ）。其中，ＧＰＵＣＢ表达式为：

ＧＰＵＣＢ（Ｘ）＝μ（ｘ）＋槡βσ（ｘ） （５）

参数β用来权衡均值及协方差，本文实验中选择
的效用函数即ＧＰＵＣＢ。

由式（１）可知，构建函数分布的能力以及
理想的预测结果很大程度上依赖于协方差函

数，即核函数的选取。此外，对于多信息源、多

模态数据，如果可以结合多个单核函数，可以

提升模型辨识能力，即多核学习算法［２９］。本

文运用多核学习算法的思想，通过使用不同的

核函数来提升算法性能。实验所使用的径向

基函数（ｒａｄｉａｌｂａｓｉｓｆｕｎｃｔｉｏｎ，ＲＢＦ）核函数分别
表示为：

ｋ（ｘｉ，ｘｊ）＝ｅｘｐ －
ｄ ｘｉ，ｘ( )ｊ

２

２ｌ( )２ （６）

ｋ（ｘｉ，ｘｊ）＝ １＋槡
５
ｌｄ（ｘｉ，ｘｊ）＋

５
３ｌｄ（ｘｉ，ｘｊ）( )２ ·

ｅｘｐ －槡５ｌｄ（ｘｉ，ｘｊ( )） （７）

ｋ（ｘｉ，ｘｊ）＝σ
２
０＋ｘｉ·ｘｊ （８）

为更好地理解贝叶斯优化过程，本文给出一个

例子进行说明，假设目标函数为ｆ（ｘ）＝ｓｉｎｘｃｏｓｘ＋
１／（ｘ２＋１），图２分别为使用 ＲＢＦ核、Ｍａｔｅｒｎ核以
及ＤｏｔＰｒｏｄｕｃｔ核的贝叶斯优化过程示意图，每个
实验迭代１０次。

由图２可以看出，在后验分布中方差越小的
点代表越接近真实分布，接下来通过最大化效用

（ａ）ＲＢＦ核
（ａ）ＲＢＦｋｅｒｎｅｌ

·９６·
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（ｂ）Ｍａｔｅｒｎ核
（ｂ）Ｍａｔｅｒｎｋｅｒｎｅｌ

（ｃ）ＤｏｔＰｒｏｄｕｃｔ核
（ｃ）ＤｏｔＰｒｏｄｕｃｔｋｅｒｎｅｌ

图２　贝叶斯优化模型
Ｆｉｇ．２　Ｂａｙｅｓｉａｎｏｐｔｉｍｉｚａｔｉｏｎｍｏｄｅｌ

函数，将下一评估点选出，即图２中星点所在的位
置，通过多次迭代过程，找到目标函数的最大值也

即待调参数全局最优值。通过图２中不同核函数
对同一目标函数进行优化可以得出，在寻优的过

程中，使用不同核函数拟合出的后验分布具有不

同的分布特性，当使用核函数组合来进行这一

操作时，可以更大程度地覆盖没有被考虑的情

况，提升算法整体的性能。多核贝叶斯优化算

法如算法１所示。

２　实验结果及分析

２．１　实验数据集及实验设置

实验所用１３个分类数据集均来自 ＵＣＩ数据

集，如表 １所示。计算机硬件及环境配置为：

Ｉｎｔｅｌ（Ｒ）Ｃｏｒｅ（ＴＭ）ｉ７－７７００３６０ＧＨｚ处理器，内

存为１６０ＧＢ，Ｗｉｎｄｏｗｓ１０操作系统，Ｐｙｔｈｏｎ３７

版本。

·０７·



　第３期 高虹雷，等：多核贝叶斯优化的模型决策树算法

算法１　多核贝叶斯优化算法

Ａｌｇ．１　ＭｕｌｔｉｋｅｒｎｅｌＢａｙｅｓｉａｎｏｐｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍ

输入：目标函数ｆ，超参数范围Ｘ，效用函数α，随机初始
点个数ｎ，迭代次数Ｎ

输出：ｘ，ｙ

１．随机初始化超参数集合：Ｄ＝｛ｘ１，ｘ２，…，ｘｎ｝，并得到

相应的目标函数值集合Ｙ＝｛ｙ１，ｙ２，…，ｙｎ｝

２．利用高斯过程 ＧＰＲ、ＧＰＭ、ＧＰＤ对观测数据进行拟

合，得到后验分布

３．令效用函数 α最大化，根据后验分布计算下一采
样点

ｘＲ＝ａｒｇｍａｘα（ｘ），ｘＭ＝ａｒｇｍａｘα（ｘ），ｘＤ＝ａｒｇｍａｘα（ｘ）

４．计算不同核函数下采样点的目标值 ｙＲ ＝ｆ（ｘＲ）、

ｙＭ＝ｆ（ｘＭ）、ｙＤ＝ｆ（ｘＤ）

５．计算并评估下一个采样点及其目标函数值：
ｘｎ＋１＝ａｒｇｍｉｎ｛ｆ（ｘＲ），ｆ（ｘＭ），ｆ（ｘＤ）｝

ｙｎ＋１＝ｍｉｎ｛ｙＲ，ｙＭ，ｙＤ｝

６．更新观测值集合 Ｘｎ＋１ ＝Ｘ∪｛ｘｎ＋１｝，更新 ＧＰＲ、

ＧＰＭ、ＧＰＤ
７．重复执行步骤２～６，直到满足迭代次数Ｎ

表１　实验数据集

Ｔａｂ．１　Ｄａｔａｓｅｔｓｕｓｅｄｉｎｅｘｐｅｒｉｍｅｎｔｓ

ＵＣＩ数据集
训练

样本数

测试

样本数

属性

个数

Ａｕｓｔｒａｌｉａｎ ３９０ ３００ １４
Ｍａｄｅｌｏｎ ６００ ２０００ ５００
Ｇｅｒｍｅｎ １５００ ３５００ ２０

Ｂｒｅａｓｔ＿ｃａｎｃｅｒ ２０００ ７７０ ９
Ｓｐａｍｂａｓｅ ２５００ １５００ ５７
Ｄｉａｂｅｔｉｓ ３０００ ４６８０ ８
Ｓｐｌｉｃｅ ５０００ １０８７５ ６０
Ｉｍａｇｅ ６５００ ５０５０ １８
Ｂａｎａｎａ ８０００ １０００ ２

ＣｒｅｄｉｔＣａｒｄＣｌｉｅｔ ９０００ ２００００ ２３
ＭａｇｉｃＧａｍｍａＴｅｌｅｓｃｏｐｅ ９０２０ １００００ １０

Ｃｏｄ＿ｒｎａ １００００ ２００００ ８
Ｆｌａｒｅ＿ｓｏｌａｒ ２００００ ３３３００ ９

ＭＢＯＭＤＴ算法选用了软件包 ＬＩＢＬＩＮＥＡＲ模
型和标准支持向量机（ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，
ＳＶＭ）模型，创建出三种新的模型，其中使用了
ＬＩＢＬＩＮＥＡＲ模型的记为ＭＢＯＭＤＴ＿ＬＩＢ，使用线性
核的ＳＶＭ模型记为ＭＢＯＭＤＴ＿ＳＶＭ（ｌｉｎｅａｒ），使用
高斯核的ＳＶＭ模型记为ＭＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ）。

实验中的超参数分别为可辨识结点样本个数

阈值Ｖ、ＬＩＢＬＩＮＥＡＲ中的类型参数 ｓ、ＳＶＭ中惩罚
参数ｃ、高斯核参数γ。实验内容主要为通过改进
的贝叶斯优化算法对模型决策树超参数进行调

参，以期得到直观明确的最优参数值，其中因为

ＬＩＢＬＩＮＥＡＲ模型的参数 ｓ为类型参数，故在涉及
使用 ＬＩＢＬＩＮＥＡＲ模型的算法中类型参数 ｓ统一
设置为２，不再另做讨论。实验中所用到的６种
算法的相关参数如表２所示，ＭＤＴ相关算法实验
参数设置来自文献［２４］。

表２　各算法实验参数一览表
Ｔａｂ．２　Ｐａｒａｍｅｔｅｒｏｆｄｉｆｆｅｒｅｎｔａｌｇｏｒｉｔｈｍｓ

算法 ｓ ｃ γ Ｖ

ＭＤＴ＿ＬＩＢ √ √

ＭＤＴ＿ＳＶＭ（ｌｉｎｅａｒ） √ √

ＭＤＴ＿ＳＶＭ（ｒｂｆ） √ √ √

ＭＢＯＭＤＴ＿ＬＩＢ √ √

ＭＢＯＭＤＴ＿ＳＶＭ（ｌｉｎｅａｒ） √ √

ＭＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ） √ √ √

注：“√”表示有此参数。

文献［２４］中提出的三种模型决策树算法
ＭＤＴ＿ＬＩＢ、ＭＤＴ＿ＳＶＭ（ｌｉｎｅａｒ）和 ＭＤＴ＿ＳＶＭ（ｒｂｆ）
的超参数较多、调参过程费时费力，且三种算法已

与ＳＶＭ、ＫＮＮ、ＬＲ（ｌｏｇｉｓｔｉｃｒｅｇｒｅｓｓｉｏｎ）、ＬＩＢＬＩＮＥＡＲ
等几种常用的分类方法进行了比较，实验结果表

明文献［２４］中提出的三种模型决策树算法在分
类错误率及运行时间上大多优于其他方法，因此，

本文所提三种模型将与文献［２４］中提出的三种
模型决策树算法以及原始贝叶斯优化下的模型决

策树ＢＯＭＤＴ＿ＬＩＢ算法、ＢＯＭＤＴ＿ＳＶＭ（ｌｉｎｅａｒ）算
法、ＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ）算法进行比较。

２．２　算法参数的优化

ＭＤＴ算法通过实验探究了可辨识结点样本
个数阈值 Ｖ对实验结果的影响，即调整参数 Ｖ的
大小以期找到实验结果的最优值，并作为算法的

最优参数值进行下一步的分类研究。其方案为令

可辨识结点样本个数阈值 Ｖ分别取样本数的
１０％、３０％、５０％、７０％、９０％并在不同数据集上进
行实验，找到相对较优参数值，ＳＶＭ模型中的惩
罚参数ｃ、高斯核参数 γ均为人工调参并结合经
验设定的固定值。其中：ＭＤＴ＿ＬＩＢ算法除在
ＣｒｅｄｉｔＣａｒｄＣｌｉｅｔ和Ｃｏｄ＿ｒｎａ数据集上Ｖ取训练样
本数的３０％，在 Ｓｐａｍｂａｓｅ数据集上 Ｖ取训练样
本数的９０％外，其余算法中Ｖ均为训练样本数的
１０％。ＭＤＴ＿ＳＶＭ（ｌｉｎｅａｒ）算法除在 Ｓｐａｍｂａｓｅ和

·１７·
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Ｃｏｄ＿ｒｎａ数据集上 Ｖ取训练样本数的 ５０％，在
ＣｒｅｄｉｔＣａｒｄＣｌｉｅｔ数据集上 Ｖ取训练样本数的
７０％外，其余算法中 Ｖ均为训练样本数的１０％。
ＭＤＴ＿ＳＶＭ（ｒｂｆ）算法除在 Ｇｅｒｍｅｎ数据集上 Ｖ取
训练样本数的 ５０％，在 Ｉｍａｇｅ、ＭａｇｉｃＧａｍｍａ
Ｔｅｌｅｓｃｏｐｅ以及Ｃｏｄ＿ｒｎａ数据集上Ｖ取训练样本数
的７０％，在ＣｒｅｄｉｔＣａｒｄＣｌｉｅｔ数据集上Ｖ取训练样
本数的９０％以外，其余算法中Ｖ均为训练样本数
的１０％。使用线性核 ＳＶＭ模型中的惩罚参数 ｃ
均为１，使用高斯核 ＳＶＭ模型算法中的惩罚参数
ｃ均为１、高斯核参数γ均为０５。相应地，本文通
过改进贝叶斯优化算法对模型决策树进行参数选

择，各参数范围分别是：Ｖ∈（０，１００）、ｃ∈（１，５０）、
γ∈（００１，１），算法首先选取３个初始点，总计迭
代次数为２０次。通过实验为每种模型优化后的
参数如表３所示。

在参数寻优的过程中，通过实验可以看出：各

算法基本迭代次数为１０次以内就可将综合范围
内的最优参数值找到。因此，利用改进的贝叶斯

优化方法寻优可大幅减少原算法训练最优参数的

时间，提高算法分类效率。当使用ＬＩＢＬＩＮＥＡＲ模
型时，算法参数为 Ｖ。不同算法下运行时间比较
如表４所示。ＭＤＴ算法从｛１，５，１０，…，１００｝中寻
找Ｖ的最优值，ＭＢＯＭＤＴ算法从（１，１００）中寻找
Ｖ的最优值，从表４中可以看到 ＭＢＯＭＤＴ算法选
择参数的时间明显低于 ＭＤＴ算法。另外，当使用
高斯核ＳＶＭ模型时，ＭＤＴ算法分别从｛１，５，１０，…，
１００｝、｛１，１０，２０，…，５０｝、｛００１，０１，０２，…，１｝中
寻找 Ｖ、ｃ、γ的最优值，而 ＭＢＯＭＤＴ算法从（１，
１００）、（１，５０）、（００１，１）中寻找参数值，从表４还可
以看出ＭＢＯＭＤＴ的参数寻优时间远低于ＭＤＴ，其
中“／”表示时间超于２４ｈ。

表３　ＭＢＯＭＤＴ算法下参数的最优值
Ｔａｂ．３　ＯｐｔｉｍａｌｖａｌｕｅｏｆｐａｒａｍｅｔｅｒｓｉｎＭＢＯＭＤＴ

数据集
ＭＢＯＭＤＴ＿ＬＩＢ ＭＢＯＭＤＴ＿ＳＶＭ（ｌｉｎｅａｒ） ＭＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ）

Ｖ／％ Ｖ／％ ｃ Ｖ／％ ｃ γ
Ａｕｓｔｒａｌｉａｎ ３．６５９ ９９．７９０ ２．３３０ ３８．３６０ １．３５８ ０．８３４４
Ｍａｄｅｌｏｎ １０．５７０ １７．９２０ ０．８７５ １９．９７０ １．０６６ ０．５０７０
Ｇｅｒｍｅｎ ２．６２２ ４８．３２０ ４８．４１０ ５５．６７０ ８．３０６ ０．２４４９

Ｂｒｅａｓｔ＿ｃａｎｃｅｒ １．０００ １．０００ ２３．２３０ １．１３３ ３０．０３０ ０．１３３０
Ｓｐａｍｂａｓｅ ６２．１９０ ６６．４００ １．４７９ ４６．９４０ １２．３１０ ０．０４０２
Ｄｉａｂｅｔｉｓ １．０００ １．０００ ６．５１０ ４７．４４０ ２７．５２０ ０．４３６５
Ｓｐｌｉｃｅ １．０１１ １．３０７ ４９．５６０ ４７．６６０ ４８．１７０ ０．０２２８
Ｉｍａｇｅ １４．６６０ ３６．９００ ４６．９２０ ９２．４２０ １．０１８ ０．５２１０
Ｂａｎａｎａ １．２７８ ３．６１２ ４０．３１０ ３．９００ １．０３２ ０．５０３０
ＣＣＣ ２５．７５０ ６９．５１０ １．８７４ ２０．５８０ ５．１２６ ０．０１００
ＭＧＴ ７．９７４ １６．１４０ ４９．６６０ ９５．５５０ １６．３１０ ０．１１７９
Ｃｏｄ＿ｒｎａ ３３．６７０ ３４．２５０ １９．８３０ ７９．７８０ ４５．６００ ０．０７８４１
Ｆｌａｒｅ＿ｓｏｌａｒ ６．９２９ ３．８５１ ４２．６００ ５２．１９０ ８．１１７ ０．８０９８

表４　不同算法下运行时间比较结果
Ｔａｂ．４　Ｃｏｍｐａｒｉｓｏｎｒｅｓｕｌｔｓｏｆｒｕｎｎｉｎｇｔｉｍｅｕｎｄｅｒｄｉｆｆｅｒｅｎｔａｌｇｏｒｉｔｈｍｓ

单位：ｓ

数据集
ＭＤＴ ＭＢＯＭＤＴ

ＢＬＩＮＥＡＲ ＳＶＭ（ｒｂｆ） ＬＩＢＬＩＮＥＡＲ ＳＶＭ（ｒｂｆ）
Ａｕｓｔｒａｌｉａｎ １１．０２ １４３．７２ ５．３８ ５．６８
Ｍａｄｅｌｏｎ ７６５８．２９ ／ ３１２９．９９ ２９９８．２９
Ｇｅｒｍｅｎ ４６．７３ ６２８．５０ ２２．０４ ２５．２４

Ｂｒｅａｓｔ＿ｃａｎｃｅｒ ９．７４ １７４．２０ ４．１６ ７．０２
Ｓｐａｍｂａｓｅ １４３５．６９ １６４２２．００ ３２４．９７ ５６１．３７
Ｄｉａｂｅｔｉｓ ８２．７１ １２４９．６２ ２８．４７ ３９．５９
Ｓｐｌｉｃｅ ２０８．７３ ３４８８．９３ ７４．７９ １００．６３
Ｉｍａｇｅ １４０６．４６ １６９０２．１３ ５３５．８６ ５１２．８８
Ｂａｎａｎａ ７３０．８２ ９５７３．００ ２８７．９６ ３１５．３５
ＣＣＣ １４０６１．４７ ／ ４８１５．７３ ４４４３．８８
ＭＧＴ ６２１３．１９ ／ ２２８６．１４ ２５５２．０６
Ｃｏｄ＿ｒｎａ ２８１．４５ ５０３１．４８ １２６．７９ １５８．５８
Ｆｌａｒｅ＿ｓｏｌａｒ １３６．８６ １５８６２．２０ ５１．８４ ５７２．９２

·２７·
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２．３　本文算法与ＭＤＴ算法的比较

本节将本文提出的三种算法 ＭＢＯＭＤＴ＿ＬＩＢ、
ＭＢＯＭＤＴ＿ＳＶＭ（ｌｉｎｅａｒ）以及 ＭＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ）
分别与文献［２４］中的 ＭＤＴ＿ＬＩＢ、ＭＤＴ＿ＳＶＭ
（ｌｉｎｅａｒ）和ＭＤＴ＿ＳＶＭ（ｒｂｆ）三种算法进行分类性
能的比较，实验结果如表５所示。ＭＤＴ三种算法
在部分数据集上的实验结果来自文献［２４］，本文

所提算法中的最优超参数设定均依照表３所得
结果设置。由表 ５可知，本文所提三种算法在
得到最优参数值之后使得算法的分类性能与之

前对应的 ＭＤＴ算法相比，均得到了提升，其中
ＭＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ）算法在所有算法中表现最
好，表中标黑数据为该数据集下６种算法分类错
误率最小值。

表５　不同算法下分类错误率比较结果
Ｔａｂ．５　Ｃｌａｓｓｉｆｉｃａｔｉｏｎｅｒｒｏｒｒａｔｅｓｃｏｍｐａｒｉｓｏｎｏｆｄｉｆｆｅｒｅｎｔａｌｇｏｒｉｔｈｍｓ

％

数据集
ＭＤＴ ＭＢＯＭＤＴ

ＬＩＢＬＩＮＥＡＲ ＳＶＭ（ｌｉｎｅａｒ） ＳＶＭ（ｒｂｆ） ＬＩＢＬＩＮＥＡＲ ＳＶＭ（ｌｉｎｅａｒ） ＳＶＭ（ｒｂｆ）

Ａｕｓｔｒａｌｉａｎ １９．００ ２０．３３ １６．３３ １３．０００ １２．３３０ １３．６６００

Ｍａｄｅｌｏｎ ３３．１２ ３０．３５ ３５．７２ ３３．０５０ ３０．７００ ３１．１５００

Ｇｅｒｍｅｎ １３．２８ １４．０９ ６．４０ ７．９７１ ６．１４３ ５．１４３０

Ｂｒｅａｓｔ＿ｃａｎｃｅｒ １３．１２ １３．１１ ９．４８ １．６８８ １．６８８ ２．３３８０

Ｓｐａｍｂａｓｅ ８．２１ ８．２０ １５．４０ ８．０６７ ７．９３３ ９．７３３０

Ｄｉａｂｅｔｉｓ １７．７２ １７．７０ ４．２６ ３．７３３ ３．８３３ ０．３６６７

Ｓｐｌｉｃｅ １．７７ １．６３ １．５５ １．１７７ １．０３９ ０．８５５２

Ｉｍａｇｅ ４．１０ ４．７１ ０．７５ ３．８６１ ３．８６１ ０．０７９２

Ｂａｎａｎａ １３．９４ １３．２０ ９．４０ ９．８００ ９．５００ ８．１０００

ＣＣＣ １８．２４ １８．０８ １８．６１ １８．２５０ １８．０８２ １８．０７００

ＭＧＴ １４．３８ １４．７０ １３．５３ １４．１５０ １４．０５０ １２．５８００

Ｃｏｄ＿ｒｎａ ５．４０ ５．３４ ６．２３ ５．３００ ５．１９０ ４．９１５０

Ｆｌａｒｅ＿ｓｏｌａｒ ３２．３２ ３２．２８ ３１．８３ ３１．９５０ ３１．９２０ ３０．８４００

　　为直观地理解实验结果，图 ３给出了
ＭＢＯＭＤＴ算法与ＭＤＴ算法采用三种不同分类器
时分类错误率的大小关系比较。其中，黑点表示

所用的１３个数据集，横坐标代表 ＭＤＴ算法的错
误率，纵坐标代表ＭＢＯＭＤＴ算法的错误率。对角
线上的黑点表示两种算法错误率一致或基本相

同，在对角线上方的黑点表示在此数据集上

ＭＢＯＭＤＴ算法错误率高于 ＭＤＴ算法错误率，对
角线下方的黑点代表在此数据集上 ＭＢＯＭＤＴ算
法错误率低于 ＭＤＴ算法错误率。黑点距离对角
线越远，表示在此数据集上两种算法的分类错误

率相差越大。

由图３可知，当采用 ＬＩＢＬＩＮＥＡＲ模型时，在
５个数据集上 ＭＢＯＭＤＴ的错误率明显低于 ＭＤＴ
算法，且提升幅度较大，其余数据集上基本持平

或稍好于原结果；当采用 ＳＶＭ（ｌｉｎｅａｒ）模型时，
同样５个数据集上ＭＢＯＭＤＴ算法的错误率明显
低于 ＭＤＴ算法，５个数据集上有小幅度提升，２
个数据集基本持平，只有在 １个数据集上略低
于 ＭＤＴ算 法；当 采 用 ＳＶＭ（ｒｂｆ）模 型 时，

ＭＢＯＭＤＴ算法只有在其中１个数据集上的结果
与ＭＤＴ算法基本持平，在剩下的数据集上，表现
均有明显提升。特别地，在 Ｄｉａｂｅｔｉｓ数据集上
ＭＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ）算法的分类错误率比 ＭＤＴ＿
ＳＶＭ（ｒｂｆ）算法降低了９１％。综上，ＭＢＯＭＤＴ算
法可通过找到全局最优超参数使模型分类的性

能得到进一步提升。

（ａ）ＬＩＢＬＩＮＥＡＲ

·３７·
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（ｂ）ＳＶＭ（ｌｉｎｅａｒ）

（ｃ）ＳＶＭ（ｒｂｆ）

图３　ＭＢＯＭＤＴ与ＭＤＴ分类错误率比较
Ｆｉｇ．３　Ｃｏｍｐａｒｉｓｏｎｏｆｃｌａｓｓｉｆｉｃａｔｉｏｎｅｒｒｏｒｒａｔｅｆｏｒ

ＭＢＯＭＤＴａｎｄＭＤＴ

２．４　本文算法与ＢＯＭＤＴ算法的比较

本节将本文所提出的三种算法ＭＢＯＭＤＴ＿ＬＩＢ、
ＭＢＯＭＤＴ＿ＳＶＭ（ｌｉｎｅａｒ）以及ＭＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ）与
使用原始贝叶斯优化后的模型决策树 ＢＯＭＤＴ＿
ＬＩＢ、ＢＯＭＤＴ＿ＳＶＭ（ｌｉｎｅａｒ）和 ＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ）
三种算法进行分类性能的比较。各算法均在最优

超参数下运行，结果如表６所示。
由表６可知，ＭＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ）算法表现

最好，表中标黑数据为该数据集下６种算法分类
错误率最小值。从表中可以看出，三种 ＭＢＯＭＤＴ
算法在绝大部分数据集上的分类性能均优于

ＢＯＭＤＴ算法，这说明使用三种不同类型的核函数
作为模型协方差函数组合要优于单一核函数下的

贝叶斯优化算法，实验结果表明，本文所提算法可

应对不同分类数据的特性，从而获得了较为理想

的模型预测性能。

图４给出了 ＭＢＯＭＤＴ算法与 ＢＯＭＤＴ算法
采用三种不同分类器时分类错误率的大小关系比

较。由图４可知，只有采用 ＳＶＭ（ｌｉｎｅａｒ）模型时，
在１个数据集上略低于 ＢＯＭＤＴ算法，其他算法
均好于或与ＢＯＭＤＴ算法相当。特别地，在 Ｉｍａｇｅ
数据集上ＭＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ）算法的分类错误率
比ＢＯＭＤＴ＿ＳＶＭ（ｒｂｆ）算法降低了 ７３％。综上，
ＭＢＯＭＤＴ算法通过在高斯过程中构建三个核函
数组合，对分类问题适用更加广泛，且在一定程度

上可以提升模型的分类性能。

表６　不同算法下分类错误率比较结果
Ｔａｂ．６　Ｃｌａｓｓｉｆｉｃａｔｉｏｎｅｒｒｏｒｒａｔｅｓｃｏｍｐａｒｉｓｏｎｒｅｓｕｌｔｓｏｆｄｉｆｆｅｒｅｎｔａｌｇｏｒｉｔｈｍｓ

％

数据集
ＢＯＭＤＴ ＭＢＯＭＤＴ

ＬＩＢＬＩＮＥＡＲ ＳＶＭ（ｌｉｎｅａｒ） ＳＶＭ（ｒｂｆ） ＬＩＢＬＩＮＥＡＲ ＳＶＭ（ｌｉｎｅａｒ） ＳＶＭ（ｒｂｆ）

Ａｕｓｔｒａｌｉａｎ １４．６７０ １４．０００ １３．６７００ １３．０００ １２．３３０ １３．６６００
Ｍａｄｅｌｏｎ ３３．５００ ３０．３５０ ３２．５５００ ３３．０００ ３０．７００ ３１．１５００
Ｇｅｒｍｅｎ ８．５７０ ７．９３３ ６．００００ ７．９００ ６．１４３ ５．１４３０

Ｂｒｅａｓｔ＿ｃａｎｃｅｒ １．６８８ １．９４８ ２．４６８０ １．６８８ １．６８８ ２．３３８０
Ｓｐａｍｂａｓｅ ８．１３３ ８．０００ １５．５３００ ８．０００ ７．９００ ９．７３３０
Ｄｉａｂｅｔｉｓ ４．０３３ ３．９６７ １．１６７０ ３．７３３ ３．８３３ ０．３６６７
Ｓｐｌｉｃｅ １．１７７ １．８２１ ０．９４７１ １．１７７ １．０３９ ０．８５５２
Ｉｍａｇｅ ９．９０１ ３．８６１ ０．２９７０ ３．８００ ３．８６１ ０．０７９２
Ｂａｎａｎａ １１．４００ １１．２００ ８．４０００ ９．８００ ９．５００ ８．１０００
ＣＣＣ １８．４４０ １８．１００ １８．１４００ １８．２００ １８．０００ １８．０７００
ＭＧＴ １４．８２０ １４．２５０ １３．０１００ １４．１００ １４．０００ １２．５８００
Ｃｏｄ＿ｒｎａ ５．４００ ５．２２０ ５．３９００ ５．３００ ５．１００ ４．９１５０
Ｆｌａｒｅ＿ｓｏｌａｒ ３２．０２０ ３２．４２０ ３０．８４００ ３１．９００ ３１．９２０ ３０．８４００

·４７·
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（ａ）ＬＩＢＬＩＮＥＡＲ

（ｂ）ＳＶＭ（ｌｉｎｅａｒ）

（ｃ）ＳＶＭ（ｒｂｆ）

图４　ＭＢＯＭＤＴ与ＢＯＭＤＴ分类错误率比较
Ｆｉｇ．４　Ｃｏｍｐａｒｉｓｏｎｏｆｃｌａｓｓｉｆｉｃａｔｉｏｎｅｒｒｏｒｒａｔｅｆｏｒ

ＭＢＯＭＤＴａｎｄＢＯＭＤＴ

３　结论

本文提出一种多核贝叶斯优化的模型决策树

算法，算法采用三种不同的高斯过程建模寻优，以

应对不同的分类数据特性，利用贝叶斯优化技术，

不断加入新的信息，找到新的后验分布，选出最佳

的参数组合。实验表明，所提算法在参数寻优上

要优于传统的ＭＤＴ寻优方法，能够在迭代次数不
多的情况下找到更优的参数值，且在一定程度上

提升算法的分类性能，减少计算代价。不过多核

贝叶斯优化的模型决策树算法对数据维度和算力

要求方面比较高，在未来的工作中，需研究数据降

维对算法的影响，以增强本算法的适用性。
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