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联合生成对抗网络和检测网络的 ＳＡＲ图像目标检测
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摘　要：针对合成孔径雷达图像目标检测中存在的样本获取困难且数量有限问题，提出了联合生成对抗
网络和检测网络的学习模型。利用原始训练集对特别设计的超快区域卷积神经网络进行预训练；通过基于

注意力机制的深度学习生成对抗网络生成高质量合成样本，并输入检测网络进行预测；依据预测信息和概率

等价类属标签分配策略为新生样本提供注释信息，并以一定占比对原始训练集进行扩充；利用扩充数据集对

检测网络进行再训练。多组仿真实验证明，所提框架能够有效提升网络检测效率和性能。
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　　合成孔径雷达 （ｓｙｎｔｈｅｔｉｃａｐｅｒｔｕｒｅｒａｄａｒ，
ＳＡＲ）是一种主动式的微波成像传感器，可以全天
候、全天时地执行遥感监视任务［１］，其多极化和

高分辨率成像模式为对地监测提供了大量可利用

数据。以此为基础，ＳＡＲ图像目标检测技术得以
蓬勃发展，并广泛应用于军事和民用领域。然而，

由于 ＳＡＲ图像复杂的内在特性和较差的观测效
果，传统的目标检测算法［２－５］收效甚微。随着深

度学习算法的崛起，启发于神经网络在可见光图

像目标检测领域的巨大成功，研究人员开始将其

应用于ＳＡＲ图像目标检测当中，并取得了一定成
果，例如车辆检测［６］、舰船检测［７－８］、地质检

测［９］等。

深度学习在可见光图像目标检测领域所取得

的成就，得益于大数据为其提供源源不断的训练

样本，而相较于可见光图像数量多、易收集的特

点，ＳＡＲ图像因获取方式单一、代价大，目前公开
数据却很少。除此之外，执行数据注释也是一项

非常耗费精力和成本的任务。因此，研究人员开

始追求以有限数据获取高效网络模型的方法，进

而数据增强技术应运而生。目前应用较多的数据

增强技术可分为三类：仿射变换［１０－１１］、数据合

成［１２－１３］和数据生成［１４－１５］。仿射变换通过图像旋

转、拉伸、剪切、色彩变换、区域擦除等图像处理操

作获取扩展图像，但其不能深层次地挖掘目标图

像特征，因此目标多样性并没有发生根本变化，甚

至当使用大量扩展图像训练深度学习模型时，网

络将产生过拟合现象［１６］。数据合成通过将目标

切片随机镶嵌于新的背景当中获取扩展图像，但

其并不能保证合成图像能够始终精确地模拟原始

 收稿日期：２０２０－０８－２５
基金项目：国家部委基金资助项目（ＬＪ２０１９１Ａ０４０１５５）
作者简介：韩子硕（１９８６—），男，河北石家庄人，博士研究生，Ｅｍａｉｌ：ｓｈｕｏ１９８６ａｎｄｙ＠１２６．ｃｏｍ；

王春平（通信作者），男，教授，博士，博士生导师，Ｅｍａｉｌ：ｃｈｕｎｐｗ＿ｔｏｍ＠１６３．ｃｏｍ



　第３期 韩子硕，等：联合生成对抗网络和检测网络的ＳＡＲ图像目标检测

图像的视觉环境，而且此方法还需要大量的外部

数据支持［１７］。数据生成主要是通过生成对抗网

络（ｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋ，ＧＡＮ）来生成新
的图像，其强大的特性以及逼真的新生图像，深受

业界人士追捧。

ＧＡＮ由 Ｇｏｏｄｆｅｌｌｏｗ等［１８］于 ２０１４年提出，并
应用于视觉图像生成，从此许多基于ＧＡＮ的衍生
模型相继而来。深度卷积生成对抗网络［１９］（ｄｅｅｐ
ｃｏｎｖｏｌｕｔｉｏｎａｌＧＡＮ，ＤＣＧＡＮ）用卷积神经网络
（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，ＣＮＮ）和全局池化
层分别代替ＧＡＮ中的多层感知机和全连接层，以
稳定 ＧＡＮ的训练过程。Ａｒｊｏｖｓｋｙ等［２０］提出的

ＷＧＡＮ，通过更加科学地度量生成数据与真实数
据之间的差异，很大程度上缓解了梯度消失和模

式坍塌问题。Ａｎｄｒｅｗ等［２１］提出的 ＢｉｇＧＡＮ，通过
扩大网络批处理数量和增加卷积通道，并以截断

技巧平稳训练过程，使 ＧＡＮ性能得到大幅提升。
Ｚｈａｎｇ等［２２］将注意力机制引入ＧＡＮ中，使网络能
够自我学习应该关注的区域，像素之间的空间关

联性也得以增强，解决了卷积结构所带来的感受

野受限问题。Ｋａｒｎｅｗａｒ等［２３］提出的 ＭＳＧＧＡＮ，
允许梯度流从鉴别器到生成器在多个尺度上流

动，为高分辨率图像生成提供了一种稳定的训练

方法。随着ＧＡＮ模型的不断优化，生成图像愈加
逼真，其常被应用于各种预测任务，如：文本检

测［２４］、字体识别［２５］、目标检测［２６］、人体姿势估

计［２７］等。Ｇａｉｄｏｎ等［２８］指出用生成数据对神经网

络进行预训练，可提升网络性能。

基于以上分析，本文提出将ＧＡＮ应用于ＳＡＲ
图像目标检测中，并将其与超快区域卷积神经网

络 （ｆａｓｔｅｒ ｒｅｇｉｏｎｂａｓｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，ＦａｓｔｅｒＲＣＮＮ）相结合，构建集数据增强
与目标检测于一体的深度学习模型，目的是在数

据样本有限的前提下，高效完成目标检测任务。

其中，提出了基于自我关注机制的深度卷积生成

对抗网络（ｓｅｌｆａｔｔｅｎｔｉｏｎＤＣＧＡＮ，ＳＡＤＣＧＡＮ），生
成高质量的数据样本，并利用概率等价类属标签

分配策略充分挖掘生成的无标签图像潜力，进而

对原始训练集进行数据扩充，最后通过特别设计

的ＦａｓｔｅｒＲＣＮＮ实现ＳＡＲ图像目标检测。

１　整体网络框架

为了更加直观地展现本文用于 ＳＡＲ图像的
半监督目标检测算法，图１给出了所提算法的基
本网络框架。训练过程如下：首先，利用原始训练

集对特别设计的 ＦａｓｔｅｒＲＣＮＮ检测网络进行训
练；然后，利用 ＳＡＤＣＧＡＮ生成新的图像样本，并
输入检测网络中进行预测，为其生成一个含类别

概率和目标位置信息的标签文件；最后，用生成图

像扩充训练集，并对检测网络进行微调。下面详

细介绍整个过程的具体实现。

１．１　ＳＡＤＣＧＡＮ

ＧＡＮ主要包括生成器和鉴别器两个模块。
生成器以随机噪声或向量为输入来生成新的图

像。鉴别器用于判断输入图像的真假。训练过

程中，生成器的目标是尽量生成逼近真实的图

像去欺骗鉴别器，鉴别器的目标则是尽量将生

成图像与真实图像区别开来，双方相互博弈。

在理想状态下，生成器足以生成以假乱真的图

像。随着 ＣＮＮ所展现出的强大优势，许多基于
ＧＡＮ的图像生成模型，均利用卷积层来构建生
成器和鉴别器，以解决ＧＡＮ训练不稳定的问题。
因此，本文设计了所需的 ＤＣＧＡＮ模型，并在每
一卷积层后引入自我关注模块进行辅助，称之

为 ＳＡＤＣＧＡＮ。

图１　算法整体框架
Ｆｉｇ．１　Ｏｖｅｒａｌｌｆｒａｍｅｗｏｒｋｏｆａｌｇｏｒｉｔｈｍ
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１．１．１　ＤＣＧＡＮ
ＤＣＧＡＮ采用 ＣＮＮ代替原始 ＧＡＮ中的多

层感知机，并去掉了 ＣＮＮ中的池化层，另外以
全局池化层代替全连接层，有力解决了训练不

稳定、生成过程不可控、解释性差等缺点。图２
展示了本文所用 ＤＣＧＡＮ的基本架构。生成器
以一个１００维的随机向量为输入，并利用线性
变换将其放大至 ４×４×１０２４大小，然后通过
５个核大小为 ５×５、步幅为 ２的反卷积操作，
将其扩展为 １２８×１２８×３的图像矩阵。生成
器输出层使用 Ｔａｎｈ激活函数，其余层使用
ＲｅＬＵ激活函数。与生成器结构相反，鉴别器
通过５个卷积操作提取训练集和假图像特征，
经 ｓｉｇｍｏｉｄ函数后，输出判定结果，其所有层均
使用 ＬｅａｋｙＲｅＬＵ激活函数。值得注意的是，除
生成器的输出层和鉴别器的输入层外，其他层

之后均进行批归一化处理，以确保网络有足够

的梯度。

１．１．２　自我关注模型
ＤＣＧＡＮ虽在图像生成领域取得了重大进步，

但受ＣＮＮ卷积核限制，其感受野较小，很难表述
不同图像区域之间的依赖性，且无法对含有较多

几何或结构约束的类别进行建模，而自我关注模

型可有效捕捉图像全局依赖性［２９］。自我关注生

成对抗网络［２２］在可见光图像生成中，取得了长足

进步，但将其应用于 ＳＡＲ图像生成却效果欠佳。
因此，本文将自我关注模型引入 ＤＣＧＡＮ每层卷
积操作之后，构建 ＳＡＤＣＧＡＮ模型，提升网络全
局建模能力。自我关注模型如图３所示，其实现
过程如下：

输入：特征图ｕ∈ＲＲＣ×Ｎ，其中Ｃ表示特征图通
道数，Ｎ表示特征点位置数。

步骤１：将ｕ通过两个１×１卷积转换为特征
空间ｆ和ｇ，ｆ（ｕ）＝Ｗｆｕ，ｇ（ｕ）＝Ｗｇｕ，其中Ｗｆ∈

ＲＲＣ
～×Ｃ和Ｗｇ∈ＲＲ

Ｃ～×Ｃ表示１×１卷积的权重矩阵，

Ｃ～ ＝Ｃ／８表示卷积通道数。

图２　ＤＣＧＡＮ基本架构
Ｆｉｇ．２　ＦｒａｍｅｗｏｒｋｏｆＤＣＧＡＮ

图３　ＳＡＤＣＧＡＮ中引入的自我关注模型
Ｆｉｇ．３　ＳｅｌｆａｔｔｅｎｔｉｏｎｍｏｄｅｌｉｎｔｒｏｄｕｃｅｄｉｎＳＡＤＣＧＡＮ
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　　步骤２：将ｆ的输出ｆｕｉ＝ｆ（ｕｉ）经转置后与ｇ
的输出ｇｕｊ＝ｇ（ｕｊ）相乘构建初始注意力图ξｊ，ｉ＝

ｅｘｐ（ｓｉｊ）／∑
Ｎ

ｉ＝１
ｅｘｐ（ｓｉｊ），其中ｓｉｊ＝ｆ

Ｔ
ｕｉｇｕｊ，ξｊ，ｉ表示模型

在合成第ｊ个像素时对第ｉ个像素的关注度。初始
注意力图描述的是原始特征图中一个像素位置与

其他像素位置的关系。

步骤３：计算自我关注特征图ｏ＝（ｏ１，ｏ２，…，

ｏｊ，…，ｏＮ）∈ ＲＲ
Ｃ×Ｎ，其中 ｏｊ ＝ｖ∑

Ｎ

ｉ＝１
ξｊ，ｉｈ（ｕｉ[ ]），

ｈ（ｕｉ）＝Ｗｈｕｉ，ｖ（ｕｉ）＝Ｗｖｕｉ，Ｗｈ∈ＲＲ
Ｃ～×Ｃ和Ｗｖ∈

ＲＲＣ
～×Ｃ同样表示１×１卷积的权重矩阵。
步骤４：将自我关注特征图ｏ乘以占比参数γ

后，与原始特征图 ｕ相加，其结果作为自我关注
模块的最终输出，可表示为：ζｉ＝γｏｉ＋ｕｉ，其中 γ
为可学习参数，初始化为０。
１．１．３　ＳＡＤＣＧＡＮ训练设置

在训练之前，首先将训练图像转换为１２８×
１２８大小，并映射至［－１，１］范围。所有卷积

层初始化参数均从均值为０、标准差为００２的
正态分布中随机采样得到，批量大小设置为

１２８。ＬｅａｋｙＲｅＬＵ激活函数中 α取值为 ０２。
训练过程中，采用 Ａｄａｍ优化器［３０］（β１ ＝０，
β２＝０９）加速网络训练，并设置生成器学习率
为００００１、鉴别器学习率为 ００００４，两者相
互交替训练。网络生成对抗损失函数采用

Ｈｉｎｇｅｌｏｓｓ［３１］：
ＬＤ＝－ＥＥ（ｑ，ｄ）～ｐｄａｔａ｛ｍｉｎ［０，－１＋Ｄ（ｑ，ｄ）］｝－

ＥＥｚ～ｐｚ，ｄ～ｐｄａｔａ｛ｍｉｎ［０，－１－Ｄ（Ｇ（ｚ），ｄ）］｝（１）
ＬＧ＝－ＥＥｚ～ｐｚ，ｄ～ｐｄａｔａＤ（Ｇ（ｚ），ｄ） （２）

其中，ＥＥ表示求取期望，Ｄ（·）表示鉴别器输出，
Ｇ（·）表示生成器输出，ｑ和ｄ为从真实分布ｐｄａｔａ
中采样得到的样本，ｚ为从随机分布 ｐｚ中采样得
到的样本。

１．２　基于ＦａｓｔｅｒＲＣＮＮ的目标检测网络

ＦａｓｔｅｒＲＣＮＮ模型共包含三个模块：特征提
取网络、区域建议网络（ｒｅｇｉｏｎｐｒｏｐｏｓａｌｎｅｔｗｏｒｋ，
ＲＰＮ）和检测网络，具体框架结构见图４。

图４　ＦａｓｔｅｒＲＣＮＮ框架
Ｆｉｇ．４　ＦｒａｍｅｗｏｒｋｏｆＦａｓｔｅｒＲＣＮＮ

１．２．１　特征提取网络
特征提取网络旨在获取输入图像特征，为

ＲＰＮ和检测网络提供表征能力强大的特征图。
本文设计的特征提取网络共有 ６层（Ｃｏｎｖ１～
Ｃｏｎｖ６），包括６个卷积层，除第一层卷积核大小
为５外，其余层卷积核大小均为３，卷积核滑动步
长取１，卷积核个数依次为６４、６４、１２８、１２８、２５６、

２５６。在前四层卷积之后紧接着最大池化层 Ｍａｘ
ｐｏｏｌｉｎｇ，池化层大小和滑动步长均为２。所有层
都使用ＲｅＬＵ作为激活函数，并且在ＲｅＬＵ之后执
行批归一化。

１．２．２　区域建议网络
ＲＰＮ作为整个框架的重要组件，通过合理的

锚框设置来快速完成高质量候选区域提取，为检

测网络提供合理化建议。设置锚框比例为
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｛１∶１，１∶２，１∶３，１∶５，５∶１，３∶１，２∶１｝，尺
度取｛１０２，１６２，３２２，４８２，６４２｝。在特征提取网
络输出的特征图上，以滑窗操作生成多个锚框，经

一个３×３卷积层后，通过两个全连接层为每个锚
框分配一个二进制类标签（是／不是目标）和四个
参数坐标（ｘ，ｙ，ｗ，ｈ），其中（ｘ，ｙ）表示 ＲＰＮ预测
的边框中心点坐标，ｗ和ｈ分别表示宽与高，具体
过程如图５所示。

图５　ＲＰＮ示意
Ｆｉｇ．５　ＲＰＮｓｃｈｅｍａｔｉｃｄｉａｇｒａｍ

在ＲＰＮ训练阶段，为了提升计算效率，需要
将所有的锚框分为正样本和负样本。正样本定义

为：与任意地面真值交并比（ｉｎｔｅｒｓｅｃｔｉｏｎｏｖｅｒ
ｕｎｉｏｎ，ＩｏＵ）大于０７的锚框。负样本定义为：与
所有地面真值ＩｏＵ均小于０．３的锚框，其余非正
非负的样本被舍弃。从正负样本中随机抽取２５６
个作为一个小批量训练集，正负样本保持１∶１比
例，如果正样本个数小于１２８，则用负样本填补。
ＲＰＮ网络初始学习率为０００１，每２００００次迭代
将当前的学习率除以１０，初始预训练最大迭代次
数为４００００，二次训练最大迭代次数为 ２００００。
通过ＲＰＮ提取到的候选区域之间会有大量的重
叠，基于候选区域分类得分，采用非极大值抑制

（ｎｏｎｍａｘｉｍｕｍｓｕｐｐｒｅｓｓｉｏｎ，ＮＭＳ）去除重叠的候
选区域，并将得分最高的前２００个候选区域作为
感兴趣区域（ｒｅｇｉｏｎｏｆｉｎｔｅｒｅｓｔｓ，ＲｏＩｓ）输入检测网
络中。

１．２．３　检测网络
检测网络用于执行对候选区域的最终判

定，其输入为由特征提取网络构建的特征图和

由 ＲＰＮ提供的候选区域。首先，计算每个候选
区域在特征图上对应的映射区域，然后利用 ＲｏＩ
池化将这些映射区域统一到相同的大小，经两

个全连接层（ｆｕｌｌｙｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋ，ＦＣＮ）
后，由分类层输出每个候选区域所属类别的概

率分布ｐ ＝（ｐ０，ｐ１，…，ｐＫ），其中 Ｋ表示类别

数，根据ｐ为每个候选区域添加类别标签，同时
由边框回归层输出目标的参数化坐标，指定与

地面真值相交不小于 ０５的候选区域为正
样本。

检测网络训练参数设置方式与 ＲＰＮ一致，初
始预训练最大迭代次数为６００００，二次训练最大
迭代次数为３００００。检测网络和 ＲＰＮ共享特征
提取网络，并采用交替方式进行训练［３２］。

１．２．４　概率等价类属标签分配
目前，为数据增强生成的无标签图像添加类

属标签共有三种处理方法：一是新增类处理［３３］，

即在原始数据集上新增加一个类别，将所有新生

样本均归为这一类别；二是最大概率类属标签分

配［３４］，即根据新生样本在网络中的预测结果，将

其归为预测可能性最大的类别；三是标签平滑正

则化处理［２６］，即将新生样本所属类别概率平均分

配至所有类，假设原数据集共有 Ｋ类，那么新生
样本属于第 ｉ类的概率为１／Ｋ。另外，对于新生
样本中目标位置信息，均采用网络预测的方式进

行标定。

以上方法虽可以在不同程度上提升网络性

能，但均不能有效挖掘生成图像潜力。因此，本文

提出了概率等价类属标签分配策略，如图６所示，
其具体过程如下：①利用原始训练集对 ＦａｓｔｅｒＲ
ＣＮＮ进行初始训练；②将生成图像输入检测网络
进行预测，并记录预测目标的坐标信息和所属类

别概率分布ｐ ＝（ｐ０，ｐ１，…，ｐＫ）；③将坐标信息
和所属类别概率分布写入注释文件，作为该生成

图像的注释。

１．２．５　损失函数
ＦａｓｔｅｒＲＣＮＮ需完成目标分类和定位两项任

务，因此使用多任务损失函数，包括分类损失

（ｃｌａｓｓｌｏｓｓ）和边框回归损失（ｂｂｏｘｒｅｇｒｅｓｓｉｏｎｌｏｓｓ）
两部分，定义为：

Ｌ（ｐｉ，ｌｉ，ｔｉ，ｔｉ）＝
１
Ｎｃｌｓ∑ｉ Ｌｃｌｓ（ｐｉ，ｌｉ）＋

λ １Ｎｒｅｇ∑ｉ ｌｉＬｒｅｇ（ｔ

ｉ，ｔｉ） （３）

式中，λ表示平衡系数，用于控制分类损失函数
Ｌｃｌｓ与边框回归损失函数 Ｌｒｅｇ所占比重，Ｎｃｌｓ表示
ｍｉｎｉｂａｔｃｈ中输入样本的个数（本文设置 Ｎｃｌｓ＝
２５６），Ｎｒｅｇ表示特征图大小，ｐｉ表示样本预测为目
标的概率，ｉ表示一个ｍｉｎｉｂａｔｃｈ中样本的索引，ｌｉ
表示第ｉ个样本的真实标签，ｔｉ表示定位边框的４
个参数化坐标，ｔｉ 表示真值区域的 ４个参数化
坐标。
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（ａ）真实图像
（ａ）Ｒｅａｌｉｍａｇｅ

　　　　　　　　　　　　　　 （ｂ）生成图像
（ｂ）Ｇｅｎｅｒａｔｅｄｉｍａｇｅ

图６　真实图像与生成图像的类属标签分布
Ｆｉｇ．６　Ｄｉｓｔｒｉｂｕｔｉｏｎｏｆｔｈｅｌａｂｅｌｓｏｆｒｅａｌｉｍａｇｅｓａｎｄｇｅｎｅｒａｔｅｄｉｍａｇｅｓ

　　式（３）中Ｌｃｌｓ和Ｌｒｅｇ分别定义为：

Ｌｃｌｓ（ｐ，ｌ）＝－（１－η）ｌｎｐ
ｌ－η∑

Ｋ

ｋ＝１
ｐｋｌｎ（ｐ（ｋ））

ｌ

（４）
Ｌｒｅｇ（ｔ，ｔ）＝（１－η）ｓＬ１（ｔ

 －ｔ）＋

εηｓＬ１（ｔ
 －ｔ） （５）

其中：当第ｉ个样本取自真实图像时，η＝０；取自
生成图像时，η＝１。ε用于调整生成图像边框回

归损失占比，ｓＬ１（ｘ）＝
０．５ｘ２， ｘ＜１
ｘ－０．５，{ ｏｔｈｅｒｗｉｓｅ

。ｔ＝

（ｔｘ，ｔｙ，ｔｗ，ｔｈ）与 ｔ ＝（ｔｘ，ｔｙ，ｔｗ，ｔｈ）的具体形
式为：

ｔｘ＝（ｘ－ｘａ）／ｗａ
ｔｙ＝（ｙ－ｙａ）／ｈａ
ｔｗ＝ｌｎ（ｗ／ｗａ）

ｔｈ＝ｌｎ（ｈ／ｈａ










）

（６）

ｔｘ ＝（ｘ －ｘａ）／ｗａ
ｔｙ ＝（ｙ －ｙａ）／ｈａ
ｔｗ ＝ｌｎ（ｗ／ｗａ）

ｔｈ ＝ｌｎ（ｈ／ｈａ










）

（７）

式中：ｘ、ｘａ和ｘ分别表示预测框、锚框和标记框
的中心点横坐标；ｙ，ｗ，ｈ的定义方式同上。

２　实验设置及评估

所有实验均在配置为 Ｅ５－２６３０ｖ４ＣＰＵ、
ＮＶＩＤＩＡＧＴＸ－１０８０ＴｉＧＰＵ（１１Ｇｖｉｄｅｏｍｅｍｏｒｙ）、
６４ＧＢＲＡＭ的图形工作站上进行，以深度学习框
架ＴｅｎｓｏｒＦｌｏｗ［３５］为编译工具完成。

２．１　数据集

为了验证本文算法的有效性，在实验中使用

了移动和静止目标获取与识别（ｍｏｖｉｎｇａｎｄ
ｓｔａｔｉｏｎａｒｙ ｔａｒｇｅｔ ａｃｑｕｉｓｉｔｉｏｎ ａｎｄ ｒｅｃｏｇｎｉｔｉｏｎ，
ＭＳＴＡＲ）数据集和 ＳＡＲ舰船检测数据集（ＳＡＲ
ｓｈｉｐｄｅｔｅｃｔｉｏｎｄａｔａｓｅｔ，ＳＳＤＤ）。

ＭＳＴＡＲ数据集由美国国防高级研究计划局和
空间实验室发布。该数据集由Ｘ波段、ＨＨ极化方
式、０３ｍ×０３ｍ高分辨率聚束式合成孔径雷达
采集得到，共包括１０类典型军事目标在０～３６０°不
同方位角下的静止切片图像。实验过程中，使用

ＢＭＰ２、ＢＴＲ７０、Ｔ７２图像切片作为实验对象，图７所
示为这三类军事目标在真实场景下的可见光图像

及其ＳＡＲ图像。数据集详细信息见表１。

图７　ＢＭＰ２、ＢＴＲ７０和Ｔ７２的ＳＡＲ图像和光学图像
Ｆｉｇ．７　ＳＡＲｉｍａｇｅａｎｄｏｐｔｉｃａｌｉｍａｇｅｏｆ

ＢＭＰ２，ＢＴＲ７０ａｎｄＴ７２

表１　ＭＳＴＡＲ数据集详细信息
Ｔａｂ．１　ＤｅｔａｉｌｓｏｆＭＳＴＡＲｄａｔａｓｅｔ

类别 ＢＭＰ２ ＢＴＲ７０ Ｔ７２

训练集 ２３３（Ｓｎ＿９５６３） ２３３ ２３２（Ｓｎ＿１３２）

测试集 １９６（Ｓｎ＿９５６６） １９６ １９５（Ｓｎ＿８１２）
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ＳＳＤＤ数据集是由 Ｌｉ等［３６］构建的 ＳＡＲ图像
舰船检测数据集，共包含２４５６艘舰船的１１６０张
图像切片。该数据集中的图像切片收集于

ＲａｄａｒＳａｔ－２、ＴｅｒｒａＳＡＲ－Ｘ和 Ｓｅｎｔｉｎｅｌ－１。数据
集中图像分辨率和尺寸均不固定，样例见图８，其
详细信息见表２。

（ａ）高分辨率图像
（ａ）Ｈｉｇｈｒｅｓｏｌｕｔｉｏｎｉｍａｇｅ

（ｂ）中分辨率图像
（ｂ）Ｍｅｄｉｕｍｒｅｓｏｌｕｔｉｏｎｉｍａｇｅ

（ｃ）低分辨率图像
（ｃ）Ｌｏｗｒｅｓｏｌｕｔｉｏｎｉｍａｇｅ

图８　ＳＳＤＤ数据集样例
Ｆｉｇ．８　ＳａｍｐｌｅｓｏｆＳＳＤＤｄａｔａｓｅｔ

表２　ＳＳＤＤ数据集详细信息
Ｔａｂ．２　ＤｅｔａｉｌｓｏｆＳＳＤＤｄａｔａｓｅｔ

类别 图像切片 舰船数

训练集 ８００ １８２７

测试集 ３６０ ６２９

２．２　评估参数

为定量分析ＳＡＤＣＧＡＮ性能，使用费雷切特

初始距离［３７］（Ｆｒｅｃｈｅｔｉｎｃｅｐｔｉｏｎｄｉｓｔａｎｃｅ，ＦＩＤ）和
最大均值差异［３８］（ｍａｘｉｍｕｍｍｅａｎｄｉｓｃｒｅｐａｎｃｙ，
ＭＭＤ）两项指标对模型进行评估。ＦＩＤ计算的是
真实图像和生成图像在特征层面的距离，ＭＭＤ用
于判断两个分布之间的相似程度。ＦＩＤ与 ＭＭＤ
的值越小说明真实图像与生成图像越相似。

为了验证网络检测性能，使用平均精度

（ａｖｅｒａｇｅｐｒｅｃｉｓｉｏｎ，ＡＰ）和 ｍＡＰ两项指标对其进
行评估。这两项指标均由真阳性（ｔｒｕｅｐｏｓｉｔｉｖｅ，
ＴＰ）、假阳性（ｆａｌｓｅｐｏｓｉｔｉｖｅ，ＦＰ）、假阴性（ｆａｌｓｅ
ｎｅｇａｔｉｖｅ，ＦＮ）、真阴性（ｔｒｕｅｎｅｇａｔｉｖｅ，ＴＮ）四个分
量计算获得。ＴＰ和 ＦＰ分别表示正确预测和错
误预测的数量，ＦＮ表示漏检数量。精确率 Ｐ和
召回率Ｒ定义为：

Ｐ＝ ＴＰ
ＴＰ＋ＦＰ×１００％ （８）

Ｒ＝ ＴＰ
ＴＰ＋ＦＮ×１００％ （９）

ＡＰ可反映网络对单个类别的检测性能，是检
测领域常用的一种统计量，其值越大说明网络性

能越好。

ＡＰ＝∫
１

０
Ｐ（Ｒ）ｄＲ （１０）

ｍＡＰ是数据集所有类 ＡＰ的均值，用于评估
网络的全局性能。

３　实验结果及分析

３．１　ＳＡＤＣＧＡＮ性能评估

本文 通 过 将 ＳＡＤＣＧＡＮ 与 ＳＡＧＡＮ［２２］、
ＤＣＧＡＮ［１９］进行比较来验证所提生成对抗网络
模型的优越性。三种方法的定量分析见表３，生
成图像示例见图９。通过表３可以看出，无论是
ＭＳＴＡＲ数据集还是 ＳＳＤＤ数据集，ＳＡＤＣＧＡＮ
生成图像的 ＦＩＤ和 ＭＭＤ都明显低于其他两种
方法，说明本文设计的生成对抗网络模型效果

最优。ＭＳＴＡＲ数据集图像包含目标、阴影、背
景三个要素，而 ＳＳＤＤ数据集图像包含目标、船
尾迹、背景三个要素。由图 ９可知，ＳＡＧＡＮ生
成图像的目标几何外观发生严重畸变，但对各

数据集中三要素刻画比较成功，三要素对比度

强于ＤＣＧＡＮ。ＤＣＧＡＮ生成图像虽在外观上较
ＳＡＧＡＮ有良好改善，但三要素边界混淆严重，
甚至船尾迹发生丢失。ＳＡＤＣＧＡＮ生成图像
的目标外观和三要素边界均与真实图像逼近，

甚至 Ｔ７２炮管的阴影和船尾迹呈现均清晰
可辨。
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ＧＡＮ可以产生逼真的样例，但训练过程却十
分困难，很容易出现不收敛的情况。良好的 ＧＡＮ
训练态势，需要确保鉴别器损失不能一直下降，而

生成器损失不能一直上升，理想情况下，两者最终

都应在某一数值附近波动。图 １０展示了 ＳＡ
ＤＣＧＡＮ在ＭＳＴＡＲ数据集和ＳＳＤＤ数据集上的损

表３　三种ＧＡＮ的性能对比
Ｔａｂ．３　ＰｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｏｆｔｈｒｅｅＧＡＮｓ

方法

ＭＳＴＡＲ数据集

ＢＭＰ２ ＢＴＲ７０ Ｔ７２

ＦＩＤ ＭＭＤ ＦＩＤ ＭＭＤ ＦＩＤ ＭＭＤ

ＳＳＤＤ数据集

ＦＩＤ ＭＭＤ

ＳＡＧＡＮ ２．３５５ ０．５６８ １．９６３ ０．７３１ ２．０７７ ０．５９４ ２．８７２ ０．７３７

ＤＣＧＡＮ １．５７６ ０．４７５ １．８５０ ０．６９４ １．４６７ ０．５２８ ２．５０８ ０．６３２

ＳＡＤＣＧＡＮ １．４３４ ０．３８８ １．６４９ ０．４１２ １．３４４ ０．３０７ ２．１５６ ０．５１６

（ａ）真实图像
（ａ）Ｒｅａｌｉｍａｇｅｓ

（ｂ）ＤＣＧＡＮ生成图像
（ｂ）ＩｍａｇｅｓｇｅｎｅｒａｔｅｄｂｙＤＣＧＡＮ

（ｃ）ＳＡＧＡＮ生成图像
（ｃ）ＩｍａｇｅｓｇｅｎｅｒａｔｅｄｂｙＳＡＧＡＮ

（ｄ）ＳＡＤＣＧＡＮ生成图像
（ｄ）ＩｍａｇｅｓｇｅｎｅｒａｔｅｄｂｙＳＡＤＣＧＡＮ

图９　生成图像示例
Ｆｉｇ．９　Ｅｘａｍｐｌｅｓｏｆｇｅｎｅｒａｔｅｄｉｍａｇｅｓ
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（ａ）ＭＳＴＡＲ数据集上的损失曲线
（ａ）ＬｏｓｓｏｎＭＳＴＡＲｄａｔａｓｅｔ

（ｂ）ＳＳＤＤ数据集上的损失曲线
（ｂ）ＬｏｓｓｏｎＳＳＤＤｄａｔａｓｅｔ

图１０　ＳＡＤＣＧＡＮ的损失曲线
Ｆｉｇ．１０　ＬｏｓｓｏｆＳＡＤＣＧＡＮ

失曲线，其中黄色曲线为生成器损失，蓝色曲线为

鉴别器损失。由图可知，损失曲线在两个数据集

上的走势基本一致，随着训练轮次的增加，最终生

成器损失逐渐收敛于８附近，鉴别器损失逐渐收
敛于０６附近，说明 ＳＡＤＣＧＡＮ训练情况理想。
虽然良好的收敛性并不能证明网络的性能，但多

个数据集上相同的损失曲线收敛态势可以侧面说

明所提模型具有优异的普适性和鲁棒性。

３．２　训练集中生成图像占比对检测性能的影响

本小节在 ＭＳＴＡＲ数据集和 ＳＳＤＤ数据集上
分别进行四组实验来验证使用生成样本扩充训练

集对网络检测性能的影响。各实验在原始训练样

本的基础上扩充不同数量占比的生成图像作为训

练集，以所提网络框架为训练和检测模型，实验设

置和参数均保持一致，根据最终检测结果确定最

优生成样本占比。四组实验的训练集中原始图像

与生成图像比例分别为１∶０，２∶１，１∶１，２∶３。
表４列出了两个数据集在不同生成图像占比下的
网络检测结果。对于 ＭＳＴＡＲ数据集，由于样本
相对简单且干扰信号少，因此当训练集中原始图

像与生成图像比例为２∶１时，检测结果就可达到
最优，而随着生成图像占比继续增加，混淆信息也

随之增多，网络性能开始下降。对于 ＳＳＤＤ数据
集，由于目标尺度多样，原始训练集中缺少一些姿

态目标，因此当原始图像与生成图像比例为１∶１
时，检测网络才达到最优。根据以上实验结果和

分析，此后的基于所提网络模型的检测任务，

ＭＳＴＡＲ训练集中生成图像占比设置为１／３，ＳＳＤＤ
数据集中生成图像占比设置为１／２。

表４　不同生成图像占比下的检测结果
Ｔａｂ．４　Ｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｕｎｄｅｒｄｉｆｆｅｒｅｎｔｐｒｏｐｏｒｔｉｏｎｓｏｆｇｅｎｅｒａｔｅｄｉｍａｇｅｓ

原始图像与

生成图像比例

ＭＳＴＡＲ数据集 ＳＳＤＤ数据集

ＢＭＰ２（ＡＰ） ＢＴＲ７０（ＡＰ） Ｔ７２（ＡＰ） ｍＡＰ ｍＡＰ

１∶０ ０．９７０８ ０．９７１４ ０．９７６２ ０．９７２８ ０．８７３５

２∶１ ０．９９６３ ０．９９９７ ０．９９９８ ０．９９８６ ０．８９９１

１∶１ ０．９９０９ ０．９９８７ ０．９９９９ ０．９９６５ ０．９３６８

２∶３ ０．９６５３ ０．９６１４ ０．９６８８ ０．９６５２ ０．９１４２

３．３　不同类属标签分配策略对检测性能的影响

本小节分别将最大概率类属标签分配［３４］、新

增类处理［３３］、标签平滑正则化处理［２６］和概率等

价类属标签分配４种策略应用于网络检测模型，
来验证所提标签分配策略的优越性。表５列出了

所提网络模型应用不同类属标签分配策略处理生

成图像时，其在两个数据集上的性能表现。由表

可以看出，应用概率等价类属标签分配策略的网

络模型在 ＭＳＴＡＲ数据集和 ＳＳＤＤ数据集上均得
到了最优的检测结果。
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表５　不同类属标签分配策略下的检测结果
Ｔａｂ．５　Ｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｕｎｄｅｒｄｉｆｆｅｒｅｎｔｇｅｎｅｒｉｃｌａｂｅｌａｓｓｉｇｎｍｅｎｔｓｔｒａｔｅｇｉｅｓ

标签分类算法
ＭＳＴＡＲ数据集 ＳＳＤＤ数据集

ＢＭＰ２（ＡＰ） ＢＴＲ７０（ＡＰ） Ｔ７２（ＡＰ） ｍＡＰ ｍＡＰ

最大概率类属标签分配 ０．９９１５ ０．９９２７ ０．９９６７ ０．９９３６ ０．８９３２
新增类处理 ０．９９４５ ０．９９９７ ０．９９６７ ０．９９６９ ０．９１５４

标签平滑正则化处理 ０．９９７２ ０．９９８０ ０．９９８５ ０．９９７９ ０．９２３６
概率等价类属标签分配 ０．９９６３ ０．９９９７ ０．９９９８ ０．９９８６ ０．９３６８

３．４　与其他检测算法比较

本小节通过将所提网络模型与 Ｌｉｇｈｔｌｅｖｅｌ
ＣＮＮ［３９］、单发多盒检测器（ｓｉｎｇｌｅｓｈｏｔｍｕｌｔｉｂｏｘ
ｄｅｔｅｃｔｏｒ，ＳＳＤ［４０］）、改进 ＦａｓｔｅｒＲＣＮＮ［４１］进行比
较验证算法的有效性。表６列出了不同网络模型
的检测结果及平均检测一幅图像（从输入至输

出）所需的时间，图１１展示了本文算法在两个数
据集上的检测结果示例。ＬｉｇｈｔｌｅｖｅｌＣＮＮ的结构
相对简单，包括２个卷积层、２个池化层和２个全

连接层，在ＭＳＴＡＲ数据集和ＳＳＤＤ数据集上复现
检测结果，ｍＡＰ分别达到 ０９２２９和 ０８２６３。
ＳＳＤ为单阶段网络模型，通过在不同尺度的特征
层上对目标进行检测来提升网络性能，在两个数

据集上的ｍＡＰ分别达到０９５６９和０８７０９。改
进ＦａｓｔｅｒＲＣＮＮ利用初始网络扩展ＲｅｓＮｅｔ１０１感
受野来提取丰富的图像特征，并利用感兴趣区域

对齐单元完成特征池化，其在两个数据集上的

ｍＡＰ分别达到０９８４７和０９２３０。相比其他三

表６　不同网络模型的检测性能
Ｔａｂ．６　Ｄｅｔｅｃｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｏｆｄｉｆｆｅｒｅｎｔｍｏｄｅｌｓ

网络模型
ＭＳＴＡＲ数据集 ＳＳＤＤ数据集

ＢＭＰ２（ＡＰ） ＢＴＲ７０（ＡＰ） Ｔ７２（ＡＰ） ｍＡＰ 时间／ｓ ｍＡＰ 时间／ｓ

ＬｉｇｈｔｌｅｖｅｌＣＮＮ ０．９２３１ ０．９１８８ ０．９２６９ ０．９２２９ ０．３７ ０．８２６３ ０．５６
ＳＳＤ ０．９５１５ ０．９５９４ ０．９５９８ ０．９５６９ ０．２３ ０．８７０９ ０．２７

改进ＦａｓｔｅｒＲＣＮＮ ０．９８２８ ０．９８５４ ０．９８６０ ０．９８４７ ０．８１ ０．９２３０ １．０４
本文算法 ０．９９６３ ０．９９９７ ０．９９９８ ０．９９８６ ０．４１ ０．９３６８ ０．６８

（ａ）ＭＳＴＡＲ数据集检测结果
（ａ）ＤｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆＭＳＴＡＲｄａｔａｓｅｔ

（ｂ）ＳＳＤＤ数据集检测结果
（ｂ）ＤｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆＳＳＤＤｄａｔａｓｅｔ

图１１　本文算法检测结果示例
Ｆｉｇ．１１　Ｅｘａｍｐｌｅｓｏｆｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆｔｈｅｐｒｏｐｏｓｅｄａｌｇｏｒｉｔｈｍ
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种算法，本文算法的检测结果最优。从各网络模

型检测一幅测试图像所需平均时间看，ＳＳＤ时间
损耗最小，ＬｉｇｈｔｌｅｖｅｌＣＮＮ和本文算法时间损耗
相近，而改进ＦａｓｔｅｒＲＣＮＮ时间损耗最大。由以
上比较分析可以得出，本文检测模型虽然简单，但

在ＧＡＮ的支持辅助下，同样可以获得较优的检测
结果，且检测时间损耗远远小于性能相近的其他

模型。

４　结论

针对ＳＡＲ图像目标检测中，样本数据获取困
难且数量有限的问题，本文提出了一种联合生成

对抗网络和检测网络的深度学习模型，可以在有

限数据条件下，稳定提升检测性能。所建网络框

架首先利用基于注意力机制的深度卷积生成对抗

网络合成高质量新生样本，并通过概率等价类属

标签分配策略为每个新生样本提供注释信息，再

用一定比例的生成图像扩充原始训练集，有效提

升ＦａｓｔｅｒＲＣＮＮ检测性能。多组基于 ＭＳＴＡＲ数
据集和ＳＳＤＤ数据集的实测实验数据证明，所提
ＳＡＤＣＧＡＮ模型可生成逼近真实图像的合成样
本，为原始训练集提供扩充数据。概率等价类属

标签分配策略无须人工注释，即可为新生样本提

供注释信息，满足训练要求，后经定量分析最优生

成图像占比，并以此扩充原始训练集，训练特别设

计的 ＦａｓｔｅｒＲＣＮＮ检测网络。相较于 Ｌｉｇｈｔｌｅｖｅｌ
ＣＮＮ、ＳＳＤ和改进ＦａｓｔｅｒＲＣＮＮ模型，本文所提模
型可以在较少时间损耗的前提下，高效完成目标

检测任务。

所提网络模型虽然取得了优异的检测结果，

但其高光表现以大量的训练前准备工作为基础。

此外，为有效利用新生样本而提出的概率等价类

属标签分配策略，虽无须人工添加注释信息，但其

需要原始检测网络具有较高的检测性能。另外，

将基于一个数据集训练的模型用于相似数据集检

测，其检测结果还不是很理想（如，使用 ＡＩＲ
ＳＡＲＳｈｉｐ数据集［４２］对 ＳＳＤＤ训练的模型进行验
证，其ｍＡＰ值达到０７８４２）。下一步工作，将着
重加强三方面的研究：一是进一步融合生成网络

和检测网络，简化训练前准备工作；二是进一步探

寻有效利用新生样本的方法，令其适用于多种网

络模型；三是进一步研究网络模型在相似数据集

之间的可推广性。
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