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基于 ＣＮＮ的三相逆变器开路故障诊断及其样本条件分析
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摘　要：为了合理选择样本条件以实现高效的智能化诊断，以及克服智能化方法中传统反向传播（ｂａｃｋ
ｐｒｏｐａｇａｔｉｏｎ，ＢＰ）网络权值较多、局部信息提取能力不足的问题，对基于卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，ＣＮＮ）的开路故障诊断方法进行研究，并以典型的三相两电平逆变器为具体对象，着重分析样本时
长、样本数量变化时，ＣＮＮ方法相较于ＢＰ网络方法在网络权值数量、训练稳定性、诊断准确率上的量化优势。
结果表明，基于ＣＮＮ的方法可在权值数量远少于ＢＰ网络方法的情况下构建深度更深的诊断模型，并在更短
样本时长、更少训练样本数量下实现高效、准确的开路故障诊断。
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　　基于绝缘栅双极型晶体管（ｉｎｓｕｌａｔｅｄｇａｔｅ
ｂｉｐｏｌａｒｔｒａｎｓｉｓｔｏｒ，ＩＧＢＴ）等半导体开关器件的电
能变换装置已被广泛应用于电网、舰船、高铁、电

动汽车等重要领域，其安全可靠运行至关重要。

然而，由于长期受电、热、振动等应力冲击，开关器

件及其驱动、连接件面临着严峻的健康风险，是装

置的主要故障源。据统计，装置中约３８％的故障
与开关器件有关［１］。

开关器件的故障主要包括短路和开路故障，

其中短路故障伴随着大幅过电流现象，基于此已

有集成于驱动的退饱和检测、集电极电流检测、快

速熔断等成熟的硬件检测及保护方法，可在１０μｓ
内迅速结束短路状态［１］。然而，开路故障的隐蔽

性较强，可由 ＩＧＢＴ键丝断裂、端子松动及破裂、
驱动异常等众多因素引起，故障发生后装置通常

能在一段时间内带故障运行而不触发系统保护。

但是，开路故障仍会引起电压、电流畸变，如不及

时诊断容易诱发严重的次生故障［２］。因此，对开

路故障进行在线诊断具有重要的现实意义。

对电能变换装置整体输出电压或电流波形进

行分析，是在较少传感条件下进行开路故障诊断

的普遍途径［１－２］。其中，传统方法需要针对具体

装置，人为地完成数据特征选择与提取、特征－故
障解析建模、故障诊断机制设计等工作，当装置拓

扑复杂度较高或结构发生改变时，存在建模难度

大、诊断机制通用性弱等不足［３－４］。近年来，以数
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据驱动为基本特征的新一轮人工智能（ａｒｔｉｆｉｃｉａｌ
ｉｎｔｅｌｌｉｇｅｎｃｅ，ＡＩ）浪潮为开路故障诊断提供了如
图１所示的重要思路，即利用装置的历史数据样
本，采用机器学习、深度学习相关算法对样本与故

障模式之间的复杂映射关系进行训练，自动建立

具备故障诊断能力的“黑箱”模型［５－９］。

图１　基于“黑箱”模型的故障诊断基本思路
Ｆｉｇ．１　Ｂａｓｉｃｉｄｅａｏｆｄａｔａｄｒｉｖｅｎｆａｕｌｔｄｉａｇｎｏｓｉｓ

对于各类具有一定数量规模和较高复杂度的

装置，这种基于数据驱动和 ＡＩ的“黑箱”方法在
建模难度、诊断精度等方面具有明显优势，已逐渐

在航空、风力发电、重型机械等领域成为保障装备

可靠性的重要手段［１０－１２］。随着电能变换装置应

用规模的增长、拓扑复杂度的提高，对其运行数据

的积累及基于数据驱动和 ＡＩ的故障诊断研究正
日益凸显价值。

已有研究中，基于数据驱动和ＡＩ的电能变换
装置开路故障诊断方法主要分为：将传统故障特

征提取与支持向量机、浅层神经网络等相结合的

机器学习方法；依靠深层神经网络的深度学习方

法［４］。其中，机器学习方法是在人为提取方差、

频谱峰值、小波能量等信号特征的基础上，利用机

器学习来实现特征 －故障模式映射；深度学习方
法则采用多层神经网络，在较统一的训练方法下

自动实现故障特征提取、故障诊断的完整过程，且

往往能利用一些比人工特征诊断能力更优的深层

抽象特征［１３－１４］。因此，深度学习方法具有更显著

的智能化特点且容易得到更好的诊断结果。

在与神经网络有关的ＡＩ算法中，传统的误差
反向传播（ｂａｃｋｐｒｏｐａｇａｔｉｏｎ，ＢＰ）神经网络凭借清
晰的多层全连接结构、较快的训练速度被广泛应

用。然而，ＢＰ网络存在“参数膨胀”和“局部模
糊”两个显著问题，即：全连接结构中待训练的权

值数量会随着网络层数、神经元数量的增加而大

幅增加；全连接结构难以深入提取和利用不同样

本中一些存在位移、旋转、缩放等变换的局部特

征［１５－１６］。这使 ＢＰ网络较难构建层数较多的深
层网络，且网络训练容易陷入局部最优和产生过

拟合，需要进行优化［１７－１８］。目前，卷积神经网络

（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，ＣＮＮ）已成为深度
学习的重要分支，其网络各层之间具有“网络局

部连接”和“卷积核权值共享”两个鲜明特点，能

够从改变“全连接”的根本上有效克服“参数膨

胀”“局部模糊”带来的负面影响［１９－２０］。文

献［２１］利用 ＣＮＮ对电机振动信号进行处理，研
究了一种考虑驱动速度因素的电机故障诊断方

法，在降低诊断网络复杂度的同时提高了诊断准

确性［２１］。文献［２２］利用ＣＮＮ从感应电机定子电
流的频率分量中提取故障特征，用于轴承故障在

线诊断［２２］。文献［２３］将列车牵引电机的定子电
流预处理为灰度图像，利用ＣＮＮ全自动地提取特
征并对变频器的 ＩＧＢＴ开路进行诊断［２３］。文

献［２４］使用 ＣＮＮ对三相电流进行处理，实现了
对逆变器中单个 ＩＧＢＴ开路的诊断［２４］。但是，在

基于神经网络的电能变换装置开路故障诊断研究

中，普遍未充分分析样本条件对网络训练及诊断

的影响，而直接使用数量较多、时长超基波周期的

长样本来保证诊断准确率［２４－２５］。这会显著增加

样本积累难度、硬件开销及耗时，不利于方法

应用。

综上，本文以电能变换装置中典型的三相两

电平逆变器为代表，将受负载影响较小的三相脉

宽调制（ｐｕｌｓｅｗｉｄｔｈｍｏｄｕｌａｔｉｏｎ，ＰＷＭ）电压作为开
路故障样本，着重分析样本时长、样本数量变化

时，ＣＮＮ诊断方法相较于 ＢＰ网络方法在网络权
值数量、网络训练稳定性、诊断准确率上的优势，

为实际应用中样本条件的选取提供有益参考。

１　三相两电平逆变器建模仿真与故障样
本生成

１．１　三相两电平逆变器的Ｓｉｍｕｌｉｎｋ建模

在 ＭＡＴＬＡＢＲ２０２０ａ的仿真环境 Ｓｉｍｕｌｉｎｋ
中，基于电气仿真模块 ＳｐｅｃｉａｌｉｚｅｄＰｏｗｅｒＳｙｓｔｅｍｓ，
搭建了如图２所示的三相两电平逆变器模型。主
电路拓扑中包含编号为１＃～６＃的 ６个 ＩＧＢＴ模
块，采用典型的空间矢量脉宽调制方式。

为使模型的运行条件接近真实工况，模型的

母线电压、调制比、线路杂散电感、滤波及负载设

置等均参考真实的１ＭＷ逆变器。其中线路杂散
电感、滤波等参数在完成设置后就成为系统中确

定的一部分，不再对不同位置开路时监测信号的

·４６１·
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图２　三相两电平逆变器的Ｓｉｍｕｌｉｎｋ模型及ＩＧＢＴ编号
Ｆｉｇ．２　ＳｉｍｕｌｉｎｋｍｏｄｅｌａｎｄＩＧＢＴｏｒｄｅｒｏｆｔｈｅｔｈｒｅｅｐｈａｓｅｔｗｏｌｅｖｅｌｉｎｖｅｒｔｅｒ

差异性造成影响。此外，即使考虑长期运行时的

参数退化，以及负载在一定范围内的变化，它们

也不是影响本文所监测的三相 ＰＷＭ电压的关
键因素。总之，这些参数设置对后文开路诊断

方法的建立及效果评价影响较小，因此不再做

详细讨论。考虑到实际传感器的测量噪声影

响，在模型输出电压上叠加了最大幅值约为

０５Ｖ的高斯噪声。
该模型运行在５０Ｈｚ基波频率、５ｋＨｚ开关频

率工况下。综合考虑：生成的故障样本须有效包

含反映故障信息的 ＩＧＢＴ开关状态，以保证开路
诊断的准确率，此时要求采样频率应至少大于２
倍开关频率；在保证足够信息量的前提下应尽可

能减少冗余数据，从而减小 ＣＮＮ规模及计算量，
即采样频率不应过大。最终设置模型采样频率为

２０ｋＨｚ，可较好权衡上述诊断准确率与计算量之
间的矛盾。

模型使用１台便携式计算机进行仿真，硬件
资源主要包括 Ｉｎｔｅｌｉ７－７７００ＨＱＣＰＵ（主频
２８ＧＨｚ）、ＮＶＩＤＩＡ ＧｅＦｏｒｃｅＧＴＸ１０５０ＴｉＧＰＵ、
１６ＧＢＲＡＭ。未发生开路故障时，模型采集的一
段３０ｍｓ三相ＰＷＭ电压波形如图３所示，仿真耗
时约为４５ｓ，波形符合预期。

１．２　开路故障样本生成

电力电子逆变器通常为指定输出电压的电压

源，根据其工作原理，当调制比、开关频率、基波频

率等控制参数已确定时，逆变器输出的三相ＰＷＭ
电压波形也基本固定，使得与三相电流相比，三相

ＰＷＭ电压受负载变化的影响较小。在发生开路

图３　模型无故障运行时的三相ＰＷＭ电压数据
Ｆｉｇ．３　ＴｈｒｅｅｐｈａｓｅＰＷＭｖｏｌｔａｇｅｄａｔａｗｈｅｎｔｈｅ

ｍｏｄｅｌｒｕｎｓｗｉｔｈｏｕｔｆａｕｌｔ

故障后，不同开路位置对三相 ＰＷＭ电压的影响
也远远大于负载变化的影响，使得 ＰＷＭ电压能
够清晰地反映开路故障信息。因此，本文利用三

相ＰＷＭ电压对负载变化不敏感的优势，将其采
集为故障数据样本，用于ＣＮＮ开路诊断模型的训
练及测试。

将模型中不同的 ＩＧＢＴ设置为常断开，即可
模拟不同位置的开路（不同故障模式）并生成故

障样本。单个故障样本包含两方面数据：①样本
标签，即对应故障模式的编码；②对应故障模式下
一定时长的三相 ＰＷＭ电压数据。该样本时长内
各ＩＧＢＴ均受到多次开关驱动作用，由此组合成
各种驱动状态并产生不同状态下的三相 ＰＷＭ电
压数据，它们共同提供可区分不同开路故障模式
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的故障特征。

１．２．１　故障模式分类及样本标签
考虑到多个ＩＧＢＴ同时发生开路故障的概率

极小，因此仅对单管、双管故障进行研究，加上

“无故障”共计有２２种故障模式。为了便于编程
和神经网络训练，根据 ＩＧＢＴ编号顺序及开路情
况将２２种故障模式编码成如图４所示长度为６
的布尔向量。

图４　三相两电平逆变器开路故障的编码规则
Ｆｉｇ．４　Ｏｐｅｎｃｉｒｃｕｉｔｆａｕｌｔｃｏｄｉｎｇｒｕｌｅｏｆｔｈｅ

ｔｈｒｅｅｐｈａｓｅｔｗｏｌｅｖｅｌｉｎｖｅｒｔｅｒ

２２种故障模式的标准编码如表１所示，即不
同故障模式所对应样本的样本标签，将被用作

ＣＮＮ诊断模型训练时网络的标准输出。

表１　２２种故障模式的样本标签
Ｔａｂ．１　Ｓａｍｐｌｅｌａｂｅｌｓｆｏｒｔｈｅ２２ｆａｕｌｔｍｏｄｅｓ

故障模式

（无、单管

开路）

样本标签
故障模式

（双管开路）
样本标签

无故障 ００００００ １＃、２＃开路 １１００００

１＃开路 １０００００ １＃、４＃开路 １００１００

２＃开路 ０１００００ １＃、６＃开路 １００００１

３＃开路 ００１０００ ３＃、２＃开路 ０１１０００

４＃开路 ０００１００ ３＃、４＃开路 ００１１００

５＃开路 ００００１０ ３＃、６＃开路 ００１００１

６＃开路 ０００００１ ５＃、２＃开路 ０１００１０

５＃、４＃开路 ０００１１０

５＃、６＃开路 ００００１１

１＃、３＃开路 １０１０００

１＃、５＃开路 １０００１０

３＃、５＃开路 ００１０１０

２＃、４＃开路 ０１０１００

２＃、６＃开路 ０１０００１

４＃、６＃开路 ０００１０１

１．２．２　仿真样本生成及预处理
根据表１中各类故障模式，在图２所示模型

中设置相应 ＩＧＢＴ为常断开，随后仿真获取相应
故障模式下的三相 ＰＷＭ电压样本。为了较好权
衡诊断准确率与计算量之间的矛盾，设置采样频

率为２０ｋＨｚ，即４倍于５ｋＨｚ的开关频率（具体参
见１１节）。为了使样本具有一般性，设置每条
样本的初始相位为随机。每种故障模式保存３５０
个２０ｍｓ（单基波周期）样本，后续通过样本抽取
及截断来分析样本时长、数量对ＣＮＮ训练及诊断
效果的影响。

对于单个样本，预处理时首先将三相数据序

列并列组合为二维矩阵，以便于ＣＮＮ对存在于三
相电压局部差异中的大量故障细节信息进行卷积

提取；然后，根据式（１）将矩阵元素归一化至
［－１，１］范围，有利于避免网络权值过小和神经
元饱和等数值问题、加速网络训练的收敛、提高网

络在工况改变时的泛化能力。

Ｄｎｏｒ＝
Ｄ
ｄｍａｘ

（１）

其中，Ｄｎｏｒ为对样本Ｄ进行归一化后得到的样本，
ｄｍａｘ为样本Ｄ中绝对值最大的元素。如图５所
示，经上述预处理后，单个样本可被近似看作一幅

像素为Ｌ×３的灰度图像，Ｌ为样本时长所对应的
单相采样点数。

（ａ）无故障
（ａ）Ｎｏｒｍａｌ

２　基于ＣＮＮ的逆变器开路故障诊断方法

２．１　ＣＮＮ诊断方法的建立流程

ＣＮＮ及其他神经网络故障诊断方法的建立
均参照图６所示流程，可大致分为网络训练和网
络测试两个部分。首先将样本按一定比例分组为
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（ｂ）１＃、４＃开路
（ｂ）１＃、４＃ｏｐｅｎｃｉｒｃｕｉｔｆａｕｌｔ

图５　电压样本预处理示意图
Ｆｉｇ．５　Ｓｃｈｅｍａｔｉｃｄｉａｇｒａｍｏｆｔｈｅｖｏｌｔａｇｅ

ｓａｍｐｌｅｐｒｅｐｒｏｃｅｓｓｉｎｇ

图６　神经网络故障诊断方法的建立流程
Ｆｉｇ．６　Ｅｓｔａｂｌｉｓｈｍｅｎｔｐｒｏｃｅｓｓｏｆｎｅｕｒａｌｎｅｔｗｏｒｋｂａｓｅｄ

ｆａｕｌｔｄｉａｇｎｏｓｉｓｍｅｔｈｏｄｓ

训练集、测试集。训练时，将训练集中的电压数据

样本逐个输入搭建的神经网络，以网络输出与对

应样本标签之间的误差最小化（损失函数值最

小）为目标，对网络各连接权重及阈值进行迭代

更新。网络被训练后，将测试集中的电压数据样

本（对网络而言是未知样本）逐条输入网络，随后

将输出归类到最接近的样本标签，对归类标签与

样本实际标签进行对比分析，进而评估网络的诊

断能力是否满足需求。若满足，即完成诊断模型

的建立；若未满足，则对网络层数、神经元数、激活

函数等超参数进行优化调整，并重复网络训练、测

试流程。

上述方法流程的目标是使网络能自动提取

和利用样本的故障特征，进而形成由样本中的

电压数据向样本标签映射的能力，实现故障

诊断。

２．２　ＣＮＮ构建及训练

基于ＢＰ网络或ＣＮＮ的方法均遵循图６所示
流程，并使用如图７（ａ）所示的同种 Ｍ－Ｐ神经元
模型，其区别主要体现在神经元不同的层间连接

方式，如图７（ｂ）、图７（ｃ）所示。
单个 Ｍ－Ｐ神经元的输入输出关系可表

示为：

ｙ＝ｆ∑
Ｎ

ｉ＝１
ｘｉｗｉ－( )θ （２）

式中，ｆ（·）为神经元的激活函数，ｗｉ为神经元第
ｉ个输入的连接权重，θ为神经元的阈值，这些权
重和阈值即为网络的待训练权值。

（ａ）Ｍ－Ｐ神经元模型
（ａ）Ｍ－Ｐｎｅｕｒｏｎｍｏｄｅｌ

（ｂ）全连接
（ｂ）Ｆｕｌｌｃｏｎｎｅｃｔｉｏｎ

　　　 （ｃ）卷积连接及池化
（ｃ）Ｃｏｎｖｏｌｕｔｉｏｎａｎｄｐｏｏｌｉｎｇ

图７　ＭＰ神经元模型及其连接方式
Ｆｉｇ．７　ＭＰｎｅｕｒｏｎｍｏｄｅｌａｎｄｉｔｓｃｏｎｎｅｃｔｉｏｎｍｏｄｅｓ

可以看出，对于图７（ｂ）中 ＢＰ网络的全连接
结构而言，待训练的权值数量会随着网络层数、神

经元数量的增加而大幅增加。ＣＮＮ中则大量采
用与如图７（ｃ）所示的卷积层、池化层相配合的结
构。卷积层中的每个神经元通过由卷积核（一组

连接权值）构成的滤波器与前一层的局部区域连

接，滤波器可视作按一定步长滑动从而提取不同

区域的局部特征，即网络局部连接；可使用多个滤
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波器来加深信息提取的深度，但每个滤波器的卷

积核保持不变，即卷积核权值共享。池化层中的

元素一般取上一层的局部最大值或均值，可压缩

神经元数量并增强网络的泛化能力。ＣＮＮ的“网
络局部连接”“卷积核权值共享”及池化层的使

用，使网络可在大幅缩减待训练权值的条件下，对

样本局部特征进行深度提取，并改善网络训练的

“局部最优”及“过拟合”问题［２１］。

由于三相ＰＷＭ电压之间的相对差异是故障
诊断的重要依据，因此自然做法是在某一算子支

持下对三相数据进行逐段的局部对比，进而从局

部差异中提取出大量的故障细节信息。这一过程

符合ＣＮＮ的“网络局部连接”“卷积核权值共享”
特点，使ＣＮＮ有望实现较好的诊断效果。对适合
较小规模问题的 ＬｅＮｅｔ－５网络模型进行了适应
性优化，作为本文的ＣＮＮ结构，同时建立ＢＰ网络
用于对比，如表２所示。两种网络结构均是多次
测试后的择优结果。

表２中的各隐藏层普遍采用 ＲｅＬＵ激活函
数，有利于加速训练收敛和改善“过拟合”问

题［２６］；输出层采用Ｓｉｇｍｏｉｄ激活函数，促使网络输
出较好逼近与样本标签相对应的 ０、１布尔值。
ＣＮＮ由卷积层、池化层完成局部特征提取后，仍

表２　ＣＮＮ与ＢＰ网络的主要结构参数对比
Ｔａｂ．２　ＭａｉｎｓｔｒｕｃｔｕｒａｌｐａｒａｍｅｔｅｒｓｏｆｔｈｅＣＮＮａｎｄ

ＢＰｎｅｔｗｏｒｋ

层级
ＣＮＮ ＢＰ网络

连接 参数 连接 参数

输入层 一对一
神经元：

同输入
一对一

神经元：

同输入

隐藏层Ⅰ
卷积

＋
池化

滤波器：３２
卷积核尺寸：１６
池化范围：８
步长：

１（卷积）、
５（池化）

全连接
神经元：

２００

隐藏层Ⅱ
卷积

＋
池化

滤波器：４８
卷积核尺寸：４
池化范围：６
步长：

２（卷积）、
４（池化）

全连接
神经元：

８０

隐藏层Ⅲ 全连接 神经元：６４

隐藏层Ⅳ 全连接 神经元：３２

输出层 全连接 神经元：６ 全连接 神经元：６

使用全连接层来完成特征 －样本标签映射，但其
规模已远远小于 ＢＰ网络中的全连接层，可有效
避免权值过多问题。

网络训练时，样本时长分别取２ｍｓ，４ｍｓ，…，
２０ｍｓ，各故障模式的样本个数分别取２０，４０，…，
３００，以分析样本时长、训练样本数量对训练及诊
断的影响；测试集中各故障模式取４０个样本，用
于评估诊断效果。网络训练采用自适应性优化器

Ａｄａｍ［２７］，损失函数为均方误差（ｍｅａｎｓｑｕａｒｅ
ｅｒｒｏｒ，ＭＳＥ）。此外，设置批训练样本量 ＢａｔｃｈＳｉｚｅ
为４０，在本文条件下可取得较好的网络训练收敛
速度及收敛稳定性；训练停止条件为“近５轮训
练的损失函数不再下降”，可较好权衡欠拟合、过

拟合问题。该 ＣＮＮ模型基于 Ｐｙｔｈｏｎ３８５和
ＴｅｎｓｏｒＦｌｏｗＧＰＵ２４０深度学习框架搭建，使用
便携式计算机的 ＮＶＩＤＩＡＧｅＦｏｒｃｅＧＴＸ１０５０Ｔｉ
ＧＰＵ进行训练和推理。经测试，样本时长１０ｍｓ、
各故障模式训练样本数为１６０时，上述ＣＮＮ模型
训练耗时约３０ｓ，单样本推理耗时约０１４ｍｓ。

图８对比了不同时长样本输入时ＣＮＮ、ＢＰ网
络的待训练权值数量，以及同条件多次训练中损失

（ａ）权值数量对比
（ａ）Ｃｏｍｐａｒｉｓｏｎｏｆｗｅｉｇｈｔｎｕｍｂｅｒ

（ｂ）损失函数值对比
（ｂ）Ｃｏｍｐａｒｉｓｏｎｏｆｌｏｓｓｆｕｎｃｔｉｏｎｖａｌｕｅ

图８　ＣＮＮ与ＢＰ网络训练的权值数量
及损失函数值对比

Ｆｉｇ．８Ｃｏｍｐａｒｉｓｏｎｏｆｔｈｅｎｕｍｂｅｒｏｆｐａｒａｍｅｔｅｒｓａｎｄ
ｌｏｓｓｆｕｎｃｔｉｏｎｖａｌｕｅｓｉｎＣＮＮａｎｄＢＰｔｒａｉｎｉｎｇ
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函数值的变化情况（样本时长１０ｍｓ、各故障模式
训练样本数１６０）。可见，ＣＮＮ在网络层数更多（深
度更深）的情况下，其权值数量却远少于ＢＰ网络，
例如当样本时长为２０ｍｓ时，ＢＰ网络的权值数量
为２５６７６６，而ＣＮＮ的权值数量仅为４０８２２。训练
中的损失函数值变化反映了训练过程收敛于全局

最优解的趋势，可见ＣＮＮ的收敛速度显著快于ＢＰ
网络，且ＣＮＮ可较稳定地收敛于较小的损失函数
值，即ＣＮＮ训练更容易接近全局最优解。

２．３　网络输出结果的故障模式归类器设计

将一个测试样本输入上述 ＣＮＮ、ＢＰ网络后，
网络输出的６维向量处于（０，１）区间内，尚未与
表１中的样本标签一一对应。为此，按式（３）对
输出向量与各标签之间的欧氏距离进行计算，以

距离最小作为判断标准将输出向量归类至对应标

签，从而实现故障模式诊断。

ｄＡＢ＝ （ａ１－ｂ１）
２＋（ａ２－ｂ２）

２＋…＋（ａＮ－ｂＮ）槡
２

（３）
式中，ａ１，ａ２，…，ａＮ为输出向量 Ａ中的元素；ｂ１，
ｂ２，…，ｂＮ为某一标签 Ｂ中的元素。归类器在完
成输出归类的同时，也使诊断过程具备了一定的

容错能力。

图９　单次开路故障诊断过程示例
Ｆｉｇ．９　Ａｎｅｘａｍｐｌｅｏｆｏｐｅｎｃｉｒｃｕｉｔｆａｕｌｔｄｉａｇｎｏｓｉｓ

完成上述ＣＮＮ诊断模型训练及故障模式归
类器设计后，单次诊断过程如图 ９所示（以 １＃

ＩＧＢＴ开路为例），主要包括三相 ＰＷＭ电压采集
及归一化、ＣＮＮ诊断模型推理、故障模式归类三
个环节。

３　结果分析

在不同样本时长、训练样本数量条件下进行

ＣＮＮ、ＢＰ网络的训练及诊断测试对比。

３．１　评价指标

使用训练结束时的损失函数值 Ｌｆｉｎａｌ、诊断准

确率 Ｄｒａｔｅ作为评价指标。Ｌｆｉｎａｌ越小，表明训练使
网络越准确地提取和利用了训练样本中的故障特

征；Ｄｒａｔｅ越高，表明训练后的网络对测试样本具有
越强的诊断能力。

图１０为某次训练后（样本时长１０ｍｓ、各故
障模式训练样本数１６０）ＣＮＮ、ＢＰ网络在测试集
上的诊断结果分布图。

图１０　ＣＮＮ与ＢＰ网络在一次训练后的诊断结果分布
Ｆｉｇ．１０　ＤｉｓｔｒｉｂｕｔｉｏｎｏｆｄｉａｇｎｏｓｉｓｒｅｓｕｌｔｓｏｆＣＮＮａｎｄ

ＢＰｎｅｔｗｏｒｋａｆｔｅｒａｔｒａｉｎｉｎｇ

可以看出，在总计８８０个测试样本中，ＢＰ对
１７个样本诊断有误，ＣＮＮ对３个样本诊断有误。
根据诊断分布结果，由式（４）对诊断准确率进行
计算。

Ｄｒａｔｅ＝
Ｎｃ
Ｎａ
×１００％ （４）

式中，Ｎｃ为测试中被正确判断及定位的开路故障
数量，Ｎａ为测试样本中的开路故障总数。在同一
样本时长、训练样本数量条件下，后续均对网络进

行多次训练，记录如图１１所示的多个 Ｌｆｉｎａｌ和 Ｄｒａｔｅ
（图中重复３０次），再计算均值以体现结果的一
般性。可以看出，与ＢＰ网络相比，ＣＮＮ在该条件
下的Ｌｆｉｎａｌ普遍较小、Ｄｒａｔｅ普遍较高，且数值波动较
小，表明ＣＮＮ可更有效提取和利用训练样本中的
故障特征，实现更准确且稳定的诊断。

３．２　不同样本时长下ＣＮＮ与ＢＰ网络的结果对比

图１２为各类故障模式的训练样本数为１６０，

·９６１·
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（ａ）３０次训练及测试的Ｌｆｉｎａｌ对比

（ａ）ＣｏｍｐａｒｉｓｏｎｏｆＬｆｉｎａｌｉｎ３０ｔｒａｉｎｉｎｇａｎｄｄｉａｇｎｏｓｅｓ

（ｂ）３０次训练及测试的Ｄｒａｔｅ对比

（ｂ）ＣｏｍｐａｒｉｓｏｎｏｆＤｒａｔｅｉｎ３０ｔｒａｉｎｉｎｇａｎｄｄｉａｇｎｏｓｅｓ

图１１　ＣＮＮ与ＢＰ网络在３０次训练及诊断中的
Ｌｆｉｎａｌ及Ｄｒａｔｅ对比

Ｆｉｇ．１１　ＣｏｍｐａｒｉｓｏｎｏｆＬｆｉｎａｌａｎｄＤｒａｔｅｂｅｔｗｅｅｎＣＮＮａｎｄ

ＢＰｎｅｔｗｏｒｋｉｎ３０ｔｒａｉｎｉｎｇｓａｎｄｄｉａｇｎｏｓｅｓ

样本时长分别取２ｍｓ，４ｍｓ，…，２０ｍｓ时，ＣＮＮ与

（ａ）不同样本时长下的Ｌｆｉｎａｌ对比

（ａ）ＣｏｍｐａｒｉｓｏｎｏｆＬｆｉｎａｌｕｎｄｅｒｄｉｆｆｅｒｅｎｔ

ｓａｍｐｌｅｄｕｒａｔｉｏｎｓ

ＢＰ网络Ｌｆｉｎａｌ和Ｄｒａｔｅ的变化趋势，图中每个数据点
均为５次训练及测试后的平均结果。可以看出，
Ｌｆｉｎａｌ随样本时长的增加总体呈减小趋势，Ｄｒａｔｅ则随
样本时长的增加总体呈上升趋势，这表明增加样

本长度总体有利于改善网络的训练及诊断效果，

这是因为较长的样本中包含了更充分的故障信

息。此外，ＣＮＮ的 Ｌｆｉｎａｌ比 ＢＰ网络整体较小、Ｄｒａｔｅ
整体较高，且随着样本时长的增加更快收敛至较

优值，这意味着 ＣＮＮ方法可在样本较短（网络权
值亦较少）时取得相同的诊断精度，实现更高的

诊断效率。具体而言，ＣＮＮ在样本时长为４ｍｓ时
就达到了９９２１％的诊断准确率（文中诊断准确

（ｂ）不同样本时长下的Ｄｒａｔｅ对比

（ｂ）ＣｏｍｐａｒｉｓｏｎｏｆＤｒａｔｅｕｎｄｅｒｄｉｆｆｅｒｅｎｔ

ｓａｍｐｌｅｄｕｒａｔｉｏｎｓ

图１２　不同样本时长下ＣＮＮ与ＢＰ网络的
Ｌｆｉｎａｌ及Ｄｒａｔｅ对比

Ｆｉｇ．１２　ＣｏｍｐａｒｉｓｏｎｏｆＬｆｉｎａｌａｎｄＤｒａｔｅｂｅｔｗｅｅｎＣＮＮａｎｄ

ＢＰｎｅｔｗｏｒｋｕｎｄｅｒｄｉｆｆｅｒｅｎｔｓａｍｐｌｅｄｕｒａｔｉｏｎｓ

率的计算方法如式（４）所示）。

３．３　不同训练样本数量下ＣＮＮ与ＢＰ网络的结
果对比

　　图１３是样本时长为１０ｍｓ（半基波周期），
各故障模式的训练样本数分别取２０，４０，…，３００
时，ＣＮＮ与ＢＰ网络Ｌｆｉｎａｌ和Ｄｒａｔｅ的变化趋势，图中
每个数据点均为 ５次训练及测试后的平均结
果。可以看出，Ｌｆｉｎａｌ随训练样本数量的增加总体
呈减小趋势，Ｄｒａｔｅ则随训练样本数量的增加总体
呈上升趋势，这表明增加训练样本数量有利于

改善网络的训练及诊断效果，这是因为较多的

训练样本可为网络训练提供更丰富和全面的故

障信息。此外，ＣＮＮ与 ＢＰ网络相比，Ｌｆｉｎａｌ整体
较小、Ｄｒａｔｅ整体较高，当训练样本数较少时优势
十分显著，且随着训练样本数量的增加更快收

敛至较优值，这意味着 ＣＮＮ方法可在明显较少
样本的支持下得到相同的诊断精度，从而显著

降低应用中对实际故障样本的积累要求并缩短

网络训练时间。具体而言，ＣＮＮ在各类故障模
式的训练样本数量为４０时就可达到９９８２％的
诊断准确率。

（ａ）不同训练样本数量下的Ｌｆｉｎａｌ对比

（ａ）ＣｏｍｐａｒｉｓｏｎｏｆＬｆｉｎａｌｕｎｄｅｒｄｉｆｆｅｒｅｎｔ

ｔｒａｉｎｉｎｇｓａｍｐｌｅｎｕｍｂｅｒｓ

·０７１·
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（ｂ）不同训练样本数量下的Ｄｒａｔｅ对比

（ｂ）ＣｏｍｐａｒｉｓｏｎｏｆＤｒａｔｅｕｎｄｅｒｄｉｆｆｅｒｅｎｔ

ｔｒａｉｎｉｎｇｓａｍｐｌｅｎｕｍｂｅｒｓ

图１３　不同训练样本数量下ＣＮＮ与ＢＰ网络的
Ｌｆｉｎａｌ及Ｄｒａｔｅ对比

Ｆｉｇ．１３　ＣｏｍｐａｒｉｓｏｎｏｆＬｆｉｎａｌａｎｄＤｒａｔｅｂｅｔｗｅｅｎＣＮＮａｎｄ

ＢＰｎｅｔｗｏｒｋｕｎｄｅｒｄｉｆｆｅｒｅｎｔｔｒａｉｎｉｎｇｓａｍｐｌｅｎｕｍｂｅｒｓ

４　结论

本文以电能变换装置开路故障的智能诊断需

求为牵引，针对传统ＢＰ神经网络方法存在的“参
数膨胀”“局部模糊”问题，研究了基于 ＣＮＮ的开
路故障诊断方法，并以三相两电平逆变器为代表，

着重开展了不同样本时长、训练样本数量条件下

的方法仿真对比及验证。结果表明，利用 ＣＮＮ
“网络局部连接”“卷积核权值共享”等特点，可建

立比 ＢＰ网络权值更少、深度更深的深度学习网
络模型，使诊断网络具备权值少、训练收敛快、稳

定性强、诊断准确率高等优势。对于本文的三相

两电平逆变拓扑而言，当各类故障模式的训练样

本数为１６０时，基于 ＣＮＮ的诊断方法仅需 ４ｍｓ
样本时长就达到９９２１％的诊断准确率；当样本
时长为１０ｍｓ时，各类故障模式只需４０个训练样
本就达到９９．８２％的诊断准确率。本文的样本条
件分析过程及相关结果可为实际应用中合理确定

样本条件，从而为提高神经网络诊断模型的训练

及诊断效率提供有益参考。

下一步计划结合实验装置搭建，进行实机环

境下充分考虑噪声、线路杂散参数、多类故障耦合

等干扰因素的诊断方法优化，同时综合考虑ＡＩ终
端硬件的计算能力、诊断准确率等因素，研究在线

诊断时样本时长、采样率的最优选择策略，从而进

一步提高方法的鲁棒性和工程适应性。
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ＩＥＥＥＪｏｕｒｎａｌｏｆＥｍｅｒｇｉｎｇａｎｄＳｅｌｅｃｔｅｄＴｏｐｉｃｓｉｎＰｏｗｅｒ
Ｅｌｅｃｔｒｏｎｉｃｓ，２０２０，８（３）：２６００－２６１０．

［１０］　王兆兵，高丽敏．大数据时代的民机健康管理技术革
新［Ｊ］．航空维修与工程，２０１８（５）：２０－２５．
ＷＡＮＧＺＢ，ＧＡＯ ＬＭ．Ｉｎｎｏｖａｔｉｏｎｏｆａｉｒｃｒａｆｔｈｅａｌｔｈ
ｍａｎａｇｅｍｅｎｔｔｅｃｈｎｏｌｏｇｙｉｎ ｂｉｇｄａｔａｅｒａ［Ｊ］． Ａｖｉａｔｉｏｎ
Ｍａｉｎｔｅｎａｎｃｅ＆ Ｅｎｇｉｎｅｅｒｉｎｇ，２０１８（５）：２０－２５．（ｉｎ
Ｃｈｉｎｅｓｅ）

［１１］　赵晓明，孙希德．基于大数据的风电设备远程故障监测
与诊断系统研究［Ｊ］．电力大数据，２０１９，２２（４）：
２２－２９．
ＺＨＡＯＸＭ，ＳＵＮＸＤ．Ｒｅｓｅａｒｃｈｏｎｒｅｍｏｔｅｆａｕｌｔｍｏｎｉｔｏｒｉｎｇ
ａｎｄｄｉａｇｎｏｓｉｓｓｙｓｔｅｍｏｆｗｉｎｄｐｏｗｅｒｅｑｕｉｐｍｅｎｔｂａｓｅｄｏｎｂｉｇ
ｄａｔａ［Ｊ］．ＰｏｗｅｒＳｙｓｔｅｍｓａｎｄＢｉｇＤａｔａ，２０１９，２２（４）：２２－
２９．（ｉｎＣｈｉｎｅｓｅ）

［１２］　张礼立．三一重工转型的催化剂：工业互联网［Ｊ］．中国
工业评论，２０１６（８）：９０．
ＺＨＡＮＧＬＬ．ＣａｔａｌｙｓｔｆｏｒＳＡＮＹ′ｓｔｒａｎｓｆｏｒｍａｔｉｏｎ—ｉｎｄｕｓｔｒｉａｌ
Ｉｎｔｅｒｎｅｔ［Ｊ］．ＣｈｉｎａＩｎｄｕｓｔｒｙＲｅｖｉｅｗ，２０１６（８）：９０．（ｉｎ
Ｃｈｉｎｅｓｅ）

［１３］　ＸＩＮＢ，ＷＡＮＧＴＺ，ＴＡＮＧＴＨ．Ａｄｅｅｐｌｅａｒｎｉｎｇａｎｄ
ｓｏｆｔｍａｘｒｅｇｒｅｓｓｉｏｎｆａｕｌｔｄｉａｇｎｏｓｉｓｍｅｔｈｏｄｆｏｒｍｕｌｔｉｌｅｖｅｌ
ｃｏｎｖｅｒｔｅｒ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆＩＥＥＥ １１ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ
ＳｙｍｐｏｓｉｕｍｏｎＤｉａｇｎｏｓｔｉｃｓｆｏｒＥｌｅｃｔｒｉｃａｌＭａｃｈｉｎｅｓ，Ｐｏｗｅｒ
ＥｌｅｃｔｒｏｎｉｃｓａｎｄＤｒｉｖｅｓ，２０１７．

［１４］　ＺＨＡＯＧＱ，ＺＨＡＮＧＧＨ，ＧＥＱＱ，ｅｔａｌ．Ｒｅｓｅａｒｃｈ
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ａｄｖａｎｃｅｓｉｎｆａｕｌｔｄｉａｇｎｏｓｉｓａｎｄｐｒｏｇｎｏｓｔｉｃｂａｓｅｄｏｎｄｅｅｐ
ｌｅａｒｎｉｎｇ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆＰｒｏｇｎｏｓｔｉｃｓａｎｄＳｙｓｔｅｍＨｅａｌｔｈ
ＭａｎａｇｅｍｅｎｔＣｏｎｆｅｒｅｎｃｅ（ＰＨＭＣｈｅｎｇｄｕ），２０１７．

［１５］　ＦＡＮＢ，ＹＩＮＹＸ，ＦＵＣＦ．Ａｍｅｔｈｏｄｏｆｉｎｖｅｒｔｅｒｃｉｒｃｕｉｔｆａｕｌｔ
ｄｉａｇｎｏｓｉｓｂａｓｅｄｏｎＢＰｎｅｕｒａｌｎｅｔｗｏｒｋａｎｄＤＳｅｖｉｄｅｎｃｅ
ｔｈｅｏｒｙ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ８ｔｈＷｏｒｌｄＣｏｎｇｒｅｓｓｏｎ
ＩｎｔｅｌｌｉｇｅｎｔＣｏｎｔｒｏｌａｎｄＡｕｔｏｍａｔｉｏｎ，２０１０．

［１６］　ＫＨＯＭＦＯＩＳ，ＴＯＬＢＥＲＴＬＭ．Ｆａｕｌｔｄｉａｇｎｏｓｔｉｃｓｙｓｔｅｍｆｏｒａ
ｍｕｌｔｉｌｅｖｅｌｉｎｖｅｒｔｅｒｕｓｉｎｇａｎｅｕｒａｌｎｅｔｗｏｒｋ［Ｊ］．ＩＥＥＥ
ＴｒａｎｓａｃｔｉｏｎｓｏｎＰｏｗｅｒＥｌｅｃｔｒｏｎｉｃｓ，２００７，２２（３）：１０６２－
１０６９．　

［１７］　吴迪．基于神经网络的电力电子电路故障诊断方法研
究［Ｄ］．哈尔滨：哈尔滨理工大学，２０１７．
ＷＵＤ．Ｔｈｅｐｏｗｅｒｅｌｅｃｔｒｏｎｉｃｃｉｒｃｕｉｔｆａｕｌｔｄｉａｇｎｏｓｉｓｂａｓｅｄｏｎ
ｔｈｅｎｅｕｒａｌｎｅｔｗｏｒｋ［Ｄ］．Ｈａｒｂｉｎ：ＨａｒｂｉｎＵｎｉｖｅｒｓｉｔｙｏｆＳｃｉｅｎｃｅ
ａｎｄＴｅｃｈｎｏｌｏｇｙ，２０１７．（ｉｎＣｈｉｎｅｓｅ）

［１８］　ＺＥＮＧＧ，ＸＩＹＦ，ＳＵＹＭ，ｅｔａｌ．ＡｐｐｌｉｃａｔｉｏｎｏｆＧＡＢＰｉｎ
ｆａｕｌｔｄｉａｇｎｏｓｉｓｏｆｐｏｗｅｒｃｉｒｃｕｉｔｏｆＳＶＣ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ＣＥＳ／ＩＥＥＥｔｈｅ５ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＰｏｗｅｒＥｌｅｃｔｒｏｎｉｃｓａｎｄＭｏｔｉｏｎ
ＣｏｎｔｒｏｌＣｏｎｆｅｒｅｎｃｅ，２００９．

［１９］　ＫＥＴＫＡＲ Ｎ．Ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓ［Ｍ］／／Ｄｅｅｐ
ＬｅａｒｎｉｎｇｗｉｔｈＰｙｔｈｏｎ．Ｂｅｒｋｅｌｅｙ：Ａｐｒｅｓｓ，２０１７：６３－７８．

［２０］　俞颂华．卷积神经网络的发展与应用综述［Ｊ］．信息通
信，２０１９，３２（２）：３９－４３．
ＹＵＳＨ．Ｏｖｅｒｖｉｅｗｏｆｔｈｅｄｅｖｅｌｏｐｍｅｎｔａｎｄａｐｐｌｉｃａｔｉｏｎｏｆ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ［Ｊ］． Ｉｎｆｏｒｍａｔｉｏｎ ＆
Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ，２０１９，３２（２）：３９－４３．（ｉｎＣｈｉｎｅｓｅ）

［２１］　ＨＡＮＪＨ，ＣＨＯＩＤＪ，ＨＯＮＧＳＫ，ｅｔａｌ．Ｍｏｔｏｒｆａｕｌｔ
ｄｉａｇｎｏｓｉｓ ｕｓｉｎｇ ＣＮＮ ｂａｓｅｄ ｄｅｅｐ ｌｅａｒｎｉｎｇ ａｌｇｏｒｉｔｈｍ
ｃｏｎｓｉｄｅｒｉｎｇｍｏｔｏｒｒｏｔａｔｉｎｇｓｐｅｅｄ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆＩＥＥＥ
ｔｈｅ６ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＩｎｄｕｓｔｒｉａｌＥｎｇｉｎｅｅｒｉｎｇａｎｄ

Ａｐｐｌｉｃａｔｉｏｎｓ，２０１９．
［２２］　ＰＡＮＤＡＲＡＫＯＮＥＳＥ，ＭＡＳＵＫＯＭ，ＭＩＺＵＮＯＹ，ｅｔａｌ．

Ｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋｂａｓｅｄｂｅａｒｉｎｇｆａｕｌｔｄｉａｇｎｏｓｉｓｏｆｉｎｄｕｃｔｉｏｎ
ｍｏｔｏｒｕｓｉｎｇｆａｓｔＦｏｕｒｉｅｒｔｒａｎｓｆｏｒｍａｎａｌｙｓｉｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆＩＥＥＥＥｎｅｒｇｙＣｏｎｖｅｒｓｉｏｎＣｏｎｇｒｅｓｓａｎｄＥｘｐｏｓｉｔｉｏｎ，２０１８．

［２３］　ＷＡＮＧＨ，ＺＨＡＮＧＣ，ＺＨＡＮＧＮ，ｅｔａｌ．Ｆａｕｌｔｄｉａｇｎｏｓｉｓｆｏｒ
ＩＧＢＴｓｏｐｅｎｃｉｒｃｕｉｔｆａｕｌｔｓｉｎｈｉｇｈｓｐｅｅｄｔｒａｉｎｓｂａｓｅｄｏｎ
ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆＰｒｏｇｎｏｓｔｉｃｓ
ａｎｄＳｙｓｔｅｍＨｅａｌｔｈＭａｎａｇｅｍｅｎｔＣｏｎｆｅｒｅｎｃｅ（ＰＨＭＱｉｎｇｄａｏ），
２０１９．

［２４］　商蕾，武美君，高海波，等．基于三通道２ＤＣＮＮ的逆变
器功率管开路故障诊断方法［Ｊ］．船海工程，２０２０，
４９（１）：７８－８２．
ＳＨＡＮＧＬ，ＷＵ Ｍ Ｊ，ＧＡＯ Ｈ Ｂ，ｅｔａｌ．Ａ ｄｉａｇｎｏｓｔｉｃ
ｔｅｃｈｎｉｑｕｅｆｏｒｏｐｅｎｓｗｉｔｃｈｆａｕｌｔｏｆｉｎｖｅｒｔｅｒｓｂａｓｅｄｏｎｔｈｒｅｅ
ｃｈａｎｎｅｌ２ＤＣＮＮ［Ｊ］．Ｓｈｉｐ＆ＯｃｅａｎＥｎｇｉｎｅｅｒｉｎｇ，２０２０，
４９（１）：７８－８２．（ｉｎＣｈｉｎｅｓｅ）

［２５］　徐继伟，宋保业，公茂法．基于深度神经网络的多电平逆
变器故障诊断［Ｊ］．电测与仪表，２０１９，５６（２）：１２３－１２８．
ＸＵＪＷ，ＳＯＮＧＢＹ，ＧＯＮＧＭ Ｆ．Ｆａｕｌｔｄｉａｇｎｏｓｉｓｏｆ
ｍｕｌｔｉｌｅｖｅｌｉｎｖｅｒｔｅｒｂａｓｅｄｏｎｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋ［Ｊ］．
ＥｌｅｃｔｒｉｃａｌＭｅａｓｕｒｅｍｅｎｔ＆Ｉｎｓｔｒｕｍｅｎｔａｔｉｏｎ，２０１９，５６（２）：
１２３－１２８．（ｉｎＣｈｉｎｅｓｅ）

［２６］　ＧＬＯＲＯＴＸ，ＢＯＲＤＥＳＡ，ＢＥＮＧＩＯＹ．Ｄｅｅｐｓｐａｒｓｅｒｅｃｔｉｆｉｅｒ
ｎｅｕｒａｌｎｅｔｗｏｒｋｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ１４ｔｈＩｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ ａｎｄ Ｓｔａｔｉｓｉｔｉｃｓ
（ＡＩＳＴＡＴＳ），２０１１．

［２７］　ＫＩＮＧＭＡＤ Ｐ，ＢＡ Ｊ．Ａｄａｍ：ａｍｅｔｈｏｄｆｏｒｓｔｏｃｈａｓｔｉｃ
ｏｐｔｉｍｉｚａｔｉｏｎ［ＥＢ／ＯＬ］．（２０１７－０１－３０）［２０２０－１２－１５］．
ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／１４１２．６９８０．
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