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忆阻器类脑计算芯片研究现状综述


陈长林，骆畅航，刘　森，刘海军
（国防科技大学 电子科学学院，湖南 长沙　４１００７３）

摘　要：为把握忆阻类脑芯片发展现状并总结其发展趋势，对现有忆阻类脑计算芯片与架构进行了调
研，对芯片中所采用的忆阻器阵列结构和集成工艺、前神经元电路、后神经元电路、多阵列互连拓扑结构与数

据传输策略，以及芯片设计过程中所采用的系统仿真和评估方法进行了对比分析。总结出当前忆阻类脑计

算芯片电路设计仍需解决忆阻器可用阻态少、器件参数波动性大、阵列外围电路复杂、集成规模小等问题，并

指出了该类芯片走向实际应用仍然面临着忆阻器生产工艺提升、完善开发工具支持、专用指令集开发、确定典
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型牵引性应用等挑战。
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　　随着以卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ，ＣＮＮ）、深度神经网络 （ｄｅｅｐｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ，ＤＮＮ）、递归神经网络（ｒｅｃｕｒｒｅｎｔｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ，ＲＮＮ）等为代表的神经网络算法［１］的不

断成熟，人工智能（ａｒｔｉｆｉｃｉａｌｉｎｔｅｌｌｉｇｅｎｃｅ，ＡＩ）在自
动驾驶、语音与图像识别、知识搜索、语义理解等

众多应用领域获得了广泛应用［２］。为了提高神

经网络推理计算的效率和能效，涌现了 ＴＰＵ［３］、
ＤａＤｉａｎＮａｏ［４］、Ｔｉａｎｊｉｃ［５］、Ｔｈｉｎｋｅｒ［６］等多款采用定
制架构的 ＡＩ加速芯片。然而，上述 ＡＩ芯片本质
上仍然采用了存算分离的冯·诺伊曼架构，在计

算时需要将数据在存储单元与运算单元之间进行

频繁搬移，因而仍然具有较高的延迟和能耗［７］。

相较而言，人脑中由于神经突触具有网络权值存

储和计算功能（见图１（ａ））而具有极高的能效。
因此，借鉴人脑结构和信息处理机制，开发类脑芯

片，突破冯· 诺伊曼架构瓶颈实现高能效智能计

算［８］成为当前研究的热点。

神经网络由多层神经元以及神经元之间的突

触连接组成，其中神经突触数量远远超过神经元

数量。例如在人脑中，神经突触数量（１０１４～１０１５）
约为神经元数量的１０３倍。同时，神经网络推理
计算过程主要由神经元输入向量与突触权重矩阵

的卷积（卷积层）或相乘（全连接层）组成，占所有

计算的９０％以上［４］，因此开发高性能的人工神

经突触是类脑芯片设计的关键所在。而忆阻器是
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实现人工神经突触的最佳基础器件选择之一：①
忆阻器阻值可以在外部信号作用下进行调整，因

此能够模拟神经突触的可塑性；②忆阻器是非易
失器件，可以用于储存突触连接权重；③流经忆阻
器的电流大小由其电导值与电压值相乘得到，对

应突触权重与神经元激励的加权相乘运算。同时

忆阻器具有结构简单、功耗低、尺寸小、可三维集

成、与ＣＭＯＳ工艺兼容等优点，因此成为大规模类
脑计算基础器件的最佳选择，获得了大量关注与

研究［９］。

在多层神经网络中，相邻两层神经元的突触

连接可采用如图１（ｂ）所示忆阻器交叉阵列实现，
阵列中每一个交叉点处的忆阻器存储了两个神经

元之间的突触连接强度，多个阵列组合可以实现

深度神经网络。输入信号以电压的形式加载到忆

阻器阵列每一行，与忆阻器作用产生的电流在列

线上相累加并被感知电路读取，在单个周期内得

到乘累加计算结果，即Ｉｊ＝∑ＶｉＧｉｊ。忆阻器交叉

（ａ）神经元与神经突触
（ａ）Ｎｅｕｒｏｎｓａｎｄｓｙｎａｐｓｅｓ

（ｂ）忆阻器交叉阵列
（ｂ）Ｍｅｍｒｉｓｔｏｒｃｒｏｓｓｂａｒａｒｒａｙ

图１　生物神经元连接与忆阻器交叉阵列
Ｆｉｇ．１　Ｎｅｕｒｏｎｃｏｎｎｅｃｔｉｏｎｓａｎｄｍｅｍｒｉｓｔｏｒｃｒｏｓｓｂａｒａｒｒａｙ

阵列同时实现了权值存储和乘累加运算的功能，

其中乘法运算的并行度与忆阻器数量相同，累加

运算的并行度与阵列的行或列数（取决于阵列计

算单元结构）相同。在外围反馈电路配合下，还

可通过训练实现忆阻器阻值亦即突触连接强度的

在线调整，实现在线学习能力。

近年来，将忆阻器阵列与 ＣＭＯＳ电路混合集
成实现类脑芯片已成为研究的热点并取得了诸多

研究成果。为把握相关研究进展并总结发展趋

势，本文对现有设计进行调研分析。对比分析忆

阻类脑芯片中各基础功能模块的实现方案，总结

当前研究仍需解决的问题，并指出该类芯片走向

实际应用所面临的挑战。

１　现有忆阻类脑计算芯片与架构

基于忆阻器的类脑芯片研究大致可以分为忆

阻器阵列研究、忆阻类脑芯片架构研究以及全功

能忆阻类脑芯片研究三个方面。其中，忆阻器阵

列研究的目的在于优化阵列生产工艺、提取阵列

性能参数并搭建板级系统展示其类脑计算应用可

行性，忆阻类脑芯片架构研究根据应用需求及阵

列性能设计新型体系结构并进行仿真验证，全功

能忆阻类脑芯片研究开发完整功能芯片并推广应

用。三个方面的研究相互检验、相互促进。

１．１　忆阻器阵列研究

大量忆阻类脑芯片研究以忆阻器阵列芯片＋板
级电路形式展开，主要进行阵列中器件性能测试并

展示基于忆阻器实现多种类脑计算应用的可能性。

利用忆阻器的权值存储和模拟计算能力，忆

阻器阵列可用于实现非脉冲型神经网络。如

Ａｌｉｂａｒｔ等［１０］于２０１３年基于２×１０规模忆阻器阵
列采用离线和在线训练两种方式实现了字母“Ｘ”
和“Ｔ”的分辨，随后该团队 Ｐｒｅｚｉｏｓｏ等［１１］于２０１５
年在更大规模（１２×１２）１Ｒ忆阻器阵列上（见
图２（ａ）），通过在线学习方式实现了对３种３×３
黑白字母图像的分类，首次通过实验验证了基于

忆阻器阵列运行单层感知机网络实现模式识别的

可行性。

充分利用忆阻器的阻值可调性能，忆阻器阵

列还可用于实现脉冲型神经网络［１２］。如 Ｃｏｖｉ
等［１３］利用脉冲时间依赖可塑性（ｓｐｉｋｅｔｉｍｉｎｇ
ｄｅｐｅｎｄｅｎｔｐｌａｓｔｉｃｉｔｙ，ＳＴＤＰ）机制，设计实现了包含
２５个前神经元、５个后神经元和１２５个神经突触
的脉冲神经网络，经过无监督学习训练后的网络

可以识别５×５黑白像素的５个字母。Ｃｈｏｉ等［１４］

利用赫布学习法则基于９×２忆阻器阵列通过无

·２·
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监督学习实现了主成分分析能力。

随着忆阻器阵列生产工艺的不断优化，阵列

规模逐渐增大，所能实现的计算也日益复杂。如

Ｓｈｅｒｉｄａｎ等［１５］基于３２×３２忆阻器阵列实现了灰
度图像稀疏编码功能（见图２（ｂ））。Ｌｉ等［１６］基

于１２８×６４规模的可重构忆阻器交叉阵列（见
图２（ｃ））实现了信号处理、图像压缩、卷积滤波
与增强学习［１７］等处理。Ｙａｏ等［１８］基于１Ｔ１Ｒ结
构的１２８×８规模阵列实现了３２０像素灰白人脸

（ａ）１２×１２阵列芯片［１１］

（ａ）１２×１２ｓｉｚｅｄｃｒｏｓｓｂａｒ［１１］

（ｂ）３２×３２阵列芯片［１５］

（ｂ）３２×３２ｓｉｚｅｄｃｒｏｓｓｂａｒ［１５］

（ｃ）１２８×６４阵列芯片［１６］

（ｃ）１２８×６４ｓｉｚｅｄｃｒｏｓｓｂａｒ［１６］

图２　部分纯忆阻器阵列芯片
Ｆｉｇ．２　Ｓｏｍｅｐｕｒｅｍｅｍｒｉｓｔｏｒｃｒｏｓｓｂａｒｃｈｉｐ

图像识别功能，其功耗与在英特尔 ＸｅｏｎＰｈｉ处理
器上实现相比降低为原来的１／１０００。

上述工作中，忆阻器阵列芯片只实现了突触

阵列的功能，权值读写、待处理信号加载与计算结

果读取等功能单元电路仍需在板卡上实现。但相

关工作已完整验证了忆阻器类脑计算架构和处理

流程，展现了忆阻器类脑计算在图像处理、稀疏编

码、信号处理等复杂的非结构化数据处理中，相比

传统处理器件具有巨大的能效和面积（集成度）

优势，为全功能类脑芯片的设计提供了架构、电路

设计依据。

１．２　忆阻类脑计算芯片架构研究

在忆阻器阵列研究成果基础上，根据神经网

络计算需求，多个研究团队提出了新型忆阻类脑

计算芯片体系架构并进行了仿真验证。

美国匹兹堡大学研究团队在２０１５年提出一
款名为“ＲＥＮＯ”［１９］的忆阻类脑计算架构。如
图３所示，各忆阻器阵列之间采用星型拓扑结构
进行互联，并采用混合信号进行传输，其中数字

信号用于路由路径的选择，模拟信号用于传输

阵列计算结果，以降低 ＣＰＵ与各计算单元之间
的通信延迟。该结构第一次探讨了阵列间片上

互联策略以及神经网络加速单元与控制处理器

之间的协作方式。然而阵列之间的模拟通信方

式决定了神经网络必须以全展开的方式运行，

无法通过权重和中间结果复用等［２］方式降低硬

件实现代价。

（ａ）ＲＥＮＯ系统架构
（ａ）ＲＥＮＯｓｙｓｔｅｍａｒｃｈｉｔｅｃｔｕｒｅ

谢源团队联合清华大学和惠普实验室于

２０１６年提出一种名为“ＰＲＩＭＥ”［２０］的处理架构，
如图４所示，以期打破未来计算系统的“存储墙”
限制。其中的忆阻器阵列分为存储单元和全功能

单元。全功能单元包含了解码与驱动电路、读出

电路、缓存单元等，使得其既可用于数据存储，又

·３·
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（ｂ）混合信号路由结构
（ｂ）Ｍｉｘｓｉｇｎａｌｒｏｕｔｅｒｓｔｒｕｃｔｕｒｅ

图３　ＲＥＮＯ系统体系结构［１９］

Ｆｉｇ．３　ＲＥＮＯｓｙｓｔｅｍａｒｃｈｉｔｅｃｔｕｒｅ［１９］

可配置为神经网络计算加速模块。与多款基于数

字逻辑电路的神经网络加速系统相比，具有巨大

的能效提升。

图４　ＰＲＩＭＥ结构框图［２０］

Ｆｉｇ．４　ＰＲＩＭＥｓｙｓｔｅｍａｒｃｈｉｔｅｃｔｕｒｅｄｉａｇｒａｍ［２０］

Ｓｈａｆｉｅｅ等［２１］在２０１６年提出了“ＩＳＡＡＣ”类脑
芯片架构，如图５所示。该系统具有多个 Ｔｉｌｅ，每
个Ｔｉｌｅ集成多个原位乘累加单元（ｉｎｓｉｔｕｍｕｌｔｉｐｌｙ
ａｃｃｕｍｕｌａｔｅ，ＩＭＡ），每个ＩＭＡ中包含多个忆阻器阵
列，用于存储突触权重并执行点积计算。ＩＳＡＡＣ

图５　ＩＳＡＡＣ类脑芯片架构［２１］

Ｆｉｇ．５　ＩＳＡＡＣｎｅｕｒｏｍｏｒｐｈｉｃｃｈｉｐａｒｃｈｉｔｅｃｔｕｒｅ［２１］

的多核结构使得神经网络各卷积层可分配到不同

的忆阻器阵列上采用并行流水方式工作，降低了

对数据缓冲空间的要求，增加了吞吐量。然而该

结构并未充分挖掘神经网络中的数据和权重的复

用特性以进一步提高计算效率。

在采用与 ＩＳＡＡＣ类似的层次化多阵列架构
基础上，ＭＡＸ２［２２］采用了脉动阵列架构以及网络
权重复制和输入特征图像复用等策略（见图６），
提高了数据复用率，大大减少了处理单元之间的

数据移动需求，提高了时间、能量和面积利用效

率。通过在 ＮｅｕｒｏＳｉｍ 平台上运行 ＶＧＧＮｅｔ、
ＲｅｓＮｅｔ和ＡｌｅｘＮｅｔ网络评估显示，ＭＡＸ２的计算能
效相比ＩＳＡＡＣ提高了５２倍。

图６　ＭＡＸ２权重映射策略

Ｆｉｇ．６　ＭＡＸ２ｗｅｉｇｈｔｍａｐｐｉｎｇｓｔｒａｔｅｇｙ

南洋理工大学研究团队在２０１８年提出了一
种基于３ＤＣＭＯＳＲｅＲＡＭ的张量神经网络加速芯
片［２３］。如图７所示，它们的设计有三层：第一层
为忆阻器交叉阵列层，阵列之间采用 Ｈ－树拓扑
结构进行互联，用于存储网络权重或待处理数据；

第二层同为忆阻器交叉阵列层，通过硅通孔

（ｔｈｒｏｕｇｈｓｉｌｉｃｏｎｖｉａ，ＴＳＶ）从第一层接收张量核的
数据实现乘累加运算；第三层为ＣＭＯＳ电路层，用
于协调整个神经网络的工作和执行非线性映射。

由于３ＤＣＭＯＳＲｅＲＡＭ的这种方法没有进行权值
复用，且结构相对固定，只能实现一些简单的神经

网络结构。

图７　３ＤＣＭＯＳＲｅＲＡＭ加速芯片主体架构［２３］

Ｆｉｇ．７　３ＤＣＭＯＳＲｅＲＡＭａｃｃｅｌｅｒａｔｏｒａｒｃｈｉｔｅｃｔｕｒｅ［２３］

·４·
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上述研究对基于多个忆阻器阵列实现复杂类

脑计算所应采用的系统体系结构进行了有益的探

索，其仿真结果证明了忆阻类脑计算相比于传统

数字ＡＩ芯片在能效上的优势，为忆阻类脑芯片的
发展提供了理论指导。然而，上述架构均采用了

理想化的阵列模型，并假设忆阻器阵列与 ＣＭＯＳ
外围电路的混合集成工艺以及阵列间的互联通信

结构均已具有了完善解决方案。而实际上，这些

基础模块实现方案仍需通过流片进行验证。

１．３　全功能忆阻类脑芯片研究

随着忆阻器阵列生产工艺和计算架构的逐渐

完善，大量研究开始尝试将忆阻器阵列与 ＣＭＯＳ
外围电路在单个芯片上进行集成以实现完整计算

功能，并通过增加阵列数量来实现复杂神经网络。

图８　清华大学设计的两款忆阻类脑芯片［２４－２５］

Ｆｉｇ．８　ＮｅｕｒｏｍｏｒｐｈｉｃｃｈｉｐｄｅｓｉｇｎｅｄｂｙＴＨＵ［２４－２５］

清华大学吴华强团队基于１３０ｎｍ工艺设计实
现了如图８所示芯片［２４］。该芯片可实现三层感知

网络并具备在线学习能力。芯片中集成２个７８４×
１００规模和２个１００×１０规模１Ｔ１Ｒ忆阻阵列，分别
用于实现输入神经元和隐藏神经元、隐藏神经元和

输出神经元之间的突触连接。感知网络中的每个

权重均由一对差分单元实现，隐藏神经元由可配置

比较器实现。基于该芯片运行手写体识别网络与

全精度网络相比仅有不到５％的精度损失。然而
也可以看到，该芯片所采用结构主要针对手写体识

别网络，无法用于其他类型网络。同时，除隐藏层

外，原始待处理信号的加载与最终处理结果的读出

仍需片外电路实现。２０２０年，该团队将２个１Ｔ１Ｒ
阵列优化为１个２Ｔ２Ｒ阵列，并改进了读出电路设
计，将手写体识别网络精度损失降到了２％［２５］。

为通过实验验证多个忆阻器阵列实现多层卷

积神经网络的能力，清华大学和马萨诸塞大学联

合开发了如图９所示多阵列板级系统［２６］。该系

统搭载了８个基于忆阻器的处理单元（ｐｒｏｃｅｓｓｉｎｇ

ｅｌｅｍｅｎｔ，ＰＥ）芯片、ＡＲＭ核、ＤＲＡＭ以及其他功能
单元。每个 ＰＥ芯片中集成 １个 １２８×１６规模
１Ｔ１Ｒ忆阻器阵列以及输入寄存器、输出寄存器、
ＡＤＣ采样与移位相加等逻辑单元。每个忆阻器
均可实现３２种阻态。基于该系统运行５层 ＣＮＮ
网络进行ＭＮＩＳＴ手写体识别可达到９７％以上识
别率，与ＴｅｓｌａＶ１００型号ＧＰＵ相比实现了１１０倍
能效提升和３０倍性能密度提升。

（ａ）板级系统与芯片版图
（ａ）Ｂｏａｒｄｌｅｖｅｌｓｙｓｔｅｍａｎｄｃｈｉｐｌａｙｏｕｔ

（ｂ）系统结构框图
（ｂ）Ｓｙｓｔｅｍａｒｃｈｉｔｅｃｔｕｒｅ

图９　清华大学与马萨诸塞大学联合设计

多阵列板级系统［２６］

Ｆｉｇ．９　ＭｕｌｔｉｃｒｏｓｓｂａｒｓｙｓｔｅｍｄｅｓｉｇｎｅｄｂｙＴＨＵ

ａｎｄＵＭａｓｓ［２６］

与上述工作不同，国防科技大学研究团队通

过将多个阵列集成到单个芯片中进行多阵列协同

工作验证。如图１０所示，芯片基于１８０ｎｍ工艺
设计，集成了４个计算单元（ＰＥ）。其中每个 ＰＥ
由２５６×６４规模忆阻器阵列、输入数据寄存器、１
ｂｉｔＤＡＣ、多路选择器、控制逻辑、积分或电流电压
转换等模块组成。待处理数据采用数字形式输

入，在芯片内通过 １ｂｉｔＤＡＣ转换为模拟脉冲后
加载到忆阻器阵列上完成乘累加运算。阵列列线

累积电流可在片内进行积分或者直接转换为电

压。各ＰＥ计算结果在输出多路选择器（ｏｕｔｐｕｔ
ｍｕｌｔｉｐｌｅｘｅｒ，ＯＭＵＸ）控制下轮流输出片外并通过

·５·
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高精度ＡＤＣ进行采样。芯片模拟部分电路设计
时钟为２ＭＨｚ，整个芯片具备１６３８４ＧＯＰＳ计算
能力。基于该芯片可实现多层神经网络手写体识

别、灰度图像目标检测等应用。

（ａ）芯片架构
（ａ）Ｃｈｉｐａｒｃｈｉｔｅｃｔｕｒｅ

（ｂ）芯片版图
（ｂ）Ｃｈｉｐｌａｙｏｕｔ

图１０　国防科技大学开发的多阵列集成芯片
Ｆｉｇ．１０　Ｍｕｌｔｉｍｅｍｒｉｓｔｏｒｃｒｏｓｓｂａｒｂａｓｅｄｎｅｕｒｏｍｏｒｐｈｉｃ

ｃｈｉｐｄｅｓｉｇｎｅｄｂｙＮＵＤＴ

密歇根大学 Ｃａｉ等［２７］设计实现了如图１１所
示全功能芯片。该芯片集成了５４×１０８规模１Ｒ忆
阻器阵列、必要接口电路、数字总线与ＯｐｅｎＲＩＳＣ处
理器等单元。从图中可以看到，芯片ＣＭＯＳ电路部
分和忆阻器阵列部分通过一层钝化层相隔离，

ＣＭＯＳ电路管脚与忆阻器阵列行列线之间通过外
部引线互联。因此，实际上是通过特殊工艺将２个
芯片堆叠到了同一衬底上。阵列的每个行线和列

线上均配备了ＡＤＣ和ＤＡＣ模块，使得每个行线或
列线均可配置为输入或输出接口，增大了阵列使用

的灵活度。ＯｐｅｎＲＩＳＣ处理器用于控制实现忆阻器
权重的读写以及待处理信号的加载和处理结果的

读出。该芯片最高运行速率为１４８ＭＨｚ，具有５７５
ＧＯＰＳ的峰值计算能力，可实现感知网络、稀疏编
码、基于多层网络的主成分分析等应用。然而，由

于芯片中使用了大量的ＡＤＣ和ＤＡＣ，由此带来的
较大面积代价降低了该结构的可扩展性。

图１１　密歇根大学所设计的全功能忆阻器芯片［２７］

Ｆｉｇ．１１　Ｆｕｌｌｆｕｎｃｔｉｏｎｍｅｍｒｉｓｔｏｒｂａｓｅｄｎｅｕｒｏｍｏｒｐｈｉｃ

ｃｈｉｐｄｅｓｉｇｎｅｄｂｙＵＭｉｃｈ［２７］

·６·
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上述研究通过具体的电路设计和流片工作对

忆阻器阵列和ＣＭＯＳ外围电路的混合集成工艺进
行了验证，对用于待处理数据加载的前神经元电

路和用于计算结果读出的后神经元电路，以及其

他控制电路的实际性能进行了测试，具备了基本

的类脑计算功能，为实现集成更多忆阻器阵列和

更复杂系统体系结构的类脑芯片奠定了基础。

２　关键技术与实现方案

通过上述工作可以看到，忆阻类脑计算单元

至少需包含图１２所示各功能模块。

图１２　基于忆阻器的类脑芯片基本组成结构
Ｆｉｇ．１２　Ｂａｓｉｃｓｔｒｕｃｔｕｒｅｏｆａｍｅｍｒｉｓｔｏｒｂａｓｅｄ

ｎｅｕｒｏｍｏｒｐｈｉｃｃｈｉｐ

其中忆阻器阵列实现模拟乘累加计算，前神

经元电路实现待处理数据的加载，后神经元电路

实现阵列计算结果的读取和激活运算，缓存模块

实现输入输出数据的暂存，输入或输出接口电路

完成与主处理器的数据和指令通信，控制电路将

主处理器指令转换为各功能模块的具体动作。实

际上，为实现多层神经网络，还需多个类脑计算单

元以一定的架构互联并协同工作。本节对各模块

典型实现方案进行总结归纳。

２．１　忆阻器阵列结构与集成工艺

目前常用的忆阻器阵列有１Ｒ（见图１３（ａ））
和１Ｔ１Ｒ（见图１３（ｂ））２种结构［２８］。其中１Ｒ阵
列中只有忆阻器，因此可以实现极高的集成密度。

例如在密歇根大学所设计的忆阻类脑芯片［２７］总

面积为６１６４ｍｍ２，而５４×１０８规模忆阻器阵列
面积仅为０１４ｍｍ２。然而对１Ｒ阵列中某个忆阻
器进行阻值调整时所需的电压配置方案比较复

杂，进行计算时各行之间存在旁路电流［２９］，因此

使用较为不便。在１Ｔ１Ｒ阵列中，每个忆阻器与１
个选通ＣＭＯＳ晶体管（Ｔ）进行串联，通过控制 Ｔ
的栅压实现对忆阻器偏压和电流的控制，可有效

抑制旁路电流，并能够简化忆阻器阻值调整时所

用的电压偏置方案，因此使用灵活，获得了广泛应

用。其缺点在于进行忆阻器阻值调整时往往需要

通过较大的电流，因此需要 Ｔ具有较大的尺寸，
导致阵列尺寸变大。

（ａ）１Ｒ阵列
（ａ）１Ｒｃｒｏｓｓｂａｒａｒｒａｙ

（ｂ）１Ｔ１Ｒ阵列
（ｂ）１Ｔ１Ｒｃｒｏｓｓｂａｒａｒｒａｙ

图１３　１Ｒ阵列与１Ｔ１Ｒ阵列结构
Ｆｉｇ．１３　１Ｒａｎｄ１Ｔ１Ｒｍｅｍｒｉｓｔｏｒｃｒｏｓｓｂａｒａｒｒａｙｓｔｒｕｃｔｕｒｅ

忆阻器为三层结构，由底电极、阻变层和顶电

极组成。其中顶电极与底电极相重叠部分为忆阻

器件。在１Ｔ１Ｒ忆阻器阵列芯片中，通常将忆阻
器夹在两层金属层中间，忆阻器的两端分别通过

垂直过孔与选通 ＣＭＯＳ晶体管的源、漏极和阵列
列、行线相连［２８］。根据忆阻器与连接底电极的过

孔的位置关系不同，可以采用图１４所示２种生产
工艺。在图１４（ａ）中［３０］，忆阻器与连接底电极的

过孔相重叠，且三层结构尺寸相同，在制作工艺

中，使用１套光刻掩模版即可完成忆阻器三层结
构的制作。然而，连接底电极的钨栓塞过孔通常

会由于不完全填充在中间形成孔洞（见图１５），进

·７·
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而导致忆阻器三明治结构损伤，器件生产良率下

降［３１－３２］。为解决这一问题，国防科技大学采用了

图１４（ｂ）所示工艺，即将忆阻器底电极向侧方引
出一部分，然后在平整位置生长阻变层和顶电极

以保证忆阻器底部的平整，进而提高器件良率。

（ａ）忆阻器与连接底电极过孔位置重叠［３０］

（ａ）ＭｅｍｒｉｓｔｏｒｓｏｖｅｒｌａｙｗｉｔｈｔｈｅＢＥｖｉａ［３０］

（ｂ）忆阻器与连接底电极过孔位置偏移
（ｂ）ＭｅｍｒｉｓｔｏｒｐｏｓｉｔｉｏｎｓｈｉｆｔｓａｗａｙｆｒｏｍｔｈｅＢＥｖｉａ

图１４　１Ｔ１Ｒ阵列２种制作工艺
Ｆｉｇ．１４　Ｔｗｏｔｙｐｅｓｏｆｍｅｍｒｉｓｔｏｒｃｒｏｓｓｂａｒｆａｂｒｉｃａｔｅｐｒｏｃｅｓｓ

图１５　钨栓塞过孔缺陷
Ｆｉｇ．１５　Ｄｅｆｅｃｔｓｉｎｔｈｅｖｉａ

２．２　前神经元电路

忆阻器阵列采用模拟方式完成乘累加计算，

而待处理数据通常为数字形式，因此前神经元电

路需要将数字信息转换为模拟脉冲后加载到忆阻

器阵列行线上。常用的转换方式如下。

多位精度 ＤＡＣ直接转换：如图１６（ａ）所示，
通过多位精度的 ＤＡＣ将数字信息转换成具有一
定幅度的模拟电平，是应用最广泛的转换方

式［１９－２０，２７，３３］之一。其优点在于转换速度快，且与

板级验证系统实现方式（ＤＡＣ芯片转换）一致；缺
点在于该方案对ＤＡＣ精度要求高，且在芯片中集
成大量ＤＡＣ模块会引入较大的面积和功耗代价。

数值－时间转换：如图 １６（ｂ）所示，通过数
值－时间转换器将待处理数据转换成具有固定幅
度和对应宽度的模拟脉冲。其优点是转换电路简

单，仅需一个模拟传输门和一个计数器即可实现；

缺点是随着待处理数据精度的提高，所转换成的

模拟脉冲宽度呈指数增长。

１ｂｉｔＤＡＣ逐位转换：如图１６（ｃ）所示，此方
案［２１］模拟了二进制乘法实现方式，即从待处理数

据最低或高位开始逐位读取，根据该位数据为

“１”或“０”来确定是否输出具有固定幅度和固定
脉宽的模拟脉冲，将计算结果缓存，并与下一位数

据的计算结果进行移位相加。通过多次迭代完成

对一组输入数据的处理。此方案的优点在于所采

用的电压幅度单一，电路实现简单且精度高；缺点

在于计算时间与待处理数据位数成正比，与多位

精度ＤＡＣ直接转换方案相比处理延时较长。
脉冲数量编码：如图１６（ｄ）所示，此方案将待

处理数据转换为一定数量的脉冲作为阵列的输

入［２４，３６］，每个脉冲的幅度和宽度固定，适宜于脉

冲神经网络应用。由于所需脉冲数量随待处理数

据位数呈指数增长，因此计算延迟较高。

（ａ）ＮｂｉｔＤＡＣ直接转换
（ａ）ＮｂｉｔＤＡＣｄｉｒｅｃｔｃｏｎｖｅｒｔｉｎｇ

位片式编码：将待处理数据的所有比特位分

为多组，然后将每组数值转换成对应的脉冲数量

或脉冲宽度［３７］。实际上是将１ｂｉｔＤＡＣ逐位转换

·８·
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（ｂ）数值－时间转换
（ｂ）Ｄａｔａｔｉｍｅｃｏｎｖｅｒｔｉｎｇ

（ｃ）１ｂｉｔＤＡＣ逐位转换
（ｃ）１ｂｉｔＤＡＣｃｏｎｖｅｒｔｉｎｇｂｙｂｉｔ

（ｄ）数值转换为脉冲数量
（ｄ）Ｃｏｎｖｅｒｔｄａｔａｖａｌｕｅｔｏｓｐｉｋｅｎｕｍｂｅｒ

图１６　前神经元电路的实现方式
Ｆｉｇ．１６　Ｐｒｅｓｙｎａｐｓｅｎｅｕｒｏｎｃｉｒｃｕｉｔｓ

与脉冲数量编码结合的一种方式。

上述转换方式中，以 １ｂｉｔＤＡＣ逐位转换实
现方式最为简单，仅需一个参考电平和一个传输

门即可实现，所需的面积和功耗代价均较小，有望

在后续忆阻类脑芯片设计中获得广泛应用。需要

说明的是，前神经元电路具体实现方式通常根据

后神经元电路实现方式确定，以便实现所需的计

算结果读取精度和读取速度。

２．３　后神经元电路

后神经元电路用于将忆阻器阵列列线上的累

加电流读出并转为数字结果，经缓存、激活等处理

后传输至其他阵列进行后续处理，也可以模拟形

式直接传输至其他阵列。常用后神经元电路实现

方案如下。

ＡＤＣ转换：即通过 ＡＤＣ模块将忆阻器阵列
输出的模拟信号转换为数字信号，存储在输出缓

存中作为下一级的输入［１９－２１，２７，３３］。与 ＤＡＣ转换
模块类似，ＡＤＣ转换方案具有读取速度快，与板
级验证系统实现方案一致的优点。然而由于

ＡＤＣ所需的面积与功耗均较大，因此实际应用中
通常会采用多列共用一个ＡＤＣ模块的解决方案。
此时需要在每列上增加采样保持或积分模块，以

便于采用时分复用的方式将各列计算结果读出，

导致计算延迟增加。当交叉点阵行数较多时，为

保证各列计算结果均能准确保持，还需要在积分

保持电路中采用容值大和线性度好的电容，导致

芯片面积进一步增加。

电流比较转换：即通过电流镜将乘累加运算

所获得的列电流与多个参考电流相比较，以获得

列电流分布区间，并对其进行数字编码［３４－３６］。这

一方法由于需要多个参考电流，难以实现高分辨

率的电流读出。因此，通常用于小规模卷积运算，

且需要与位片式编码前神经元电路相配合使用。

直接传输：即前级阵列的模拟输出信号直接

作为下一级阵列信号的输入，阵列与阵列之间无

数据缓存器，这种设计极大地增加了数据的吞吐

量，提高了计算的效率。然而同时由于中间结果

无法缓存，整个神经网络必须全部展开，因此直接

传输方案仅能应用于小规模神经网络。当网络规

模较大时，由于每一神经元输出均需传输至大量

下层神经元，会导致所需连线数量呈指数增长，传

输协议复杂度增高。

积分点火：为减少ＡＤＣ模块引入的面积和功
耗代价，Ｌｉｕ等［３７］提出了积分点火实现方案，其电

路实现方案如图１６（ｃ）所示。其原理为，将列线
上的电流送入一个小电容中进行积分，当电容上

的电压超过参考阈值时比较器输出高电平，同时

将电容放电，当电容电压降到阈值以下时比较器

输出低电平。该过程周而复始，在计算时间内根

据列线上的电流大小转换成相应数量的脉冲，再

通过计数器获得脉冲数量。由于在电容放电期间

无法进行积分，导致读取精度和速度下降，Ｊｉａｎｇ
等［３８］提出一种循环感知电路，采用２套积分点火
电路对同一列线电流进行读取，当其中一个电容

在放电时，另一电容进行积分，提高了读取精度和

速度。由于积分电路仅用于产生脉冲，因此所需

要的电容较小。与ＡＤＣ转换模块相比，积分点火
电路结构简单，实现更为容易，可扩展性较好。

·９·
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通过上述分析可以看到，与直接传输方式相

比，积分点火方式便于实现数据的缓存和转发，灵

活度高；与ＡＤＣ转换方式相比，积分点火电路结
构简单，所需电容较小，且便于与数字电路结合。

需要说明的是，不管采用上述何种列电流读取方

案，均需将列线电压进行稳定钳位以保证该列各

忆阻器上的电流尽可能相互独立。同时读取电路

还需考虑阵列中线电阻对计算精度的影响［３９］。

２．４　多阵列互联与数据传输

现有基于忆阻器的类脑芯片中大多仅集成了

单个忆阻器阵列，然而单个阵列仅能实现两层神

经元之间的连接，多层神经网络须由多个忆阻器

阵列协同工作才能实现。

在清华大学所设计芯片中［２４］集成了４个忆
阻器阵列（如图８所示），其中每２个阵列为１组
实现一层神经网络，２组阵列之间采用了直接互
联的实现方案，第一个阵列的计算结果经处理后

直接输入第二个阵列进行后续处理。当阵列数量

继续增加时，国防科技大学 Ｓｕｎ等［３９］提供了一种

“Ｍ－Ｎ－Ｐ”的直接互联方法，可以将多个基于单
个阵列的卷积神经网络互联成高性能的卷积神经

网络，以提高神经网络的性能。然而多个阵列之

间采用直接互联通常可扩展性较差，使得布线难

度提高。

为提高可扩展性，ＲＥＮＯ［１９］采用了图３所示
的多层星型拓扑结构，其中包含４组忆阻器阵列，
通过１个模拟路由实现各组之间以及 ＲＥＮＯ与
ＣＰＵ之间的数据交换。每组包含４个阵列，通过
１个模拟路由实现组内阵列之间以及组内阵列与
顶层路由之间的数据交换。数据传输过程中，数

字信号用于实现路由路径的选择与控制，各阵列

计算结果仍采用模拟方式进行传输。星型拓扑能

够较好地满足神经网络中组播和广播传输需求，

然而由于在 ＲＥＮＯ中各阵列计算结果无法进行
缓存，因此在实现较大规模神经网络时无法通过

权重复用等策略减少对忆阻器数量的需求，应用

范围仍然受到较大限制。

在ＰＲＩＭＥ［２０］中，全功能模块既可用于数据存
储又可用于计算，各模块之间通过总线进行互联。

各模块计算结果通过可重构读取电路转换成数字

形式后在输出寄存器中缓存，然后根据需要通过

总线传输至其他模块进行后续处理。由于数字结

果便于缓存和转发，因此该结构相对 ＲＥＮＯ具有
更高的灵活度。

然而当阵列数量较多时，星型拓扑互联结构

会导致顶层路由数据传输压力增大，总线互联方

式也会由于总线仲裁代价导致传输效率下降，因

此其可扩展性仍然较差。相比之下，ＩＳＡＡＣ［２１］所
采用的层次化混合拓扑结构（见图５）具有更好的
可扩展性和灵活性。ＩＳＡＡＣ由一定数量的Ｔｉｌｅ组
成，采用集中式网状（ｃｏｎｃｅｎｔｒａｔｅｄｍｅｓｈ，ｃｍｅｓｈ）
片上网络进行互联。在Ｔｉｌｅ内部采用总线互联结
构便于在相邻阵列之间进行高效数据广播通信，

在Ｔｉｌｅ之间采用片上网络互联可以实现较高的数
据传输并行度和可靠性，当所需 Ｔｉｌｅ增加时可方
便地进行横向或纵向扩展。

ＰｉｐｅＬａｙｅｒ［４０］、ＭＡＸ２［２２］等工作，采用了与
图１７类似架构，不同之处在于每个 Ｔｉｌｅ内部阵列
组织和使用方式以及数据流控制方式。基于以上

研究成果，文献［３９］指出集成多个忆阻器阵列的
类脑芯片典型结构应当如图１８所示。

当阵列互联架构确定之后，需对网络权重向

忆阻阵列的映射方式以及数据加载方式进行优

化，以提高权重和输入数据的复用率，进而提高计

算效率。相关策略可参考数字 ＡＩ芯片并根据忆
阻器阵列特点进行优化，本文不深入展开讨论。

需要说明的是，由于在当前生产工艺下，忆阻器耐

久性仍然较差，因此在使用中应当避免频繁修改

（ａ）共享ＡＤＣ转换［２１］

（ａ）ＳｈａｒｅｄＡＤＣｓａｍｐｌｉｎｇ［２１］

（ｂ）电流比较转换
（ｂ）ＡＤＣｏｎｖｅｒｔｉｎｇｗｉｔｈｃｕｒｒｅｎｔｃｏｍｐａｒｉｓｏｎ

·０１·
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（ｃ）积分点火转换［３８］

（ｃ）Ｉｎｔｅｇｒａｔｅａｎｄｆｉｒｅｓａｍｐｌｉｎｇ［３８］

图１７　后神经元电路实现方式
Ｆｉｇ．１７　Ｐｏｓｔｓｙｎａｐｓｅｎｅｕｒｏｎｃｉｒｃｕｉｔｓ

图１８　典型忆阻类脑芯片架构
Ｆｉｇ．１８　Ｔｙｐｉｃａｌｍｅｍｒｉｓｔｏｒｂａｓｅｄｎｅｕｒｏｍｏｒｐｈｉｃ

ｃｈｉｐａｒｃｈｉｔｅｃｔｕｒｅ

忆阻器阻态。当基于忆阻类脑芯片进行神经网络

加速时，需要将所有网络权重在忆阻器阵列中进

行一一映射，甚至多次映射，以提高计算并行度。

因此，忆阻类脑芯片采用何种阵列互联结构以及

数据传输方式应当根据神经网络自身特点来

确定。

３　系统仿真与评估

在类脑芯片设计过程中，需要进行系统仿真

对芯片电路设计的正确性、计算性能、面积、功耗

等进行评估。

由于忆阻器为新原理器件，在常用ＥＤＡ设计
工具中尚未得到有效的支持，因此与忆阻器相关

的参数，如面积、阻值、延迟等参数需要通过对实

际生产的纯忆阻器阵列芯片进行实际测量获得，

进而可用于全功能类脑芯片的评估。需要说明的

是，在１Ｔ１Ｒ阵列中，由于选通管尺寸远大于忆阻

器，因此其面积主要由选通管决定。

对ＣＭＯＳ电路部分的性能仿真和评估可采用
传统工具实现。例如 ＩＳＡＡＣ［２１］使用 ＣＡＣＴＩ６５
的３２ｎｍ工艺来评估芯片中缓存器与片上互联架
构的面积与功耗。移位累加（ｓｈｉｆｔａｎｄａｄｄ）电路、
最大池化（ｍａｘｐｏｏｌ）电路和 ｓｉｇｍｏｉｄ激活函数电
路的功耗及面积评估参数参考 ＤａＤｉａｎＮａｏ［４］。
ＡＤＣ与ＤＡＣ模块的面积和功耗参数均来自相关
成熟设计。ＰＲＩＭＥ使用 Ｓｙｎｏｐｓｙｓ公司的 Ｄｅｓｉｇｎ
Ｃｏｍｐｉｌｅｒ和ＰｒｉｍｅＴｉｍｅ以及ＴＳＭＣ的６５ｎｍＣＭＯＳ
工艺库对系统进行建模评估。ＲＥＮＯ则使用了
Ｃａｄｅｎｃｅ公司的 Ｖｉｒｔｕｏｓｏ开发环境提取系统的面
积和功耗参数。

在系统整体处理能力评估方面，现有设计通

常选用典型神经网络，如ＶＧＧ、ＭＳＲＡ、ＭＬＰ等，以
及ＭＮＩＳＴ和ＩｍａｇｅＮｅｔ等数据集作为仿真测试基
准，并与通用ＣＰＵ和 ＤａＤｉａｎＮａｏ等基于数字逻辑
的计算平台性能进行对比［１９－２１］。

为在早期即获得所设计系统的面积、延迟、功

耗等参数，亚利桑那州立大学 Ｙｕ团队于２０１８年
提出一种电路级的宏模型“ＮｅｕｒｏＳｉｍ”［４１］，用于对
基于主流器件或新型器件的类脑计算架构进行评

估。如图１９所示，ＮｅｕｒｏＳｉｍ在电路级和器件级均
提供了灵活的接口和多种设计选择，因此，可以作

为芯片设计电路级性能仿真的支持工具。基于

ＮｅｕｒｏＳｉｍ，可以实现包含了器件级、电路级以及算
法级的层次化集成仿真框架，对类脑计算系统的

识别精度进行指令精度的评估，并可对系统在线

学习能力进行衡量。由于ＮｅｕｒｏＳｉｍ仅支持少量的
器件模型和神经网络结构，该研究团队又在其基础

上进行功能完善得到了 ＮｅｕｒｏＳｉｍ＋［４２］仿真框架。
然而ＮｅｕｒｏＳｉｍ所提供的仿真均针对较高描述层
次，对电路实现细节关注较少，无法真正反映基于

忆阻器实现类脑芯片时所遇到的电路设计困难。

图１９　ＮｅｕｒｏＳｉｍ仿真平台结构
Ｆｉｇ．１９　ＮｅｕｒｏＳｉｍｓｉｍｕｌａｔｉｎｇｐｌａｔｆｏｒｍｓｔｒｕｃｔｕｒｅ
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４　问题与挑战

通过以上分析可以看到，忆阻类脑芯片相比

传统基于 ＣＭＯＳ数字逻辑的 ＡＩ芯片有着诸多优
势，然而现有忆阻类脑芯片仍存在如下问题需要

通过架构和电路设计优化加以解决：

１）量产阵列中忆阻器可用阻态较少。受限
于器件制备工艺，目前连续可调的忆阻器件阻值

状态还不稳定，只有二值器件基本可用，导致阵列

计算能力大大下降。

２）忆阻器阵列的合理规模尚未确定。现有
设计中所采用的忆阻器阵列规模各有不同。增大

忆阻器阵列规模有利于提高计算并行度，但也会

带来计算精度下降、忆阻器利用率下降、外围电路

设计复杂度增高等问题。在现有工艺下，如何在

计算并行度、计算精度以及实现代价等因素约束

下，确定忆阻器阵列的合理规模是仍需解决的问

题之一。

３）阵列外围电路复杂。类脑芯片与仿真架
构中忆阻器阵列外围较多地采用 ＡＤＣ和 ＤＡＣ模
块，导致忆阻器阻值调整、待处理数据加载以及处

理结果的读出方式复杂，芯片面积和功耗增加，部

分抵消了忆阻器阵列本身高集成度和低功耗的

优势。

４）现有电路设计对忆阻器非理想特性的考
虑不足。在芯片设计中，为保证基本功能能够实

现，通常增大电路的适应范围以应对器件参数的

波动。而在架构仿真过程中，仿真平台所使用的

器件模型则偏于理想化，对器件的不均一性、耐久

性等问题考虑不足。如何更加充分地利用忆阻器

优良特性，同时针对忆阻器非理想特性在电路层

面进行折中设计是提高忆阻类脑芯片性能和可靠

性的关键。

５）多阵列类脑计算架构中阵列之间的数据
传输、任务分配与协同等详细电路级解决方案仍

不成熟。基于多忆阻器阵列的类脑计算系统研究

仍处于起步阶段，对阵列之间的数据传输需求、神

经网络算法与阵列互联拓扑结构的映射关系研究

较少，因此现有设计仍需手工确定静态数据路由

传输和任务分配方案。

６）现有类脑芯片中所集成的忆阻器阵列数
量仍然较少。单个忆阻器阵列仅能实现简单神经

网络，深度神经网络仍需多个忆阻阵列协同工作

实现。然而受流片成本与芯片设计难度限制，集

成多忆阻器阵列的类脑计算架构仍处于理论研究

与高层次仿真阶段，缺乏实际验证。在完善单阵

列芯片电路实现方案和计算系统性能的基础上，

设计多阵列集成芯片并进行流片验证是忆阻类脑

芯片走向实际应用的必经之路。

上述问题的解决将大大提升忆阻类脑芯片的

处理能力和可靠性，使其能够用于神经网络加速

并获得更高计算能效。然而，在电路设计之外，忆

阻类脑芯片真正走向实际应用仍然面临着以下

挑战：

１）改进忆阻器生产工艺，提升阵列良率、均
一性和耐久性。高质量的忆阻器阵列是发挥忆阻

器优良特性，实现高性能类脑芯片的基础。忆阻

器生产工艺的提升需要多方合作进行，且投入成

本较高，因此实现难度较大。目前已有多项研究

对忆阻器应具备的特性参数进行了分析研究，发

明能够满足相应质量要求的忆阻器阵列的生产工

艺并实现量产是忆阻类脑芯片研发首要面临的

挑战。

２）忆阻器模型完善与开发工具支持。当前
阶段存在众多类型的忆阻器与相对应的物理或电

气模型，然而相关模型尚未得到主流芯片开发工

具的支持，导致芯片开发过程中仿真验证困难。

完善忆阻器模型并加入主流芯片开发工具的模型

库中，对提高芯片开发效率、降低出错概率和流片

成本具有重要意义。

３）开发面向忆阻类脑计算的指令集。基于
忆阻器阵列进行计算加速过程中，忆阻器阻值调

整、待处理信号的加载、计算结果的读出等电路动

作均需在程序控制下进行，基于通用处理器指令

实现需要大量代码，导致计算延迟增加，效率降

低。根据电路工作需求，开发面向忆阻类脑计算

的指令集，将大大降低阵列使用难度，提高处理

性能。

４）确定适合忆阻类脑计算的典型应用类型。
受忆阻器阻变机理限制，忆阻器的耐久性与成熟

的ＣＭＯＳ器件相比有较大的差距，且阻值调整速
度较慢，因此忆阻类脑芯片在计算过程中无法对

网络权重进行实时加载，而必须将所有网络权重

分配到忆阻器阵列中。当权重数量较大时会导致

较高的面积和功耗代价。这一因素导致忆阻类脑

芯片不宜用于大规模神经网络的推理加速，而更

适于网络规模较小的边缘计算应用［４３］。确定忆

阻类脑计算系统具有明显优势的典型应用类型，

对明确系统架构、电路设计、器件参数与生产工艺

等研究具有重要指导意义。在解决上述问题和挑

战的基础上，根据应用需求合理设计系统体系架

构，优化外围驱动电路，充分利用忆阻器优良特性

·２１·
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并加入对器件非理想因素的容错机制，将使得忆

阻类脑芯片各项优势得到切实发挥，并最终走向

实际应用。

５　结论

忆阻器的阻变特性、非易失特性，以及高集成

度、低功耗、高计算并行度等特点使得其非常适用

于进行类脑计算加速。当前忆阻类脑芯片的研究

热点已经由基于忆阻器阵列芯片进行板级电路验

证转向了集成外围驱动电路的全功能忆阻类脑芯

片设计研究，芯片中集成的阵列数量也在逐步增

多以实现复杂神经网络加速功能。本文对基于忆

阻器的类脑芯片研究现状进行了调研和分析，对

比分析了芯片中各基础功能模块的实现方案，总

结了当前研究仍需解决的问题，并指出了忆阻类

脑芯片走向实际应用所面临的挑战。
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