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结合振动特征优选和 ＧＷＯＡＸＧＢｏｏｓｔ的电机轴承故障诊断

于　飞，樊清川，宣　敏
（海军工程大学 电气工程学院，湖北 武汉　４３００３３）

摘　要：为解决电机轴承故障状态难以识别，从而造成诊断精度不高的情况，提出了一种基于信号特征
提取与极限梯度提升算法（ｅｘｔｒｅｍｅｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇ，ＸＧＢｏｏｓｔ）结合的电机轴承故障诊断模型。使用优化的变
分模态分解获得振动信号的固有模态函数（ｉｎｔｒｉｎｓｉｃｍｏｄｅｆｕｎｃｔｉｏｎ，ＩＭＦ）分量，再基于多尺度熵理论计算各
ＩＭＦ分量的多尺度熵值进行特征重构。在鲸鱼优化算法（ｗｈａｌｅｏｐｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍ，ＷＯＡ）中引入遗传算法
的选择、交叉、变异操作对ＷＯＡ进行改进。用改进的 ＷＯＡ算法对 ＸＧＢｏｏｓｔ的超参数进行寻优，获得了帮助
ＸＧＢｏｏｓｔ取得最优分类效果的超参数组合，将７种不同故障类型的振动信号进行重构后输入优化的 ＸＧＢｏｏｓｔ
模型进行故障诊断。实验结果表明，所提ＧＷＯＡＸＧＢｏｏｓｔ模型的电机轴承故障诊断精度能够达到９７１４％，相
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较于传统诊断方法，性能提升效果显著。
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　　轴承在电机的运行中起着支撑和引导旋转的
作用，据统计，电机故障有４０％左右是由轴承故
障引发［１］。轴承是电机健康监测的重要对象，直

接影响到电机运转的整体性能。因此，开展电机

轴承的故障诊断研究意义重大。

目前基于振动信号的轴承故障诊断是最为常

见的方法，当电机轴承出现故障时振动信号会出

现明显的冲击波动，若对振动信号的时频信号进

行有效的提取，就能为电机轴承的故障诊断提供

有利的数据基础。文献［２］利用经验模态分解获

得振动信号的固有模态函数（ｉｎｔｒｉｎｓｉｃｍｏｄｅ
ｆｕｎｃｔｉｏｎ，ＩＭＦ），再提取ＩＭＦ分量的奇异值以获得
降维后的新特征向量，最后利用模糊神经网络有

效地评估了电机轴承的运行状况。文献［３］提取
了振动信号的能量特征，然后利用隐马尔可夫模

型建立分类模型，能够有效区分不同类型故障的

序列。文献［４］将卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌｎｅｔｗｏｒｋｓ，ＣＮＮ）应用于电机轴承的故障诊
断中，同时还使用了传统的快速傅里叶变换进行

振动信号特征提取，但无法充分发挥ＣＮＮ的特征
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提取优势，从而造成诊断效果欠佳。文献［５］利
用集成经验模态分解（ｅｎｓｅｍｂｌｅｅｍｐｉｒｉｃａｌｍｏｄｅ
ｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＥＭＤ）提取 ＩＭＦ分量，并通过
Ｈｉｌｂｅｒｔ变换获得包络谱，最后利用优化过的深度
信念网络（ｄｅｅｐｂｅｌｉｅｆｎｅｔｗｏｒｋ，ＤＢＮ）进行故障分
类，结果较好，但在识别滚动体故障时准确率较

低。文献［６］采用连续小波变换将振动信号转换
为二维灰度图像，将ＣＮＮ从灰度图像中提取的特
征输入射频，有效诊断滚动轴承故障。文献［７］
提出了一种广义多尺度动态时间弯曲算法，用于

从风力发电机组齿轮箱振动信号中提取故障特

征，采用拉普拉斯评分法选择敏感特征构造特征

向量，采用随机森林进行故障状态分类。结果表

明，该方法不仅能准确、高效地识别出不同的故障

状态，而且与其他故障状态分类方法相比，准确性

更高。

针对电机轴承振动信号，本文提出利用变分

模态分解（ｖａｒｉａｔｉｏｎａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＶＭＤ）
获得振动信号的ＩＭＦ分量，并计算各 ＩＭＦ分量的
多尺度熵重构特征向量，再利用改进的 ＷＯＡ算
法对 ＸＧＢｏｏｓｔ模型进行超参数寻优，最后利用
ＧＷＯＡＸＧＢｏｏｓｔ模型对重构的特征向量进行故障
诊断，并通过实验案例证明所提模型的可行性。

１　基于优化ＶＭＤ的特征提取基本原理

１．１　ＶＭＤ分解

ＶＭＤ是在维纳滤波、Ｈｉｌｂｅｒｔ变换以及外差调
解的基础上建立的一种新的非线性信号分解方

法，避免了ＥＭＤ在处理信号时可能出现端点效应
或模态混跌的情况。ＶＭＤ算法预先确定模态分
量个数Ｋ，保证它们的带宽之和最小，每个ＩＭＦ分
量被新定义成一个调幅－调频信号，表示如下：

ｕｋ（ｔ）＝Ａｋ（ｔ）ｃｏｓ（ｋ（ｔ）） （１）
其中：Ａｋ（ｔ）为ｃｏｓ（ｋ（ｔ））的幅值；ｋ（ｔ）为 ｕｋ（ｔ）
的相位，ωｋ（ｔ）＝′ｋ（ｔ）为 ｕｋ（ｔ）的瞬时频率。具
体分解步骤如下：

１）利用Ｈｉｌｂｅｒｔ变换求出每个 ＩＭＦ分量的解
析信号，其单边频谱表示如下：

δ（ｔ）＋ｊπ( )ｔｕｋ（ｔ） （２）

２）估算Ｋ个ＩＭＦ分量的中心频率，引入指数
项ｅ－ｊωｋｔ，调制各 ＩＭＦ分量的频谱到其所属基
频带：

δ（ｔ）＋ｊπ( )ｔｕｋ（ｔ[ ]）ｅ－ｊωｋｔ （３）

３）求出调节信号的梯度平方范数，估算每个

ＩＭＦ分量的带宽。最后基于约束条件，得到变分
约束模型：

ｍｉｎ
｛ｕｋ｝，｛ωｋ｝

∑
Ｋ

ｋ＝１
ｔ δ（ｔ）＋ｊπ( )ｔｕｋ（ｔ[ ]）ｅ－ｊωｋｔ{ }２

ｓ．ｔ．∑
ｋ
ｕｋ（ｔ）＝ｘ（ｔ

{
）

（４）
４）将二次罚参数α和Ｌａｇｒａｎｇｅ乘数λ引入，

使变分约束模型转换成变分非约束模型：

Ｌ（｛ｕｋ（ｔ）｝，｛ωｋ（ｔ）｝，｛λ（ｔ）｝）＝

α∑
Ｋ

ｋ＝１
ｔ δ（ｔ）＋ｊπ( )ｔｕｋ（ｔ[ ]）ｅ－ｊωｋｔ ２

２
＋

ｘ（ｔ）－∑
Ｋ

ｋ＝１
ｕｋ（ｔ）

２

２
＋〈λ（ｔ），ｘ（ｔ）－∑

Ｋ

ｋ＝１
ｕｋ（ｔ）〉

（５）
基于交替方向乘子法迭代更新增广Ｌａｇｒａｎｇｅ

表 达 式 的 “鞍 点 ”， 直 至 满 足

∑
Ｋ

ｋ＝１
（ ｕ^ｎ＋１ｋ （ω）－ｕ^

ｎ
ｋ（ω）

２
２／ｕ^

ｎ
ｋ（ω）

２
２）＜ε时停

止迭代，获得变分约束模型的最优解，即输出Ｋ个
有限带宽的ＩＭＦ分量［８］。

１．２　ＶＭＤ的参数优化方法

在使用ＶＭＤ进行分解时，分解层数 Ｋ和惩
罚因子α决定着信号处理的效果。当 Ｋ值较小
时，会存在分解不完全造成原始信号信息丢失的

情况；当Ｋ值较大时，相邻 ＩＭＦ分量的频率中心
间距较小，可能出现模态混叠的现象。惩罚因子

α影响着分解过程的降噪性能以及细节保留度。
本文 利 用 粒 子 群 优 化 算 法 （ｐａｒｔｉｃｌｅｓｗａｒｍ
ｏｐｔｉｍｉｚａｔｉｏｎ，ＰＳＯ）获得最优Ｋ与α的组合。

局部极小熵的值反映了概率分布特性，可将

其作为判断信号稀疏度的标准。引入局部极小熵

作为ＰＳＯ的适应度函数，迭代寻优步骤如下：
步骤１：确定 ＰＳＯ的适应度函数并初始化其

关键参数。

步骤２：将待优化参数（Ｋ，α）作为个体位子
坐标，随机生成每个个体的初始坐标与初始速度。

步骤３：每次迭代更新，使用 ＶＭＤ对每个个
体进行分解，计算其对应的局部极小熵值，将所有

个体进行比较，更新局部极值以及全局极值。

步骤４：更新个体的速度和位置，跳至步骤
３，当迭代进行到预设最大次数或满足预设适应
度值条件时停止，最优个体即为所需最佳 ＶＭＤ
参数。

１．３　多尺度熵理论

基于样本熵概念 Ｃｏｓｔａ等［９］提出了多尺度

·００１·
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熵（ｍｕｌｔｉｓｃａｌｅｅｎｔｒｏｐｙ，ＭＳＥ）理论，从不同的尺
度定义了时间序列的不规则变化，对原始信号

进行粗粒化计算，得到样本序列在多个尺度下

的样本熵。样本熵反映了信号在不同尺度下的

复杂特性，进而可区分信号间的差异性，计算方

法如下：

步骤１：设一组数据Ｘ＝｛Ｘ１，Ｘ２，Ｘ３，…，Ｘｎ｝，
对其进行粗粒化加工，目的在于改变原始数据的

尺度，组成新的向量，即：

ｙτｉ ＝
１
τ∑

ｊτ

ｉ＝（ｊ－１）τ
ｘｉ，１≤ｊ≤

Ｎ
τ

（６）

其中：τ是尺度因子；ｙτｉ是生成的新粗粒化向量。

当τ＞１时，生成的新向量的长度为Ｎτ
。粗粒化就

是用宽度为τ的平滑窗不重叠滑动，求取窗内数
列的平均值。

步骤２：设置相似限度 ｒ以及嵌入维度 ｍ，粗
粒化生成ｍ维矢量：

Ｙ（ｉ）＝｛Ｙｉ，Ｙｉ＋１，Ｙｉ＋２，…，Ｙｉ＋ｍ－１｝ （７）
其中，ｉ＝１，２，３，…，ｎ－ｍ。

步骤３：Ｙ（ｉ）与Ｙ（ｊ）两个样本之间最大距离
的绝对值记为Ｄ（ｉ，ｊ）：
Ｄ（ｉ，ｊ）＝ Ｙ（ｉ）－Ｙ（ｊ） ＝ｍａｘＸ（ｉ＋ｋ）－Ｘ（ｉ－ｋ）

（８）
其中：ｉ，ｊ＝１，２，３，…，ｎ－ｍ；ｋ＝１，２，３，…，ｍ－１。

步骤４：记录Ｄ（ｉ，ｊ）＜ｒ的个数 Ｈ，并计算 Ｈ
与距离总数Ｎ－ｍ－１的比值，记作 Ｂｍｉ（ｒ），其平
均值记为Ｂｍ（ｒ）：

Ｂｍ（ｒ）＝ １
Ｎ－ｍ∑

Ｎ－ｍ

ｉ－１
Ｂｍｉ（ｒ） （９）

步骤５：若重构数据有 ｍ＋１个时，重复步
骤１～４得到 Ｂｍ＋１（ｒ）。则数列 Ｘ＝｛Ｘ１，Ｘ２，
Ｘ３，…，Ｘｎ｝的样本熵为：

Ｓ（ｍ，ｒ）＝ｌｉｍ
Ｎ→∞

－ｌｎＢ
ｍ（ｒ）

Ｂｍ＋１（ｒ( )） （１０）

当Ｎ为有限数时，样本熵表示为：

Ｓ（ｍ，ｒ，Ｎ）＝－ｌｎＢ
ｍ（ｒ）

Ｂｍ＋１（ｒ）
（１１）

步骤６：不同尺度 τ的样本熵共同表示多尺
度熵：

　Ｍ（τＳ（ｍ，ｒ，Ｎ））＝ τ －ｌｎ
Ｂｍ（ｒ）
Ｂｍ＋１（ｒ{ }） （１２）

计算多尺度熵时需预先设置嵌入维度 ｍ、相
似限度 ｒ以及尺度因子 τ，基于经验设置 ｍ＝２，
ｒ为０１δ～０２５δ（δ表示数据序列标准差），τ≤
２０［１０］。本文选择ｍ＝２，ｒ＝０．２δ，τ＝１５。

２　基于优化ＸＧＢｏｏｓｔ的故障诊断

２．１　ＸＧＢｏｏｓｔ模型介绍

ＸＧＢｏｏｓｔ模型是基于树模型集成的一种新型
机器学习算法，它主要是将多个分类精度不高的

分类回归树（ｃｌａｓｓｉｆｉｃａｔｉｏｎａｎｄｒｅｇｒｅｓｓｉｏｎｔｒｅｅ，
ＣＡＲＴ）模型结合，搭建出一个精度较高的模型。
模型精度迭代增加，每一轮迭代使用一个新的

ＣＡＲＴ树模型去拟合前一个树模型的残差，该过
程叫作梯度提升。ＸＧＢｏｏｓｔ模型构建如下。

对于某一数据集Ｄ＝｛（ｘｉ，ｙｉ）｝（ｘｉ∈Ｒ
ｍ，ｙｉ∈

Ｒ）包含ｎ个样本、ｍ维特征，Ｋ棵树模型最终输
出为：

ｙ^ｉ＝∑
Ｋ

ｋ＝１
ｆｋ（ｘｉ），ｆｋ∈Ｆ （１３）

Ｆ＝｛ｆ（ｘ）＝ωｑ（ｘ）｝，ｑ：Ｒ
ｍ→Ｔ，ω∈ＲＴ （１４）

其中：每个ｆｋ对应着一个单独的树模型；ｑ表示一
个从样本指向对应叶子标签的结构；ω表示树模
型的权重，即第ｉ个节点的权重为ωｉ；Ｔ表示叶子
节点的数量；Ｆ表示树模型组成的集合；ωｑ（ｘ）表示
对样本ｘ的打分，即模型输出值。

ＸＧＢｏｏｓｔ的目标函数正则化可以表示为：

Ｌ（）＝∑
ｉ
（^ｙｉ，ｙｉ）＋∑

ｋ
Ω（ｆｋ） （１５）

Ω（ｆ）＝γＴ＋１２λω
２ （１６）

其中，式（１５）是可微的损失函数，表示输出值和

设置标签的差值；∑
ｋ
Ω（ｆｋ）表示正则项，用来惩

罚模型的复杂性，对叶子节点进行平滑处理，防止

其过拟合；γ、λ是模型的自定义参数，数值越小，
模型约束越容易出现过拟合现象。当 γ、λ为 ０
时，目标函数就退化为梯度提升决策树了。传统

方法无法求解式（１５），故利用贪婪学习方法使目
标函数 ｆｋ最小：第 ｉ个树模型第 ｔ次迭代的输出
值记为 ｙ^ｉ，每一轮迭代引入一个最优新函数 ｆｔ，即
利用加性模型以及向前分步算法，最大可能减小

目标函数。

２．２　改进的ＷＯＡ算法

ＷＯＡ［１１］是在２０１６年提出的一种元启发式
群体智能优化算法，该算法是受鲸鱼的气泡网

摄食行为启发而来的。如图１（ａ）所示，鲸鱼在
猎物的正下方，沿着螺旋状路径，使用收缩包围

的方法逐步逼近猎物，在逼近的同时，不断向上

喷吐气泡，猎物无法游过气泡网，与此同时鲸鱼

加速上升，吃掉猎物，完成狩猎。ＷＯＡ的参数
优化如图１（ｂ）所示，包含三个机制：环绕包围、

·１０１·
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螺旋更新和全局搜索。

（ａ）捕食行为
（ａ）Ｐｒｅｄａｔｉｏｎ

（ｂ）参数优化机制
（ｂ）Ｐａｒａｍｅｔｅｒｏｐｔｉｍｉｚａｔｉｏｎｍｅｃｈａｎｉｓｍ

图１　鲸鱼优化模型
Ｆｉｇ．１　Ｗｈａｌｅｏｐｔｉｍｉｚａｔｉｏｎｍｏｄｅｌ

２２１　环绕收缩
在该阶段，设定种群中的最优单位作为目标，

其他个体更新自己的位置并向目标猎物逼近，其

数学模型为：

Ｘ（ｔ＋１）＝Ｘｐ（ｔ）－Ａ·Ｄ （１７）
Ｄ＝ Ｂ·ＸＰ（ｔ）－Ｘ（ｔ） （１８）

其中：Ｘ（ｔ）是鲸鱼个体的位置向量；ｔ为当前的迭
代次数；Ｘｐ（ｔ）是猎物的位置向量

［１２］；Ａ和Ｂ表示
系数向量，表达式如式（１９）所示。

Ａ＝２ａ·ｒ１－ａ

Ｂ＝２ｒ{
２

（１９）

其中：ｒ１和ｒ２是［０，１］内的随机向量；ａ表示调控
参数，随着迭代的进行，ａ从２递减至０，即

ａ＝ １－ｔｔ( )
ｍａｘ

（２０）

其中，ｔｍａｘ是最大迭代次数。
２２２　螺旋更新

螺旋更新机制的数学模型为：

　Ｘ（ｔ＋１）＝Ｘｐ（ｔ）＋Ｄ′·ｅ
ｂｌ·ｃｏｓ（２πｌ） （２１）

Ｄ′＝ ＸＰ（ｔ）－Ｘ（ｔ） （２２）
其中：Ｄ′表示搜索目标和搜索个体之间的距离；ｂ
是形状参数用来辅助定义图１（ｂ）中的对数螺旋
线，ｌ是［－１，１］之间的随机数。

但要注意，捕猎过程中，鲸鱼收缩环形路

径的过程与鲸鱼沿环形路径前进的过程是同

步进行的，因此，在优化时，群体进行环绕包围

和螺旋更新的概率 ｐ是相同的，均为０５，如下
所示：

Ｘ（ｔ＋１）＝
Ｘｐ（ｔ）－Ａ· Ｂ·Ｘｐ（ｔ）－Ｘ（ｔ），ｐ≤０．５

Ｘｐ（ｔ）＋Ｄ′·ｅ
ｂｌｃｏｓ（２πｌ），ｐ＞０．{ ５

（２３）
其中，ｐ是［０，１］之间随机生成的一个数。
２２３　全局搜索

在该阶段，对鲸鱼搜寻猎物的行为进行建模。

搜索个体的位置是根据种群中随机选取的一个搜

索个体进行更新，而非当前的最优个体。该阶段

其他个体将远离随机选取的搜索个体，以执行全

局搜索：

Ｘ（ｔ＋１）＝Ｘｒａｎｄ（ｔ）－Ａ· Ｂ·Ｘｒａｎｄ（ｔ）－Ｘ（ｔ）

（２４）
其中，Ｘｒａｎｄ（ｔ）为种群中随机选取的寻优个体
位置。

ＷＯＡ往往存在过早陷入局部最优解的现
象，于是在 ＷＯＡ中引入 ＧＡ的选择、交叉、变异
操作（获得 ＧＷＯＡ算法），能够使得个体跳出局
部最优解而获得全局最优解，其基本模型参见

文献［１３］。
在进行选择操作时常用“轮盘赌法”，该操

作能够增加种群的平均适应度，但难以产生更

优的个体，会导致种群多样性下降，造成部分有

意义的点丢失，所以在进行选择时增加一定的

选择比例既可提高平均适应度，又可保证种群

基因的多样性。对于选择操作，在整个迭代过

程的早期，使用较大的交叉概率尽可能获得更

优的个体；在算法迭代的后期，个体间的差异较

小，为避免优秀个体被破坏，需降低交叉概率。

同理，当进行变异操作时，前期使用较小的变异

概率促进种群前期的进化，后期增加变异概率，

避免陷入局部最优。改进的 ＷＯＡ算法流程如

·２０１·
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图２所示。借用 Ｓｒｉｎｉｖａｓ等［１４］所提自适应遗传

算法里的思想得到的自适应交叉概率和变异概

率的计算如下：

ｐｍ＝
０．８５－

（０．８５－０．５５）（ｆ′－ｆｍｅａｎ）
ｆｍａｘ－ｆｍｅａｎ

ｆ′≥ｆｍｅａｎ

０．８５ ｆ′＜ｆ{
ｍｅａｎ

（２５）

ｐｎ＝
０．１－

（０．１－０．０１）（ｆｍａｘ－ｆ）
ｆｍａｘ－ｆｍｅａｎ

ｆ≥ｆｍｅａｎ

０．１ ｆ＜ｆ{
ｍｅａｎ

（２６）

图２　改进ＷＯＡ算法流程
Ｆｉｇ．２　ＩｍｐｒｏｖｅｄＷＯＡａｌｇｏｒｉｔｈｍｆｌｏｗ

２．３　ＧＷＯＡ优化的ＸＧＢｏｏｓｔ模型

利用ＸＧＢｏｏｓｔ模型进行分类训练时，迭代次
数ｎ过少存在欠拟合现象，导致模型无法充分训
练，当ｎ过大，则存在过拟合现象，导致模型对数
据训练过于极限而泛化能力下降；学习率 η过小
时，模型训练过慢，过大时可能忽略全局最优解；

决策树最大深度ｄｍａｘ、随机样本比ｒｓｕｂｓａｍｐｌｅ、特征占
比ｒｃｏｌｓａｍｐｌｅ以及决策树分裂点指标γｓｐｌｉｔ等共同影响
模型的分类能力和预测精度。利用改进的 ＷＯＡ

算法对这６个参数进行迭代寻优，以增强模型的
故障诊断性能。基于 ＧＷＯＡ优化的 ＸＧＢｏｏｓｔ电
机轴承故障诊断流程如图３所示。

图３　电机轴承故障诊断流程
Ｆｉｇ．３　Ｍｏｔｏｒｂｅａｒｉｎｇｆａｕｌｔｄｉａｇｎｏｓｉｓｐｒｏｃｅｓｓ

３　算例分析

本文所使用的实验数据来源于美国凯斯西储

大学［１５］，数据集包含电机轴承的内圈、外圈、滚动

体的轻微故障以及严重故障再加上正常运行状态

共七类数据。样本运行状态编码如表１所示。

表１　电机轴承故障编码
Ｔａｂ．１　Ｍｏｔｏｒｂｅａｒｉｎｇｆａｕｌｔｃｏｄｅ

故障类别 电机轴承运行状态 状态编码

１ 正常状态 ［１，０，０，０，０，０，０］

２ 内圈轻微裂纹 ［０，１，０，０，０，０，０］

３ 滚动体轻微裂纹 ［０，０，１，０，０，０，０］

４ 外圈轻微裂纹 ［０，０，０，１，０，０，０］

５ 内圈严重故障 ［０，０，０，０，１，０，０］

６ 滚动体严重故障 ［０，０，０，０，０，１，０］

７ 外圈严重故障 ［０，０，０，０，０，０，１］

选 择 电 机 运 行 工 况 为 ７３５ Ｗ、转 速
１７７２ｒ／ｍｉｎ、采样频率１２ｋＨｚ的电机轴承故障数
据集，将数据集切分成长度为１２００个点的 ７００
组数据来验证所提模型的可行性，不同故障状态

的时频波形如图４所示。

３．１　基于优化ＶＭＤ分解的特征提取

利用ＰＳＯ算法训练ＶＭＤ以获得最优超参数
组合，将局部极小熵值作为适应度，适应度变化曲

线如图５所示。

·３０１·
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（ａ）时域
（ａ）Ｔｉｍｅｄｏｍａｉｎ

（ｂ）频域
（ｂ）Ｆｒｅｑｕｅｎｃｙｄｏｍａｉｎ

图４　不同故障状态时频波形
Ｆｉｇ．４　Ｔｉｍｅｆｒｅｑｕｅｎｃｙｗａｖｅｆｏｒｍｓｆｏｒｄｉｆｆｅｒｅｎｔｆａｕｌｔｓｔａｔｅｓ

由图５看出，在８次迭代后适应度值基本不
变，进行１０次计算取其平均值，获得最优超参数
组合（Ｋ，α）＝（４，１３４７），此时的局部最小包络熵
值最小。使用优化后的 ＶＭＤ对轴承故障数据进
行分解，由于篇幅有限，此处仅列出外圈严重故障

分解的时频波形，如图６所示。
正交性指数（ｉｎｄｅｘｏｆｏｒｔｈｏｇｏｎａｌｉｔｙ，ＩＯ）可以

用来表征各ＩＭＦ分量的整体正交性，ＩＯ值越小，
则各ＩＭＦ分量的正交性越强；能量保存度（ｉｎｄｅｘ

图５　适应度变化曲线
Ｆｉｇ．５　Ｆｉｔｎｅｓｓｃｕｒｖｅ

ｏｆｅｎｅｒｇｙｃｏｎｓｅｒｖａｔｉｏｎ，ＩＥＣ）表示分解前后能量对
比量，ＩＥＣ的值与１越接近，则分解时保留下的能

（ａ）时域
（ａ）Ｔｉｍｅｄｏｍａｉｎ

量越多，分解稳定性越好［１６］。优化前后 ＶＭＤ分
解效果对比见表２，可以看出优化后的ＶＭＤ分解
正交性与稳定性都更优异。

使用优化后的 ＶＭＤ对电机轴承振动信号
分解后获得多个 ＩＭＦ分量，由于 ＭＳＥ能够反映
信号的复杂性，于是再进行 ＭＳＥ计算重构特征
向量。

３．２　基于ＧＷＯＡＸＧＢｏｏｓｔ模型的故障诊断

将处理好的７００组数据随机抽取９０％作为
训练集，剩下１０％作为测试集。利用改进 ＷＯＡ
算法优化 ＸＧＢｏｏｓｔ参数，设置 ＷＯＡ寻优个体数
量为２０，维数为７，最大迭代次数为１００，将训练
集数据输入ＧＷＯＡＸＧＢｏｏｓｔ模型训练，得最优超

·４０１·
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（ｂ）频域
（ｂ）Ｆｒｅｑｕｅｎｃｙｄｏｍａｉｎ

图６　各ＩＭＦ时频波形
Ｆｉｇ．６　ＴｉｍｅｆｒｅｑｕｅｎｃｙｗａｖｅｆｏｒｍｏｆｅａｃｈＩＭＦ

表２　ＶＭＤ优化前后效果对比
Ｔａｂ．２　ＥｆｆｅｃｔｃｏｍｐａｒｉｓｏｎｂｅｆｏｒｅａｎｄａｆｔｅｒＶＭＤｏｐｔｉｍｉｚａｔｉｏｎ

参数 ＶＭＤ 优化ＶＭＤ

ＩＯ ０．０５２３ ０．０３５８

ＩＥＣ ０．８７４７ ０．９２５８

参数如表３所示。

表３　最优超参数

Ｔａｂ．３　Ｏｐｔｉｍａｌｓｕｐｅｒｐａｒａｍｅｔｅｒ

超参数 最优取值

ｎ ８１０

η ０．５７

ｄｍａｘ ７

ｒｓｕｂｓａｍｐｌｅ ０．６２

ｒｃｏｌｓａｍｐｌｅ ０．７２

γｓｐｌｉｔ ０．３１

将训练好的 ＸＧＢｏｏｓｔ分类器应用于测试集，
故障诊断结果如图 ７所示。为验证 ＧＷＯＡ
ＸＧＢｏｏｓｔ模型对电机轴承故障诊断的提升效果，
分 别 利 用 ＷＯＡＸＧＢｏｏｓｔ、ＰＳＯＸＧＢｏｏｓｔ、ＧＡ
ＸＧＢｏｏｓｔ、ＸＧＢｏｏｓｔ对相同的训练集和测试集进
行故障诊断，故障诊断结果如图 ８～１１所示。
可以看出，未经优化的 ＸＧＢｏｏｓｔ模型的故障诊断

效果是很差的，而 ＧＷＯＡＸＧＢｏｏｓｔ模型的故障
诊断效果极好，仅在滚动体严重故障中出现了２
处错误诊断，诊断准确率高达 ９７１４％，完全满
足工程需求。出现误诊的原因是采集振动信号

时，传感器离内圈和外圈更近，能够更清晰地采

集到内外圈的振动特性，同时滚动体在运转时

除了随着内外圈进行公转还存在自传现象，这

也为振动信号的采集造成了干扰，因此滚动体

的故障诊断更容易出现误诊现象。

图７　ＧＷＯＡＸＧＢｏｏｓｔ故障诊断结果
Ｆｉｇ．７　ＧＷＯＡＸＧＢｏｏｓｔｆａｕｌｔｄｉａｇｎｏｓｉｓｒｅｓｕｌｔｓ

图８　ＷＯＡＸＧＢｏｏｓｔ故障诊断结果
Ｆｉｇ．８　ＷＯＡＸＧＢｏｏｓｔｆａｕｌｔｄｉａｇｎｏｓｉｓｒｅｓｕｌｔｓ

为了进一步说明本文建立的电机轴承故障诊

断模型的可靠性与准确性，将所建模型与常用的

故障诊断模型如 ＢＰ神经网络、支持向量机
（ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，ＳＶＭ）、极限学习机［１７－１９］

（ｅｘｔｒｅｍｅｌｅａｒｎｉｎｇｍａｃｈｉｎｅ，ＥＬＭ）进行对比，结果
如表 ４所示。从表中可以看出，本文建立的
ＧＷＯＡＸＧＢｏｏｓｔ模型的故障诊断准确率均高于其
他算法，准确率高达９７１４％。

·５０１·
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图９　ＰＳＯＸＧＢｏｏｓｔ故障诊断结果
Ｆｉｇ．９　ＰＳＯＸＧＢｏｏｓｔｆａｕｌｔｄｉａｇｎｏｓｉｓｒｅｓｕｌｔｓ

图１０　ＧＡＸＧＢｏｏｓｔ故障诊断结构
Ｆｉｇ．１０　ＧＡＸＧＢｏｏｓｔｆａｕｌｔｄｉａｇｎｏｓｉｓｒｅｓｕｌｔｓ

图１１　ＸＧＢｏｏｓｔ故障诊断结构
Ｆｉｇ．１１　ＸＧＢｏｏｓｔｆａｕｌｔｄｉａｇｎｏｓｉｓｒｅｓｕｌｔｓ

４　结论

针对电机轴承故障的多样性和模糊性造成诊

断精度较低的问题，建立了一种基于 ＸＧＢｏｏｓｔ的

表４　不同模型的故障诊断准确率
Ｔａｂ．４　Ｆａｕｌｔｄｉａｇｎｏｓｉｓａｃｃｕｒａｃｙｏｆｄｉｆｆｅｒｅｎｔｍｏｄｅｌｓ

故障诊断模型 误诊数 准确率／％

ＢＰ ９ ８７．１４

ＳＶＭ １３ ８１．４３

ＥＬＭ ６ ９１．４３

ＸＧＢｏｏｓｔ ７ ９０．００

ＧＷＯＡＸＧＢｏｏｓｔ ２ ９７．１４

电机轴承故障诊断模型，结合算例分析，所得结论

如下：

１）针对轴承振动信号的非线性和非平稳性
特点，利用优化的 ＶＭＤ算法对振动信号进行预
处理，结合多尺度熵理论提高信号特征提取的能

力，有助于深度挖掘振动信号与故障状态的内在

联系。

２）在ＷＯＡ算法中引入遗传算法的选择、交
叉、变异操作，有效地帮助 ＷＯＡ跳出局部最优
解，再利用改进后的 ＷＯＡ算法优化 ＸＧＢｏｏｓｔ模
型。所提模型与传统算法相比在电机轴承的故障

诊断中具有更高的诊断精度。
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［１７］　皮骏，刘鹏，马圣，等．基于ＭＧＡＢＰ网络的航空轴承故
障诊断［Ｊ］．振动 测试与诊断，２０２０，４０（２）：３８１－
３８８，４２３．
ＰＩＪ，ＬＩＵ Ｐ，ＭＡ Ｓ，ｅｔａｌ．Ａｅｒｏｅｎｇｉｎｅｂｅａｒｉｎｇｆａｕｌｔ
ｄｉａｇｎｏｓｉｓｂａｓｅｄｏｎＭＧＡＢＰｎｅｕｒａｌｎｅｔｗｏｒｋ［Ｊ］．Ｊｏｕｒｎａｌｏｆ
Ｖｉｂｒａｔｉｏｎ，Ｍｅａｓｕｒｅｍｅｎｔ＆Ｄｉａｇｎｏｓｉｓ，２０２０，４０（２）：３８１－
３８８，４２３．（ｉｎＣｈｉｎｅｓｅ）

［１８］　吴春光，王建朝，化麒．基于 ＮＳＰ和 ＳＶＭ的滚动轴承故
障诊断方法［Ｊ］．轴承，２０１６（１２）：３９－４２，５５．
ＷＵＣＧ，ＷＡＮＧＪＣ，ＨＵＡＱ．Ｆａｕｌｔｄｉａｇｎｏｓｉｓｏｆｒｏｌｌｉｎｇ
ｂｅａｒｉｎｇｓｂａｓｅｄｏｎｎｕｌｌｓｐａｃｅｐｕｒｓｕｉｔａｌｇｏｒｉｔｈｍａｎｄｓｕｐｐｏｒｔ
ｖｅｃｔｏｒｍａｃｈｉｎｅ［Ｊ］．Ｂｅａｒｉｎｇ，２０１６（１２）：３９－４２，５５．（ｉｎ
Ｃｈｉｎｅｓｅ）

［１９］　秦波，孙国栋，王建国．基于 ＶＭＤ与分层极限学习机的
滚动轴承故障诊断方法研究［Ｊ］．组合机床与自动化加工
技术，２０１７（４）：１０７－１１０．
ＱＩＮＢ，ＳＵＮＧＤ，ＷＡＮＧＪＧ．Ｒｅｓｅａｒｃｈｏｎｒｏｌｌｉｎｇｂｅａｒｉｎｇ
ｆａｕｌｔｄｉａｇｎｏｓｉｓｍｅｔｈｏｄｂａｓｅｄｏｎＶＭＤ ａｎｄｈｉｅｒａｒｃｈｉｃａｌ
ｅｘｔｒｅｍｅｌｅａｒｎｉｎｇｍａｃｈｉｎｅ［Ｊ］．ＭｏｄｕｌａｒＭａｃｈｉｎｅＴｏｏｌ＆
ＡｕｔｏｍａｔｉｃＭａｎｕｆａｃｔｕｒｉｎｇＴｅｃｈｎｉｑｕｅ，２０１７（４）：１０７－１１０．
（ｉｎＣｈｉｎｅｓｅ）
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