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模型不可知的联合相互学习


周　伟，李艺颖，陈曙晖，丁　博
（国防科技大学 计算机学院，湖南 长沙　４１００７３）

摘　要：主流的联邦学习（ｆｅｄｅｒａｔｅｄｌｅａｒｎｉｎｇ，ＦＬ）方法需要梯度的交互和数据同分布的理想假定，这就带
来了额外的通信开销、隐私泄露和数据低效性的问题。因此，提出了一种新的 ＦＬ框架，称为模型不可知的联
合相互学习 （ｍｏｄｅｌａｇｎｏｓｔｉｃｆｅｄｅｒａｔｅｄｍｕｔｕａｌｌｅａｒｎｉｎｇ，ＭＡＦＭＬ）。ＭＡＦＭＬ仅利用少量低维的信息（例如，图像
分类任务中神经网络输出的软标签）共享实现跨机构间的“互学互教”，且 ＭＡＦＭＬ不需要共享一个全局模
型，机构用户可以自定制私有模型。同时，ＭＡＦＭＬ使用简洁的梯度冲突避免方法使每个参与者在不降低自
身域数据性能的前提下，能够很好地泛化到其他域的数据。在多个跨域数据集上的实验表明，ＭＡＦＭＬ可以为
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面临“竞争与合作”困境的联盟企业提供一种有前景的解决方法。
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　　传统的机器学习和深度学习任务，大部分是
围绕单个任务的学习（或者可以称为单域学习），

如图１（ａ）所示，其处理的数据样本来自单个域
（即独立同分布的数据样本），例如人脸识别、目

标检测，或者图像生成等任务。当系统切换到一

个新的任务或域时，系统需要更换新的网络模型

参数或重新初始化参数。深度学习在模式识别等

领域超越了人类的性能，但是以数据驱动为基础

的系统模型十分脆弱，泛化能力存在弊端。例如，

医院通常仅基于自身数据构建深度学习模型，由

于隐私、竞争或管理等因素而无法访问其他医院

的同类数据。可以想象当患者可以获得来自其他

医院数据信息（例如，心电图或者脑电图样本）的

协助诊断是多么有吸引力的事情。

协作是如今数据量爆炸、任务复杂度激增后

一个多方渴望的解决理念，知识的共享将有助于

提高所有机构的绩效。但是，多机构的协助和共

享并不是一件容易的事情，共享架构所带来额外

的资源开销以及多机构私有数据本质上的偏移性

问题是不可忽视的挑战［１］：

１）机器学习应用存在一个普遍性问题：在
运行机器学习应用程序之前，系统将所有数据

集中到广域网上的一个数据中心中［２－３］，但广域

网带宽是一种稀缺资源，因此移动所有数据可
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能非常缓慢［４］。此外，图像和视频的快速增长

最终会使广域网带宽饱和［５］；一些国家的隐私

和数据主权法禁止跨越国界或大陆边界传输原

始数据［６］。

２）多机构场景中的域偏移或数据集偏差是
一个极具挑战性的问题，例如照片艺术卡通素描

数据（ｐｈｏｔｏａｒｔｃａｒｔｏｏｎｓｋｅｔｃｈｄａｔａｂａｓｅ，ＰＡＣＳ）。
此外，多域表示也可以采取类偏移的形式，简单地

以美国国家标准与技术研究所数据库［８］（ｍｉｘｅｄ
ｎａｔｉｏｎａｌｉｎｓｔｉｔｕｔｅ ｏｆｓｔａｎｄａｒｄｓ ａｎｄ ｔｅｃｈｎｏｌｏｇｙ
ｄａｔａｂａｓｅ，ＭＮＩＳＴ）为例，不同域之间包含不相交
的手写数字类别（例如，Ａ域包含数字［１，２，３］，Ｂ
域包含数字［５，７，８］）。

联邦学习（ｆｅｄｅｒａｔｅｄｌｅａｒｎｉｎｇ，ＦＬ）作为一个
多机构联合机器学习的应用范式，它充分融合深

度学习技术的优势［９－１０］，在保持数据私有性的同

时实现多机构（即非独立同分布的多个域）参与

者对全局模型的协同训练，如图１（ｂ）所示。联邦
学习和深度学习技术结合的方式可以充分利用多

机构的数据资源和计算力资源，提升深度学习系

统的泛化能力，进而提高系统的整体性能，例如

图２中如何判定狗的一种新的形式，如何学习一
种新的运动。

尽管传统 ＦＬ具有良好的监管和经济效益，
但仍存在一些缺陷：主流的 ＦＬ利用梯度共享或
者参数共享模式（例如，ＦｅｄＡｖｇ［９］），该模式基于
一个可信的集中式服务器来聚合梯度或参数，约

束所有节点具有相同的网络结构，但会限制参与

机构模型个性的诉求。同时，梯度或参数共享仍

然面临严重的隐私泄露风险［１１－１２］，尽管有一些技

术已弱化这种风险（例如，差分隐私［１３］和秘密共

享［１４］）；而且，网络模型梯度的参数空间仍然是巨

大的（普通卷积神经网络规模为１０～１００００００００，
甚至更大）。

针对上述问题，本文在 ＦＬ框架下提出了一
种新的解决方案模型不可知的联合相互学习

（ｍｏｄｅｌ ａｇｎｏｓｔｉｃ ｆｅｄｅｒａｔｅｄ ｍｕｔｕａｌ ｌｅａｒｎｉｎｇ，
ＭＡＦＭＬ）。ＭＡＦＭＬ借鉴相互学习的思想，仅利用
少量低维的“意识”（例如，图像分类任务中神经

网络输出的软标签）共享实现跨机构间的“互学

互教”。为保留机构模型的个性，每个参与的机

构节点都可以拥有自定制的私有模型。在跨域的

场景设定下，ＭＡＦＭＬ借鉴相互学习的思想［１５］，使

每个机构节点避免或减轻对自身域数据的遗忘，

同时允许有益的知识迁移，从而更好地泛化到其

他域。

（ａ）单域模型
（ａ）Ｍｏｄｅｌｏｆｓｉｎｇｌｅｄｏｍａｉｎ

（ｂ）多域－联邦学习
（ｂ）Ｍｕｌｔｉｄｏｍａｉｎｓｆｅｄｅｒａｔｅｄｌｅａｒｎｉｎｇ

图１　从单域到多域
Ｆｉｇ．１　Ｆｒｏｍｓｉｎｇｌｅｄｏｍａｉｎｔｏｍｕｌｔｉｄｏｍａｉｎｓ

图２　域偏移问题
Ｆｉｇ．２　Ｉｓｓｕｅｏｆｄｏｍａｉｎｓｈｉｆｔ

１　相关工作

１．１　联邦学习

联邦学习的初衷是直接在本地设备上训练统

计模型。文献［８］将 ＦＬ的概念扩展到不同数据
组织之间的协作。但无论是在垂直 ＦＬ［１６］还是迁
移ＦＬ［１７］中，执行特定任务的过程中都要求所有
节点一起工作，而且每个节点仅负责任务的部分

·９１１·
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要素。受到联邦学习和元学习之间联系的启发，

文献［１８］将 ＭＡＭＬ结合到联邦框架 ＰｅｒＦｅｄＡｖｇ
来学习初始共享模型，从而实现每个用户快速适

应和个性化。文献［１９］使用 ＦｅｄＡｖｇ进行集中模
型训练，然后使用 Ｒｅｐｔｉｌｅ继续进行用户的个性化
初始模型训练。相关的 ＦＬ研究是文献［２０］，它
本质上是通过多任务学习方式，且不需要全局模

型。但是，每个模型都只关注自己任务的性能，而

不考虑将模型泛化到其他任务上。尽管一些 ＦＬ
工作的相关研究关注到了异构模型，但文献［２１］
仍然需要构建类似于ＦｅｄＡｖｇ的全局模型结构，之
所以称为异构的原因在于它利用了异构的子结构

从分布式同构模型上蒸馏知识。ＦｅｄＭＤ［２２］是研
究异构ＦＬ的另外一项工作，但它更加侧重于通
过模型蒸馏来获取通信模块。文献［１９］研究模
型不可知的ＦＬ，但需要优化集中式全局模型并微
调局部模型。本文在每个节点上保留了本地定制

的同构或异构模型，而无须集中式模型或其他额

外模型。

１．２　跨域学习

多域学习［２３］旨在最终为多个域创建一个单

一模型，尤其是当数据量相对较小且域相似时。

如果训练域和测试域已经明确定义好，域自适应

（ｄｏｍａｉｎａｄａｐｔａｔｉｏｎ，ＤＡ）［２４］和域泛化（ｄｏｍａｉｎ
ｇｅｎｅｒａｌｉｚａｔｉｏｎ，ＤＧ）［２５］则是多域学习两个重要的
子研究领域。ＤＡ和 ＤＧ的共同点在于它们都关
注于到目标域的模型泛化能力，不同则是前者在

训练阶段可以访问目标域的数据。不同于ＤＡ和
ＤＧ的目标，本文希望最终的模型表现形式是：每
个节点的模型对于其他域具有良好的泛化能力，

同时不会牺牲在节点本地源域的性能。这个思想

是同非稳定性分布下的持续学习一致的［２６］，持续

学习也可以称为终生学习，就是要“最大化迁移

能力（泛化）和最小化干扰（忘记）”。

１．３　协同学习

协同学习［２７］不同于传统的“知识型老师（一

般认为‘老师’比学生知识渊博）”的监督学习，它

提供了一种新的学习范式：考虑在“同伴”之间交

换信息，即一群“学生”相互学习和相互教授知

识。双重学习是其中一个典型的工作［２８］，它的两

个跨语言翻译模型可以并行训练。文献［２９］针
对不同域中的同一任务联合培训多个代理，其中

语义中层视觉属性用于代理之间的通信，因此代

理需要学习特征属性模型以及特征类别模型。共

蒸馏［３０］用于大规模分布式网络训练，但是所有节

点都需要相同的体系结构和数据集。

２　框架的公式化表达

本节将介绍ＭＡＦＭＬ框架的详细信息。假设
多机构联盟中包含Ｎ个节点（每个机构节点可以
理解为一个数据域）。

定义１　节点彼此之间生成和存储具有明显
分布差异的数据 Ｄ＝｛Ｄ１，Ｄ２，…，ＤＮ｝，即数据是
非独立同分布的，并且每个节点上的数据都包含

一组数据标签对（Ｄｉ＝｛Ｘｉ，Ｙｉ｝）。
基于隐私和通信带宽的考虑，机构间采用软

标签的形式进行通信，因此将每个机构节点的数

据集拆分为在本地保存的私有数据，可以共享给

其他节点的公开数据、验证数据和测试数据，即

Ｄｉ＝｛Ｄ
ｉ
ｐｒｉ，Ｄ

ｉ
ｐｕｂ，Ｄ

ｉ
ｖａｌ，Ｄ

ｉ
ｔｅｓｔ｝。不同于 ＦｅｄＡｖｇ需要

共享全局模型的需求，本文框架在充分保留本地

私有数据的同时，满足了机构的个性化需求。但

是，在相互学习的过程中会出现私有模型性能的

冲突干扰，本文框架的最终目标是在不牺牲特定

域数据隐私的情况下实现节点之间的相互学习，

并且节点间少量公开数据的 “意识”交互是一种

自然的策略，它可以提高跨节点的数据有效性，同

时更好地保护隐私。

在本框架的设计中，假定所有机构间是同构

跨域数据，即所有标签 Ｙｉ都位于 Ｍ类的相同标
签空间中。例如，对于相同疾病标签的医学图像，

由于不同医疗机构的采集设备、医务人员工作习

惯和不同的病症患者的差异性，导致了图像样本

的分布差异。在基于深度神经网络的模型基础

上，假设节点ｉ使用由θｉ参数化的神经网络，模型
结构的要求是松散、灵活的，这是本文方法与模型

无关的关键所在。此外，节点的大多数数据都保

留在本地以更好地保护隐私，节点之间的相互学

习是通过少量共享公开数据来实现的。因此，基

于上述考虑，ＭＡＦＭＬ的工作流程分为两个阶段：
本地域局部优化和跨域全局优化。与此同时，为

方便实现机构节点间的数据一致性，以及ＭＡＦＭＬ
框架少量通信开销的内在优势，在全局优化阶段

采取汇聚到中心服务器的数据交互模式。

２．１　本地域局部优化

单个机构域中的数据遵循稳定的独立同分

布，本地域优化过程中采取传统的监督学习方式

实现模型的收敛过程。节点的局部优化基于梯度

的常规网络更新方式。将第ｉ个节点的网络定义
为ｆθｉ，针对框架所应对的分类场景，利用交叉熵

·０２１·
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（ｃｒｏｓｓｅｎｔｒｏｐｙ，ＣＥ）损失来表示当前的神经网络
对训练数据不拟合的程度：

Ｆｍｉｎ（θｉ）＝
（ＣＥ）（ｆθｉ（ｘ

ｉ
ｌｏｃ），ｙ

ｉ
ｌｏｃ） （１）

ｇｉｌｏｃ＝!θｉ
（ＣＥ）（ｆθｉ（ｘ

ｉ
ｌｏｃ），ｙ

ｉ
ｌｏｃ） （２）

（ｘｉｌｏｃ，ｙ
ｉ
ｌｏｃ）∈｛Ｄ

ｉ
ｐｒｉ，Ｄ

ｉ
ｐｕｂ｝是 ｉ域中用于本地局部优

化的批处理数据。上述局部优化过程中，来自其

他域包含标签信息的公开数据对于当前训练域更

新过程是可见、可用的，利用其他域的公开数据在

ＦＬ研究中是一致采取的［２２，３１］。式（２）中 ｇｉｌｏｃ为本
地局部优化后的梯度结果。

需要注意的是，ｆθｉ（ｘ
ｉ
ｌｏｃ）是样本数据经过深

度神经网络最后的 Ｓｏｆｔｍａｘ层后输出的软标签，
即多分类中的类别概率 ｐｉｌｏｃ。ＣＥ损失函数是根
据预测的软标签和样本的正确标签计算得出

的。本地局部优化的梯度更新通常采用常规的

监督学习获得，但是为了实现跨机构之间的联

邦学习，还需要挑战协作过程中“稳定性 －可塑
性”的困境：稳定性代表了联邦学习过程中，本

地节点域在受到其他节点域的影响后，依旧可

以保持其性能；可塑性则表示在接受来自其他

节点域信息的支持下，本地模型可以很好地泛

化到其他节点域。

全局优化的准备工作：节点利用本地批处理

数据完成梯度更新计算后，本文利用每个节点共

享的公开数据进行下一阶段的准备工作，此时框

架随机地从每个域的公开样本中采样 ｄｉｐｕｂ ＝
（ｘｉｐｕｂ，ｙ

ｉ
ｐｕｂ），并将其输入对应节点的神经网络模

型中计算出软标签ｐｉｐｕｂ（ｉ）（即上文指的低维的“意
识”），这里需要注意的是，下标中的ｉ表示数据是
来自ｉ域的，上标中的 ｉ表示数据的应用网络是
ｆθｉ。根据计算得出的软标签以及样本对应的正确
标签可以计算出批处理公开数据的测试精度 Ａｉ。
在本地域局部优化的最后阶段，每个域都会形成

对应的ｐｉｐｕｂ（ｉ）和Ａｉ以用于全局优化。这两种数据
相对模型参数而言都是低维的，因此本文方法具

有很高的通信效率。

２．２　跨域全局优化

一般意义上的学习过程是受过预训练的老师

将其知识迁移到未经专业训练的学生，这可以看

作是一个知识蒸馏［３２］的过程。蒸馏过程可以是

大规模网络转化成一个小规模目标网络，并保留

接近于大规模网络的性能；也可以将多个网络的

知识转移到目标网络中，使得目标网络的性能接

近多个源网络聚合的效果。因此，联合的多个节

点可以看作是学生互相教授学习的过程（即每个

人都参与到学习和教导的过程中，实现老师和学

生角色的交替轮换）。具体而言，通过全局优化

的过程实现上述描述的“互教互学”。

作为老师角色的节点：局部优化过程中获得

了来自其他域公开数据的ｐｉｐｕｂ（ｉ）和Ａｉ，它们可以看
作来自其他域节点的教授经验。ｐｉｐｕｂ（ｉ）是作为老
师的“教学基准”，Ａｉ是老师的“教学信心”。

作为学生角色的节点：学生节点通过域公开

数据从所有其他节点学习域经验。为了提高学生

节点ｆθｉ到其他节点域的泛化能力，本文使用其他
与之不相交的节点ｆθｊ计算出的ｐ

ｊ
ｐｕｂ（ｊ）和Ａｊ作为老

师的经验。因此，如果不考虑节点向中心服务器

传递的有效时限要求，那么将有 Ｎ－１个老师服
务于学生 ｆθｉ。学习的过程是学生对老师认知的
模仿，两者针对同一样本的输出均是多分类问题

的类别概率分布。因此，ＫＬ（ｋｕｌｌｂａｃｋｌｅｉｂｌｅｒ
ｄｉｖｅｒｇｅｎｃｅ）的散度损失可用于约束学生和教师预
测的匹配。ＫＬ损失函数为：

　（ＫＬ） ＝ １
Ｎ－１∑

Ｎ

ｊ＝１，ｊ≠ｉ
Ａｊ·ＤＫＬ（Ｐｊｐｕｂ（ｊ） ｐ

ｉ
ｐｕｂ（ｊ））（３）

对应地，

ＤＫＬ（Ｐ
ｊ
ｐｕｂ（ｊ） ｐ

ｐｕｂ（ｊ）
ｉ ）＝Ｅｐｊ［ｌｏｇｐ

ｊ
ｐｕｂ（ｊ）－ｌｏｇｐ

ｉ
ｐｕｂ（ｊ）］

（４）
在全局优化阶段，节点利用公开数据进行了

学习模仿的 ＫＬ损失。同时，可以充分利用这部
分数据计算传统的监督损失（例如，ＣＥ损失函
数）

　（ＣＥ） ＝ １
Ｎ－１∑

Ｎ

ｊ＝１，ｊ≠ｉ
（ＣＥ）（ｆθｉ（ｘ

ｊ
ｐｕｂ），ｙ

ｊ
ｐｕｂ）

（５）
利用两个损失函数，本文采取反向传播可以

计算对应的梯度为：

ｇｉｐｕｂ＝!θｉ（
ｉ
（ＫＬ）＋

ｉ
（ＣＥ）） （６）

因此，全局优化过程中参与的节点轮流充当

学生和老师的角色。每个节点将其他 Ｎ－１个节
点作为教师，通过其公开数据提供学习经验和基

准。那么，综合上述两个阶段获得的两个梯度：局

部优化梯度 ｇｉｌｏｃ和全局优化梯度 ｇ
ｉ
ｐｕｂ。需要考虑

的问题是：是否直接将全局梯度更新到模型参数

θｉ上？回顾本文跨节点的学习目标，即不仅关注
“可塑性”（提高对其他域的泛化），而且关注 “稳

定性”（减少其自身域的遗忘）。跨机构联邦学习

带来了诸多优化挑战，尤其以梯度更新作为典型

的模型优化方式，冲突的梯度方向以及过度估计

的全局梯度更新可能会严重影响本地域模型，导

·１２１·
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致更差的系统性能和数据使用效率。因此，需要

构建一种简洁高效的多机构梯度冲突消解方法，

以缓解全局梯度对于局部梯度ｇｉｌｏｃ的干扰。
假设联邦学习中一个关键的优化问题是由相

互矛盾的梯度引起的，梯度的更新方向不一致，这

由负内积来衡量。

定义２　将两个阶段梯度更新ｇｉｐｕｂ和ｇ
ｉ
ｌｏｃ的夹

角定义为 σ。当夹角的余弦值 ｃｏｓσ＜０时，称梯
度发生了冲突，反之没有。

本文的目标是通过直接改变梯度本身来防止

冲突。这里框架采用了一个简洁有效的方式：如

果梯度发生冲突，即它们的余弦相似度为负，则将

全局梯度投影到局部梯度的法线平面上，这等于

消除了全局梯度的冲突分量，从而减少了机构联

邦学习中的破坏性梯度干扰。当余弦相似度为正

时，直接采用全局梯度结果，利用一般性的优化器

Ａｄａｍ［３３］来更新模型参数。
当冲突条件满足时，采取映射替换的方式来

消解，即珘ｇｉ＝ｆｐｒｏｊｅｃｔｉｏｎ（ｇ
ｉ
ｌｏｃ，ｇ

ｉ
ｐｕｂ），ｆｐｒｏｊｅｃｔｉｏｎ为映射替换

函数。具体过程是：通过从ｇｉｐｕｂ中减去 ｇ
ｉ
ｌｏｃ与平面

正交的分量来计算其投影。如果平面是水平的，

则意味着计算减去 ｇｉｐｕｂ的垂直分量，剩下水平分
量。该垂直分量计算为 ｇｉｐｕｂ在平面法线向量 ｇ

ｉ
ｌｏｃ

上的投影，具体如下：

珘ｇｉ＝ｇ
ｉ
ｐｕｂ－
ｇｉｌｏｃ·ｇ

ｉ
ｐｕｂ

ｇｉｌｏｃ
２ ｇ

ｉ
ｌｏｃ （７）

算法１中细节描述了整个算法流程。总而言
之，在每个节点域中，首先对本地保留数据和公开

数据进行采样，然后在本地计算：使用 （ＣＥ）在本
地保留数据批量上执行Ａｄａｍ更新梯度 ｇｉｌｏｃ，然后
在跨域的公开数据上形成“意识”信息 ｐｉｐｕｂ（ｉ）和 Ａｉ
作为相互学习的准备。在全局优化阶段，在多域

的共同学习中引入了 （ＫＬ）和常规的 （ＣＥ）损失函
数，以计算跨域公共梯度 ｇｉｐｕｂ。然后根据梯度冲
突条件判断，计算适当的梯度珘ｇｉ作为最终的全局
梯度来更新节点模型的网络。这不仅是向其他域

积极的前向迁移，而且是积极的后向迁移以保持

模型在其原始域上的性能。

３　模型的收敛和性能评估

３．１　模型的收敛性

假设式（１）对应的 （ＣＥ），和式（６）对应的
（ＣＥ）＋（ＫＬ）是凸函数且可微分的。ｇｌｏｃ为前者产
生的梯度，ｇｐｕｂ为后者产生的梯度。那么，根据全
局优化描述，在两个梯度冲突判断的过程中，存在

两种情况：ｃｏｓσ＜０或ｃｏｓσ≥０。前者代表了全局
梯度对于局部梯度的正向作用，此时对于模型参

数的更新，本文采用标准的Ａｄａｍ优化器；后者则
表示两个梯度向量存在影响性能的冲突挑战。因

此，根据梯度映射对于损失函数所带来的影响，本

文扩展了其损失函数的构成，即：

（θ＋）≤（θ）＋!（θ）Ｔ（θ＋－θ） （８）
定理１　框架构建的关于全局优化和局部优

化结合的映射方式会收敛到：当两个梯度更新的

夹角ｃｏｓσ＝－１，或者最优的损失函数值（θ）。

算法１　模型不可知的联合相互学习

Ａｌｇ．１　Ｍｏｄｅｌａｇｎｏｓｔｉｃｆｅｄｅｒａｔｅｄｍｕｔｕａｌｌｅａｒｎｉｎｇ

已知：Ｎ个节点域 Ｄ＝｛Ｄ１，Ｄ２，…，ＤＮ｝，Ｄｉ＝｛Ｄ
ｉ
ｐｒｉ，

Ｄｉｐｕｂ，Ｄ
ｉ
ｖａｌ，Ｄ

ｉ
ｔｅｓｔ｝

输入：初始化神经网络｛ｆθ１，ｆθ２，…，ｆθＮ｝，学习率β，η

输出：优化后的神经网络｛ｆθ１，ｆθ２，…，ｆθＮ｝

１．ｗｈｉｌｅｎｏｔ模型收敛或者达到最大迭代次数ｄｏ
２．　 ｆｏｒｉ∈［１，２，…Ｎ］ｄｏ

３．　　　随机采样ｄｉｌｏｃ和ｄ
ｉ
ｐｕｂ

４．　　　根据式（２）计算ｇｉｌｏｃ
５．　　　更新参数θｉ←θｉ－β·ｇ

ｉ
ｌｏｃ

６．　　　在ｄｉｐｕｂ上计算ｐ
ｉ
ｐｕｂ（ｉ）、Ａｉ，并传递到中心服务器

７．　 ｅｎｄｆｏｒ
８．　 ｆｏｒｉ∈［１，２，…Ｎ］ｄｏ
９．　　　ｆｏｒｊ∈［１，２，…Ｎ］，ｊ≠ｉｄｏ

１０．　　　　 利用ｆθｉ计算ｐ
ｉ
ｐｕｂ（ｊ）

１１．　　　　 根据式（６）计算ｇｉｐｕｂ
１２．　　　　 ｉｆ冲突满足 ｔｈｅｎ

１３．　　　　　 珘ｇｉ＝ｇ
ｉ
ｐｕｂ－

ｇｉｌｏｃ·ｇ
ｉ
ｐｕｂ

ｇｉｌｏｃ
２ ｇ

ｉ
ｌｏｃ

１４．　　　　 ｅｌｓｅ

１５．　　　　　　 珘ｇｉ＝ｇ
ｉ
ｐｕｂ

１６．　　　　 ｅｎｄｉｆ
１７．　　　　 更新参数θｉ←θｉ－η·珘ｇｉ
１８．　　　ｅｎｄｆｏｒ
１９．　 ｅｎｄｆｏｒ
２０．ｅｎｄ

证明：根据式（８）中对于损失函数的扩展，梯
度运算结果

!（θ）Ｔ＝（ｇｐｕｂ）Ｔ，其中 θ＋代表了采
用梯度映射运算后的模型参数结果：

θ＋＝θ－ηｇｐｕｂ－
ｇｌｏｃ·ｇｐｕｂ

ｇｌｏｃ ２
ｇ( )ｌｏｃ

（９）

将式（９）代入式（８），并将其继续展开，其运
算结果如下：

·２２１·
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（θ＋）≤（θ）＋!（θ）Ｔ（θ＋－θ）

＝（θ）－η（ｇｐｕｂ）Ｔ ｇｐｕｂ－
ｇｌｏｃ·ｇｐｕｂ

ｇｌｏｃ
ｇ( )ｌｏｃ

＝（θ）－ηｇｐｕｂ ２ １－（ｇ
ｌｏｃ·ｇｐｕｂ）２

ｇｌｏｃ ２ ｇ( )ｐｕｂ ２ （１０）

将两个梯度冲突判断中的余弦函数展开：

ｃｏｓσ＝ ｇ
ｌｏｃ·ｇｐｕｂ

ｇｌｏｃ ｇｐｕｂ
（１１）

那么，把式（１１）代入式（１０），可以获得该不
等式的最终形式：

（θ＋）≤（θ）＋!（θ）Ｔ（θ＋－θ）
≤（θ）－ηｇｐｕｂ ２（１－ｃｏｓσ２） （１２）

因此，重复上述优化过程，模型将最终收敛

在：当损失函数 （θ）到达最优值 （θ）；或当
式（１２）中后一项为０的情况下达到收敛。 □

３．２　性能评估函数

模型的性能评估函数：后向迁移（ｂａｃｋｗａｒｄ
ｔｒａｎｓｆｅｒ，ＢＷＴ）、前向迁移（ｆｏｒｗａｒｄｔｒａｎｓｆｅｒ，ＦＷＴ）
和平均准确率（ａｖｅｒａｇｅａｃｃｕｒａｃｙ，ＡＣＣ）。

后向迁移：ＰｉＢＷＴ＝Ｆｉ（Ｄ
ｉ
ｔｅｓｔ）。Ｐ

ｉ
ＢＷＴ是 ｉ节点的

模型ｆθｉ在该节点测试数据上的域内性能。联合
学习过程中存在积极的后向迁移，即来自其他节

点的学习经验可以使得本域的性能提升。同时，

还存在消极后向迁移。

前向迁移：ＰｉＦＷＴ ＝Ｆｉ（∑
Ｎ

ｎ＝１，ｎ≠ｉ
Ｄｎｔｅｓｔ）。Ｐ

ｉ
ＦＷＴ是 ｉ

节点模型ｆθｉ在所有其他节点测试数据上的跨域
性能。ＦＷＴ显示模型的泛化性能。

平均准确率：ＰｉＡＣＣ ＝Ｆｉ（∑
Ｎ

ｎ＝１
Ｄｎｔｅｓｔ）。Ｐ

ｉ
ＡＣＣ是 ｉ

节点模型ｆθｉ在所有节点测试数据上的全域性能。
这里Ｆ是用于计算测试数据准确性的常规

函数，Ｆ的下标 ｉ表示使用第 ｉ个节点的网络模
型，括号中的数据为测试数据。这些指标越大，则

节点的模型性能越好。

４　实验分析

在跨域任务环境中评估 ＭＡＦＭＬ方法的效
果：数字分类（旋转ＭＮＩＳＴ）和图像识别（ＰＡＣＳ）。
数据集具有域偏移特性。本文使用 Ｒａｙ［３４］框架
对ＭＡＦＭＬ方法进行分布式的实现，ＭＡＦＭＬ的程
序代码采用 ＰｙＴｏｒｃｈ框架构建深度神经网络模
型，并在具有 ４个 ＧＰＵ（ＮＶＩＤＩＡＧｅＦｏｒｃｅＧＴＸ
１０８０Ｔｉ）的服务器上训练运行。ＭＡＦＭＬ主要与
以下基准方案进行比较：

独立（ｉｎｄｅｐｅｎｄｅｎｔ，ＩＮＤ）：每个节点在基于

ＣＥ损失函数的Ａｄａｍ优化过程中，仅使用自己域
的私有和公开数据，训练过程中完全避免了其他

节点可能会带来的干扰因素。

汇聚（ａｇｇｒｅｇａｔｉｏｎ，ＡＧＧ）：每个节点在基于
ＣＥ损失函数的Ａｄａｍ优化过程中，使用的数据不
仅仅是自己域的私有和公开数据，同时还汇聚了

来自其他域的公开数据。ＡＧＧ方法通常是跨域
情况下一个很强烈的基准对比。

ＦｅｄＭＤ［２２］：适用于通过模型蒸馏实现的异
构ＦＬ。

ＦｅｄＡｖｇ［８］：仅适用于具有同构网络的 ＦＬ常
规方法，它采用集中式服务器将节点的梯度聚合，

然后将相同的参数分配给节点。

４．１　旋转ＭＮＩＳＴ实验

４１１　数据集和实验设定
旋转 ＭＮＩＳＴ（ＲＭＮＩＳＴ、ＲｏｔａｔｅｄＭＮＩＳＴ）包含

不同的域，每个域对应经典ＭＮＩＳＴ数据集中不同
旋转程度的样本。因此，不同的节点具有不同的

数据统计特性。基本视图（Ｍ０）是通过从原始
ＭＮＩＳＴ数据集中随机选择十个类别，每个类别
１００张图像形成的，然后根据 Ｍ０创建 ３个旋转
域，每个旋转域均沿顺时针方向旋转２０°，分别命
名为Ｍ２０、Ｍ４０、Ｍ６０。根据私有数据、公开数据、
验证数据和测试数据，将每个节点域的数据默认

拆分为６５％、１０％、１０％、１５％的比例。
节点上简单地部署同构网络ＬｅＮｅｔ［３５］进行实

验。训练过程采用 Ａｄａｍ优化器（学习率为
０００１，权重衰减为００００１），整个训练的迭代次
数为１００００，批处理大小为３２。一些超参因素将
会影响模型的性能如 α、域共享数据分片 Ｄｉｐｕｂ所
占的比例。本文固定设置 Ｄｉｐｕｂ＋Ｄ

ｉ
ｐｒｉ的比例为

７５％，Ｄｉｖａｌ和 Ｄ
ｉ
ｔｅｓｔ的比例则稳定地设置为 １０％和

１５％。需要注意的是，ＩＮＤ和 ＦｅｄＡｖｇ的性能与 α
的值无关。

４１２　结果分析
表１显示了上述所描述方法之间的比较，其

中部分方法是α的函数。每５０轮使用验证数据
进行评估，并根据训练过程中最大ＡＣＣ保存的模
型对三个指标进行最终测试。表１中每个指标的
最大值标注为粗体。对于大多数 α的设置情况，
ＭＡＦＭＬ总是优于其他方法。通常，设置中 α值
的增加会使ＭＡＦＭＬ性能有所改善。ＩＮＤ通常在
ＢＷＴ上胜过 ＡＧＧ和其他方法，但是在 ＦＷＴ的性
能要比ＡＧＧ低得多，原因在于 ＩＮＤ仅在每个节
点域内部数据中训练，而没有其他域的信息。ＡＧＧ

·３２１·
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表１　旋转ＭＮＩＳＴ上三个度量的测试结果
Ｔａｂ．１　ＴｅｓｔｒｅｓｕｌｔｏｎｔｈｒｅｅｍｅｔｒｉｃｓｏｎＲｏｔａｔｅｄＭＮＩＳＴ

％

方法
Ｍ０ＬｅＮｅｔ Ｍ２０ＬｅＮｅｔ Ｍ４０ＬｅＮｅｔ Ｍ６０ＬｅＮｅｔ 平均结果

ＡＣＣ ＢＷＴ ＦＷＴ ＡＣＣ ＢＷＴ ＦＷＴ ＡＣＣ ＢＷＴ ＦＷＴ ＡＣＣ ＢＷＴ ＦＷＴ ＡＣＣ ＢＷＴ ＦＷＴ

ＭＡＦＭＬ（α＝５％） ８６．３３９３．３３８４．２２８９．００９４．００８７．３３８９．００９４．６７８７．１１８６．８３９４．００８５．３３８７．７９９４．００ ８６．００

ＡＧＧ（α＝５％） ８５．５０９２．６７８３．１１８７．５０９３．３３８５．５６８３．６７９０．００８１．５６８３．８３９３．３３８０．６７８５．１３９２．３３ ８２．７３

ＦｅｄＭＤ（α＝５％） ８４．１７８７．３３８３．１１８５．３３９１．３３８３．３３８６．６７９６．００８３．５６８４．１７９１．３３８１．７８８５．０９９１．５０ ８２．９５

ＭＡＦＭＬ（α＝１０％） ９０．６７９３．３３８９．７８９０．００９５．３３８８．６７８５．５０９０．６７８６．８９８６．６７９１．３３８５．３３８８．２１９２．６７ ８７．６７

ＩＮＤ ６６．３９９１．３３５８．０８７８．１１９４．００７２．８２７２．３９９３．１１６５．４８５６．８９９１．７８４５．４８６８．４５９２．５６ ６０．４７

ＡＧＧ（α＝１０％） ８６．５０９０．００８５．３３８７．１７９２．６７８５．３３８６．６７９４．００８４．２２８０．６７９１．３３７７．１１８５．２５９２．００ ８３．００

ＦｅｄＭＤ（α＝１０％） ８５．００８８．６７８３．７８８７．６７９５．３３８５．１１８２．００９０．６７７９．１１８５．６７９０．００８４．２２８５．０９９１．１７ ８３．０６

ＦｅｄＡｖｇ ８６．５０７７．３３８９．５６８６．５０８６．６７８６．４４８６．５０９２．６７８４．４４８６．５０８９．３３８５．５６８６．５０８６．５０ ８６．５０

ＭＡＦＭＬ（α＝１５％） ８９．３３９１．３３８８．６７８９．６７９２．６７８８．６７８８．８３９３．３３８７．３３８９．００９２．００８８．００８９．２１９２．３３ ８８．１７

ＡＧＧ（α＝１５％） ８７．８３９２．００８６．４４８９．６７９２．１０８８．４４８７．８３９４．００８５．７８８６．００９１．３３８４．２２８７．８３９２．３６ ８６．２２

ＦｅｄＭＤ（α＝１５％） ８８．６７８９．３３８８．４４８９．００９３．３３８７．５６８５．００９０．００８３．３３８４．３３９２．６７８１．５６８６．７５９１．３３ ８５．２２

表现出比 ＦｅｄＭＤ更好的性能。对于 ＦｅｄＡｖｇ，
其基于梯度的通信带宽成本是基于“意识”方

法的１０００倍以上。本文保持其通信强度与
ＭＡＦＭＬ基本相同的情况下记录结果。在同构
网络设定下，ＭＡＦＭＬ在所有指标上的表现明
显更好。

４．２　ＰＡＣＳ实验

４２１　数据集和实验设定
ＰＡＣＳ是用于域泛化和域适应研究的对象识

别数据集。它包含来自４个不同域（照片、艺术
绘画、卡通和素描）的９９９１张图像（剪切大小为
２２４像素×２２４像素），具有７个类别：狗、大象、长
颈鹿、吉他、房子、马和人。原始的 ＰＡＣＳ数据集
已被固定拆分为训练、验证和测试三部分，因此为

了满足ＭＡＦＭＬ的数据结构，将ＰＡＣＳ测试部分的
１０％作为节点的公开数据，测试部分剩余的９０％
作为节点实际的测试数据，ＰＡＣＳ验证部分作为
节点的验证数据，并直接使用其训练部分作为节

点的私有数据。ＰＡＣ上三个度量的测试结果如
表２所示。

首先，将 ＲｅｓＮｅｔ１８作为 ＭＡＦＭＬ的同构网络
部署到所有节点。更重要的是，当模型异构时，

ＭＡＦＭＬ具有天然优势，分别将网络 ＲｅｓＮｅｔ１８、

ＲｅｓＮｅｔ３４、ＡｌｅｘＮｅｔ和 ＶＧＧ１１随机部署为多域节
点的网络结构。训练阶段，模型使用 Ａｄａｍ优化
器（学习率为００００１，权重衰减为０００００１）训
练１００００次迭代，批处理大小设置为３２。
４２２　结果分析

从表２的结果可以看出：①ＭＡＦＭＬ通常会
体现优于其他方法的效果，尽管对于同构模型

ＩＮＤ在 ＢＷＴ上的表现要好一些。当同构节点部
署的网络使用 ＲｅｓＮｅｔ１８架构时，ＦｅｄＡｖｇ的原始
通信带宽约是本文的１０６倍，考虑到实际训练过
程的控制，将 ＦｅｄＡｖｇ的通信带宽控制为本文的
１００倍，但它仍然无法赶上 ＭＡＦＭＬ的性能。
②特别是，当不同节点模型为异构类型时，
ＦｅｄＡｖｇ本质上不适用于这种情况。从平均结果
看，ＭＡＦＭＬ仍胜过其他方法，ＡＧＧ依旧是一个
强基准方法。此外，还有一个有趣的发现，虽然

采用 ＶＧＧ１１网络的节点在 Ｓｋｅｔｃｈ域中的性能
不佳（请参阅其对应的 ＩＮＤ、ＡＧＧ、ＢＷＴ结果），
但是通过相互学习的过程它也不会拖累其他节

点反而会使其受益（ＭＡＦＭＬ在这些域的表现优
于 ＩＮＤ和 ＦｅｄＭＤ）。因此，还可以通过对模型能
力的自我评估来反映式（３）中 Ａｊ作为“教学信
心”的合理性。

·４２１·
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表２　ＰＡＣＳ上三个度量的测试结果
Ｔａｂ．２　ＴｅｓｔｒｅｓｕｌｔｏｎｔｈｒｅｅｍｅｔｒｉｃｓｏｎＰＡＣＳ

％

方法
ＰｈｏｔｏＲｅｓＮｅｔ１８ Ａｒｔ＿ｐａｉｎｔｉｎｇＲｅｓＮｅｔ１８ ＣａｒｔｏｏｎＲｅｓＮｅｔ１８ ＳｋｅｔｃｈＲｅｓＮｅｔ１８ 平均结果

ＡＣＣ ＢＷＴ ＦＷＴ ＡＣＣ ＢＷＴ ＦＷＴ ＡＣＣ ＢＷＴ ＦＷＴ ＡＣＣ ＢＷＴ ＦＷＴ ＡＣＣ ＢＷＴ ＦＷＴ

ＭＡＦＭＬ ８５．２５ １００ ８２．３０８７．８２９９．７９８４．７４８６．９０ １００ ８２．９１９１．１０９９．９７８５．６６８７．７７９９．９４ ８３．９０

ＩＮＤ ５１．４５ １００ ４１．７０７０．５３９９．９５６２．９４７３．４８９９．９５６５．３６６２．９５９９．８９３９．０５６４．６０９９．９５ ５２．２６

ＡＧＧ ８４．５２９９．９３８１．４２８６．３０９９．８９８２．７９８５．４６ １００ ８１．００８９．３５９９．８９８２．５３８６．４１９９．９３ ８１．９４

ＦｅｄＭＤ ８２．３９９９．８７７８．８８８５．７５９９．６２８２．１７８３．９３９９．９１７９．０３８８．５２９８．５６８２．０２８５．１５９９．４９ ８０．５３

ＦｅｄＡｖｇ ８４．９３９５．６２８２．７８８４．９３７２．０６８８．２５８４．９３７２．２３８８．８２８４．９３９４．６８７８．６２８４．９３８３．６５ ８４．６２

ＭＡＦＭＬ ８４．３４ １００ ８１．２１８９．５９ １００ ８７．２５８２．２７ １００ ７６．８２５２．７４７８．８３３７．０８７７．２４９４．７１ ７０．５９

ＩＮＤ ５１．０８９９．５７４１．２９７７．７２９９．３０７２．１５６８．５２９９．３９５９．０５４４．７９７８．７５２２．８３６０．５３９４．２５ ４８．８３

ＡＧＧ ８４．９０ １００ ８１．９０８９．５０ １００ ８６．８５８０．８０９８．７７７５．２８５２．８１７８．０１３６．５１７７．００９４．２０ ７０．１４

ＦｅｄＭＤ ８０．０５ １００ ７６．０５８６．９０９９．０８８３．７５７８．０７９５．６５７２．６７５１．４０７５．４７３５．８３７４．１１９２．５５ ６７．０８

５　结论

本文提出了模型不可知的联合相互学习：一

种可以在节点之间协作且高效通信的“互教互

学”的ＦＬ框架。ＭＡＦＭＬ不限制机构的深度神经
网络模型的结构和参数，并且在跨域情况下具有

更好的可塑性和稳定性。实验表明，ＭＡＦＭＬ为
行业联盟提供了一种有前途的方式来解决“竞争

与协作”的困境。
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