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摘　要：现有基于深度学习的卷积码识别方法仍存在参数规模较大、识别性能较弱等不足。针对该问
题，提出了一种基于矩阵变换特征与码序列联合学习的卷积码识别方法。将接收到的码字序列排列成矩

阵形式，利用软信息剔除可靠性较低的码字，通过一种新的矩阵变换算法得到特征矩阵。在识别时，将原

始码字矩阵和特征矩阵输入到具有多模态数据联合学习能力的网络模型，在神经网络中完成特征的提取

融合与卷积码的识别。仿真结果表明，所提方法性能明显优于现有基于深度学习的识别方法，特别是对于

高码率卷积码；当码率较低时，同样优于传统识别方法。当信噪比达到５ｄＢ时，２５种不同参数卷积码的识
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别率均可达到１００％。
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　　为了提高信息传输的可靠性，信道编码被广
泛应用于各类数字通信系统中。在实际通信中，

收发双方需要事先约定所使用的编码参数，以实

现通信接收端的正确译码。但在认知通信、非合

作通信等领域，接收方往往缺乏译码所需的必要

信息。此时，就需要通过信道编码盲识别技术，利

用接收到的信息序列，对发送端所采用的编码参

数进行分析识别。信道编码盲识别技术因其重要

的理论和应用价值，受到了众多研究者的关注。

在信道编码中，卷积码具有结构简单、纠错性

能优异等特点，是应用最为广泛的编码类型之一。

卷积码盲识别技术的发展，对于当前众多通信链

路逆向分析都具有重要的作用。针对卷积码盲识

别问题，现有方法主要可分为卷积码参数分析和
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卷积码闭集识别，简称为卷积码识别。其中，针对

卷积码参数分析问题，文献［１－３］基于秩亏
（ｒａｎｋｄｅｆｉｃｉｅｎｃｙ）性质对卷积码的参数进行提取，
此类方法原理简单，但误码适应能力较差。文

献［４］利用欧几里得算法，实现了对码率为 １／ｎ
的卷积码的识别，该方法计算量小，但几乎不具备

容错能力。文献 ［５－６］则引入了 Ｗａｌｓｈ
Ｈａｄａｍａｒｄ变换，该方法本质上计算了码字矩阵与
所有二进制序列校验关系成立的可能性，因此具

有较好的误码适应能力，但计算复杂度随卷积码

记忆长度呈指数倍增加。

针对卷积码识别问题，传统方法主要基于卷

积码校验关系，逐一验证候选集合中的编码参数。

为了提高算法的误码适应能力，文献［７－８］分别
引入对数似然比（ｌｏｇｌｉｋｅｌｉｈｏｏｄｒａｔｉｏ，ＬＬＲ）和似然
差（ｌｉｋｅｌｉｈｏｏｄｄｉｆｆｅｒｅｎｃｅ，ＬＤ），将二元域运算转为
实数域运算，计算卷积码码字与校验矩阵之间正

交关系成立的概率，算法的容错性能较好，但算法

复杂度高。随着深度学习在机器视觉［９］、自然语

言处理［１０］等领域取得的突破性成果，学者们也开

始将深度学习应用于信道编码识别领域［１１－１４］。

文献［１１］利用深度学习技术对信道编码类型及
参数进行了识别，对比了残差网络（ｒｅｓｉｄｕａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，Ｒｅｓｎｅｔ）、循环神经网络（ｒｅｃｕｒｒｅｎｔｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，ＲＮＮ）、注意力机制在信道编码识别上的
性能。文献［１２］则利用１维注意力机制对信道
编码类型进行识别，实现了多种不同类型、不同参

数的信道编码序的识别。针对卷积码识别问题，

文献［１３］提出了一种基于时序卷积网络的识别方
法，对低码率卷积码取得了较好的识别效果。文

献［１４］利用Ｒｅｓｎｅｔ，实现了对１７种不同参数卷积
码的识别，并分析了网络深度、输入序列长度等参

数对识别性能的影响，与传统方法相比，该方法计

算速度更快，识别能力更强。

但是，现有的基于深度学习的卷积码识别方

法通常直接将编码序列作为网络输入，试图利用

网络的特征提取和分辨能力对编码器进行识别。

这类思路导致神经网络规模不断增大，但识别性

能提升并不明显，仍无法有效识别码率大于１／２
的高码率卷积码。

本文针对现有基于深度学习的方法所存在的

不足，对卷积码码字矩阵的相关性质展开研究，利

用一个新的矩阵变换算法实现卷积码序列特征的

提取，并在此基础上提出了一种基于多模态联合

学习的卷积码识别方法。该方法将接收序列排列

成矩阵形式，并利用解调软信息剔除可靠性较低

的码字，通过新的矩阵变换方法对码字矩阵进行

预处理得到特征矩阵。在识别时，将原始码字矩

阵和特征矩阵分别输入网络中，通过网络完成特

征融合及卷积码的分类识别。

１　卷积码基本原理

通常可以用Ｃ（ｎ，ｋ，ｍ）来表示一个卷积码，其
中ｎ为输出通道数，ｋ为输入通道数，ｍ为编码约
束长度，即生成多项式中最高幂次数。同时，卷积码

的生成矩阵可表示为一个ｋ行ｎ列的多项式矩阵：

Ｇ（Ｄ）＝

ｇ１，１（Ｄ） … ｇ１，ｎ（Ｄ）

 

ｇｋ，１（Ｄ） … ｇｋ，ｎ（Ｄ









）

（１）

其中，ｇｉ，ｊ（Ｄ）＝ｇ
０
ｉ，ｊ＋ｇ

１
ｉ，ｊＤ＋… ＋ｇ

ｍ
ｉ，ｊＤ

ｍ，Ｄ表示时
延。记每一输入通道的记忆长度为：

μｉ＝ ｍａｘｊ＝１，２，…，ｎ
ｄｅｇ（ｇｉ，ｊ（Ｄ）） （２）

其中，ｄｅｇ（ｇ（Ｄ））表示求ｇ（Ｄ）的最高幂次数。卷
积码的编码约束长度 ｍ与 μｉ满足 ｍ＝ ｍａｘｉ＝１，２，…，ｋ

μｉ。

设输入的信息序列的多项式为：

Ｕ（Ｄ）＝［ｕ１（Ｄ）ｕ２（Ｄ）… ｕｋ（Ｄ）］ （３）
则编码过程可表示为：

Ｃ（Ｄ）＝Ｕ（Ｄ）·Ｇ（Ｄ） （４）
卷积码同时存在与生成多项式矩阵对应的校

验多项式矩阵Ｈ（Ｄ），且满足：
Ｇ（Ｄ）·Ｈ（Ｄ）Ｔ＝０ （５）

同时，可以定义校验多项式矩阵的记忆长度μ⊥ｉ ＝
ｍａｘ

ｊ＝１，２，…，ｎ
ｄｅｇ（ｈｉ，ｊ（Ｄ））。

在实际应用中，接收到的序列通常为二进制

向量，因此可以用二进制形式对生成多项式矩阵

和校验多项式矩阵进行重写，分别记为生成矩阵

Ｇ和校验矩阵Ｈ，二者均为半无限的二元域矩阵，
分别可表示为：

Ｇ＝

Ｇ０ Ｇ１ … Ｇｍ
Ｇ０ … Ｇｍ－１ Ｇｍ









… … … …

（６）

Ｈ＝

Ｈ０
Ｈ１ Ｈ０
  

Ｈη Ｈη－１ 

Ｈη

























（７）

其中

Ｇｉ＝

ｇｉ１，１ … ｇｉ１，ｎ
 

ｇｉｋ，１ … ｇｉｋ，









ｎ

（８）

·９３·
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Ｈｉ＝

ｈｉ１，１ … ｈｉ１，ｎ
 

ｈｉｋ，１ … ｈｉｋ，









ｎ

（９）

此时，卷积码输入信息与输出码字的关系可

用下式表示：

ｃ＝ｕＧ （１０）
其中：ｕ表示编码器输入的信息序列；ｃ表示编码
器输出的码字序列，且满足ｃＨＴ＝０。

２　基于深度学习的卷积码识别模型

在识别过程中，基于深度学习的卷积码识别方

法与传统方法相比，具有数据量需求少、速度快等

优势［１１］，现有方法的基本流程如图１所示［１１－１４］。

图１　现有基于深度学习的卷积码识别流程
Ｆｉｇ．１　Ｅｘｉｓｔｉｎｇｃｏｎｖｏｌｕｔｉｏｎａｌｃｏｄｅｒｅｃｏｇｎｉｔｉｏｎ

ｐｒｏｃｅｓｓｂａｓｅｄｏｎｄｅｅｐｌｅａｒｎｉｎｇ

从图 １中可以看出，现有基于深度学习的方
法通常将接收到的码字序列直接作为神经网络输

入，未对接收序列进行预处理，完全依赖于神经网

络的特征提取与识别能力。低码率的卷积码具有

较为简单的编码结构，对应的码字空间较小，码字

序列中包含的随机信息比例较低。因此，神经网

络易于直接从码字序列中发现规律性的特征。但

在高码率卷积码的码字序列中，信息比特占的比

例较高，码字序列具有较强的随机性，此时只依靠

神经网络难以提取不同卷积码之间的差异。因

此，现有的基于神经网络的识别方法对高码率卷

积码的识别性能往往较差。

图２　本文方法的卷积码识别流程
Ｆｉｇ．２　Ｆｒａｍｅｗｏｒｋｏｆｔｈｅｐｒｏｐｏｓｅｄｍｅｔｈｏｄ

为了提高对于卷积码的识别性能，本文提出

了一种基于矩阵变换特征与码序列数据多模态联

合学习的卷积码智能识别模型，其流程如图２所
示。首先，将接收到的码字序列按照一定规则排

列成矩阵形式，然后对该码字矩阵通过矩阵变换

进行预处理，完成码字序列的特征提取。之后，将

码字矩阵及提取出的特征矩阵分别输入神经网络

中进行联合学习。该神经网络具有两个并行的特

征提取模块和一个特征融合模块，能够完成两种

模态数据的特征提取与融合，使所提方法最终具

有良好的识别性能。具体的预处理方法与网络参

数将在后文中给出。

３　基于联合学习的识别方法

３．１　码字序列预处理及特征提取

假设发送端发送的码字序列为 ｃ＝［ｃ１，…，

ｃＬ］，该码字为编码器Ｃ（ｎ，ｋ，ｍ）的输出序列。可
以利用下述规则构建包含ｌ个元素的子序列：
　ｃ（ｌ）ｉ ＝［ｃ（ｉ－１）ｔ＋１，ｃ（ｉ－１）ｔ＋２，…，ｃ（ｉ－１）ｔ＋ｌ］ （１１）
并利用 ｃ（ｌ）ｉ 构建码字矩阵 Ｃ（ｌ） ＝［（ｃ（ｌ）１ ）

Ｔ

（ｃ（ｌ）２ ）
Ｔ … （ｃ（ｌ）ｌ ）

Ｔ］，其中ｔ，ｌ∈Ｚ。
同时，通过观察可知，矩阵 Ｇ的构造具有一

定的规律性。如果以 ｎ个列向量为一组，则从第
ｍ＋１组开始，向量组均由前一组列向量补零获
得。因此，可以在矩阵 Ｇ上方，按此规律补充一
定数量的行向量得到矩阵：

ＧＥ＝

Ｇｍ
Ｇｍ－１ Ｇｍ
  …

Ｇ０ Ｇ１ … Ｇｍ
Ｇ０ … Ｇｍ－１ Ｇｍ



















… … … …

（１２）
当ｔ≡０（ｍｏｄｎ）时，进一步可得：

ｃ（ｌ）ｉ ＝ｕ
（ｌ）
ｉ ·Ｇ

（ｌ）
Ｅ （１３）

其中，ｕ（ｌ）ｉ ＝［ｕｓ（ｉ－１）ｋ＋１，…，ｕ
ｓ
（ｉ－１）ｋ＋（ｐ＋ｍ）ｋ］，ｕ

ｓ＝
［０１×ｋｍｕ］。Ｇ

（ｌ）
Ｅ 由矩阵 ＧＥ的前 ｌ列前（ｐ＋ｍ）ｋ

行组成，ｐ＝「ｌ／ｎ?。可将式（１３）写成矩阵形式：
Ｃ（ｌ）＝Ｕ（ｌ）·Ｇ（ｌ）Ｅ （１４）

信息矩阵 Ｕ（ｌ） ＝［（ｕ（ｌ）１ ）
Ｔ （ｕ（ｌ）２ ）

Ｔ …

（ｕ（ｌ）ｌ ）
Ｔ］通常为满秩的二进制随机矩阵。若采用

高斯消元法（Ｇａｕｓｓｅｌｉｍｉｎａｔｉｏｎ，ＧＥ），将 Ｇ（ｌ）Ｅ 变换
为最简行阶梯矩阵，记其中的非零行向量依次为

ｖ１，ｖ２，…，ｖｒｌ，此时 Ｃ
（ｌ）的所有行向量｛ｃ（ｌ）ｉ ｝

ｓｐａｎ｛ｖ１，ｖ２，…，ｖｒｌ｝。对于不同编码序列构成的

矩阵Ｃ（ｌ），如果采用的编码参数相同，所有 Ｃ（ｌ）仍
属于同一行向量空间。

同时，根据最简行阶梯矩阵的唯一性可知，当

ｔ≡０（ｍｏｄｎ）时，对所有采用相同编码参数的Ｃ（ｌ）

进行消元化简，最终所得的最简行阶梯矩阵必定

是相同的。但是，最简行阶梯矩阵中所有线性无

关的行向量被集中于矩阵的前 ｒｌ行，不利于网络
进行特征的提取与识别。为了使码字矩阵变换后

·０４·
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的结果更适合神经网络进行识别，本文利用了一

种新的保留对角线元素的矩阵变换算法，即

算法１。该算法将非零行的首个非零元素置于对
角线上，这些非零元素的分布反映了码字矩阵秩

的变化。文献［３］给出了，ｌ＝ｐｎ（ｐ∈Ｚ＋）时，码字
矩阵的秩ｒｌ随ｌ变化的规律：

ｒｌ＝
ｌ－∑

ｎ－ｋ

ｉ＝１
ｍａｘ（０，ｐ－μ⊥ｉ），ｔ≡０（ｍｏｄｎ）

ｌ，
{
其他

（１５）
基于式（１５）中矩阵秩的变化规律可知，算

法１输出矩阵对角线上非零元素的分布同样与卷
积码参数之间存在明确的约束关系。因此，算

法１相较于ＧＥ算法，其结果能够直观地反映出更
多的编码参数信息，不同卷积码对应的变换结果

差异更加明显，因此更适于作为神经网络的输入。

算法１　保留对角线元素的矩阵变换算法
Ａｌｇ．１　Ｍａｔｒｉｘｔｒａｎｓｆｏｒｍａｔｉｏｎｐｒｅｓｅｒｖｉｎｇｄｉａｇｏｎａｌｅｌｅｍｅｎｔｓ

输入：码字矩阵Ｃ（ｌ）

输出：矩阵Ｍ、变换矩阵Ａ
备注：ｍｉ，ｊ表示矩阵Ｍ第ｉ行第ｊ列的元素

初始化：令Ｍ＝Ｃ（ｌ），Ａ为μ阶单位矩阵
ｆｏｒｉ＝１ｔｏｌ
　ｉｆｍｉ，ｉ＝０
　　ｆｏｒｊ＝ｉｔｏｌ
　　　ｉｆｍｊ，ｉ＝１
　　　　置换Ｍ的第ｉ行和第ｊ行
　　　　置换Ａ的第ｉ行和第ｊ行
　　　　Ｂｒｅａｋ
　　　ｅｎｄｉｆ
　　ｅｎｄｆｏｒ
　ｅｎｄｉｆ
　ｉｆｍｉ，ｉ＝１
　　ｆｏｒｊ＝ｉ＋１ｔｏｌ
　　　ｉｆｍｊ，ｉ＝１
　　　　将Ｍ的第ｉ行和第ｊ行异或后替换第ｊ列
　　　　将Ａ的第ｉ行和第ｊ行异或后替换第ｊ列
　　　ｅｎｄｉｆ
　　ｅｎｄｆｏｒ
　ｅｎｄｉｆ
ｅｎｄｆｏｒ

经过算法１变换后得到的矩阵 Ｍ具有以下
特点：

１）当对角线上的某个元素为１时，该元素所
在列的其他元素均为０；
２）当对角线上的某个元素为０时，该元素所

在行的其他元素均为０。
在无误码条件下，经过算法１变换后，不同卷

积码序列所对应的输出矩阵具有不同的 ０／１分
布。图３给出了当 ｔ≡０（ｍｏｄｎ）时，在无误码条
件下，Ｃ（２，１，３）、Ｃ（４，１，３）和Ｃ（４，３，３）２卷积码
码字矩阵在经算法１变换得到的矩阵取值示意图
（卷积码具体参数见表 １）。

（ａ）Ｃ（２，１，３）码字矩阵变换结果
（ａ）ＯｕｔｐｕｔｆｏｒＣ（２，１，３）

（ｂ）Ｃ（４，１，３）码字矩阵变换结果
（ｂ）ＯｕｔｐｕｔｆｏｒＣ（４，１，３）

（ｃ）Ｃ（４，３，３）２码字矩阵变换结果
（ｃ）ＯｕｔｐｕｔｆｏｒＣ（４，３，３）２

图３　算法１输出矩阵取值示意图
Ｆｉｇ．３　Ｏｕｔｐｕｔｏｆｔｈｅａｌｇｏｒｉｔｈｍ１

·１４·
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表１　卷积码编码参数列表
Ｔａｂ．１　Ｐａｒａｍｅｔｅｒｓｏｆｃｏｎｖｏｌｕｔｉｏｎａｌｃｏｄｅｓ

码型
码

率

编码约

束长度
生成多项式

Ｃ（２，１，３） １／２ ３ ［５ ７］

Ｃ（２，１，４） ４ ［１３ １７］

Ｃ（２，１，５） ５ ［２７ ３１］

Ｃ（２，１，６） ６ ［５３ ７５］

Ｃ（２，１，７） ７ ［１３３ １７１］

Ｃ（２，１，８） ８ ［２４７ ３７１］

Ｃ（２，１，９） ９ ［５６１ ７５３］

Ｃ（３，１，２） １／３ ２ ［１ ３ ３］

Ｃ（３，１，３） ３ ［５ ７ ７］

Ｃ（３，１，４） ４ ［１３ １５ １７］

Ｃ（３，１，５） ５ ［２５ ３３ ３７］

Ｃ（３，１，６） ６ ［４７ ５３ ７５］

Ｃ（４，１，２） １／４ ２ ［１ １ ３ ３］

Ｃ（４，１，３） ３ ［５ ５ ７ ７］

Ｃ（４，１，４） ４ ［１３ １３ １５ １７］

Ｃ（４，１，５） ５ ［２５ ２７ ３３ ３７］

Ｃ（４，１，６） ６ ［４５ ５３ ６７ ７７］

Ｃ（３，２，２） ２／３ ２
３ ２ ３[ ]２ １ １

Ｃ（３，２，３） ３
１ ２ ３[ ]４ １ ７

Ｃ（３，２，４） ４
３ ６ ７[ ]１４ １ ７

Ｃ（３，２，５） ５
３ １６ １５[ ]３４ ３１ １７

Ｃ（３，２，６） ６
２５ ３ １７[ ]５ ７ ６５

Ｃ（４，３，３）１ ３／４ ３
１ １ １ １
０ ３ ２ １







０ ２ ５ ５

Ｃ（４，３，３）２ ３
３ ２ ２ ３
４ ３ ０ ７







０ ２ ５ ５

Ｃ（４，３，４） ４
７ ６ ２ １
１４ ５ ０ １５







１ ４ １７ １

图３中黑色点表示相应位置的值为“１”，空
白表示相应位置的值为“０”。从图中可以看出，
经过算法１变换后，不同参数的码字矩阵具有明
显的差异，与前文分析一致，因此可利用算法１的
输出作为卷积码的特征对卷积码进行识别。

３．２　基于软判决可靠性的数据筛选

由前文分析可知，当ｔ≡０（ｍｏｄｎ）时，利用算
法１对码字矩阵 Ｃ（ｌ）进行变换，所得上三角矩阵
能够作为特征矩阵用于编码器的识别。但在实际

应用中，由于受信道环境的影响，解调序列中不可

避免地包含一定数量的误码。这些误码将在矩阵

行变换的过程中扩散到其他没有误码的位置，使

得算法１输出矩阵也将出现错误。
从信道编码参数分析的原理和发展过程出

发，可以发现编码分析容错能力的提升往往得益

于解调软信息的有效利用。下面，给出一种基于

解调软信息的数据筛选方法。

为不失一般性，假设调制方式为二进制相移

键控（ｂｉｎａｒｙｐｈａｓｅｓｈｉｆｔｋｅｙｉｎｇ，ＢＰＳＫ）调制，传输
信道为加性高斯白噪声信道（ａｄｄｉｔｉｖｅｗｈｉｔｅ
Ｇａｕｓｓｉａｎｎｏｉｓｅｃｈａｎｎｅｌ，ＡＷＧＮＣ）。记ｙ和Ｗ分别
为ｃ对应的软判决和硬判决序列，满足：

ｙｉ＝ｓｉ＋ｎｉ （１６）
其中：ｎｉ是均值为零，方差为 σ

２的高斯白噪声序

列；ｓｉ是ＢＰＳＫ调制符号，与原始码字ｃｉ之间满足
ｓｉ＝２ｃｉ－１ （１７）

则对于某一个符号ｃｉ，其ＬＬＲ可表示为：
Ｌ（ｃｉ）＝Ｌ（ｃｉｙｉ）＝－２ｙｉ／σ

２ （１８）
假设序列ｙ和Ｗ的长度为Ｌ，根据式（１１）的

构造方法，可以得到Ｋ＝「Ｌ／ｔ?－?ｌ／ｔ」＋１个码字
ｙ（ｌ）ｉ 和Ｗ

（ｌ）
ｉ 。利用Ｌ（ｃｉ），进一步可得到：

Ｌ（ｃ（ｌ）ｉ ）＝Ｌ（ｃ
（ｌ）
ｉ ｙ（ｌ）ｉ ）

＝［Ｌ（ｃ（ｉ－１）ｔ＋１），Ｌ（ｃ（ｉ－１）ｔ＋２），…，Ｌ（ｃ（ｉ－１）ｔ＋ｌ）］

（１９）
误码的出现具有随机性，而 Ｌ（ｃｉ）则给出了

当前比特受信道噪声的影响程度。Ｌ（ｃｉ）的绝对
值越小，则认为该符号的可靠性越低。因此，可以

将Ｌ（ｃ（ｌ）ｉ ）中各元素的最低值作为该码字向量ｃ
（ｌ）
ｉ

的可靠性。从中挑选出可靠性最高的 ｌ个，利用
其对应的 Ｗ（ｌ）ｉ 构建码字矩阵 Ｗ

（ｌ），再利用算法１
对其进行变换得到特征矩阵 Ｍ。同时，将序列 ｙ
的前ｌ２个元素排成 ｌ×ｌ的方阵 Ｙ（ｌ）。特征矩阵
Ｍ和码字矩阵Ｙ（ｌ）将作为网络模型的输入。

３．３　网络模型

本文所设计的网络模型如图 ４所示。与现
有方法不同，本文的网络模型采用了特征融合的

设计思路，分别将原始序列构成的码字矩阵 Ｙ（ｌ）

和算法１输出的特征矩阵 Ｍ作为网络的输入１
和输入２。在全连接层之前，连接两个网络分支
输出的特征向量，并通过后续网络层实现特征融

·２４·
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合。这种设计能够从两种模态的数据中提取有效

信息，使网络具有更强的特征提取和识别能力。

具体而言，图 ４中“卷积层 ６４×７，３ＲｅＬＵ”
表示该卷积层采用的通道数为６４，卷积核大小为
７，步长为３，激活函数为ＲｅＬＵ。类似地，“平均池
化层２，２”表示平均池化层，窗函数大小为２，步进
为２。本文网络采用了与文献［１４］类似的基于
Ｒｅｓｎｅｔ的骨干网络。不同的是，本文方法采用的
是 ２维 卷 积 神 经 网 络 （ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，ＣＮＮ），而文献［１４］采用的则是 １维
ＣＮＮ。网络的每个分支包含了２个卷积层、４个
残差模块。４个残差模块中的具体类型见图５，其
中输入１对应的激活函数为 ＬｅａｋｙＲｅＬＵ，输入２
对应的激活函数为ＲｅＬＵ。最后，将两个分支输出
的特征向量进行连接，再送入全连接层，完成特征

图４　网络模型
Ｆｉｇ．４　Ｎｅｔｗｏｒｋｍｏｄｅｌ

（ａ）基本残差模块
（ａ）Ｉｄｅｎｔｉｔｙｂｌｏｃｋ

（ｂ）卷积残差模块
（ｂ）Ｃｏｎｖｏｌｕｔｉｏｎａｌｒｅｓｉｄｕａｌｂｌｏｃｋ

图 ５　残差模块
Ｆｉｇ．５　Ｒｅｓｎｅｔｂｌｏｃｋ

融合。在全连接层之后，采用 Ｓｏｆｔｍａｘ函数得到
网络的最终输出。此外，网络采用 Ａｄａｍ优化器，
学习速率设置为０．００１仿真中，批量大小（Ｂａｔｃｈ
ｓｉｚｅ）为６４。

３．４　算法步骤

根据前文可知，构造的码字矩阵 Ｃ（ｌ）只有在
满足ｔ≡０（ｍｏｄｎ）时，算法１对其进行变换才能
够获得期望的变换结果。因此，ｔ可以取参数 ｎ
所有可能取值的最小公倍数。综合考虑性能和资

源需求，ｌ取ｔ的４～５倍即可。现将本文识别方
法总结如下：

步骤１：生成采用Ｃ（ｎ，ｋ，ｍ）卷积码编码的软
解调输出及其硬判决序列。

步骤２：设定ｔ＝１２，ｌ＝６０，对码字序列进行分
段，并利用软解调信息筛选数据，得到码字矩阵

Ｙ（ｌ）和特征矩阵Ｍ。
步骤３：构建多模态联合学习神经网络，设置

各超参数，利用数据样本对网络进行训练。

步骤４：完成网络训练后，利用测试集对模型
性能进行评估。

４　实验与结果分析

４．１　数据集生成

为了验证本文对于卷积码的识别性能，本文在

文献［１４］所选择的１７种不同参数的卷积码之外，
增加了码率为２／３和３／４的卷积码，共计２５种具
有不同编码约束长度、生成矩阵的卷积码。表１给
出了不同编码器生成多项式的八进制表示。

数据集的生成主要经过以下几个步骤，首先使

用表１中的卷积码参数进行编码，然后对编码后的
序列进行 ＢＰＳＫ调制，并经过 ＡＷＧＮＣ进行传输。
最后，使用 ＢＰＳＫ解调器对接收到的信号进行解
调。设置ｔ＝１２，ｌ＝６０，完成数据筛选和码字矩阵
的构建，并利用算法１对码字矩阵进行变换，得到
码字矩阵Ｙ（ｌ）和特征矩阵Ｍ作为数据样本。

深度学习是一种数据驱动型方法，需要利用

数据集完成模型参数的训练，受数据集的影响较

大。通过实验，对比了本文方法在数据集初始信

噪比为－１ｄＢ、－５ｄＢ、－１０ｄＢ时的识别性能，发
现当数据集的初始信噪比为 －１ｄＢ时，所提方法
的识别性能明显较弱。当数据集的初始信噪比为

－５ｄＢ时，所提方法的识别性能略低于 －１０ｄＢ
时水平。因此，在生成数据集时，设置ＡＷＧＮＣ的
信噪比（ｓｉｇｎａｌｔｏｎｏｉｓｅｒａｔｉｏ，ＳＮＲ）取值范围为
－１０ｄＢ至１０ｄＢ，间隔１ｄＢ。

·３４·
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每个不同的参数生成１０００个样本，取其中
８０％的样本组成训练集，剩余的作为验证集。最
终，共有４２００００个训练样本，１０５０００个验证样本。

４．２　仿真分析

通过仿真，对本文方法的识别性能进行验

证，同时考察输入序列长度、矩阵变换算法等因

素对算法性能的影响，最后与现有的方法进行

对比。实验环境为 Ｗｉｎｄｏｗｓ１０操作系统，ＣＰＵ
为 ＩｎｔｅｌＣｏｒｅｉ７－９７００Ｋ，ＧＰＵ为英伟达 ＧｅＦｏｒｃｅ
ＧＴＸ２０８０Ｔｉ，运行内存 ３２ＧＢ，程序开发基于
Ｐｙｔｏｒｃｈ框架。
４．２．１　编码约束长度和码率对识别性能的影响

接收序列长度 Ｌ＝１６３８４，信噪比范围为
－１０～１０ｄＢ，间隔１ｄＢ。本文方法对于不同卷积
码的识别效果如图６、图７所示。

图６　算法对１／３码率卷积码的识别性能
Ｆｉｇ．６　Ｒｅｃｏｇｎｉｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｏｆａｌｇｏｒｉｔｈｍｆｏｒ

１／３ｒａｔｅｃｏｎｖｏｌｕｔｉｏｎａｌｃｏｄｅｓ

图７　算法对１／４码率卷积码的识别性能
Ｆｉｇ．７　Ｒｅｃｏｇｎｉｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｏｆａｌｇｏｒｉｔｈｍｆｏｒ

１／４ｒａｔｅｃｏｎｖｏｌｕｔｉｏｎａｌｃｏｄｅｓ

从图６可以看出，对于码率为１／３的卷积码，
编码约束长度越短，识别性能越好。在信噪比为

－６ｄＢ时，对于编码约束长度为２的卷积码，识
别率已经能够达到１００％。而对编码约束长度为
３的卷积码，此时的识别率仅有约４０％，其他编码
约束长度更长的卷积码的识别率则更低。从图 ７
中也可以看出相同的规律。识别性能会随着编码

约束长度的增加变差，这主要是因为编码约束长

度越长的卷积码，前后时刻码字之间的关联性越

强，其对应的码字空间的维度也就更大、结构更加

复杂。相较于约束长度较短的卷积码码字，约束

长度较长的编码器输出的码字序列表现出的随机

性更强，增加了网络从中提取有效特征、完成识别

的难度。

与此同时，从图 ６和图 ７的对比也可以发
现，在相同编码约束长度的条件下，码率较低的

１／４码率卷积码的识别率更高。这主要是因为，
对于低码率的卷积码，码字中包含的校验比特更

多，相应包含的随机信息也就越少。这种情况下，

码字序列所表现出的随机性也就较低，识别难度

降低，识别性能随之提高。

图 ８给出了本文方法在信噪比大于０ｄＢ时，
对所有２５种不同参数的卷积码进行识别所得到
的混淆矩阵。从图中可以看出，算法对１／３和１／４
码率的卷积码所得的识别准确率最高。而对于码

率较高的１／２、２／３和３／４卷积码，算法识别性能
出现了下降。这和前文的分析是一致的，较高的

码率和较长的记忆长度，都将提高卷积码结构的

复杂性，编码后的码字序列也将表现出更强的随

机性，显著提高了卷积码识别的难度。

图８　２５种卷积码识别结果的混淆矩阵
Ｆｉｇ．８　Ｃｏｎｆｕｓｉｏｎｍａｔｒｉｘｏｆｔｈｅｒｅｃｏｇｎｉｔｉｏｎａｃｃｕｒａｃｙｏｆ

２５ｃｏｎｖｏｌｕｔｉｏｎａｌｃｏｄｅｓ

４．２．２　数据长度对识别性能的影响
接收序列长度 Ｌ的取值包括：４０９６、８１９２、

１６３８４，信噪比为－１０～１０ｄＢ，间隔为１ｄＢ。
考虑到对于闭集识别算法而言，单独某一个

·４４·
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目标的识别性能并不能说明算法的整体性能。因

此，本节采用同一码率下的平均识别率作为性能

指标，考察不同接收序列长度对识别性能的影响

（见图９）。例如，对于 １／２码率卷积码，本文以
表１中Ｃ（２，１，３）、Ｃ（２，１，４）、…、Ｃ（２，１，９）等７种
１／２码率卷积码识别率的平均值作为性能指标。

从图９中可以看出，信噪比小于１ｄＢ时，接
收序列长度Ｌ对识别性能几乎没有影响。信噪比
在１～５ｄＢ时，随着 Ｌ的增大，识别性能显著提
高。具体而言，Ｌ每增长 １倍，识别性能增加约
１０％～１５％。而当信噪比较高时，不同 Ｌ的识别
性能均能达到１００％。这主要是因为，在信噪比
小于１ｄＢ时，序列中包含的错误信息较多，无法
筛选出受误码影响较小的码字矩阵，因此无法得

到可用于识别的有效特征矩阵。而随着信噪比的

提升，数据筛选的作用开始体现，此时随着接收序

列长度的增大，得到受噪声影响较小的码字的概

率也就越高。在本文方法中，接收数据长度的变

化并不影响最终输入网络的数据大小，因此在实

际应用中，应利用尽可能多的数据，从中筛选出可

靠性最高的序列构建码字矩阵，从而提高识别的

准确率。

图９　不同数据长度条件下的算法识别性能
Ｆｉｇ．９　Ｒｅｃｏｇｎｉｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｏｆ
ａｌｇｏｒｉｔｈｍｕｎｄｅｒｄｉｆｆｅｒｅｎｔｄａｔａｌｅｎｇｔｈ

４．２．３　矩阵变换方法对识别性能的影响
通过仿真实验，同样采用同一码率卷积码

的平均识别率作为性能指标，对比了 ＧＥ算法和
文中算法１分别作为特征提取手段时模型的识
别性能。接收序列长度 Ｌ的取值为 １６３８４，信
噪比为 －１０～１０ｄＢ，间隔为１ｄＢ，结果如图１０
所示。

从图１０中可以看出，不论采用哪种变换算
法，均能够在信噪比达到５ｄＢ时，识别率上升至
１００％。同时，若采用高斯消元法对码字矩阵进行

图１０　不同矩阵变换方法下的算法识别性能
Ｆｉｇ．１０　Ｒｅｃｏｇｎｉｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｏｆａｌｇｏｒｉｔｈｍｕｎｄｅｒ

ｄｉｆｆｅｒｅｎｔｍａｔｒｉｘｔｒａｎｓｆｏｒｍａｔｉｏｎｍｅｔｈｏｄｓ

变换，最终的识别性能稍弱于算法１。这说明本
文所提的识别框架能够较好地解决高码率卷积码

识别的问题；算法１相较于传统的 ＧＥ算法，更适
合作为码字矩阵的预处理方法。

４．２．４　性能对比
对比了本文方法与现有方法的识别性能，

如图 １１和图 １２所示。所采用的对比算法为当
前识别性能最优的深度学习算法深度残差网络

（ｄｅｅｐｒｅｓｉｄｕａｌｎｅｔｗｏｒｋ，ＤＲＮ）［１４］，以及传统方法
中具有代表性的基于平均 ＬＬＲ方法（简称 ＬＬＲ
方法）［１５］。接收序列长度Ｌ的取值为１６３８４，信
噪比为 －１０～１０ｄＢ，间隔为１ｄＢ。本节同样采
用同一码率卷积码的平均识别率作为性能

指标。

图１１　不同算法对低码率卷积码的识别性能
Ｆｉｇ．１１　Ｒｅｃｏｇｎｉｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｏｆｄｉｆｆｅｒｅｎｔ
ａｌｇｏｒｉｔｈｍｓｆｏｒｌｏｗｒａｔｅｃｏｎｖｏｌｕｔｉｏｎａｌｃｏｄｅｓ

图１１和图１２给出了三种方法对不同码率
卷积码的性能对比。表 ２则给出了三种方法对
不同码率卷积码的整体平均识别率。从上述图表

中可以看出，本文方法较同样基于深度学习的

·５４·
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图１２　不同算法对高码率卷积码的识别性能
Ｆｉｇ．１２　Ｒｅｃｏｇｎｉｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｏｆｄｉｆｆｅｒｅｎｔ
ａｌｇｏｒｉｔｈｍｓｆｏｒｈｉｇｈｒａｔｅｃｏｎｖｏｌｕｔｉｏｎａｌｃｏｄｅｓ

ＤＲＮ方法有较大的提升。而与ＬＬＲ方法相比，本
文方法对低码率卷积码的识别性能较好。但随着

卷积码码率的增加，本文方法与ＤＲＮ方法的性能
下降要快于ＬＬＲ方法。对于高码率卷积码，本文
方法的性能略低于ＬＬＲ方法。

表２　不同算法的平均识别率
Ｔａｂ．２　Ａｖｅｒａｇｅｒｅｃｏｇｎｉｔｉｏｎｒａｔｅｏｆｄｉｆｆｅｒｅｎｔａｌｇｏｒｉｔｈｍｓ

％

码率 本文方法 ＤＲＮ ＬＬＲ

１／４ ８５．５ ６９．５ ６４．０

１／３ ７３．９ ５２．０ ５９．８

１／２ ５１．０ ３５．３ ５２．５

２／３ ４４．０ ２９．３ ４９．２

３／４ ３６．８ ２７．８ ４１．１

这主要是深度学习方法和传统方法的原理差

异造成的。对于深度学习方法，提取的是码字序

列变化、数据分布的规律。当码率较低时，码字空

间中随机的信息比特较少，神经网络能够对码字

序列中存在的规律进行提取。即使是在低信噪比

条件下，输入数据中仍以一定概率存在能够反映

码字特征的片段。而此时，ＬＬＲ方法的统计量受
噪声影响严重，已经无法反映不同卷积码之间的

差异。因此，本文方法能够在低信噪比条件下取

得优于ＬＬＲ方法的识别效果。
但随着码率的提高，编码器变得更加复杂，码

字空间不断扩大，码字中各比特之间的约束关系

增强，网络模型难以直接从码字序列中提取有效

的特征。这也是现有基于深度学习的方法不能适

应高码率卷积码的主要原因。与ＤＲＮ方法相比，

本文方法通过对码字矩阵的预处理，实现了编码

序列特征的提取，并采用特征融合的思路，有效提

高了对高码率卷积码的识别性能。此时，通过矩

阵变换得到的特征在识别中起着主导作用。此

外，矩阵变换过程中不可避免地会产生误码扩散

的问题，与ＬＬＲ方法相比更易受到误码影响，这
导致本文方法对高码率卷积码的识别性能较ＬＬＲ
方法仍有１ｄＢ的差距。

５　结论

文章从卷积码的编码过程出发，对卷积码码

字矩阵的性质进行了研究，利用一种新的矩阵变

换算法对码字序列进行变换，使变换后的矩阵更

适合作为神经网络的输入。在此基础上，提出了

一个新的基于多模态数据联合学习的卷积码智能

识别模型。模型首先利用解调软信息对数据进行

筛选，再对筛选后得到的码字矩阵进行变换得到

特征矩阵。然后，将特征矩阵和原始码字矩阵分

别作为网络两个支路的输入，利用网络完成特征

的融合与识别。从仿真结果来看，本文方法的识

别性能相比于已有基于深度学习的方法有较大的

提升，弥补了当前基于深度学习的识别方法无法

适应高码率卷积码的不足。与传统方法相比，本

文方法对低码率卷积码的识别性能更强，但对高

码率卷积码的识别仍需要在后续工作中继续进行

研究。
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