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摘　要：随着计算机三维视觉的广泛应用，近几年基于深度学习的点云处理算法得到了大量研究，而耗
时耗存储的缺陷较大程度限制了其在移动端的部署应用。基于改进损失函数的总体思路，提出了一种新的

点云深度模型压缩框架，将知识蒸馏方法引入二值量化模型中，同时考虑点云聚合操作的特殊性引入了辅助

损失项，改进的损失函数共包括预测损失项、蒸馏损失项和辅助损失项三部分。实验结果表明，和已有算法

相比，所提算法可以获取更高的精度，同时对当前点云主流深度网络模型也具有良好的扩展性。
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　　随着点云在自动驾驶、机器人、虚拟现实和增
强现实等领域的应用需求不断增加，基于深度学

习的点云网络模型得到了广泛的研究［１－９］。这些

成果虽然取得了较为满意的结果，但耗时耗能耗

资源的缺陷极大地限制了其在资源有限的移动端

设备上的应用。所以如何使现有的深度模型真正

落地应用是值得进一步探索的。虽然当前一些研

究成果［７－９］在推理速度和存储上的性能有一定提

升，但其仍然是基于昂贵的浮点数运算，占用了较

多的计算资源。

网络量化作为模型压缩的一种重要方式，是

解决该问题的有效途径，即把高位表示的权值或

者激活值用较低位来近似表示，将连续的数值离

散化，主要包括８位、４位、２位和１位量化。尤其

对于１位，即二值量化，只存在两个数值 －１（０）
或＋１，烦琐的矩阵乘法可以用简便的按位 ＸＮＯＲ
操作和Ｂｉｔｃｏｕｎｔ操作替代，可以实现最大的压缩
比，进而最大限度地解决网络模型耗时耗存储的

问题［１０－１８］。但二值量化的同时伴随的是精度的

大幅度下降，如何提升二值量化网络模型的精度

一直是国内外研究的热点，也是模型量化领域最

具挑战性的问题。

当前关于模型二值量化的研究在图像领域研

究较多，而在点云领域研究很少。包括ＢＮＮ［１６］和
ＸＮＯＲ［１７］在内的典型二值量化方法，在二维图像
领域已得到了广泛的应用，表明二值量化具有重

要的应用价值。而由于图像和点云之间存在的

根本性差异，图像网络适用的二值量化方法并
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不能直接移植到点云网络上来。点云网络通过

设计对称函数（如池化操作）来聚合点的特征以

更好地处理点云的无序性。而不同于全精度网

络，对于二值量化来说，池化操作较大程度地改

变了隐藏层特征的统计特性，导致特征的可区

分性下降较为明显。北京航空航天大学研究团

队［１９］提出的 ＢｉＰｏｉｎｔｎｅｔ是近年来针对点云网络
模型量化压缩研究的重要成果，通过设计最大

熵聚合（ｅｎｔｒｏｐｙｍａｘｉｍｉｚｉｎｇａｇｇｒｅｇａｔｉｏｎ，ＥＭＡ）模
块和分层尺度恢复（ｌａｙｅｒｗｉｓｅｓｃａｌｅｒｅｃｏｖｅｒｙ，
ＬＳＲ）模块，尤其是最大熵聚合改善了池化层操
作造成的特征同质退化问题，有效提升了全局

特征的表示能力，较大程度地降低了量化导致

的较大尺度变形。

当前，点云网络模型压缩的研究刚刚起步，仍

存在较多的问题亟待解决。二维视觉模型量化压

缩主要通过减小量化误差、减小梯度误差、改进损

失函数以及改变网络结构等来提升性能［２０］。目

前对改进损失函数的研究主要包括给原损失函数

添加蒸馏损失项［２１－２４］或非蒸馏损失项［２５－２８］，其

中，蒸馏损失是利用从全精度模型提取的信息来

指导训练量化网络，可对中间层或ｓｏｆｔｍａｘ输出层
进行蒸馏，而非蒸馏损失如激活分布损失［２５］、通

道相互作用损失［２６］、增量量化损失［２７］、损失感知

量化［２８］等，其中损失感知量化采用拟牛顿算法将

与权重量化相关的总损失最小化。本文针对点云

网络模型二值量化的问题，聚焦改善损失函数，首

次将知识蒸馏方法［２９－３４］引入点云二值量化模型，

设计点云深度模型压缩框架，考虑特征聚合问题

引入了辅助损失项，改进的损失函数包括预测损

失、蒸馏损失和辅助损失项。针对设计的损失项

开展消融实验，对点云分类、部件分割以及语义分

割不同任务进行对比实验。当前，用于点云全局

特征聚合的最大池化也是大多数点云网络架构采

取的流行设计方法［３５］，所以考虑算法的扩展性，在

ＰｏｉｎｔＮｅｔ＋＋［３］、ＰｏｉｎｔＣＮＮ［４］和 ＤＧＣＮＮ［５］其他主流
点云网络模型上进行拓展实验，以验证算法的有

效性。

１　压缩模型

首先提出新的点云二值量化模型，进而分两

个模块具体介绍蒸馏损失和辅助损失。

１．１　模型整体架构

如图１所示，模型主要包括教师网络、学生网
络和知识蒸馏部分，其中教师网络即点云全精度

网络，学生网络即点云二值量化网络，图中聚合

（Ａｇｇｒｅｇａｔｉｏｎ）表示最大池化或最大熵聚合方法。
通过引入全精度网络相关的软目标（ＳｏｆｔＴａｒｇｅｔｓ）
来诱导量化网络的训练，实现知识迁移，使得量化

网络的性能更加接近全精度网络的性能。除蒸馏

损失外，量化网络预测值与真实标签存在预测损

失；设计量化网络与全精度网络对应池化层输出

误差为辅助损失项，起正则化作用。

图１　ＰｏｉｎｔＮｅｔ模型压缩总体流程
Ｆｉｇ．１　ＯｖｅｒａｌｌｆｌｏｗｃｈａｒｔｏｆｐｒｏｐｏｓｅｄＰｏｉｎｔＮｅｔｍｏｄｅｌｃｏｍｐｒｅｓｓｉｏｎ

　　问题定义：全精度网络模型用 ｆ（ｘ；α）表示，
其中ｘ是网络输入，α是全精度模型参数；二值量
化网络模型用ｑ（ｘ；β）表示，其中β是量化模型参

数。通过知识蒸馏，最小化目标函数，为二值量化

网络学习优化的参数β使得 ｑ（ｘ；β）接近 ｆ（ｘ；α）
的性能。学习过程中蒸馏损失函数定义为 ＬＫＤ，

·４９１·
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其中蒸馏软目标损失项为 ＬＤＳ，预测损失项为
ＬＣＥ（表示量化预测损失项 ＬＣＥＳ或全精度预测损
失项ＬＣＥＴ），辅助损失项为Ｌｒｅｇ。通过最小化损失
函数，使量化模型达到收敛，减少量化模型预测

误差。

１．２　蒸馏损失

假设｛ｘｉ，ｌｉ｝
Ｎ
ｉ＝１为训练样本集，其中 ｘｉ为输入

样本，ｌｉ为对应真实标签。模型隐藏层输出 Ｈｉ＝
Φ（ｘｉ）经过 ｓｏｆｔｍａｘ层的输出为 ｌ′ｉ＝ｐ（ｌｉｘｉ）＝
ｓｏｆｔｍａｘ（ＷＨｉ），其中Ｗ为学习的权值矩阵。

训练全精度网络学习得到的优化参数为：

α ＝ａｒｇｍｉｎ
θ
∑

ｉ∈｛１，２，…，Ｎ｝
ＬＣＥＴ（ｘｉ，ｙｉ；［α，Ｗ］）

（１）
全精度网络输出预测概率为：

ｌ′ｉ＝ｐｆ（ｌｉ｜ｘｉ）＝ｓｏｆｔｍａｘ
ＷΦ（ｘｉ；α）( )Ｔ

（２）

其中：下标 ｆ表示全精度网络；Ｔ为温度超参数，
该参数控制对软目标的依赖程度，随着参数值的

增大，软目标的分布更趋均匀。

蒸馏软目标损失为：

ＬＤＳ ＝－∑
ｉ∈Δ
∑
ｚ∈Ｚ
［ｐｆ（ｌｉ＝ｚｘｉ；α）·

ｌｏｇ２ｐｑ（ｌｉ＝ｚｘｉ；β
）］ （３）

其中，Δ表示训练样本序号标识集，Ｚ表示标签
集，ｚ为类别标签，下标 ｑ表示量化网络，β 为量
化网络学习的参数。

一方面，考虑量化预测与全精度预测的差异；

另一方面，同时考虑量化预测与真实标签的差异：

ＬＤＳ ＝－∑
ｉ∈Δ
∑
ｚ∈Ｚ
［１（ｌｉ＝ｚ）·ｌｏｇ２ｐｑ（ｌｉ＝ｚｘｉ；β）］

（４）
则蒸馏损失为：

ＬＫＤ＝λＬＤＳ＋（１－λ）ＬＣＥ （５）
其中，λ是平衡二者重要性的超参数。

１．３　辅助损失

在分析二值量化网络中最大池化对其性能影

响的基础上，提出正则化辅助损失项。

１．３．１　最大池化对性能影响分析
从信息熵［１９，３６－３８］角度考虑，信息熵反映了所

含信息量的多少或者复杂程度，经过池化操作后

得到的分布的熵越小，特征的可区分性越低，相反

熵越大，所含信息越“多样化”，特征可鉴别能力

越强。

对全精度进行二值量化，考虑条件熵，即在已

知全精度变量 Ｆ下的二值量化变量 Ｑ的不确

定性：

Ｈ（ＱＦ）＝∑
ｆ
ｐＦ（ｆ）∑

ｑ
ｐＱ｜Ｆ＝ｆ（ｑ）ｌｏｇ２ｐＱ｜Ｆ＝ｆ（ｑ( )）

（６）
使用量化函数ｓｉｇｎ进行二值量化，有ｐＱ｜Ｆ＝ｆ（ｑ）＝
｛０，１｝，则下式成立：

Ｈ（ＱＦ）＝∑
ｆ
ｐＦ（ｆ）·０＝０ （７）

可知二值量化后的熵必然小于全精度的熵，量化

必然导致特征表达能力下降，远不如全精度特征

表达性能。信息熵的取值范围为［０，ｌｏｇ２ｍ］，其中
ｍ为类别数。对于二值量化而言，ｍ取值为２，熵
最大值远小于全精度的最大熵值，决定了其特征

表征的能力范围十分有限。

记最大池化操作为 （·），池化层输入为
Ｉ，输出为Ｒ，经最大池化输出与输入概率质量函
数关系为：

∑
ｒ
ｐＲ（ｒ）＝ ∑

ｉ

ｐＩ（ｉ( )）ｎ
（８）

其中，ｎ为最大池化元素个数，∑
ｉ

ｐＩ（ｉ）≤１。

对于二值量化，最大池化后特征熵为：

ＨＱ（Ｉ）＝－ ∑
ｉ≥０
ｐＩ（ｉ( )）ｎｌｏｇ２ ∑

ｉ≥０
ｐＩ（ｉ( )）ｎ－

１－ ∑
ｉ≥０
ｐＩ（ｉ( )）[ ]ｎ ｌｏｇ２ １－ ∑

ｉ≥０
ｐＩ（ｉ( )）[ ]ｎ （９）

则当ｎ增大且ｎ→∞时，经计算可得ｌｉｍ
ｎ→∞
ＨＱ（Ｉ）＝

０。令ｗｎ ＝ ∑
ｉ≥０
ｐＩ（ｉ( )）ｎ

，对ＨＱ（ｗｎ）求导得：

ＨＱ（ｗｎ）
ｗｎ

＝ｌｏｇ２
１－ｗｎ
ｗ( )
ｎ

（１０）

故当ｗｎ＝０５时取最大值，设此时 ｎ取值为 ｎｏｐｔ。
当ｗｎ＜０．５时递增，正如之前分析的，即使增到最
大值，二值量化熵值依然较小，特征表征能力很有

限；当ｗｎ≥０．５时递减，随着 ｎ的不断增大，熵值
递减直至趋于０，最大池化后的特征表征能力也
大幅下降。从二维图像到三维点云，网络池化聚

合核的尺寸也急剧增大，导致特征可鉴别能力严

重下降。

１．３．２　正则损失项
通过以上分析，为了进一步减小最大池化对

二值量化性能的影响，通过让量化网络的池化层

输出去学习全精度网络的池化层输出，进而引入

误差正则化项来优化目标损失函数，提高量化模

型泛化能力。对于隐藏层，仅学习有较大影响的

池化层输出知识对计算代价要求较低，是可取的。

辅助损失项定义为：

Ｌｒｅｇ＝ｇ（ｈ
ｐ
ｑ，ｈ

ｐ
ｆ） （１１）

·５９１·
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其中，ｇ（·）表示正则化函数，ｈ表示池化层输出，
下标ｑ和ｆ分别表示量化网络和全精度网络，上
标ｐ标识对应的池化层。

这里，ｇ（·）选取常见正则化项［３９－４０］，作为

辅助损失项便于对比分析，如表１所示。各范数
表达式依据上标区分，如上标 Ｆ标识取 Ｆ－范数
（通常也称Ｌ２范数），其余符号标识类同。

表１　正则化项
Ｔａｂ．１　Ｒｅｇｕｌａｒｉｚａｔｉｏｎｔｅｒｍｓ

正则化项 具体表达式

Ｆ－范数 ＬＦｒｅｇ＝ ｈｐｑ－ｈ
ｐ
ｆ Ｆ ＝ ∑

Ｍ

ｉ＝１
∑
Ｎ

ｊ＝１
ｈ′ｉｊ槡

２

１－范数 Ｌ１ｒｅｇ＝ ｈｐｑ－ｈ
ｐ
ｆ １ ＝ｍａｘｊ∑

Ｍ

ｉ＝１
ｈ′ｉｊ

２－范数 Ｌ２ｒｅｇ＝ ｈｐｑ－ｈ
ｐ
ｆ ２ ＝ λｍａｘ（Ｈ

ＴＨ槡 ）

Ｌ１范数 ＬＬ１ｒｅｇ＝ ｈｐｑ－ｈ
ｐ
ｆ １ ＝∑

Ｍ

ｉ＝１
∑
Ｎ

ｊ＝１
ｈ′ｉｊ

核范数 Ｌｒｅｇ＝ ｈｐｑ－ｈ
ｐ
ｆ  ＝ｔｒ（ ＨＴ槡 Ｈ）

无穷范数 Ｌ∞ｒｅｇ＝ ｈｐｑ－ｈ
ｐ
ｆ ∞ ＝ｍａｘｉ∑

Ｎ

ｊ＝１
ｈ′ｉｊ

１．４　训练策略

１．４．１　训练损失函数
当采用预先训练好的全精度模型作为教师模

型时，将第１２节和１３节设计的损失函数相加
作为二值量化网络蒸馏训练总的损失函数：

　Ｌｔｏｔａｌ１＝ＬＫＤ＋η·Ｌｒｅｇ
＝λ·ＬＤＳ＋（１－λ）·ＬＣＥ＋η·Ｌｒｅｇ （１２）

其中，η为衡量蒸馏池化层输出特征重要性的超
参数。

１．４．２　训练方案
全精度网络模型已预先训练好，网络训练采

用离线训练的方式，知识从预训练的全精度模型

转移到二值量化模型，具体见算法１。

２　实验

实验配置：Ｉｎｔｅｌ ＣｏｒｅＴＭｉ５－９４００，内存１６ＧＢ；
显卡ＮＶＩＤＩＡＧｅＦｏｒｃｅＲＴＸ２０８０Ｔｉ。本文实验采
用点云公开数据集ＭｏｄｅｌＮｅｔ４０，包含４０个类别的
１２３１１个三维形状。实验选取４种典型的二值量
化算法———ＢＮＮ、ＸＮＯＲ、ＩＲＮＥＴ和 ＢｉＰｏｉｎｔｎｅｔ，算
法对比如表 ２所示。实验中各算法标识含义：
ＢＮＮ＋ＭＡＸ为点云网络量化采用 ＢＮＮ算法、最
大池化；ＢＮＮ＋ＭＡＸ＋ＫＤＲ为在 ＢＮＮ＋ＭＡＸ的
基础上进行知识蒸馏和辅助正则化（用 ＫＤＲ标

算法１　离线蒸馏训练

Ａｌｇ．１　Ｏｆｆｌｉｎｅｔｒａｉｎｉｎｇｗｉｔｈｋｎｏｗｌｅｄｇｅｄｉｓｔｉｌｌａｔｉｏｎ

输入：预训练好的全精度网络模型Ｗｆ，输入ａ∈ＲＲ
ｎ；

随机初始化二值量化模型Ｗ′ｑ，温度参数Ｔ；

超参数λ、η，学习率ｌｒ
输出：二值量化网络模型Ｗｑ

１．　前向传播
２．　　　全精度网络Ｗｆ：

３．　　　　　计算池化层输出矩阵Ｈｆ和预测输出ｌｉ
４．　　　量化网络：
５．　　　　　计算二值权重ＢＷ＝Ｑｕａｎｔ（Ｗ）

６．　　　　　计算二值输入Ｂａ＝Ｑｕａｎｔ（ａ）

７．　　　　　计算输出Ｂａ⊙ＢＷ
８．　　　　　保存池化层输出特征矩阵Ｈｑ
９．　　　　　计算ＬＤＳ和ＬＣＥ，蒸馏损失ＬＫＤ
１０． 根据Ｈｆ和 Ｈｑ计算正则化损失项Ｌｒｅｇ
１１． 求总损失Ｌ＝Ｌｔｏｔａｌ１（Ｗｑ）

１２．　反向传播
１３．　　 量化网络：

１４． 计算关于ａ的梯度Ｌ
ａ

１５． 计算关于Ｗ的梯度 Ｌ
Ｗｑ

１６．　参数更新
１７．　　 量化模型参数更新Ｗ：

１８． Ｗｑ＝Ｗｑ－ｌｒ·
Ｌ
Ｗｑ

１９．　返回量化模型Ｗｑ

表２　所选量化算法对比

Ｔａｂ．２　Ｓｅｌｅｃｔｅｄｑｕａｎｔｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍｓｃｏｍｐａｒｉｓｏｎ

方法
权重／激活
（位数）

尺度或

位移因子

浮点

计算量

按位

计算量

ＢＮＮ １／１ 无 ０ Ｏ１×Ｏ２

ＩＲＮＥＴ １／１ 位移 ０ Ｏ１×Ｏ２＋Ｏ１

ＸＮＯＲ １／１ 尺度 Ｏ１ Ｏ１×Ｏ２

ＢｉＰｏｉｎｔｎｅｔ １／１
尺度

池化位移

Ｏ１
Ｓ

Ｏ１×Ｏ２
０

注：按位计算包括异或运算、位计数和位移量；Ｏ１＝Ｃｏｕｔ×Ｗｏｕｔ×

Ｈｏｕｔ（Ｃｏｕｔ为输出通道数、Ｗｏｕｔ×Ｈｏｕｔ为输出特征图尺寸）；Ｏ２＝

Ｃｉｎ×Ｗｋ×Ｈｋ（Ｃｉｎ为输入通道数，Ｗｋ×Ｈｋ为核尺寸）；Ｓ＝Ｃｐ×

Ｗｐ＿ｉｎ×Ｈｐ＿ｉｎ（Ｃｐ为池化输入通道数，Ｗｐ＿ｉｎ×Ｈｐ＿ｉｎ为池化输入特征

图尺寸）。

识）；ＢＮＮ＋ＥＭＡ表示点云网络量化采用 ＢＮＮ算
法和最大熵聚合（ＥＭＡ）方法，其中，ＥＭＡ利用信

·６９１·
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息熵减少池化特征信息损失；ＢＮＮ＋ＥＭＡ＋ＫＤＲ
表示在ＢＮＮ＋ＥＭＡ的基础上进行知识蒸馏和辅
助正则化；对于其他二值量化算法 ＸＮＯＲ、ＩＲＮＥＴ
和ＢｉＰｏｉｎｔｎｅｔ，其标识含义类似，其中 ＬＳＲ＋ＥＭＡ
即为ＢｉＰｏｉｎｔｎｅｔ。本实验所有原算法运行结果与
对应改进算法基于相同的实验配置得出。

２．１　不同参数Ｔ的影响

实验主要验证不同 Ｔ取值对蒸馏结果的影
响，其取值为１到１０。任选一种正则化项进行验
证，本实验选取Ｆ－范数，针对８种算法的具体实
验结果如图２所示。

图２　不同Ｔ值的结果变化曲线
Ｆｉｇ．２　ＶａｒｉａｂｌｅｃｕｒｖｅｓｆｏｒｖａｒｉｏｕｓＴ

综合分析可以看出，随着 Ｔ值的增大，精度
整体呈现下降趋势，较高的精度以大概率集中在

［１，３］的Ｔ值区间内。当 Ｔ值取１到１０时，８种
方法各有１０个精度值，有２种算法在 Ｔ＝１时取
到各自最大值，４种算法在Ｔ＝２时取到各自最大
值，２种算法在 Ｔ＝３时取到各自最大值，故本实
验统一取Ｔ值为２。此实验结果符合Ｈｉｎｔｏｎ在文
献［２９］中指出的结论，当学生网络比教师网络小
得多时取值较小的 Ｔ比较大的 Ｔ更有效。而二
值量化网络与全精度网络相比，位数极限压缩至

１位，与全浮点数的网络相比小很多，因此选取小
的Ｔ值效果更好，本实验选取 Ｔ的值为 ２是合
理的。

２．２　不同正则化项的比较

本实验主要对比不同正则化项在不同量化方

法中的性能，进而验证后续实验选取何种正则化

项。实验选取Ｔ＝２，针对４种方法 ＢＮＮ、ＸＮＯＲ、
ＩＲＮＥＴ和 ＢｉＰｏｉｎｔｎｅｔ进行对比实验，其中前三种
池化聚合为ＭＡＸ，最后一种聚合方法采取 ＥＭＡ。
为了验证正则化项的有效性，在原损失函数的基

础上，设计总损失函数为：

Ｌｔｏｔａｌ＝Ｌｏｒｉｇｉｎ＋η·Ｌｒｅｇ （１３）
实验结果如表３所示，加粗数字分别为同种

量化方法不同正则化项中的最高精度。可以看

出，１－范数在三种方法中取得了最高精度，且具
有明显比较优势，在对 ＢｉＰｏｉｎｔｎｅｔ正则化后精度
甚至高达８６９％，对ＸＮＯＲ正则化后精度也突破
８６％，在ＢＮＮ方法中精度 ５５８％仅次于无穷范
数的５６４％。而 Ｌ１范数性能最差，正则化提升
幅度小，甚至存在低于原精度情况，如对

ＢｉＰｏｉｎｔｎｅｔ正则化精度仅为 ８２６％，低于原精度
３５％，没有起到正则化作用。从精度来看，１－范
数总体上性能优于其他类型。图３为ＸＮＯＲ量化
方法添加不同正则化项得到的误差随训练次数变

化曲线。可以看出，１－范数正则化方法具有较好
的收敛性能，随着训练次数的增加，尤其在训练

１６０次后，相比较于其他范数其误差收敛到最小
值，获得最高精度，而 Ｌ１范数的正则化性能明显
低于其他范数。综上分析，后续实验统一选取１－
范数作为损失正则化项。

表３　采取不同正则化项的实验结果
Ｔａｂ．３　Ｅｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｓｏｆｖａｒｉｏｕｓｒｅｇｕｌａｒｉｚａｔｉｏｎｔｅｒｍｓ

％

正则化项 ＢＮＮ ＩＲＮＥＴ ＸＮＯＲ ＢｉＰｏｉｎｔｎｅｔ

Ｌｏｒｉｇｉｎ ２６．８ １８．５ ７１．８ ８６．１

Ｆ－范数 ３２．６ ２８．２ ８５．０ ８６．４

１－范数 ５５．８ ４８．１ ８６．１ ８６．９

２－范数 ５１．５ ２９．５ ８５．６ ８６．８

Ｌ１范数 ２７．６ ２４．４ ７４．６ ８２．６

核范数 ３３．６ ４７．９ ８２．２ ８６．７

无穷范数 ５６．４ ４１．１ ８５．０ ８６．７

图３　正则化误差变化曲线
Ｆｉｇ．３　Ｒｅｇｕｌａｒｉｚａｔｉｏｎｅｒｒｏｒｖａｒｉａｔｉｏｎｃｕｒｖｅｓ

·７９１·
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２．３　对比实验

本实验依据选取的二值量化算法 ＢＮＮ、
ＸＮＯＲ、ＩＲＮＥＴ和ＢｉＰｏｉｎｔｎｅｔ，选取最大池化或改进
的最大熵聚合以及是否进行知识蒸馏和正则化，

对８种算法的精度进行对比验证，结果如表４所
示。可以看出，在选取最大池化而未进行蒸馏正

则化的四种算法 ＢＮＮ＋ＭＡＸ、ＸＮＯＲ＋ＭＡＸ、
ＩＲＮＥＴ＋ＭＡＸ和 ＬＳＲ＋ＭＡＸ中，除 ＸＮＯＲ外，其
他算法精度均大幅小于全精度算法；在进行知识

蒸馏和池化正则化后，ＸＮＯＲ算法精度提高了
１４６％，其余三种算法精度提升幅度均在双倍以
上，由此可以看出加入本文蒸馏正则化后实现了

算法性能的大幅提升。采用最大熵聚合的四种方

法ＢＮＮ＋ＥＭＡ、ＸＮＯＲ＋ＥＭＡ、ＩＲＮＥＴ＋ＥＭＡ和
ＬＳＲ＋ＥＭＡ，加入蒸馏正则化后精度分别提高了
３５７％、３６％、１０４％和１０％，更接近全精度模
型精度，尤其是ＬＳＲ＋ＥＭＡ＋ＫＤＲ将精度提高到
了８７１％。

表４　对比实验结果
Ｔａｂ．４　Ｃｏｍｐａｒａｂｌｅｅｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｓ

方法 位宽 精度／％

全精度算法 ３２ ８８．２

ＢＮＮ

ＢＮＮ＋ＭＡＸ

ＢＮＮ＋ＭＡＸ＋ＫＤＲ

ＢＮＮ＋ＥＭＡ

ＢＮＮ＋ＥＭＡ＋ＫＤＲ

１

２６．８

６４．２

４１．２

７６．９

ＸＮＯＲ

ＸＮＯＲ＋ＭＡＸ

ＸＮＯＲ＋ＭＡＸ＋ＫＤＲ

ＸＮＯＲ＋ＥＭＡ

ＸＮＯＲ＋ＥＭＡ＋ＫＤＲ

１

７１．８

８６．４

８２．９

８６．５

ＩＲＮＥＴ

ＩＲＮＥＴ＋ＭＡＸ

ＩＲＮＥＴ＋ＭＡＸ＋ＫＤＲ

ＩＲＮＥＴ＋ＥＭＡ

ＩＲＮＥＴ＋ＥＭＡ＋ＫＤＲ

１

１８．５

５３．０

７２．２

８２．６

ＢｉＰｏｉｎｔｎｅｔ

ＬＳＲ＋ＭＡＸ

ＬＳＲ＋ＭＡＸ＋ＫＤＲ

ＬＳＲ＋ＥＭＡ

ＬＳＲ＋ＥＭＡ＋ＫＤＲ

１

４．１

７３．３

８６．１

８７．１

２．４　消融实验

本实验主要验证两个模块包括知识蒸馏和辅

助正则化的作用效果，分别用 ＬＫＤ和 Ｌｒｅｇ标识。实

验结果如表５所示，与原算法相比，两个模块单独
作用时精度均有提升，两个模块共同作用时的算

法精度均高于单个模块作用时的精度。使用最大

池化，ＢＮＮ、ＩＲＮＥＴ、ＸＮＯＲ和 ＬＳＲ四种算法单模
块作用时精度均大幅提升，知识蒸馏单独作用时

精度分别提升了 １６９％、１６８％、１２５％ 和
４５８％，而在正则化单独作用时精度分别提升了
２９０％、２９６％、１４３％和 ５０３％。使用最大熵
聚合，四种算法单模块作用时精度也有不同程度

的提升；ＢＮＮ算法提升幅度最大，其中知识蒸馏
单独作用时精度提升了３４３％，在正则化单独作
用时精度提升了３３９％。综上可以看出，知识蒸
馏和正则化对量化模型精度的提升作用非常

明显。

表５　消融实验结果
Ｔａｂ．５　Ａｂｌａｔｉｏｎｅｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｓ

％

方法 原算法 ＬＫＤ Ｌｒｅｇ ＬＫＤ＋Ｌｒｅｇ

ＢＮＮ＋ＭＡＸ ２６．８ ４３．７ ５５．８ ６４．２

ＩＲＮＥＴ＋ＭＡＸ １８．５ ３５．３ ４８．１ ５３．０

ＸＮＯＲ＋ＭＡＸ ７１．８ ８４．３ ８６．１ ８６．４

ＬＳＲ＋ＭＡＸ ４．１ ４９．９ ５４．４ ７３．３

ＢＮＮ＋ＥＭＡ ４１．２ ７５．５ ７５．１ ７６．９

ＩＲＮＥＴ＋ＥＭＡ ７２．２ ７６．７ ７３．９ ８２．６

ＸＮＯＲ＋ＥＭＡ ８２．９ ８３．６ ８６．３ ８６．５

ＬＳＲ＋ＥＭＡ ８６．１ ８６．５ ８６．９ ８７．１

２．５　拓展实验

本实验旨在验证本文所提算法的泛化性能。

在ＰｏｉｎｔＮｅｔ模型实验基础上，选取另外典型的 ３
种点云主流骨干网络模型 ＰｏｉｎｔＮｅｔ＋＋、ＰｏｉｎｔＣＮＮ
和ＤＧＣＮＮ，选用 ＸＮＯＲ和 ＢｉＰｏｉｎｔｎｅｔ两种二值量
化方法，所得实验结果如表６所示。经分析得出，
相比于 ＸＮＯＲ＋ＭＡＸ和 ＬＳＲ＋ＥＭＡ（由于
ＰｏｉｎｔＣＮＮ采用 ＸＣｏｎｖ取代最大池化，因此本实
验中未添加池化正则化损失项，采取 ＸＮＯＲ＋ＫＤ
和ＬＳＲ＋ＫＤ），各网络的精度均有提升，验证了算
法的泛化性能。图 ４给出 ＤＧＣＮＮ在全精度、
ＬＳＲ＋ＥＭＡ和 ＬＳＲ＋ＥＭＡ＋ＫＤＲ三种算法下测
试误差随训练次数变化的曲线，本文算法误差曲

线整体上介于全精度和ＬＳＲ＋ＥＭＡ误差曲线之
间，说明基于知识蒸馏和辅助损失的方法改善了

ＤＧＣＮＮ量化精度性能，更接近于全精度网络
精度。
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表６　拓展实验结果
Ｔａｂ．６　Ｅｘｔｅｎｄｅｄｅｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｓ

方法 位宽 精度／％

ＰｏｉｎｔＮｅｔ

全精度算法

ＸＮＯＲ＋ＭＡＸ

ＸＮＯＲ＋ＭＡＸ＋ＫＤＲ

ＬＳＲ＋ＥＭＡ

ＬＳＲ＋ＥＭＡ＋ＫＤＲ

３２

１

８８．２

７１．８

８６．４

８６．１

８７．１

ＰｏｉｎｔＮｅｔ＋＋

全精度算法

ＸＮＯＲ＋ＭＡＸ

ＸＮＯＲ＋ＭＡＸ＋ＫＤＲ

ＬＳＲ＋ＥＭＡ

ＬＳＲ＋ＥＭＡ＋ＫＤＲ

３２

１

９０．７

５９．６

６４．１

８８．５

８９．０

ＰｏｉｎｔＣＮＮ

全精度算法

ＸＮＯＲ

ＸＮＯＲ＋ＫＤ

ＬＳＲ

ＬＳＲ＋ＫＤ

３２

１

８９．７

８２．１

８３．９

８１．５

８４．４

ＤＧＣＮＮ

全精度算法

ＸＮＯＲ＋ＭＡＸ

ＸＮＯＲ＋ＭＡＸ＋ＫＤＲ

ＬＳＲ＋ＥＭＡ

ＬＳＲ＋ＥＭＡ＋ＫＤＲ

３２

１

９０．９

６４．０

７０．４

７５．０

８６．２

图４　误差随训练次数变化曲线
Ｆｉｇ．４　Ｖａｒｉａｂｌｅｅｒｒｏｒｃｕｒｖｅｓｗｉｔｈｔｒａｉｎｉｎｇｎｕｍｂｅｒｓ

２．６　复杂度分析

本实验通过时间复杂度浮点运算次数

（ｆｌｏａｔｉｎｇｐｏｉｎｔｏｐｅｒａｔｉｏｎｓ，ＦＬＯＰｓ）和空间复杂度参
数量两个指标来衡量点云深度模型量化压缩后的

性能。本节主要分析采用所提８种量化方法对

ＰｏｉｎｔＮｅｔ模型量化后的性能，在其余主流点云深
度模型中的量化性能分析与此类似。表７给出了
ＰｏｉｎｔＮｅｔ及其各种量化方法的表现性能，包括单
样本浮点运算数（ＦＬＯＰｓ／ｓａｍｐｌｅ）、加速比、参数
量和压缩比四项。

表 ７　复杂度分析结果
Ｔａｂ．７　Ｃｏｍｐｌｅｘｉｔｙａｎａｌｙｓｉｓｒｅｓｕｌｔｓ

方法
ＦＬＯＰｓ／
ｓａｍｐｌｅ

加速

比

参数

量

压缩

比

全精度算法 ４４３．３８×１０６ １ ３．４８×１０６ １

ＢＮＮ＋ＭＡＸ＋ＫＤＲ ８．３５×１０６ ５３ ０．１５×１０６ ２３

ＩＲＮＥＴ＋ＭＡＸ＋ＫＤＲ ８．９４×１０６ ５０ ０．１６×１０６ ２２

ＸＮＯＲ＋ＭＡＸ＋ＫＤＲ ９．８９×１０６ ４５ ０．６２×１０６ ６

ＬＳＲ＋ＭＡＸ＋ＫＤＲ ８．４６×１０６ ５２ ０．１５×１０６ ２３

ＢＮＮ＋ＥＭＡ＋ＫＤＲ １０．４５×１０６ ４２ ０．１５×１０６ ２３

ＩＲＮＥＴ＋ＥＭＡ＋ＫＤＲ １１．０４×１０６ ４０ ０．１６×１０６ ２２

ＸＮＯＲ＋ＥＭＡ＋ＫＤＲ １１．９９×１０６ ３７ ０．６２×１０６ ６

ＬＳＲ＋ＥＭＡ＋ＫＤＲ １０．５６×１０６ ４２ ０．１５×１０６ ２３

由表７可以分析得出，相比于全精度模型，８
种方法平均加速４５倍，其中 ＢＮＮ＋ＭＡＸ＋ＫＤＲ、
ＩＲＮＥＴ＋ＭＡＸ＋ＫＤＲ和 ＬＳＲ＋ＭＡＸ＋ＫＤＲ这 ３
种方法加速５０倍以上，而加速比最小的 ＸＮＯＲ＋
ＥＭＡ＋ＫＤＲ也加速了３７倍。相比于全精度模型
参数量，除 ＸＮＯＲ＋ＭＡＸ＋ＫＤＲ和 ＸＮＯＲ＋
ＥＭＡ＋ＫＤＲ外，其余６种方法参数量压缩均在２２
倍以上。由于ＸＮＯＲ量化是对各通道进行量化，
因而相比于其他方法，参数量要大，精度也相对高

于 ＢＮＮ和 ＩＲＮＥＴ。相比较而言，ＬＳＲ＋ＭＡＸ＋
ＫＤＲ和 ＬＳＲ＋ＥＭＡ＋ＫＤＲ分别在最大池化
（ＭＡＸ）和最大熵聚合（ＥＭＡ）的同类方法中性能
最优，保持高精度的同时具有高加速比和高压缩

比。综上分析，本文所提点云深度模型加入知识

蒸馏和正则化后，大幅度提高精度的同时，具备了

较高的加速和压缩性能。

３　结论

针对三维点云深度学习网络模型存在的应用

实际问题，结合当前二值量化模型研究现状，将知

识蒸馏方法引入点云二值量化模型中，解决了量

化精度大幅下降问题。同时考虑相比于二维图

像，三维点云深度学习模型有其特殊性，本文在分

析池化聚合影响的基础上，提出了正则化辅助损

失函数项，与蒸馏损失项共同构成总的损失函数，

有效地解决池化对点云二值量化模型预测精度的

·９９１·
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不利影响。通过在公共数据集上实验，结果显示，

该算法可以使点云二值量化模型取得更接近全精

度模型精度的性能，同时取得较高的加速比和压

缩比，而且可以较方便地移植到其他主流点云深

度学习网络模型上。
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