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校准方法和存内训练相结合的忆阻器神经形态计算方法


杜湘瑜，彭　杰，刘海军
（国防科技大学 电子科学学院，湖南 长沙　４１００７３）

摘　要：基于忆阻器的神经形态计算架构在图像分类、语音识别等领域取得了较好的效果，但当忆阻器
阵列存在低良率问题时，其性能会出现明显下降。提出一种基于忆阻器神经形态计算的校准方法和原位训

练相结合的算法，利用校准方法提高乘累加计算的准确率，并利用原位训练方法降低训练误差。为了验证所

提方法的性能，采用多层感知器架构进行仿真。从仿真结果来看，神经网络的精度有明显的提高（近４０％）。
实验结果表明，与单纯的校准方法相比，采用所提方法训练的网络精度提高了约３０％，与其他主流的方法相
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比，所提方法训练的网络精度提高了０．２９％。
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　　近年来，深度学习技术发展迅速，尤其是在神
经网络领域［１］。深度学习算法通常采用 ＣＰＵ或
ＧＰＵ进行训练［２］，这也带来了很大的功耗问

题［３］。随着超大规模集成电路制造业的快速发

展［４－５］，嵌入式系统逐渐成为研究的热点，它能够

在功耗和占用面积非常小的情况下解决目标检测

问题［６］。

在嵌入式神经形态处理系统的发展中［７］，基

于忆阻器的神经形态计算体系架构引起了许多研

究者的关注［８－９］。一些基于忆阻器的神经形态计

算体系架构已被提出［１０－１１］。例如，Ｓｕｎ等［１２］提

出了一种基于忆阻器的神经形态计算架构，该架

构实现了三层全并行卷积神经网络（ｆｕｌｌｐａｒａｌｌｅｌ
ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓ， ＦＰＣＮＮ）。Ｓｕｎ
等［１３］在ＦＰＣＮＮ计算体系架构的基础上，以其为
基本计算单元（ｂａｓｉｃｃｏｍｐｕｔｉｎｇｕｎｉｔｓ，ＢＣＵｓ）提出
了一种级联神经网络体系架构。Ｙａｋｏｐｃｉｃ等［１４］

提出了一种基于忆阻器的卷积神经网络，该网络

使用多个忆阻器交叉阵列。上述方法在网络架构

方面取得了很好的效果，但当忆阻器阵列存在低

良率问题时，其性能会出现明显下降［１５－１６］。

对此，本文提出了一种基于忆阻器的神经形

态计算方法，将能够提高忆阻器阵列乘累加计算

准确率的校准方法与可减少训练误差的原位训练
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方法相结合，能够提高网络在低良率阵列中的识

别率。

１　校准方法与原位训练的实现

１．１　校准方法

Ｓｕｎ等［１６］提出了一种基于输入分割的校准

方法，提高了存在损坏器件情况下网络的识别率，

如图１所示。

图１　校准方法流程
Ｆｉｇ．１　Ｆｌｏｗｃｈａｒｔｏｆｔｈｅｃａｌｉｂｒａｔｉｏｎｍｅｔｈｏｄ

该方法将待计算的输入向量分割成一个标准

输入向量ＶＳＴＤｉｎ 和另一个输入向量Ｖ′ｉｎ，并对分割后
输入向量的误差进行估计，得到校准输出。

根据算法的基本原理，标定算法的实现过程

可以概括为：

步骤１：定义一个大小为１×ｎ的标准输入向
量ＶＳＴＤｉｎ ，使向量中每个元素的值都等于 Ｓ。在实
际实验中，Ｓ的值通常取自输入数据的中位数。

步骤２：利用忆阻器阵列电导 Ｇ计算出 ＶＳＴＤｉｎ
的理想输出ＶＳＴＤｏｕｔ，并计算出原始输出珟Ｖ

ＳＴＤ
ｏｕｔ。然后，

误差δＳＴＤ通过理想输出和原始输出之间的差来
计算。

步骤３：将输入向量 Ｖｉｎ分为 Ｖ
ＳＴＤ
ｉｎ 和 Ｖ′ｉｎ两部

分，计算 Ｖ′ｉｎ的原始输出 Ｖ′ｏｕｔ，用 Ｖ′ｉｎ计算校准系
数Ｐ。

步骤４：由校准系数Ｐ和δＳＴＤ计算出误差珓δ′的
近似值。

步骤５：由最终的校准输出 珟Ｖｏｕｔ、Ｖ
ＳＴＤ
ｏｕｔ和珟Ｖ′ｏｕｔ

计算得到珓δ′。

１．２　原位训练

由于器件具有波动性，忆阻器的阻值在读写

过程中会发生变化，特别是在编程过程中，器件不

能准确地编程到预期的阻值状态。

为了解决这一问题，采用了原位训练神经网

络的方法［１７］。需要说明的是，原位训练方法需要

对权值进行频繁更新，因此对器件的擦写次数要

求很高，当前器件水平下，还难以制备出性能一致

的大规模阵列，随着工艺水平的不断提升，这一问

题将会得到妥善解决。图２展示的是采用原位训
练更新阻值的方法。这意味着忆阻器被编程时，

器件的实际阻值被读出，读出的阻值被代入神经

网络的反向传播中进行计算。将交叉阵列读出的

神经网络权值代入网络训练中，误差损失函数可

以得到更准确的计算结果。

图２　采用原位训练更新阻值的图示
Ｆｉｇ．２　Ｄｉａｇｒａｍｏｆｒｅｓｉｓｔａｎｃｅｓｕｐｄａｔｅｄｂｙ

ｉｎｓｉｔｕｔｒａｉｎｉｎｇ

１Ｔ１Ｒ阵列编程电路如图３所示［１３］。在这个

电路中，只有目标忆阻器对应的行是启用的。该

电路使用两个数模转换器来控制电压范围。可以

假设要设置的忆阻为 ｗ，数模转换器（ｄｉｇｉｔａｌｔｏ
ａｎａｌｏｇｃｏｎｖｅｒｔｏｒ，ＤＡＣ）能够将每个浮点权值转换
为一组预定义的电导率状态内的值。其中：ｋ对
应所使用的 ＤＡＣ的位宽；α是待写入的器件权
值，近似值为２Ｂ，Ｂ为实际的有效位宽，且０＜Ｂ＜
ｋ；δ为器件的编程误差，即编程完成后，输出的ＶＴ
值将小于ＶＣ１（α＋δ），大于ＶＣ２（α＋δ）。

图３　一种编程忆阻器交叉阵列的电路
Ｆｉｇ．３　Ａｃｉｒｃｕｉｔｆｏｒａｐｒｏｇｒａｍｍｅｄｍｅｍｒｉｓｔｏｒｃｒｏｓｓａｒｒａｙ

阵列编程电路根据两个比较器的输出电压

ＶＴ决定记忆电阻是减小还是增大。如果与门
（ＡＮＤＧＡＴＥ）有高电平输出，一个负脉冲将被写
到目标忆阻器，如果与非门（ＮＡＮＤＧＡＴＥ）有高
电平输出，一个正脉冲将被写到目标忆阻器。这

个编程过程将被重复进行，直到异或门（ＸＯＲ
ＧＡＴＥ）得到一个高电平输出，代表一个忆阻器编
程成功。

１．３　校准算法与原位计算相结合

本文将校准方法与原位训练相结合，以提高

·３０２·
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低良率忆阻器阵列中实现的神经网络的识别率。

算法流程如图４所示。

图４　组合算法的执行流程
Ｆｉｇ．４　Ｅｘｅｃｕｔｉｏｎｆｌｏｗｃｈａｒｔｏｆｔｈｅｃｏｍｂｉｎｅｄａｌｇｏｒｉｔｈｍ

首先，使用忆阻器阵列进行乘累加计算，并使

用１１节校准方法进行校准，以获得校准输出。
定义一个“阈值”（ｔｈｒｅｓｈｏｌｄ）来确定使用校准算法
后阵列的标准输出与原始输出之间的差值是否大

于预期。阈值的确定与实际器件可支撑的擦写次

数、网络精度有关。阈值越小，实现的网络精度会

提高，对应的网络精度调整越细，训练时间会越

长，网络训练过程中的权值更新越频繁，器件的实

际擦写次数越多，对器件的要求就越高；反之，阈

值越大，实现的网络精度会降低，对应的网络精度

调整越粗，网络训练过程中的权值更新次数越低，

对器件的要求也越低。在本文的仿真实验中，综

合考虑器件可支撑的擦写次数、网络精度等因素，

阈值被设为 １０－２，所采用的数据集经过 ２００个
ｅｐｏｃｈ的训练，能够最终收敛。为了保证网络能
够收敛，需要优选网络的初始化权值等参数，并综

合考虑实际器件可支撑的擦写次数、网络精度等

因素的影响合理设置阈值。如果校准输出与原始

输出的差值大于“阈值”，则进行原位训练，训练

后再进行校准验证，直到误差达到要求的精度为

止。该算法的执行流程总结如下：

１）根据公式 Ｖｏｕｔ＝Ｖｉｎ×Ｇ×Ｒｓ，使用忆阻器
阵列执行乘累加运算以获得模拟输出，其中，Ｖｏｕｔ
为阵列输出电压向量，Ｖｉｎ为阵列输入电压向量，Ｇ
为忆阻器阵列电导，Ｒｓ为运放电阻值。
２）执行１１节校准算法，根据图１得到校准

后的输出珟Ｖｏｕｔ＝Ｖ
ＳＴＤ
ｏｕｔ ＋珟Ｖ′ｏｕｔ－珓δ′，即标准输出的校

准值。

３）确定校准输出和标准输出之间的差值是
否大于阈值。如果差异大于“阈值”，进行原位训

练，然后回到第一步。

４）输出最终的计算结果。
需要说明的是，上述方法中第三步的阈值设

定与实际器件可支撑的擦写次数、网络精度有关。

阈值仅体现在训练过程中，仅影响训练过程的参

数更新，对识别过程没有影响。本文方法将能够

提高忆阻器阵列乘累加计算准确率的校准方法与

可减少训练误差的原位训练方法相结合，从而提

高网络在低良率阵列中的识别率。

２　仿真验证

２．１　仿真设置

使用 Ｔｅｎｓｏｒｆｌｏｗ［１８］开源库进行实验，并使用
ＬＴｓｐｉｃｅ进行电路仿真。为了更好地反映算法的
实际应用性能，不使用任何数据增强技术［１８－２０］。

选择 ＭＮＩＳＴ数据集［２１］进行验证，将每幅图像归

一化为０～１的灰度值。本文采用Ｔｉ／ＡｌＯｘ／ＴａＯｘ／
Ｐｔ［１５］忆阻器进行仿真实验。忆阻器阵列可以重
复编程到从１ｋΩ到１２ｋΩ的不同状态。在实验
中，校准算法的误差阈值设置为１０－２。

图５　ＭＬＰ在两层忆阻器阵列上的实现
Ｆｉｇ．５　ＩｍｐｌｅｍｅｎｔａｔｉｏｎｏｆＭＬＰｏｎ
ａｔｗｏｌａｙｅｒｍｅｍｒｉｓｔｏｒａｒｒａｙ

２．２　性能仿真

使用一个 ７８４×１００×１０的多层感知机
（ｍｕｌｔｉｌａｙｅｒｐｅｒｃｅｐｔｒｏｎ，ＭＬＰ）［２２］来验证所提方法
的性能。图５显示了 ＭＬＰ在两层忆阻器阵列上
的实现。权重矩阵 Ｗ１被映射到一个 ７８４×２００
的数组，矩阵Ｗ２被映射到一个１００×２０的数组。
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需要说明的是，激活函数采用的是Ａｂｓ激活函数，
原因在于Ａｂｓ激活函数在浅层神经网络中有助于
提高识别率［１２］。在Ａｂｓ激活函数后，第一个数组
的输出被视为第二个数组的输入。

在模拟实验中，本文考虑了器件的波动性和

阵列的良率。在良率方面，本文主要考虑单比特

错误（ｓｉｎｇｌｅｂｉｔｆａｉｌｕｒｅ，ＳＢＦ）［２３］。具体来说，当
ＳＢＦ发生时，忆阻器固定在高阻状态。

阻值变化遵循对数正态分布［２４］。另一方面，

器件的波动性可以表示为 珘Ｇｉｊ←Ｇｉｊ·ｅｘｐ（θｉｊ）；
θｉｊ～Ｎ（０，σ

２）。其中，σ表示实验中波动性变化
的程度，θｉｊ表示阻值波动性的变化。在本次仿真
实验中，σ的范围为０６～１０。

图６展示了本文算法在 ＭＮＩＳＴ数据集上的
识别率。图中的识别率均为１００次实验的平均识
别率。在实际中，阵列同时受波动性与良率共同

影响，因此本实验采用坏块比例的方法进行仿真。

坏块比例（ｄｅｆｅｃｔｐｅｒｃｅｎｔ）考虑了良率与波动性两
个因素。若当前的坏块比例为 α，则受良率影响
的阵列比例为α×β，受器件波动性影响的阵列比
例为α×（１－β）。在本文的仿真实验中，β被设
为０５。受波动性和良率影响的器件的位置随机
产生，其中波动性系数 σ在０．６～１．０之间随机
产生。

图６　算法在ＭＮＩＳＴ数据集上的识别率
Ｆｉｇ．６　Ｐｅｒｆｏｒｍａｎｃｅｏｆｔｈｅａｌｇｏｒｉｔｈｍｓ

ｏｎｔｈｅＭＮＩＳＴｄａｔａｓｅｔ

从图６中可以看出，采用原位训练和校准算
法相结合的方法对网络进行训练后，识别率明显

提高。例如，当坏块比例达到１０％时，不进行任
何校准的网络精度只能达到３８３％，使用校准算
法的网络精度可以达到４８５％，使用校准算法与
原位训练相结合的网络精度可以达到近 ７０％。
在最坏的情况下，在坏块比例达到 ２０％的情况

下，网络识别性能从２１４％提高到了６０％。
本文还将这项工作与文献［２４］的方法进行

了比较，后者对神经网络进行了再训练，以提高精

度。表 １展示了两种方法在 ＭＬＰ上的性能
（７８４×２５６×１０）。假设器件损坏只存在于权矩
阵Ｗ１和 Ｗ２中，或者同时存在于 Ｗ１和 Ｗ２中。
可以看出，文献［２４］可以获得 ９２９３％ 的识别
率，本文工作比文献［２４］的识别率高出０２９％。

表１　本文算法同主流方法的识别率对比
Ｔａｂ．１　Ｒｅｃｏｇｎｉｔｉｏｎｒａｔｅｃｏｍｐａｒｉｓｏｎｏｆｔｈｅｐｒｏｐｏｓｅｄａｌｇｏｒｉｔｈｍ

ａｎｄｔｈｅｍａｉｎｓｔｒｅａｍｍｅｔｈｏｄｓ
％

方法 ＭＬＰ（Ｗ１） ＭＬＰ（Ｗ２） ＭＬＰ（Ｗ１＆Ｗ２）

文献［２４］ ９４．８８ ９７．４３ ９２．９３

本文方法 ９４．９３ ９７．６６ ９３．２２

３　结论

本文提出了一种基于忆阻器的神经形态计算

方法，将校准方法与原位训练相结合。通过 ＭＬＰ
架构的仿真验证了该方法的有效性。从以上的仿

真结果来看，神经网络的精度有明显的提高（近

４０％）。实验结果表明，与不进行校准的方法相
比，该方法的网络精度提高了约３０％。与现有方
法相比，该方法的精度比现有方法提高了

０．２９％。
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