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稀疏卷积计算高效数据加载与输出缓存策略


刘　彪，陈长林，张宇飞，刘思彤，唐励勤，于红旗
（国防科技大学 电子科学学院，湖南 长沙　４１００７３）

摘　要：针对现有神经网络加速器在处理稀疏神经网络时存在的数据加载效率低、乘加资源利用率低、
输出缓存寻址逻辑复杂等问题，提出了稀疏卷积计算高效数据加载与输出缓存策略。将属于同一输入通道

的非零输入特征图像数据和非零权重进行全对全乘累加运算，降低了非零数据配对难度，提高了乘加资源利

用率；通过采用输入驻留计算，以及密集型循环加载特征图像数据，大幅减少了数据片外调取次数；优化了输

出缓存设计，解决了现有方案中存在的输出缓存地址访问争用、存储拥塞等问题。实验表明，与采用类似架

构的细粒度脉动加速器相比，在处理单元面积上减少了２１４５％；在数据加载速度方面平均提高了１１７７１％；
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在平均乘法器利用率方面提高了１１２５％，达到８９％。
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　　为实现更强的识别能力和更高的识别精度，
现代深度神经网络（ｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋ，ＤＮＮ）规
模不断增大，在推理过程中也需要更加庞大的计

算量和存储空间。然而通过深入研究深度神经网

络权重矩阵和各层特征图像数据结构可以发现，

神经网络内部存在较大的稀疏度，即有较大比例

的权重系数和神经元输出为 ０值［１－２］。ＤＮＮ的
稀疏特性可以分为动态稀疏和静态稀疏［３］：动态

稀疏是由于部分神经元输出经激活后变为零值而

产生的，这种稀疏程度随神经元的输入变化而变

化；静态稀疏又包括神经元稀疏和权重稀疏，二者

在进行网络训练时，因不影响正确的网络识别结

果而被删除。在神经网络加速器中，增加对稀疏

计算的支持，能够大幅减少无效数据存储和计算，

使得推理计算效率得到大幅提升［４－６］。

近年来，为高效执行稀疏 ＤＮＮ，涌现了大量
采用定制化架构的稀疏 ＤＮＮ加速器［５－１２］。通过

向乘加阵列加载输入特征图像（ｉｎｐｕｔｆｅａｔｕｒｅ
ｍａｐ，ＩＦＭ）数据和权重前剔除０值数据并实现二
者的正确配对，这些加速器在计算资源利用效率
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和推理计算速度方面均获得大幅提升。然而现有

稀疏神经网络加速器仍然存在以下问题需要解

决：①在加载输入数据时，需引入有效数据配对等
额外操作，增加了硬件资源设计复杂度，为加速器

带来额外面积和功耗负担；②在推理计算时，因配
对效率较低而导致大量乘加资源处于空闲状态，

无法充分利用资源加速推理计算；③在存储输出
数据时，仲裁单元和输出缓存单元过于庞大且单

一，在面临较多输出数据时，容易造成数据拥塞问

题。为解决上述问题，进一步优化稀疏ＤＮＮ数据
处理方式，本文提出了稀疏卷积计算高效数据加

载与输出缓存策略，主要包括：

１）采用全对全数据流计算，将属于同一输入
通道的非零 ＩＦＭ数据与非零权重进行任意两两
配对计算，降低了非零数据配对难度，提高了乘加

资源利用率。

２）采用输入驻留计算，以及密集型循环加载
ＩＦＭ数据，大幅减少了数据片外调取次数。
３）优化输出缓存设计，简化乘累加中间结果

缓存寻址难度，实现了输出数据的简便、快速存

储，避免了数据访问争用、存储拥塞等问题。

１　ＤＮＮ加速器现状

稀疏ＩＦＭ数据和稀疏权重导致 ＤＮＮ推理计
算过程中存在大量的无效数据存储和计算。图１
展示了稀疏卷积计算特点，理论计算包含了较多

０值数据所参与的无效计算，实际只需较少的有
效计算便可得到结果，而且０值数据的存储也会
造成资源和能量消耗。

图１　稀疏卷积计算特点
Ｆｉｇ．１　Ｓｐａｒｓｅｃｏｎｖｏｌｕｔｉｏｎａｌｃａｌｃｕｌａｔｉｏｎｃｈａｒａｃｔｅｒｉｓｔｉｃ

针对上述问题，为提高处理稀疏网络的性能

和效率，研究人员设计了多种稀疏 ＤＮＮ加速器。
例如，针对特征图像中存在的稀疏性而被设计的

加速计算架构 Ｃｎｖｌｕｔｉｎ［５］、ＣａｍｂｒｉｃｏｎＸ［６］等。这
类架构利用单索引或者偏移量对特征图像数据进

行筛选配对，随后配对数据被输送至乘法器完成

计算，再由加法树实现累加。由于网络的稀疏，需

要配对的有效数据较少，如要使配对数据填满计

算资源以提高计算效率，就需要复杂的配对及控

制逻辑，存在较高的设计难度。Ｌｉ［７］、Ｌｕ［８］等针
对权重矩阵中的稀疏性进行了定制设计：首先将

单个权重需要计算的 ＩＦＭ数据进行全部提取，然
后该权重与所有 ＩＦＭ数据乘积得到一个中间结
果图像，最后对所有权重进行同样操作并累加中

间结果图像得到完整的输出特征图像（ｏｕｔｐｕｔ
ｆｅａｔｕｒｅｍａｐ，ＯＦＭ）。但在处理浅层ＤＮＮ时，需要
使用较多的缓存空间以提取全部 ＩＦＭ数据，同时
也需暂存每个中间结果图像，需要较多硬件存储

资源。Ｌｉｕ等［９］通过判断乘法器所加载的 ＩＦＭ数
据是否为０以控制计算的执行，可以阻止无效计
算的产生并减少计算功耗，但未执行计算的资源

处于空闲，存在利用不充分的现象。同时该方法

在操作上仅避免了无效计算并没有节省计算周

期，无法有效加速推理计算。

可以看到，上述加速器由于只考虑到了 ＤＮＮ
中的一种稀疏特性，仍存在无效数据的加载和计

算，计算效率提升不够显著，数据流和硬件架构也

需优化。更多设计则把特征图像中动态稀疏和静

态稀疏均纳入设计考量。

Ｚｈｏｕ［３］、Ｌｉｎ［１０］等针对 ＩＦＭ数据和权重数据
稀疏，设计了双索引逻辑实现有效数据配对，这种

配对有效数据的方式与 ＣａｍｂｒｉｃｏｎＸ相似，不可
避免地给加速器设计增添了复杂度和额外功耗。

ＶＳＣＮＮ［１１］通过将输出数据的中间结果依次传输
给不同处理单元（ｐｒｏｃｅｓｓｉｎｇｅｌｅｍｅｎｔ，ＰＥ）以加速
输出数据累加，并通过剔除 ＩＦＭ上规则分布的０
值数据，实现稀疏网络处理优化，但无法加速不规

则网络。ＳＣＮＮ［１２］直接输入ＩＦＭ数据和权重高效
完成卷积计算而不是采取数据配对的方式，并根

据输出数据的 ＯＦＭ坐标将数据存储在输出缓存
单元，但在存储输出数据时会面临同一地址有多

个数据存储的争用问题。文献［１３］设计了一个针
对稀疏卷积神经网络的细粒度脉动加速器（ｆｉｎｅ
ｇｒａｉｎｅｄｓｙｓｔｏｌｉｃａｃｃｅｌｅｒａｔｏｒ，ＦＳＡ），利用ＩＦＭ数据沿
乘法器阵列水平方向以脉动的方式移动，实现ＩＦＭ
数据复用。这种脉动方式需花费一定周期才能让

ＩＦＭ数据遍历所有乘法器，在ＩＦＭ数据量较少时，
ＩＦＭ只需水平移动较少的周期便完成了计算，会导
致位于脉动方向较后的乘法器无法接收数据，因此

存在乘法器利用率低的问题。同时，ＦＳＡ与多数加
速器相似，在利用输出数据的ＯＦＭ坐标为索引存
储数据时，需将所有推理计算结果输送至同一个仲

裁单元完成数据分配。该仲裁单元受密集数据的

影响，会发生数据拥塞，并不利于数据的高效存储，

·３１２·
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且在设计上需要较大的内部数据带宽，导致该单元

在加速器中有较大的面积占比。

综上所述，现有加速器能在稀疏ＤＮＮ上实现
加速，但存在数据流低效、资源利用率不高、硬件

设计复杂等问题，因此亟须进一步优化稀疏 ＤＮＮ
加速器设计。

２　高效的数据加载和输出缓存设计实现

为了有效克服上述挑战，使加速器获取更好

的处理性能，提出了稀疏卷积计算高效数据加载

与输出缓存策略，主要研究工作如下。

２．１　全对全数据流计算

如图２所示，ＤＮＮ的计算模式表现为：编号
为Ｃｏ的卷积核权重矩阵与输入特征图像矩阵计
算时，相同输入通道Ｃｉ的权重矩阵与输入特征图
像矩阵进行卷积，得到该输入通道的中间结果图

像，然后将所有输入通道的中间结果对应相加，得

到输出通道Ｃｏ的完整输出特征图像。

图２　ＤＮＮ计算示意图
Ｆｉｇ．２　ＤＮＮｃａｌｃｕｌａｔｉｏｎｓｃｈｅｍａｔｉｃ

通过分析同一输入通道数据的卷积运算可

知，除位于ＩＦＭ边缘的数据只需与卷积核中部分
权重进行乘积外，ＩＦＭ中的大部分数据需要与该
输入通道内的所有权重进行乘积。因此为了提高

计算效率，本设计选择采用全对全的方式进行卷

积运算，亦即，将属于同一输入通道的所有 ＩＦＭ
数据与所有权重均进行相乘运算，同时根据二者

坐标计算输出坐标，根据输出坐标值确定计算结

果是否有意义。但这一计算方式也会导致边缘

ＩＦＭ数据引入部分非必要的冗余计算。冗余计算
比例可用乘法器利用率进行衡量：

　乘法器利用率＝计算总量－冗余计算量
计算总量

（１）

计算总量是ＩＦＭ非零数据总数和非零权重总数相
乘得出；冗余计算量则是边缘ＩＦＭ数据多余的计算
量。图３展示了在不同ＩＦＭ稀疏度和ＩＦＭ尺寸下
全对全乘积的乘法器利用率。可以看到，在 ＩＦＭ
不存在稀疏的情况下，ＩＦＭ尺寸大于 １４像素 ×

１４像素时，全对全数据流计算的乘法器利用率均
高于９０％。虽然在ＩＦＭ尺寸较小时，随着计算总
量的减少，冗余计算的占比有所增加，导致乘法器

利用率下降，但在实际情况下，受稀疏的影响，位

于ＩＦＭ边缘的数据量有所减少，计算总量中冗余
计算的占比也因此下降，故乘法器利用率得以提

升。在图３中表现为乘法器利用率随着 ＩＦＭ稀
疏度的增加而增加，因此 ＩＦＭ数据的稀疏有利于
全对全数据流计算。虽然引入的冗余计算会降低

乘法器利用率，但对整体计算的影响并不严重。

图３　不同ＩＦＭ稀疏度和ＩＦＭ尺寸下乘法器利用率
Ｆｉｇ．３　ＭｕｌｔｉｐｌｉｅｒｕｔｉｌｉｚａｔｉｏｎｆｏｒｄｉｆｆｅｒｅｎｔＩＦＭ

ｓｐａｒｓｉｔｙａｎｄＩＦＭｓｉｚｅ

图４　乘加阵列
Ｆｉｇ．４　Ｍｕｌｔｉｐｌｉｅｒａｎｄａｃｃｕｍｕｌａｔｏｒａｒｒａｙ

为实现全对全数据流计算，设计了如图４所
示的Ｎ×Ｍ乘加阵列，其中Ｎ和Ｍ均应为２的整
数次幂以简化寻址逻辑。以 Ｎ＝８，Ｍ＝８为例介
绍乘加阵列工作过程：乘加阵列的上方接收权重，
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每列共享相同权重；左方接收 ＩＦＭ数据，每行共
享相同ＩＦＭ数据。在进行推理计算时，只要属于
相同输入通道的 ＩＦＭ数据和权重即需要两两乘
积，全对全数据流可以在每个计算周期获取６４个
不同的乘积结果。

累加并存储输出数据的中间结果时，本设计

同步为每个乘加单元（ｍｕｌｔｉｐｌｙａｎｄａｃｃｕｍｕｌａｔｅ
ｕｎｉｔ，ＭＡＵ）搭配一个独立的地址计算单元。该单
元根据ＩＦＭ数据的行、列坐标以及权重的行、列
坐标实时地计算出输出数据的 ＯＦＭ坐标，根据
ＯＦＭ坐标将输出数据存储在输出缓存单元的不
同地址，ＯＦＭ坐标计算公式［１３］如下：

Ｏｒ＝Ｉｒ＋?
ＫＳ
２」－Ｗｒ （２）

Ｏｃ＝Ｉｃ＋?
ＫＳ
２」－Ｗｃ （３）

其中：Ｏ、Ｉ、Ｗ分别表示输出、ＩＦＭ数据和权重；下
标ｒ、ｃ分别表示行坐标和列坐标；ＫＳ表示卷积核
窗口尺寸。如果计算得到的 ＯＦＭ坐标超出了
ＯＦＭ实际尺寸范围，则标记该输出数据为无效以
屏蔽其后续的累加和存储等操作。

２．２　输入数据加载与复用

为节约存储空间，ＩＦＭ数据和权重矩阵通常
采用稀疏编码格式进行存储，如按照原始存储顺

序加载ＩＦＭ数据和权重，在形式上虽能得到所有
推理计算的中间结果，但卷积计算结果输出顺序

将会变得混乱。比如，压缩后的数据虽然密集但

无规律，在 ＩＦＭ数据与权重相乘时，所有乘积结
果分布在输出特征图像的各个位置，从而导致缓

存寻址逻辑复杂。同时，较多未完成累加的中间

结果暂存也给加速器缓存资源带来极大负担。因

此需要在利用全对全数据流加速推理计算的基础

上，设计一种数据加载方案，以简化输出数据的累

加逻辑，并降低输出数据寻址存储的复杂度。该

方案主要分为两部分：①针对数据加载顺序，通过
将 ＩＦＭ数据和权重按照一定先后次序加载到乘
加阵列，简化输出数据的中间结果累加逻辑，有利

于通过一定规律将输出数据寻址暂存；②针对数
据复用，通过减少 ＩＦＭ数据从片外存储单元读取
的次数以及片内暂存的中间结果数量，实现数据

搬移功耗和输出缓存需求的减少。

２．２．１　数据加载预处理
加载数据前，为了剔除０值稀疏数据并减少

存储空间需求，对 ＩＦＭ数据和权重均采用压缩稀
疏行（ｃｏｍｐｒｅｓｓｅｄｓｐａｒｓｅｒｏｗ，ＣＳＲ）编码方式存
储，并在计算过程中实时解码恢复其原始坐标。

通过ＣＳＲ编码，将得到由非０数据组成的密集数
据向量，以及由非０数据间０值数据的数量组成
的数据偏移量。如图５所示，ＩＦＭ数据在进入输
入缓存单元前，首先由稀疏解码模块根据 ＩＦＭ数
据偏移量还原出ＩＦＭ数据的行、列坐标，然后ＩＦＭ
数据及其行、列坐标组成输入数据加载至数据分

配单元（ｄｅｍｕｌｔｉｐｌｅｘｅｒ，ＤＭＵＸ），最后将不同列坐
标的 ＩＦＭ数据经数据分配单元分配到不同编号
的ＩＦＭＦＩＦＯ（ｆｉｒｓｔｉｎｆｉｒｓｔｏｕｔ）中，ＩＦＭＦＩＦＯ的数
量依乘加阵列的行数 Ｎ而定。指针控制模块用
于控制多个ＩＦＭＦＩＦＯ并行输出。

图５　ＩＦＭ数据加载至输入缓存单元
Ｆｉｇ．５　ＬｏａｄｉｎｇｔｈｅＩＦＭｄａｔａｉｎｔｏｔｈｅｉｎｐｕｔｂｕｆｆｅｒｕｎｉｔ

图６展示了稀疏输入数据存入输入缓存单元
的方式，左图稀疏输入数据的部分空缺位置是ＩＦＭ
上未被压缩存储的０值数据，由于ＦＩＦＯ的特性，后
续数据会顶替其位置，保证了ＦＩＦＯ数据的密集性，
使得每个计算周期每个ＦＩＦＯ都能输送数据给乘加
阵列处理，有效充分利用乘法器资源，配合全对全

数据流计算完成更高效的ＤＮＮ推理计算。同时从
图６中可以看到，若稀疏随机度较高，则可能会在
不同的ＦＩＦＯ中产生非等长的队列，进而导致在某
些周期中乘法器未得到充分利用。这一问题可通

过均衡稀疏［１４－１６］方法减轻其带来的影响。

图６　稀疏输入数据存入ＦＩＦＯ
Ｆｉｇ．６　ＳｐａｒｓｅｉｎｐｕｔｄａｔａｓｔｏｒａｇｅｉｎｔｏＦＩＦＯ

如图７所示，稀疏编码存储的权重矩阵以相
同的方式进行稀疏解码后送入８路ＦＩＦＯ中缓存，
ＦＩＦＯ数量依乘加阵列的列数Ｍ而定。

当权重缓存单元输出权重时，８路 ＦＩＦＯ可以
输出不同输出通道的卷积核权重到乘加阵列的不

同列，便于并行执行不同输出通道的推理计算。
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图７　权重缓存单元结构
Ｆｉｇ．７　Ｗｅｉｇｈｔｂｕｆｆｅｒｕｎｉｔｓｔｒｕｃｔｕｒｅ

计数模块则用于控制ＦＩＦＯ的权重读取。
２．２．２　输入驻留

在进行ＤＮＮ数据处理时，每次需向输入缓存
单元加载具有相同输入通道编号的 ＩＦＭ数据和
所需的全部权重，提高所加载数据在推理计算过

程中的复用率可以极大程度减少数据的反复提

取。相较其他数据复用方式，数据驻留可以最小

化读取数据时所带来的能耗［１７］。

本设计采用输入驻留的数据复用方式，将已

加载的ＩＦＭ数据驻留在输入缓存单元中，待相同
输入通道的ＩＦＭ数据与全部权重完成计算后，更
换下一个ＩＦＭ数据，以此最小化ＩＦＭ数据的读取
和写入能耗。如果输出 ＩＦＭ数据时单纯地保持
其完全不变，就需要持续更新权重，会导致权重缓

存单元面临频繁的数据交互。为了避免这种情

况，本设计选择一定周期内维持权重不变，如图８
所示，首先，输入缓存单元的每个 ＦＩＦＯ以 ｋ个
ＩＦＭ数据为一组进行周期性循环输出，每 ｋ个周
期为一次循环，每个周期输出该组的不同 ＩＦＭ数
据；其次，同一个循环内，权重缓存单元并行输出

１个权重保持ｋ个周期不变；然后，下一次循环从
头开始输出该组 ＩＦＭ数据并更换下一个权重；最
后，当该组 ＩＦＭ数据遍历全部权重后，更新下一
组ＩＦＭ数据开始周期性循环输出。在循环期间，
ＩＦＭ数据组一直驻留在ＦＩＦＯ内，由指针控制模块
控制ＦＩＦＯ读取指针的变化，以此实现输入驻留。
维持权重不变的工作则由计数模块完成，通过计

数ｋ个周期读取一次权重，保证每个权重在加速
器内均复用ｋ次。由于输入数据需要根据列坐标
被输送到不同的ＦＩＦＯ，每个周期只能完成１个输
入数据分配，故８个ＩＦＭＦＩＦＯ并行输出ＩＦＭ数据
组时数据量 ｋ不宜过大，否则会导致输入数据分
配时序紧张。而且 ＩＦＭ尺寸随着网络深度的增
加而减小，另外存在稀疏性，每列的 ＩＦＭ数据也
较少。所以本设计设置 ｋ为８，在缓解输入数据
分配压力的同时尽可能多地复用权重。具体表现

为：图８（ａ）表示第１个周期输出下标为１的ＩＭＦ

（ａ）第１周期ＩＦＭ数据输出
（ａ）ＩＦＭｄａｔａｏｕｔｐｕｔｉｎｃｙｃｌｅ１

（ｂ）第８周期ＩＦＭ数据输出
（ｂ）ＩＦＭｄａｔａｏｕｔｐｕｔｉｎｃｙｃｌｅ８

（ｃ）第９周期ＩＦＭ数据输出
（ｃ）ＩＦＭｄａｔａｏｕｔｐｕｔｉｎｃｙｃｌｅ９

（ｄ）不同周期的数据输出
（ｄ）Ｄａｔａｏｕｔｐｕｔｆｏｒｄｉｆｆｅｒｅｎｔｃｙｃｌｅｓ

图８　输入驻留
Ｆｉｇ．８　Ｉｎｐｕｔｓｔａｔｉｏｎａｒｙ
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数据；图８（ｂ）表示第８个周期输出下标为８的
ＩＦＭ数据；图８（ｃ）表示第９个周期重新输出下标
为１的ＩＦＭ数据，以此循环往复；图８（ｄ）表示在
连续的８个周期内，只有 ＩＦＭ数据变化，而权重
不变，用Ｗ１替代权重缓存单元并行输出的权重。

２．３　输出数据高效缓存

全对全数据流计算用于完成 ＤＮＮ推理计算
加速；输入驻留用于高效加载数据至乘加阵列，减

少数据搬移。本小节所介绍的输出缓存分块则用

于解决乘加阵列计算结果的累加、暂存等问题。

通过全对全数据流计算得到的乘积结果需要

被有效存储，并能方便后续输出数据中间结果的

累加。如果试图将乘加阵列每个计算周期得到的

６４个计算结果输送至一个输出缓存单元中暂存，
受限于输出缓存单元每周期只能存储有限数据个

数，就会导致存储的时序无法满足大量数据缓存

需求，引发数据拥塞。因此，本设计将输出缓存单

元划分成多块，为每个乘法器搭配独立的缓存模

块，以保证每个乘积结果能立即存储，避免时序

紧张。

为简化计算结果缓存寻址难度，本设计首先

限制乘加阵列中不同列的权重来自不同输出通道

的卷积核，因此乘法器列与列之间的计算可以互

不影响。以单列乘法器输出结果的数据流传输为

例介绍所设计的输出缓存架构：如图９（ａ）所示，
在密集ＤＮＮ计算中，８列ＩＦＭ数据分别加载到不
同行的乘法器，与坐标为（０，０）的权重进行乘积，
得到对应输出数据的第一个中间结果，无须累加

可直接存入输出缓存单元。图９（ｂ）中更换坐标
为（０，１）的权重时，此时８列 ＩＦＭ数据与权重的
乘积结果需要错位一行传输，与上一行输出数据

的第一个中间结果累加，亦即，此时第二行的乘积

Ｉ（０，１）×Ｗ（０，１）需与第一行存储结果Ｉ（０，０）×
Ｗ（０，０）累加。由于 Ｉ（０，０）×Ｗ（０，０）存储在第
一行的输出缓存单元中，故 Ｉ（０，１）×Ｗ（０，１）需
向上传输至第一行完成累加后并存储在第一行，

第三行的乘积结果传输至第二行，以此类推。

图９（ｃ）中更换坐标为（０，２）的权重时，此时８列
ＩＦＭ数据与权重的乘积结果需错位两行传输，同
理，第三行的乘积结果 Ｉ（０，２）×Ｗ（０，２）需要与
第一行存储的中间结果Ｉ（０，０）×Ｗ（０，０）＋Ｉ（０，
１）×Ｗ（０，１）累加，故Ｉ（０，２）×Ｗ（０，２）需传输至
第一行完成累加后并存储在第一行，第四行的乘

积结果传输至第二行，以此类推。根据权重列坐

标的不同，当前行的乘积结果需向上传输至不同

行。而更改为不同行的权重时，需要累加的 ＩＦＭ

数据也会更改，但列坐标相同的 ＩＦＭ数据会加载
至同一行的乘法器，即 Ｉ（０，０） ×Ｗ（０，０）与
Ｉ（１，０）×Ｗ（１，０）均在第一行乘法器完成乘积，故
无须错行传输。

（ａ）中间结果直接存储
（ａ）Ｉｎｔｅｒｍｅｄｉａｔｅｒｅｓｕｌｔｓｔｏｒａｇｅｄｉｒｅｃｔｌｙ

（ｂ）中间结果向上传输一行并累加存储
（ｂ）Ｉｎｔｅｒｍｅｄｉａｔｅｒｅｓｕｌｔｔｒａｎｓｆｅｒｓｕｐｏｎｅｌｉｎｅｔｏ

ａｃｃｕｍｕｌａｔｅａｎｄｓｔｏｒｅ

（ｃ）中间结果向上传输两行并累加存储
（ｃ）Ｉｎｔｅｒｍｅｄｉａｔｅｒｅｓｕｌｔｔｒａｎｓｆｅｒｓｕｐｔｗｏｒｏｗｓｔｏ

ａｃｃｕｍｕｌａｔｅａｎｄｓｔｏｒｅ

图９　单列乘法器输出结果的数据流传输
Ｆｉｇ．９　Ｄａｔａｆｌｏｗｔｒａｎｓｍｉｓｓｉｏｎｏｆｓｉｎｇｌｅｃｏｌｕｍｎ

ｍｕｌｔｉｐｌｉｅｒｏｕｔｐｕｔｒｅｓｕｌｔｓ

综上所述，连续三行乘法器输出需汇集到同一

行多路选择器（ｍｕｌｔｉｐｌｅｘｅｒ，ＭＵＸ），由权重列坐标
控制数据输出并完成累加，累加结果存储在当前行
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的输出缓存单元，实现了单周期内完成输出数据的

累加和暂存，以此解决了数据拥塞的问题；同时，不

同列的乘加运算互不影响，不同行的数据存储相互

独立，以此解决了输出数据访问争用的问题。

３　实验结果与分析

基于ＶｅｒｉｌｏｇＨＤＬ语言对设计完成了单个ＰＥ
的寄存器传输级（ｒｅｇｉｓｔｅｒｔｒａｎｓｆｅｒｌｅｖｅｌ，ＲＴＬ）实
现，利用 ＳｙｎｏｐｓｙｓＤｅｓｉｇｎＣｏｍｐｉｌｅｒ工具基于
ＦｒｅｅＰＤＫ４５ｎｍ工艺进行了综合，并完成对设计
的性能分析：面积评估、数据加载效率仿真、乘法

器利用率分析。ＰＥ架构与 ＦＳＡ有较多相近之
处，如：①二者都采用了乘法器阵列，且阵列中每
行（列）均共享相同的ＩＦＭ数据（权重）；②都在进
行卷积运算的同时计算 ＯＦＭ数据的存储坐标；
③ＩＦＭ数据和权重加载前均无须进行配对等。同
时，相比其他支持稀疏计算的加速器，ＦＳＡ在性
能和能效等方面均展示了较明显的优势，其中在

性能方面与 ＳＣＮＮ、ＣＣＲ、ＣａｍｂｒｉｃｏｎＳ［３］相比分别
提高了１７３％、１２３％、１０８％，在能效方面分别提
高了１３８６％、９２４％、６２５％，因此将 ＦＳＡ作为实
验的比较基准。

３．１　面积评估

基于稀疏卷积计算高效数据加载和输出缓存

策略设计了图１０所示的处理单元结构。ＩＦＭ数
据和权重偏移量经过稀疏解码单元得到对应的

行、列坐标。ＩＦＭ数据和权重根据这些坐标经数
据选择单元输入至输入缓存单元和权重缓存单

元。ＭＡＵ主要由乘法器、选择器、地址计算单元、
加法器、输出缓存单元构成。输出缓存单元可根

据不同行数据分为４个区域，每个区域存储多个
输出通道的数据。

图１０　处理单元顶层结构
Ｆｉｇ．１０　Ｐｒｏｃｅｓｓｉｎｇｅｌｅｍｅｎｔｔｏｐｌｅｖｅｌｓｔｒｕｃｔｕｒｅ

由于处理单元在获取 ＩＦＭ数据和权重时，每
次可最多获取连续的６４个数据，考虑到最坏的情
况，即这６４个数据均被分配到同一个 ＦＩＦＯ，因此

ＦＩＦＯ深度至少需要设置为６４。
输入缓存单元中，每个ＦＩＦＯ不仅要存储８ｂｉｔ

的ＩＦＭ数据，还需要将其行、列坐标进行存储。
以ＶＧＧ－１６为例，最大行、列坐标为２２４，则需要
用８ｂｉｔ表示行、列坐标信息，因此输入缓存单元
实际存储空间大小为：

输入缓存空间＝６４×８×（８＋８＋８）ｂｉｔ＝１２Ｋｂｉｔ
（４）

因此，输入缓存单元存储空间大小为１５ＫＢ。同
理，权重缓存单元也按照需求设置为１５ＫＢ。

对于输出缓存单元，处理单元能存储４行完
整的ＯＦＭ数据，在得到完整数据后，输出缓存单
元便输出数据以进行池化、激活等操作。故输出

缓存空间的大小由实际运行的网络决定，以

ＶＧＧ－１６为例，第一层卷积的输出特征图像尺寸
为２２４像素×２２４像素 ×６４像素，当输出数据位
宽为２４ｂｉｔ时，输出缓存空间为：
输出缓存空间＝４×２２４×６４×２４ｂｉｔ＝１３４４Ｋｂｉｔ

（５）
因此，输出缓存单元存储空间大小为１６８ＫＢ。

基于ＦｒｅｅＰＤＫ４５ｎｍ工艺对设计完成ＲＴＬ到
电路的实现，并根据工艺尺寸比的平方等比例缩

小，将设计参数等效为２８ｎｍ工艺下的参数并与
ＦＳＡ进行比较。表１展示了本设计与 ＦＳＡ在单
ＰＥ上的参数对比，从整体上看，本设计处理单元
在设计需求上主要集中在缓存单元，但针对不同

神经网络应用，所需存储的输出数据量各不相同，

故在实际应用中允许对输出缓存单元进行可配置

性设计。由于简化了输出缓存的逻辑设计，故不

需要对累加缓存单元和仲裁交叉开关进行设计，

ＰＥ总体面积相比ＦＳＡ减少了２１４５％。

表１　本文策略与ＦＳＡ在ＰＥ上的参数比较
Ｔａｂ．１　Ｐａｒａｍｅｔｅｒｓｃｏｍｐａｒｉｓｏｎｂｅｔｗｅｅｎｔｈｉｓｐａｐｅｒａｎｄ

ＦＳＡｏｎＰＥ

ＰＥ参数 本文策略 ＦＳＡ

工艺 ＦｒｅｅＰＤＫ４５ｎｍ等效２８ｎｍ ２８ｎｍ

缓存空间 １７１ＫＢ ３０ＫＢ

缓存面积 ０．４１６ｍｍ２ ０．０７３ｍｍ２

乘法器阵列 ０．０３３ｍｍ２ ０．０３３ｍｍ２

累加缓存单元 ０．３９３ｍｍ２

仲裁交叉开关 ０．１１５ｍｍ２

其他单元 ０．１２６ｍｍ２ ０．１１８ｍｍ２

ＰＥ总计面积 ０．５７５ｍｍ２ ０．７３２ｍｍ２

·８１２·
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３．２　数据加载效率仿真

数据加载效率能反映出 ＰＥ的处理性能。在
进行ＤＮＮ推理计算时，本设计所需的数据加载周
期与输入缓存单元内数据量最大值以及权重缓存

单元内数据量最大值有关。这是因为：受数据稀

疏的影响，在不考虑 ＦＩＦＯ深度的情况下，将单输
入通道的ＩＦＭ分配到输入缓存单元时，８个 ＩＦＭ
ＦＩＦＯ获取的数据量并不相同，而同一输入通道的
数据没有全部完成处理就无法开始下一个通道的

数据处理，所以数据加载周期与输入缓存单元内

ＦＩＦＯ的最大数据量有关，令８个 ＦＩＦＯ中的数据
量最大值为ＭａｘＩ。同理，令权重缓存单元的数据
量最大值为ＭａｘＷ。每个 ＩＦＭ数据需要与权重缓
存单元中的所有权重进行乘积，则每个 ＩＦＭ数据
需要循环ＭａｘＷ次，单输入通道的 ＩＦＭ数据加载
周期Ｃｙｃｌｅｃｈａｎｎｅｌ表示为：

Ｃｙｃｌｅｃｈａｎｎｅｌ＝ＭａｘＩ×ＭａｘＷ （６）
完成一个输入通道的数据加载后开始其余输

入通道的数据加载，则单个卷积层的数据加载周

期Ｃｙｃｌｅｌａｙｅｒ是所有输入通道的周期之和：

Ｃｙｃｌｅｌａｙｅｒ＝∑
Ｃｉ

ｉ＝１
Ｃｙｃｌｅｉｃｈａｎｎｅｌ　　　

＝∑
Ｃｉ

ｉ＝１
（ＭａｘｉＩ×Ｍａｘ

ｉ
Ｗ） （７）

其中，Ｃｉ表示该层 ＩＦＭ的输入通道数。一幅图像
所需的周期是所有卷积层的周期之和：

Ｃｙｃｌｅｔｏｔａｌ＝∑
Ｌａｙｅｒ

ｉ＝１
Ｃｙｃｌｅｉｌａｙｅｒ （８）

图１１　ＦＳＡＰＥ数据流
Ｆｉｇ．１１　ＦＳＡＰＥｄａｔａｆｌｏｗ

与ＦＳＡ相比，其 ＰＥ内的数据处理是将 ＩＦＭ
数据根据乘法器阵列大小分成多组，每个周期依

次输入不同组 ＩＦＭ数据并加载不同的权重。如
图１１所示，第１个周期加载第１组ＩＦＭ数据和第
１个权重到乘法器阵列的第１列；第２个周期将
第１列的 ＩＦＭ数据水平移位到第２列，并加载第

２组ＩＦＭ数据到第１列；第１个权重固定在第１
列不动，加载第２个权重至乘法器阵列的第２列。
根据此数据流，对ＦＳＡ以及本设计进行数据加载
效率仿真，分析二者处理相同神经网络以及网络

中不同层的数据加载所需周期。

在对比数据加载效率前，对不同网络层的数

据稀疏度进行设定。ＳＣＮＮ［１２］展示了 ＶＧＧ－１６
不同层 ＩＦＭ和权重的稀疏度，整理数据如表 ２
所示。

表２　ＶＧＧ－１６不同卷积层ＩＦＭ和权重的稀疏度［１２］

Ｔａｂ．２　ＳｐａｒｓｉｔｙｏｆＩＦＭａｎｄｗｅｉｇｈｔｆｏｒｄｉｆｆｅｒｅｎｔ

ｃｏｎｖｏｌｕｔｉｏｎａｌｌａｙｅｒｓｉｎＶＧＧ－１６［１２］
％

卷积层 ＩＦＭ稀疏度 权重稀疏度

Ｃｏｎｖ１＿１ ０ ４２

Ｃｏｎｖ１＿２ ５０ ７９

Ｃｏｎｖ２＿１ １２ ６５

Ｃｏｎｖ２＿２ ２１ ６４

Ｃｏｎｖ３＿１ １９ ４４

Ｃｏｎｖ３＿２ ３７ ７７

Ｃｏｎｖ３＿３ ３０ ５８

Ｃｏｎｖ４＿１ ２８ ６７

Ｃｏｎｖ４＿２ ４９ ７４

Ｃｏｎｖ４＿３ ５４ ６４

Ｃｏｎｖ５＿１ ６１ ６３

Ｃｏｎｖ５＿２ ６４ ７０

Ｃｏｎｖ５＿３ ６８ ６３

根据表２设置不同层的数据稀疏度对本设计
以及ＦＳＡ处理 ＶＧＧ－１６时的数据加载周期进行
仿真验证，图１２展示了二者在处理 ＶＧＧ－１６时
不同卷积层的数据加载周期对比。对于每一个卷

积层，本设计所需的数据加载周期均小于 ＦＳＡ。
从总的数据加载周期来看，本设计所需时间仅为

ＦＳＡ的４５９３％。由于数据加载至乘加阵列能立
即执行计算，故所需数据处理周期与数据加载周

期一致，因此在数据处理速度方面提升了

１１７７１％。以上数据对比在权重随机分布的情况
下实现，即权重在卷积核的分布完全随机且无规

律，实验结果验证了本设计在任何情况都比 ＦＳＡ
更加高效。

事实上，权重分布可以通过训练和剪枝改变，

并根据处理需求进行适当调整，比如Ｙａｏ等［１４］提

出了一种均衡稀疏和对应剪枝算法，可以均衡不

·９１２·
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图１２　本设计与ＦＳＡ处理ＶＧＧ－１６时不同卷积层的
数据加载周期对比

Ｆｉｇ．１２　Ｃｏｍｐａｒｉｓｏｎｏｆｄａｔａｌｏａｄｉｎｇｃｙｃｌｅｓｆｏｒｄｉｆｆｅｒｅｎｔ
ｃｏｎｖｏｌｕｔｉｏｎａｌｌａｙｅｒｓｗｉｔｈＶＧＧ－１６ｐｒｏｃｅｓｓｉｎｇｉｎ

ｔｈｉｓｄｅｓｉｇｎａｎｄＦＳＡ

同卷积核的权重数量，在保持高计算精度的同时

能够实现卷积核并行处理加速。在完成卷积核训

练后，权重分布基本维持不变，不同卷积核的权重

数量也实现均衡，使得每个权重缓存单元的权重

数量维持在平均值左右。在此基础上，稀疏 ＤＮＮ
推理计算时所需的数据加载周期会获得减少，从

而提高推理计算速度。如图１３所示，本设计实现
权重均衡后数据加载周期与之前相比，总体减少

了约１１８７％。

图１３　本设计在均衡权重与随机权重的
数据读取周期对比

Ｆｉｇ．１３　Ｄａｔａｒｅａｄｃｙｃｌｅｓｏｆｔｈｉｓｄｅｓｉｇｎｉｎ
ｂａｌａｎｃｅｄｗｅｉｇｈｔｓａｎｄｒａｎｄｏｍｗｅｉｇｈｔｓ

３．３　乘法器利用率分析

乘法器的利用率反映出所设计电路实际的资

源使用情况，优秀的设计应充分利用资源，实现计

算量的最大化以及推理计算加速。根据式（１），
乘法器利用率是有效计算量与计算总量之比，在

电路系统中，应是有效计算量与乘法器可使用量

之比，如式（９）所示：

　乘法器利用率＝计算总量－冗余计算量
数据加载周期×６４ （９）

每个数据加载周期都有一定数量的乘法器供

计算使用，处理单元每周期可使用６４个乘法器同
时计算，而充分利用资源是实现计算加速的途径

之一。图１４展示了在均衡权重的情况下，本设计
与ＦＳＡ单个 ＰＥ在不同卷积层的乘法器利用率。
在层数较浅时，得益于权重均衡，乘法器利用率能

维持在９５％以上；在层数较深时，由于 ＩＦＭ尺寸
的降低，每个通道的待处理数据过少而引起乘法

器利用率下降。但总的来看，平均乘法器利用率

达到８９％。相比之下，ＦＳＡ的乘法器利用率并不
乐观，但是 ＦＳＡ设计了一个混合分区方案，即层
数较浅时，将ＩＦＭ按尺寸分成多块；层数较深时，
将ＩＦＭ按通道分成多块，每个 ＰＥ同时处理不同
块的数据。其通过混合分区可将平均乘法器利用

率提高到８０％，但本设计仍比ＦＳＡ的乘法器利用
率提高了１１２５％。

图１４　均衡权重下本设计与ＦＳＡ的乘法器利用率对比
Ｆｉｇ．１４　Ｃｏｍｐａｒｉｓｏｎｏｆｍｕｌｔｉｐｌｉｅｒｕｔｉｌｉｚａｔｉｏｎｂｅｔｗｅｅｎｔｈｉｓ

ｄｅｓｉｇｎａｎｄＦＳＡｕｎｄｅｒｂａｌａｎｃｅｄｗｅｉｇｈｔｓ

４　结论

本文提出了稀疏卷积计算高效数据加载与输

出缓存策略，通过采用全对全数据流计算，即将属

于同一输入通道的非零 ＩＦＭ数据与非零权重进
行任意两两配对计算，降低了非零数据配对难度，

提高了乘加资源利用率；其次通过采用输入驻留

计算以及密集型循环加载 ＩＦＭ数据，大幅减少了
数据片外调取次数；最后优化了输出缓存设计并

简化了乘累加中间结果缓存寻址过程，实现了输

出数据的简便、快速存储，避免了数据访问争用、

存储拥塞等问题。实验表明，与采用类似架构的

·０２２·
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ＦＳＡ相比，在处理单元面积上减少了２１４５％；在
数据加载速度方面平均提高了１１７７１％；在平均
乘法器资源利用率方面提高了 １１２５％，并达
到８９％。
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