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摘　要：针对现有多忆阻器阵列集成架构中存在的数据加载、读出效率低以及阵列协同灵活性差等问
题，提出一种高效率、高灵活度的阵列互连架构。该架构所采用的数据加载策略支持多种权重映射模式下的

数据复用，减少了片外数据访存需求；所采用的计算结果读出网络支持多个处理单元灵活组合实现不同规模

卷积运算，以及计算结果的快速累加读出，进而提升了芯片灵活性和整体算力。在ＮｅｕｒｏＳｉｍ仿真平台上运行
ＶＧＧ－８网络进行的仿真实验表明，与ＭＡＸ２神经网络加速器相比，在仅增加６％面积开销的情况下，取得了
１４６％的处理速度提升。
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　　在人工智能时代的大背景下，深度神经网
络受到市场和学术界的广泛关注，特别是其中

的卷积神经网络，在图像识别、数据处理和语音

分析等多个领域取得了巨大的成功。为了加速

卷积神经网络的推理过程，业界设计了多款神

经网络加速器，例如 ＤａＤｉａｎＮａｏ［１］、ＴＰＵ［２］等。
其中绝大多数是采用了存算分离的冯·诺依曼

架构的加速器，在卷积网络推理计算过程中，特

征图像数据和网络权重数据需要在存储单元与

运算单元之间频繁移动，从而导致较大的计算

延迟与功耗，目前这一问题已经成为限制神经

网络加速器性能提升的瓶颈［３］。模仿生物神经

网络结构，将突触连接强度（网络权重）存储和

神经冲动传导（特征图像数据与权重相乘）在同

一位置实现，则可大大提高计算速度和能效。

然而基于 ＣＭＯＳ工艺实现权重存储和乘加运算
需要较多的晶体管，进而导致较大的芯片面积

和功耗。同时随着摩尔定律的延续即将受到物

理层面的问题约束，在提高晶体管的集成度方

面的发展也遇到了困难。在能效与集成度两方

面的制约下，寻找新的高能效计算方式与计算

器件是当前重要的研究方向。

忆阻器［４］作为一种新兴的信息器件，由于其

阻值可调、非易失［５］、集成密度高［６］、生产工艺与

ＣＭＯＳ工艺兼容［７］等特点，在近年来吸引了大量

的关注与研究。忆阻器阵列在完成卷积运算时，

权重以电导形式存储在忆阻器上，输入信号以电

压形式加载到忆阻器两端，使得忆阻器在实现存
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储权重功能的同时又完成了计算，实现了“存算

一体”［８］，避免了计算中的数据搬移，节省了大量

的功耗；同时由于其阻值变化的机制与人脑神经

突触链接的可塑性机制相类似，非常适合用于类

脑计算的推理过程。因此，忆阻器被认为是顺应

人工智能时代、完成类脑计算的最有希望的候选

器件之一。

在使用忆阻器阵列实现大规模深度神经网络

时需要多个阵列协同工作，主要原因在于：① 在
考虑忆阻器阵列的阻值波动、阻值开关比有限等

非理想因素的影响下［９］，为保证计算精度，通常

需要限制参与乘累加运算的阵列规模［１０］；②为提
高计算精度，目前单个网络权重需要由多个忆阻

器来表示，在映射较大规模的卷积核时，单个忆阻

器阵列无法满足需求；③由于忆阻器阵列的乘累
加特性，不同卷积层之间的数据无法在同一阵列

中完成运算，因此在实现多层卷积层时，需要多个

阵列来实现。

已有多款基于忆阻器的卷积神经网络加速器

设计公布，如 ＩＳＡＡＣ［１１］、Ｐｒｉｍｅ［１２］、ＰｉｐｅＬａｙｅｒ［１３］、
ＭＡＸ２［１４］等。上述设计大多由通过片上网络互联
的多个计算瓦片组成。计算瓦片（ｔｉｌｅ）是指可以
整体挂载到片上网络或独立完成多个处理任务的

一个单元，在处理数据的过程中无须与其他计算

瓦片进行数据交互，其中通常集成了多个忆阻器

阵列以及驱动阵列完成乘累加运算的外围电路。

现有设计在乘累加运算电路实现方案、层间流水

处理方案、权重映射策略等方面做出了创新型设

计，然而仍然存在数据复用方式单一、多阵列协同

灵活性差等问题。

针对上述问题，本文提出一种面向大规模卷积

运算的高效率、高灵活度多阵列互连架构，该结构

通过共享输入总线与定制读出网络实现了多个处

理单元（ｐｒｏｃｅｓｓｉｎｇｅｌｅｍｅｎｔｓ）的互连。本文工作中
设计了处理单元计算结果条件累加电路，支持多个

处理单元的计算结果快速灵活累加与输出，使得瓦

片内相邻处理单元可以组合实现多种规模的卷积

核，以满足不同权重映射方式的需要；并优化了数

据加载电路以支持各阵列之间的数据流动，在多种

网络权重映射模式下均可实现数据复用。

１　忆阻器工作原理与现有架构

卷积运算的本质仍然是乘累加运算，而忆阻

器交叉阵列结构实现乘累加运算具有极高的计算

效率。如何通过多个阵列协同高效实现多层卷积

运算是当前基于忆阻器的神经网络加速器需要解

决的重点问题。

１．１　忆阻器实现卷积运算

卷积运算过程中，卷积窗口内的特征图像数

据与卷积核对应位相乘后进行累加，因此卷积运

算的本质仍然是乘累加运算。如图１所示，在使
用忆阻器阵列完成乘累加运算时，权重以电导形

式存储在忆阻器中，并将阵列列线箝位到参考电

平，然后由阵列的左侧方向向阵列中输入电压形

式的待处理数据，与忆阻器作用产生电流并在列

线上汇集，列电流大小对应待处理数据与权重之

间的乘累加运算结果。图中 Ｖ１～Ｖｉ代表输入电
压，Ｇ１～Ｇｉ代表阵列上的忆阻器，Ｉ１～Ｉｉ代表各忆
阻器的运算结果。列线上汇集的电流可通过

ＡＤＣ和敏感放大器转换为数字形式。

图１　忆阻器完成乘累加运算
Ｆｉｇ．１　Ｍｕｌｔｉｐｌｉｃａｔｉｏｎａｎｄａｃｃｕｍｕｌａｔｉｏｎｏｆ

ｍｅｍｒｉｓｔｏｒａｒｒａｙ

１．２　现有神经网络加速器

Ｓｈａｆｉｅｅ等［１１］提出了首个集成多个忆阻器阵

列的神经网络加速器 ＩＳＡＡＣ，根据每一层运算的
需要，每个计算瓦片中含有多个１２８×１２８规模的
忆阻器阵列来完成运算，神经网络中的每一层运

算交付给不同的阵列来以流水处理方式提高整体

的工作效率，降低了对数据缓冲空间的要求并增

加了吞吐量。但计算瓦片中各阵列虽然共享

ＡＤＣ模块，但实际上各阵列相对对立，待处理数
据加载和处理结果的读出均需单独进行；同时该

结构并未充分考虑在神经网络运算中存在的数据

和权重的复用特性。

ＰＲＩＭＥ［１２］设计了基于忆阻器的全功能阵列和
存储单元，其中全功能单元既可用于数据存储，又

可配置成神经网络计算加速模块，显著地降低了面

积的开销。在实现大规模神经网络时，它使用了数

据总线来实现各个块之间的数据移动。该设计同

样未考虑数据复用与多阵列协同工作需求。

ＰｉｐｅＬａｙｅｒ［１３］重现了 ＰＲＩＭＥ全功能阵列的设
计，并在 ＩＳＡＡＣ的基础上做出了改进，使得各个

·３２２·
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阵列上的运算负载相对均衡。其逐层地计算输出

图像数据，并且将输入特征图像广播到子阵列中

以提高层内计算速度。但是与 ＩＳＡＡＣ同样未考
虑各阵列计算结果的合并问题，每个阵列所完成

的工作相对独立。

Ｍａｏ等［１４］提出的ＭＡＸ２神经网络加速器，每
个计算瓦片中含有排列成３×３阵列的９个处理
单元，每个卷积核的所有通道中处于同一位置的

权重映射到忆阻器阵列的一列上。同一行的三个

处理单元形成一个一维的脉动阵列，以此实现待

处理图像的数据复用。但是该权重映射方式在此

硬件架构下仅支持大小为３×３的卷积核映射，难
以灵活适用于不同的卷积核规模；并且该数据复

用策略仅能应用于文中卷积核映射在９个处理单
元中的情况，其复用方式单一。

总的来说，当前基于忆阻器阵列的神经网络

加速器受到了广大研究人员的关注，在基本计算

架构、层间流水实现、权重映射等方面进行了优化

设计。但目前仍存在数据复用方式单一以及多阵

列协同工作灵活性差等问题。本文架构通过优化

数据加载方式，实现了对多种权重映射策略下的

数据复用；采用定制设计的读出电路，使得多个处

理单元之间能够灵活组合实现不同规模的卷积

运算。

２　架构设计

２．１　权重映射方式

本文工作所设计的计算瓦片架构能够灵活支

持多种权重映射方案。如图２所示，根据忆阻器
阵列规模和卷积核规模，网络权重可以按照全展

开、按位置展开或按行／列展开的方式进行映射，
以充分利用忆阻器阵列中的忆阻器单元。对于Ｎ
个规模为Ｋ×Ｋ×Ｃ的卷积核，不同映射模式实现
方式如下：

在进行全展开映射时［１１－１３］，每个卷积核展开

为一个长度为Ｋ×Ｋ×Ｃ的向量并映射到忆阻器阵
列的一列中，Ｎ个卷积核则会占据阵列的Ｎ列。

在进行按位置展开时［１４］，即将卷积核中相同

位置上所有通道内的权重展开并映射到忆阻器阵

列的一列中，完成所有权重映射需要 Ｋ×Ｋ个忆
阻器阵列，并且占用每个阵列中的Ｃ行、Ｎ列。

按行／列展开［１５］可以看作全展开与按位置展

开方式的折中，即将卷积核中属于同一行或列的

所有权重展开为向量并映射在忆阻器阵列的一列

中，映射上述规模的卷积核需要 Ｋ个忆阻器阵
列，并占用每个阵列中的Ｋ×Ｃ行、Ｎ列。

图２　三种映射方式
Ｆｉｇ．２　Ｔｈｒｅｅｔｙｐｅｓｏｆｗｅｉｇｈｔｍａｐｐｉｎｇ

在上述映射方式中，所需的忆阻器阵列行数

较多或单个卷积核需要映射在多个阵列上时，均

需要将多个忆阻器阵列对应的列结果进行累加。

在某些应用场景下（如嵌入式应用），其神经

网络采用的卷积核通常较小，此时可采用传统全

展开的映射方式，并将卷积核在阵列内多次错位

重复映射，增加计算的并行度，提高计算效率；而

在映射较大规模的卷积核时即可采用按位置展开

的方式进行映射，使得阵列中忆阻器利用率更高。

２．２　数据复用策略

在滑窗卷积运算过程中，相邻卷积窗口间存

在较多的数据复用，充分利用这一特性，可大幅减

少片外访存需求。

为便于实现不同权重映射模式下的数据复

用，如图３所示，本设计所采用的电路使得处理单
元中的数据寄存器除能够接收来自数据总线上的

数据以外，还能够接收来自右侧阵列同一行与下

方相邻行的数据寄存器中的数据。

图３　数据寄存器数据加载电路
Ｆｉｇ．３　Ｄａｔａｒｅｇｉｓｔｅｒｄａｔａｌｏａｄｉｎｇｃｉｒｃｕｉｔ

在实现数据复用时，首先以在单个处理单元

内将卷积核全映射展开的方案为例，如图４（ａ）所
示。卷积窗口垂直滑动时，在第一个视野里计算
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的数据中６～８、１２～１４仍会参与下一个窗口内的
计算，在滑动中由数据加载电路实现下方阵列数

据向上加载并向上加载更新三次，即原本的数据

０、１、２被丢弃，数据６、７、８存储到原本数据０、１、２
所在的寄存器，数据 １２、１３、１４存储到原本数据
６、７、８所在的寄存器，之后向末端三个寄存器加
载新的图像数据，从而完成卷积窗口的滑动，并实

现了待处理数据在垂直滑窗时的复用。

在实现水平卷积上的数据复用时，仍以图４
中的待处理图像数据为例，在第一个视野窗口中

的１、２、７、８、１３与１４仍会参与下一个窗口内的计
算，在由数据加载电路将下方阵列数据向上更新

一次之后，最上方三个数据由０、１、２变为１、２、６
传入数据３将数据６替换即可完成视野里第一行
的更新，以此类推完成整个视野的更新，实现了待

处理数据在水平滑窗时的复用。

在本架构下考虑按位置展开的权重映射方案

时，可依靠数据加载电路中能够加载相邻阵列数

据的功能完成对输入图像数据的复用。如

图４（ｂ）所示，相邻的９个处理单元加载了输入特
征图像中一个３×３卷积视野的数据，当卷积窗口
滑动时，通过上述功能将右方处理单元存储的数

据依次向左进行移动更新，然后向最右方处理单

元中加载新的待处理数据，即可完成数据的复用。

为便于举例仅在图４（ｂ）中展示单通道下的数据。

（ａ）全展开映射数据复用策略
（ａ）Ｆｕｌｌｙｅｘｐａｎｄｅｄｄａｔａｒｅｕｓｅｓｔｒａｔｅｇｙ

（ｂ）处理单元间数据移动
（ｂ）Ｈｏｒｉｚｏｎｔａｌｄａｔａｍｕｌｔｉｐｌｅｘｉｎｇｂｅｔｗｅｅｎｐｒｏｃｅｓｓｉｎｇｕｎｉｔｓ

图４　支持的数据复用方式
Ｆｉｇ．４　Ｓｕｐｐｏｒｔｅｄｄａｔａｍｕｌｔｉｐｌｅｘｉｎｇｍｅｔｈｏｄｓ

实现按行展开权重映射方案，当卷积窗口垂

直滑动时，需要由数据加载电路将相邻阵列的数

据加载至左侧阵列进行更新，同时向最右侧阵列

加载新的待处理数据；当卷积窗口水平滑动时，则

需要将下方阵列数据向上更新 Ｃ次（Ｃ为卷积核
通道数），之后向末端的 Ｃ个寄存器加载新的图
像数据。凭借上述两种数据加载模式能够完成整

个视野的更新，并分别实现了待处理数据在垂直

与水平滑窗时的复用。

２．３　结果读出策略

当卷积核规模较大时，需要由多个处理单元

来完成映射，相应地，在每个处理单元计算得出结

果后，需要将输出整合累加以获得完整卷积计算

的结果。为适应这一需求，本文设计了定制化的

结果读出电路，如图５所示。

图５　计算结果条件累加
Ｆｉｇ．５　Ｃａｌｃｕｌａｔｉｏｎｏｆｃｏｎｄｉｔｉｏｎａｌａｃｃｕｍｕｌａｔｉｏｎｏｆｒｅｓｕｌｔｓ

为了支持计算瓦片中处理单元灵活组合实现

不同规模卷积运算，设计了行、列累加标志用于判

断该阵列计算结果是否需要同相邻阵列相累加。

每个处理单元的计算结果输出时附带行、列累加

标志。当列累加标志位为１时，则代表该处理单
元的计算结果需要同上方处理单元的计算结果相

累加，若为０则不累加；当行累加标志位为１时，
则代表该处理单元的计算结果需要同左上方处理

单元的计算结果相累加，若为０则不累加。
在进行累加时，由列累加模块通过多路选择

器自上而下依次读取各处理单元的计算结果，并

根据列累加标志位判断是否需要与之前暂存在模

块内寄存器的值累加，累加结果存入模块内部的

寄存器中。所有列中的列累加模块同步读取计算

结果，并将当前周期读取的列累加标志与上一周

期获得的行累加标志同步传输至行累加模块。

列累加模块每读取一个处理单元结果，行累

加模块即查看一次各列结果中的列累加标志。将
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列累加标志连续为１的结果进行累加，若为０则
无须再与上方结果累加。行条件累加模块将行累

加标志连续为１的列的计算结果进行累加，遇到
某一列的行累加标志为０时，代表着所需的累加
已经完成，可以将累加结果送入计算瓦片缓存内，

以备输出至计算瓦片外或再次送入其他处理单元

中进行下一层卷积运算。

图６展示了几种通过设置行、列累加标志来
实现不同处理单元结果组合的示例，计算瓦片内

各处理单元的计算结果可根据累加标志完成不同

情况的组合。以图６（ｃ）为例进行说明，列累加模
块从上至下读取处理单元的累加标志位，在第四

行读取到０时，则该行内结果无须再参与累加；此
时行累加模块从左至右读取其行累加标志位，在

读取至第四列的０时停止累加。至此浅绿色模块
内处理单元的计算结果完成累加合并，以此类推

该计算瓦片能够对浅绿、深绿、蓝色和黄色四个模

块内的处理单元分别进行结果的累加合并。需要

注意的是，参与结果合并的处理单元需要能够组

成一个矩形。凭借该结果读出策略，本架构得以

完成多阵列的协同工作，灵活完成多种规模的卷

积运算。

（ａ）实现一组卷积核
（ａ）Ｉｍｐｌｅｍｅｎｔａｔｉｏｎｏｆｏｎｅｓｅｔｏｆｃｏｎｖｏｌｕｔｉｏｎａｌｋｅｒｎｅｌｓ

（ｂ）实现三组卷积核
（ｂ）Ｉｍｐｌｅｍｅｎｔａｔｉｏｎｏｆｔｈｒｅｅｓｅｔｓｏｆｃｏｎｖｏｌｕｔｉｏｎａｌｋｅｒｎｅｌｓ

（ｃ）实现四组卷积核
（ｃ）Ｉｍｐｌｅｍｅｎｔａｔｉｏｎｏｆｆｏｕｒｓｅｔｓｏｆｃｏｎｖｏｌｕｔｉｏｎａｌｋｅｒｎｅｌｓ

（ｄ）实现六组卷积核
（ｄ）Ｉｍｐｌｅｍｅｎｔａｔｉｏｎｏｆｓｉｘｓｅｔｓｏｆｃｏｎｖｏｌｕｔｉｏｎａｌｋｅｒｎｅｌｓ

图６　多处理单元实现多规模卷积核
Ｆｉｇ．６　Ｍｕｌｔｉｐｒｏｃｅｓｓｉｎｇｅｌｅｍｅｎｔｓｆｏｒｍｕｌｔｉｓｃａｌｅ

ｃｏｎｖｏｌｕｔｉｏｎａｌｋｅｒｎｅｌｓ

３　硬件设计

３．１　芯片级设计

如图７所示，芯片中包含多个计算瓦片，１个
全局缓存、激活函数单元和池化单元，片上的所有

单元与计算瓦片由Ｈ树总线完成互连，根据每一
层的卷积核大小将其分配给一个或者多个计算瓦

片来完成计算。计算过程：从全局缓存中提取各

层的输入特征图像数据，通过数据总线传入相应

的计算瓦片中进行处理。计算完成后，计算瓦片

将得到的计算结果传入累加单元与其余结果完成

累加，之后结果再被送入外部的激活函数单元、池

化单元、全局缓存或是在需要的情况下作为下一

层的输入再次传入计算瓦片。

图７　芯片总体架构
Ｆｉｇ．７　Ｃｈｉｐｌｅｖｅｌａｒｃｈｉｔｅｃｔｕｒｅ

３．２　计算瓦片级设计

每个计算瓦片由２５６个处理单元构成，其排
列成１６×１６的阵列，另外包含１个计算瓦片缓存
与１７个条件累加单元。各个处理单元之间由定
制化的数据总线完成互连，每一列处理单元末端

设置一个列累加单元来完成该列上处理单元计算

结果的累加，由一个行累加单元与所有的列累加

单元相连。借由以上的互连设计实现了处理单元

·６２２·
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之间计算结果的合并，以获得多通道下合并的输

出特征图像数据。

以下举例说明单个计算瓦片在完成一层卷积

运算时，其相关的数据流情况。例如使用该计算

瓦片完成特征图像与１６个大小为３×３×１６的卷
积核的卷积运算，瓦片内单个处理单元的忆阻器

规模为６４×６４，在采用全展开映射方案时需要将
单个卷积核映射在３个处理单元上，如图８中处
理单元ＰＥ１～ＰＥ３所示。在进行运算时其状态转
移过程如图９所示。

步骤１：将第一个卷积窗口内的输入特征图
像数据通过总线加载到处理单元的各个数据寄存

器上；

步骤２：由外围电路驱动将寄存器中的数据
加载至忆阻器阵列上并完成乘累加运算，随后相

关的ＤＡＣ电路将输出电流转换为数字信号缓存
在处理单元配备的缓存中；

步骤３：在计算结果读出时，列累加模块读取
到处理单元ＰＥ１～ＰＥ３的累加标志位为１，将上述
三个处理单元的计算结果累加合并后向外读出；

步骤４：将处理单元中的各数据寄存器根据
卷积窗口的滑动进行垂直方向上的移位更新；

步骤５：从外部通过总线加载新的图像数据
到数据寄存器中以完成卷积窗口的滑动。

完成更新后再次启动计算，重复步骤２～５直

图８　计算瓦片内总架构
Ｆｉｇ．８　Ｔｉｌｅｌｅｖｅｌａｒｃｈｉｔｅｃｔｕｒｅ

图９　实现卷积运算的状态转移图
Ｆｉｇ．９　Ｆｉｎｉｔｅｓｔａｔｅｍａｃｈｉｎｅｆｏｒｉｍｐｌｅｍｅｎｔｉｎｇ

ｃｏｎｖｏｌｕｔｉｏｎａｌｏｐｅｒａｔｉｏｎｓ

至完成该层的卷积运算。在一块计算瓦片中包含

多个处理单元，将卷积核在不同的处理单元上多

次例化，能够实现多路并行，提高计算效率。

３．３　处理单元级设计

每个处理单元内含有一个６４×６４规模的忆
阻器阵列，以及搭配工作的外围电路如读出电路、

多路选择器、移位累加器、数据寄存器、控制寄存

器与输出寄存器。其中控制寄存器中包含自动更

新使能与更新标志位。每８列忆阻器共享一个读
出电路，读出电路的读出精度为５ｂｉｔ，这足以避
免显著的精度损失［９］。在运行 ＶＧＧ－８网络时，
考虑到单个子阵列的阵列行数为６４，在每个处理
单元内部均设置了６４个数据寄存器用于每一行
忆阻器的输入图像数据暂存。计算过程：从计算

瓦片缓存中取得待处理图像数据首先存入处理单

元的６４个数据寄存器中，每个寄存器的大小为
８ｂｉｔ，即所有寄存器总容量为５１２ｂｉｔ，运算开始后
向忆阻器阵列输入电压数据。经过忆阻器计算后

由读出电路将结果电流读出并在移位累加器中完

成对整列结果的累加，每列结果均为６４个８ｂｉｔ
数据相加，需要由１４ｂｉｔ的输出寄存器进行寄存。

通过总线对待处理数据进行加载时，可对指

定处理单元的地址进行单个处理单元的写入，同

时为降低数据总线的负载，设计了共享标志位用

于数据多播，在该标志位为高电平时，可向多个处

理单元设置为同一地址 ＩＤ以完成单次数据加载
到多个处理单元的功能。处理单元中各数据寄存

器带有更新标志位，当标志位为低电平时该数据

寄存器才接受写入新的数据。

４　实验验证

基于 ＮｅｕｒｏＳｉｍ平台对以本文架构为原型的
加速器进行了仿真，以更好体现其在实际应用中

的意义，并将其与相关的神经网络加速器进行比

较，评估其优劣势。

４．１　评估设置

使用 ＤＮＮ＋ＮｅｕｒｏＳｉｍ框架来评估在 ３２ｎｍ
工艺节点下本文所提出的互连架构，修改相关的

ＮｅｕｒｏＳｉｍ代码来反映该互连架构的权重映射方
式与数据流。考虑到运行的神经网络需要能够覆

盖使用瓦片级与芯片级上的各项处理性能，在对

比评估工作中采用了处理 ＣＩＦＡＲ－１０数据集的
ＶＧＧ－８网络来评估性能与能效，其中网络的权
重位宽设置为５ｂｉｔ，单个忆阻器的存储状态数为
３２，数字电路的工作频率为１ＧＨｚ。在这项对比

·７２２·
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工作中，对比对象使用 ＭＡＸ２的映射方式与数据
流，两种体系结构使用总规模大小相同的可变电

阻式存储器 （ｒｅｓｉｓｔｉｖｅｒａｎｄｏｍ ａｃｃｅｓｓｍｅｍｏｒｙ，
ＲｅＲＡＭ）阵列来运行ＶＧＧ－８网络。

在对比对象中，使用了１２８×１２８规模大小的
ＲｅＲＡＭ阵列作为子阵列，每个处理单元的规模为
５１２×５１２，即单个处理单元包含了４×４规模的子
阵列，每个计算瓦片由４个处理单元组成。在本文
的互连结构中，由小阵列互连组成大规模阵列，采

用了６４×６４规模大小的子阵列作为单个处理单元
内部的忆阻器计算阵列，每个计算瓦片由１６１６
个处理单元组成，单个计算瓦片含有的ＲｅＲＡＭ阵
列数量与对比对象相同，均为１０２４×１０２４。

４．２　功耗与面积详情

在 ＮｅｕｒｏＳｉｍ下仿真得到基于本文工作所提
出架构的加速器的各项参数，如表１所示。在处
理单元层级，阵列的上方与左方配置有字线／位线
的开关矩阵以控制电压的加载，每个读出电路负

责完成８列忆阻器的结果电流读出，子阵列中移位
加法器完成了处理单元所需要的累加功能，将所有

列电流结果的移位累加并存入１４ｂｉｔ的基于Ｄ触
发器的处理单元缓存中，输入缓存同样是基于 Ｄ
触发器。单个处理单元面积为６０８１×１０３μｍ２，其
中读取电路所占面积为７８９％。在计算瓦片层级，
共含有１６×１６个处理单元，配置的基于静态随机
存储器（ｓｔａｔｉｃｒａｎｄｏｍａｃｃｅｓｓｍｅｍｏｒｙ，ＳＲＡＭ）的缓
存面积为２６４×１０４μｍ２，每读出１ｂｉｔ的数据消耗
能量为０００２７４ｐＪ，所用于完成累加功能的电路单
元共有１７个，每个累加单元进行一次累加操作消
耗的能量为００８０ｐＪ，总的面积为１６４×１０４μｍ２。
在芯片层级，由１６个计算瓦片完成１至６层的卷
积层运算，由９个计算瓦片完成层７与层８的全连
接层运算，基于ＳＲＡＭ的全局缓存大小为１２８ＫＢ，
最大池化单元所占面积为３１７×１０４μｍ２，在运行
ＶＧＧ－８处理ＣＩＦＡＲ－１０数据集时，整个芯片的动
态功耗为２４１４５２×１０７ｐＪ。

表１　架构参数
Ｔａｂ．１　Ａｒｃｈｉｔｅｃｔｕｒｅｐａｒａｍｅｔｅｒｓ

层级 模块 规模 功耗 面积／μｍ２

阵列级

忆阻器 ６４×６４ １．０５×１０２

移位加法器 ９ 每个移位加法器进行一次运算：０．１５１ｐＪ ５．９４×１０２

开关矩阵 １ 每个开关矩阵进行一次运算：０．１３９ｐＪ ２．５５×１０２

多级感应放大器及其编码器 ８ ４．５７×１０３

处理

单元级

子阵列 １ ５．７９×１０３

输入缓存 ５１２ｂｉｔ ０．００２７２ｐＪ／ｂｉｔ ２．４６×１０２

输出缓存 １４ｂｉｔ ０．００２７２ｐＪ／ｂｉｔ ３．９０×１０１

计算

瓦片级

处理单元 １６×１６ １．５６×１０６

缓存 ２ＫＢ ０．００２７４ｐＪ／ｂｉｔ ２．６４×１０４

累加单元 １７ 每个累加单元进行一次运算：０．０８０ｐＪ １．６４×１０４

芯片级

卷积层 １６ ２．６８×１０７

全连接层 ９ １．５１×１０７

最大池化单元 １０２４ 每个最大池化单元进行一次运算：０．０６８ｐＪ ３．１７×１０４

全局缓存 １２８ＫＢ ０．００２７４ｐＪ／ｂｉｔ ２．７４×１０６

累加单元 １２８ 每个累加单元进行一次运算：０．０２１７ｐＪ １．６５×１０４

４．３　实验结果与讨论

图１０列出了本文工作与 ＭＡＸ２架构在运行
ＶＧＧ－８网络的２～６层时的缓存与内部互连的
能耗与计算延迟，所有数据均以本文工作中第５
层的数据为量化指标。２～６层其输入特征图像

逐层减小、卷积核数量逐层增加，可见由于第２层
的输入特征图像数据最大，其需要向缓存访问数

据的次数最大并且数据的移动量最大，故第２层
的相关功耗与延迟均最大，而第５层的结果最小
正是因为其输入特征图像最小。在第４层与第６

·８２２·
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（ａ）缓存功耗对比
（ａ）Ｃａｃｈｅｐｏｗｅｒｃｏｍｐａｒｉｓｏｎ

（ｂ）缓存延迟对比
（ｂ）Ｃａｃｈｅｌａｔｅｎｃｙｃｏｍｐａｒｉｓｏｎ

（ｃ）内部互连功耗对比
（ｂ）Ｉｎｔｅｒｎａｌｉｎｔｅｒｃｏｎｎｅｃｔｐｏｗｅｒｃｏｍｐａｒｉｓｏｎ

（ｄ）内部互连延迟对比
（ｂ）Ｉｎｔｅｒｎａｌｉｎｔｅｒｃｏｎｎｅｃｔｌａｔｅｎｃｙｃｏｍｐａｒｉｓｏｎ

图１０　缓存与内部互连的指标对比
Ｆｉｇ．１０　Ｃｏｍｐａｒｉｓｏｎｏｆｍｅｔｒｉｃｓｉｎｃａｃｈｅａｎｄ

ｉｎｔｅｒｎａｌｉｎｔｅｒｃｏｎｎｅｃｔ

层的结果呈现上升趋势的原因是其计算后需要通

过最大池化层的计算。并且在第６层时，其卷积
运算所需要的卷积核数量达到最大值，参与计算

的处理单元数量最多，故在第６层的缓存功耗开
销仅次于第２层，借助于忆阻器阵列计算时的高
并行度，其计算延迟并未受到影响。而在内部互

连方面，尽管数据复用减少了总线的使用次数，但

是由于需要完成小阵列之间计算结果的合并增加

了总线负载。

总的来说，在内部互连的延迟与功耗相差无

几的情况下，本文提出的方案相比于基准在缓冲

区减少了４０．２％的动态功耗与５７％的延迟。本
文工作能够取得上述优势，主要得益于阵列实现

了在处理单元层级上的数据复用减少了数据的远

程移动量以及定制化的数据总线降低了从全局缓

存中取出数据的访问次数。

表２对比了本文工作与基准的芯片面积、延
迟与能效。同基准相比，本文工作在采用新的数

据流策略的情况下，仅增加６％的面积开销，取得
了１４６％的处理速度提升。主要原因在于本文工
作提高了片内数据的复用率以及减少了数据向片

外的搬移次数，同时在外围电路上单个处理单元

所配置的更小更快的外围电路提供了更高的计算

速率。超额的面积资源主要在于实现该设计时需

要较多子阵列的外围电路，能效的下降同样也是

由于总的外围电路的功耗开销稍高。

表２　评估结果
Ｔａｂ．２　Ａｓｓｅｓｓｍｅｎｔｒｅｓｕｌｔｓ

架构 面积／ｍｍ２ 延迟／ｍｓ 能效（ＴＯＰＳ／Ｗ）

本文工作 ５３．６６ ９．４０７ ４９．２２６

对比对象 ５０．４４ １３．８０１ ５１．１８３

５　结论

本文提出了一个新型的基于忆阻器阵列的互

连架构，高效地实现了阵列数据加载、输入与多个

阵列结果的合并。使用了 ＤＮＮ＋ＮｅｕｒｏＳｉｍ架构
来评估了这项工作在 ３２ｎｍ工艺节点下运行
ＶＧＧ－８网络处理ＣＩＦＡＲ－１０数据集时的功耗与
延迟表现。实验结果表明，以本文架构为基础的

原型加速器对比现有的神经网络加速器，在仅增

加６％的面积开销的情况下，取得了１４６％的处理
速度提升。
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４１０．

［１５］　ＬＵＯＣＨ，ＤＩＡＯＪＴ，ＣＨＥＮＣＬ．ＦｕｌｌＲｅｕｓｅ：ａｎｏｖｅｌ
ＲｅＲＡＭｂａｓｅｄＣＮＮ ａｃｃｅｌｅｒａｔｏｒｒｅｕｓｉｎｇｄａｔａｉｎｍｕｌｔｉｐｌｅ
ｌｅｖｅｌｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ２０２０ＩＥＥＥ５ｔｈＩｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｔｅｇｒａｔｅｄ Ｃｉｒｃｕｉｔｓ ａｎｄ Ｍｉｃｒｏｓｙｓｔｅｍｓ
（ＩＣＩＣＭ），２０２０．
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