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摘　要：根据高性能异构加速器的特性和ＭｉｎｉＧｏ的训练模式提出了一种高效的并行计算方法。对片上
计算资源进行合理规划，实现异构设备之间的流水并行优化；根据异构设备间存在共享存储段设计了共享内

存编码模式，减少数据传输开销；根据数字信号处理簇内具有多计算资源的特点结合算子计算 －访存特性设
计了不同的算子并行计算优化策略。同时，面向ＴｅｎｓｏｒＦｌｏｗ实现了一个易于使用的高性能计算库。实验结果
显示，该方法实现了典型算子的多核并行计算。相对于单核，卷积算子加速比为２４．６９。相较于裁剪版８核
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ＦＴ２０００＋ＣＰＵ，该方法训练和自博弈执行速度加速比分别为３．８３和１．５。
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　　目前，卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ，ＣＮＮｓ）在人工智能典型应用领域取得了
令人印象深刻的效果［１－６］。结合深度学习和强化

学习，深度强化学习（ｄｅｅｐｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ，
ＤＲＬ）被认为是处理决策类问题的有效方法之一。
ＤＲＬ网络模型的推理和训练需要大量的计算和
外部存储访问，再加上智能体和仿真环境交互中

存在复杂的计算过程，这导致得到一个合格的智

能体需要巨大的算力。计算模式复杂、对算力需

求高的特点，使得ＤＲＬ算法适合作为大规模计算
平台的系统性能评测应用。因此，ＭＬＰｅｒｆ［７］机器
学习基准测试应用集中包含了强化学习分区。

ＭＬＰｅｒｆ是一套测量机器学习训练和推理在特定
软硬件上性能表现的基准测试应用集，其中强化

学习分区基准测试应用是 ＭｉｎｉＧｏ。ＭｉｎｉＧｏ训练
过程中，需要收集大量自我博弈的样本，因此需要

面向大规模计算集群进行部署和优化。通过分析

提交结果和代码，在单结点对ＭｉｎｉＧｏ中策略网络
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进行推理和训练优化是十分重要的。因此，本文

研究了ＭｉｎｉＧｏ与自研高性能异构加速器的定制
化适配。①结合加速器系统特性对 ＭｉｎｉＧｏ算子
进行定制化汇编优化，在多核、多向量处理单元

（ｖｅｃｔｏｒｐｒｏｃｅｓｓｉｎｇｅｌｅｍｅｎｔ，ＶＰＥ）、多寄存器、多指
令间实现并行计算。②在中央处理器（ｃｅｎｔｒａｌ
ｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，ＣＰＵ）和数字信号处理器（ｄｉｇｉｔａｌ
ｓｉｇｎａｌｐｒｏｃｅｓｓｉｎｇ，ＤＳＰ）的异构计算层次，提出一
种设备间共享内存编码模式，有效减少片内数据

搬运开销。同时，在设备间实现流水并行。③提
供一个易使用的面向ＴｅｎｓｏｒＦｌｏｗ的高性能算子计
算库。高性能算子计算库包含了 ＤＳＰ驱动和
ＣＰＵＤＳＰ异构执行引擎。

１　相关工作

１．１　ＭｉｎｉＧｏ

强化学习普遍对算力需求高，适合应用于高

性能异构加速器定制化适配的测试。２０１３年
ＤｅｅｐＭｉｎｄ提出深度ＱＬｅａｒｎｉｎｇ网络［１］，融合深度

学习与传统强化学习ＱＬｅａｒｎｉｎｇ方法，在Ａｔａｒｉ中
取 得 了 突 破 性 进 步。 随 后 ＡｌｐｈａＧｏ［２］、
ＡｌｐｈａＳｔａｒ［３］、ＯｐｅｎＡＩＦｉｖｅ［４］、ＡｌｐｈａＦｏｌｄ［５］等在围
棋、即时战略游戏等领域取得里程碑式的突破。

围棋在很长一段时间被认为是人工智能领域最具

挑战的经典游戏之一。围棋第一手有 ３６１种下
法，第二手有３６０种，第三手有３５９种，依次类推，
一共有 ３６１！种下法，考虑到存在大量不合规则
的棋子分布，合理的棋局约占１２％，约为２０８×
１０１７０［８］。由于搜索空间巨大，围棋存在难以落子
的问题。ＡｌｐｈａＧｏ开创性地结合神经网络和蒙特
卡罗树搜索（ＭｏｎｔｅＣａｒｌｏｔｒｅｅｓｅａｒｃｈ，ＭＣＴＳ），通
过近似估值函数估计对弈结果降低了搜索深度，

利用基于策略函数的采样动作降低了搜索广度。

经过有监督学习训练、自我博弈强化学习，以

９９８％胜率打败所有围棋程序，以５局完胜的成
绩打败围棋冠军选手。ＭＬＰｅｒｆ选择 ＭｉｎｉＧｏ作为
基准测试应用。ＭｉｎｉＧｏ是根据ＡｌｐｈａＧｏＺｅｒｏ［９］编
写的开源围棋智能体训练代码。

ＭｉｎｉＧｏ智能体训练主要分为训练和自我博
弈。训练任务中，使用最近的训练得到的模型和

其自我博弈产生的样本进行训练，得到新的模型。

自我博弈任务中，使用最新模型进行自我博弈，产

生新的样本，作为下一次训练的训练样本。两个

任务互相依赖，交替进行。训练阶段主要包括数

据传递、网络层调度、网络的前向推理和反向更

新。自我博弈阶段通过 ＭＣＴＳ计算落子位置。

ＭＣＴＳ分为选择、扩展、评估、回溯四个部分，其中
选择、扩展、评估需要训练模型的推理结果。在自

博弈的评估阶段会进行前瞻，通过假想对局来估

计当前动作的价值。以１０００个对局为例，平均
每１个对局执行前瞻１０１８８４次，１个对局内最大
前瞻次数为 ２２５３１８。其中每次前瞻都会执行
１次模型的推理。在１个８核的ｉ７９７００Ｋ训练智
能体。实验结果显示，在训练阶段，网络的前向推

理和反向更新占总时间的７１３％。在自博弈阶
段，网络的前向推理占总时间的 ８３２６％。由此
可见，模型训练中计算热点在于神经网络算子的

计算。它的算子构成如表１所示。

表１　ＭｉｎｉＧｏ网络结构
Ｔａｂ．１　ＮｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅｏｆＭｉｎｉＧｏ

算子 输入 权重 输出

ＣＯＮＶ３＿
ＩＮＩＴ

（１９，１９，１３） （３，３，１３，６４） （１９，１９，６４）

ＣＯＮＶ３＿
ＲＥＳ

（１９，１９，６４） （３，３，６４，６４） （１９，１９，６４）

ＣＯＮＶ１＿
ＰＯＬＩＣＹ

（１９，１９，６４） （１，１，６４，２） （１９，１９，２）

ＣＯＮＶ１＿
ＶＡＬＵＥ

（１９，１９，６４） （１，１，６４，１） （１９，１９，１）

ＦＣ１ （１，７２２） （７２２，３６２） （１，３６２）

ＦＣ２ （１，３６１） （３６１，６４） （１，６４）

ＦＣ３ （１，６４） （６４，１） （１，１）

目前，向 ＭＬＰｅｒｆ榜单提交 ＭｉｎｉＧｏ训练结果
的机构有 ＮＶＩＤＩＡ和 ＩＮＴＥＬ。ＮＶＩＤＩＡ设计了一
个自研 ＣＰＵＧＰＵ异构计算系统 （ＤＧＸＡ１００
ＮＧＣ２０．０６）训练 ＭｉｎｉＧｏ。ＮＶＩＤＩＡ提供的方法在
单结点上的优化主要是卷积神经网络的低精度计

算。ＩＮＴＥＬ设计了一个自研的纯 ＣＰＵ计算系统
（４ｓｏｃｋｅｔｐｅｒｎｏｄｅＣＰＸ６ＵＰＩ）。ＩＮＴＥＬ提供的方
法在训练时采用单精度浮点计算以保证训练收

敛，推理时采用ＩＮＴ８精度计算以保证推理速度。
加速器上的计算资源和存储容量是有限的，

优化算子计算映射过程能够有效地提高资源利用

率［１０］。此外，芯片内外通信的高成本是实现更高

性能的另一个主要障碍。大量数据移动和内存访

问相关的能量消耗可能会超过计算的能量

消耗［１１－１２］。

结合以上分析，本文方法在异构设备间计算

任务分配、异构设备间数据通信、加速器算子计算

三个方面进行了优化。

·２３１·



　第１期 乔鹏，等：高性能异构加速器ＭｉｎｉＧｏ算子优化方法

１．２　加速芯片

面对日益增加的算力需求，将计算密集和数

据密集的网络计算卸载到加速器处理是一个有效

的解决方法。常用的加速器有图形处理器

（ｇｒａｐｈｉｃｓｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，ＧＰＵ）、张量处理器
（ｔｅｎｓｏｒｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，ＴＰＵ）、现场可编程门阵列
（ｆｉｅｌｄｐｒｏｇｒａｍｍａｂｌｅｇａｔｅａｒｒａｙ，ＦＰＧＡ）、ＤＳＰ等。
它们各自拥有不同的优势。例如，ＦＰＧＡ相对于
传统专用集成电路（ａｐｐｌｉｃａｔｉｏｎｓｐｅｃｉｆｉｃｉｎｔｅｇｒａｔｅｄ
ｃｉｒｃｕｉｔ，ＡＳＩＣ）具有更强的可操作性，在相同功耗
效率下可以达到比多核 ＧＰＵ更低延迟的推理。
ＧＰＵ具有可用于较好的软件优化生态环境以及
高功耗下的高性能优势。ＴＰＵ是专为张量
（Ｔｅｎｓｏｒ）计算而设计的加速器。相对于 ＦＰＧＡ的
低计算能力和ＧＰＵ的高功耗，基于ＤＳＰ的矢量处
理器取得了性能和功耗的平衡。近年来，加速器

的并行计算能力、内存容量、内存速度等都得到了

极大的增强。除了硬件设备的改进，相应的面向

加速器的算子计算方法也在改进［１３－１７］。

面对日益增加的算力需求，结合人工智能应

用和计算平台特点进行高效适配是一个有效的解

决方法［１８］。实验显示，计算设备对于不同人工智

能应用展现出的利用率不同。一些实验［１９－２０］表

明，面向特定硬件的特定算法的协同优化设计能

表现出更好的性能。

目前，面向加速器的算子加速方法研究得

到了瞩目的发展。但依然存在一些挑战。首先

是针对卷积神经网络的核心计算单元（如通用

矩阵乘）在计算过程中如何合理使用特定加速

器的多计算资源；然后是如何减少数据在加速

器中传输占据的计算时间；最后是如何利用异

构设备进行设备间并行计算。本文提出了面向

高性能异构加速器的算子优化方法以解决上述

问题。

１．３　自研原型系统

本文方法所依托的计算系统为ＦＴＭ７０３２，如
图１所示。该系统是国防科技大学面向 Ｅ级计
算自主研发的一款异构计算系统，由大容量片外

存储、ＣＰＵ、ＤＳＰ簇、内存双倍数据速率（ｄｏｕｂｌｅ
ｄａｔａｒａｔｅ，ＤＤＲ）和其他外设组成。计算设备包含
１个１６核 ＡＲＭｖ８ＣＰＵ和４个ＤＳＰ簇。１６核 ＣＰＵ
是裁剪版的 ＰｈｙｔｉｕｍＦＴ２０００＋Ｐｒｏｃｅｓｓｏｒ［２１－２２］。
ＣＰＵ和ＤＳＰ簇之间共享内存空间。大容量的片外
存储和片内内存通过高速网络连接。

图１　原型系统架构图
Ｆｉｇ．１　Ｓｙｓｔｅｍａｒｃｈｉｔｅｃｔｕｒｅｄｉａｇｒａｍｏｆｐｒｏｔｏｔｙｐｅｓｙｓｔｅｍ

　　ＦＴＭ７０３２拥有４个ＤＳＰ簇，每个簇包含８个
ＤＳＰ核，１个 ６ＭＢ的片上全局共享存储（ｇｌｏｂａｌ
ｓｈａｒｅｄｍｅｍｏｒｙ，ＧＳＭ）。ＧＳＭ片上带宽大约为
３０７２ＧＢ／ｓ，内部包含４个子通路，可作为数据或
指令的片上内存使用。单个 ＤＳＰ核在１８ＧＨｚ工
作主频下可以提供３４５６ＧＦＬＯＰＳ的峰值性能。

ＤＳＰ核主要由标量处理单元（ｓｃａｌａｒｐｒｏｃｅｓｓｉｎｇ
ｕｎｉｔ，ＳＰＵ）、向量处理单元（ｖｅｃｔｏｒｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，

ＶＰＵ）、直接存储器（ｄｉｒｅｃｔｍｅｍｏｒｙａｃｃｅｓｓ，ＤＭＡ）、
取指单元和超长指令字控制器组成。ＶＰＵ负责
向量计算，主要由 １６个向量处理部件（ｖｅｃｔｏｒ
ｐｒｏｃｅｓｓｉｎｇｅｌｅｍｅｎｔ，ＶＰＥ）与 ７６８ＫＢ向量存储
（ａｒｒａｙｍｅｍｏｒｙ，ＡＭ）构成。每个 ＶＰＥ有 ６４个
６４ｂｉｔ的寄存器和３个浮点乘累加（ｆｌｏａｔｍｕｌｔｉｐｌｙ
ａｃｃｕｍｕｌａｔｅ，ＦＭＡＣ）单元。１６个ＶＰＥ一次可以处
理３２个单精度浮点数据。ＡＭ与向量寄存器之间

·３３１·
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的带宽为９２１６ＧＢ／ｓ。标量存储（ｓｃａｌａｒｍｅｍｏｒｙ，
ＳＭ）与寄存器之间的访问带宽为２８８ＧＢ／ｓ。ＡＭ、
ＳＭ的数据可以通过ＤＭＡ搬出或搬入。

２　ＭｉｎｉＧｏ算子加速方法

传统算子加速方法通常具有以下问题：①未
对不同尺寸算子进行定制化优化，导致资源的浪

费；②数据在设备间传递消耗大；③没有考虑异构
设备的特性。针对上述问题，提出了一种高效的

并行计算策略。在ＤＳＰ端进行算子计算优化，为
ＭｉｎｉＧｏ的算子进行定制化汇编实现。结合原型
系统具有异构计算设备、设备间具有共享内存段、

ＭｉｎｉＧｏ算法流程的特性实现了异构设备间的高
效并行计算。提供了面向ＴｅｎｓｏｒＦｌｏｗ的一种类英
伟达 统 一 计 算 架 构 （ｃｏｍｐｕｔｅｕｎｉｆｉｅｄｄｅｖｉｃｅ
ａｒｃｈｉｔｅｃｔｕｒｅ，ＣＵＤＡ）的高性能算子库，高效调用
上述优化的计算。

２．１　ＤＳＰ端算子计算

ＦＴＭ７０３２的１个 ＤＳＰ簇包含８个 ＤＳＰ核，
可以通过 ＤＳＰ核间并行、核内并行、ＤＳＰ指令集
并行加速算子计算。结合性能分析工具，发现

ＭｉｎｉＧｏ应用的计算热点集中在神经网络推理和
训练过程，即全连接、卷积算子、批量规一化

（ｂａｔｃｈｎｏｒｍａｌｉｚａｔｉｏｎ，ＢＮ）和 修 正 线 性 单 元
（ｒｅｃｔｉｆｉｅｄｌｉｎｅａｒｕｎｉｔ，ＲｅＬＵ）等算子。为了降低
ＭｉｎｉＧｏ应用执行时间，针对这些算子进行了汇编
优化，卸载到ＤＳＰ中高效执行。

本节中数据格式采用 ＴｅｎｓｏｒＦｌｏｗ默认格式
ＮＨＷＣ和ＮＨＷＫ进行说明。其中，Ｉ表示输入张
量，Ｗ表示权重张量，Ｏ表示输出张量，Ｎ是批大
小，Ｈ是张量高，Ｗ是张量宽，Ｃ是输入张量的通
道数，Ｋ是输出张量的通道数。
２．１．１　全连接算子

针对ＭｉｎｉＧｏ的算子大小、自研系统的特性进
行了定制化设计。

以ＭｉｎｉＧｏ中的 ＦＣ２为例。原始全连接算子
的伪代码如算法１所示，本文全连接算子的伪代
码如算法２所示。如算法１所示，在原始全连接
算子中，内存访问操作数为４ＮＣＫ次。其中，ＮＣＫ
为循环次数，４为矩阵Ｏ读取内存操作、计算后存
储到内存操作以及 ＩＷ的内存读取操作。完成
一次全连接算子计算操作为ＮＣＫ次乘累加操作。
本文方法通过结合自研系统的软硬件特性，设计

出针对性的优化方法。分析可并行性：对于前向

计算，Ｎ维度批次之间无计算相关性；输入的一行
和权重的一列做乘累加时，在 Ｋ维上无计算相关

性；输入的一行可以进一步划分为多个块，并行地

与对应权重相乘，保留中间结果，后续再累加。原

型系统拥有多个 ＤＳＰ核，可以实现 Ｎ维的并行。
原型系统拥有多个ＶＰＥ和寄存器，可以实现Ｋ维
的并行、块划分的并行和指令向量化寄存器的并

行。如算法２所示，在本文方法中，全连接算子的
内存访问操作数为４，分别是 ＩＷＯ的内存读取和
Ｏ的内存写入操作。最内循环计算是（１，１９）和
（１９，６４）的矩阵乘法，使用向量化和寄存器化后
将原本的１×１９×１９×６４个乘累加指令缩减为
１９个。经过二次维度拆分并行化、矩阵乘向量化
后，原始全连接算子串行的ＮＣＫ次操作转换为并
行的Ｎ（Ｃ／１９）个１９次操作。

算法１　原始全连接算子前向计算伪代码
Ａｌｇ．１　Ｐｓｅｕｄｏｃｏｄｅｆｏｒｏｒｉｇｉｎａｌｆｕｌｌｙｃｏｎｎｅｃｔｅｄｏｐｅｒａｔｏｒ

ｉｎｆｏｒｗａｒｄｃａｌｃｕｌａｔｉｏｎ

输入：输入矩阵Ｉ［Ｎ］［Ｃ］，权重矩阵Ｗ［Ｃ］［Ｋ］
输出：输出矩阵Ｏ［Ｎ］［Ｋ］

１．ＳｅｔＮ＝８，Ｃ＝３６１，Ｋ＝６４，ｃ＝１９
２．ｆｏｒｉ＝０∶Ｎｄｏ
３．　 ｆｏｒｋ＝０∶Ｋｄｏ
４．　　 Ｏ［ｉ］［ｋ］＝０
５．　　 ｆｏｒｊ＝０∶Ｃｄｏ
６．　　　 Ｏ［ｉ］［ｋ］＋＝Ｉ［ｉ］［ｊ］ Ｗ［ｊ］［ｋ］

算法２　本文方法全连接算子前向计算伪代码
Ａｌｇ．２　Ｐｓｅｕｄｏｃｏｄｅｆｏｒｔｈｉｓｍｅｔｈｏｄ′ｓｆｕｌｌｙｃｏｎｎｅｃｔｅｄ

ｏｐｅｒａｔｏｒｉｎｆｏｒｗａｒｄｃａｌｃｕｌａｔｉｏｎ

输入：输入矩阵Ｉ［Ｎ］［Ｃ］，权重矩阵Ｗ［Ｃ］［Ｋ］
输出：输出矩阵Ｏ［Ｎ］［Ｋ］

１．ＳｅｔＮ＝８，Ｃ＝３６１，Ｋ＝６４，ｃ＝１９
２．ｆｏｒｉ＝０∶Ｎｄｏ（ｉｎｐａｒａｌｌｅｌ）
３．　 ｆｏｒｊ＝０∶ｃ∶Ｃｄｏ（ｉｎｐａｒａｌｌｅｌ）
４．　 ＤＭＡ（Ｉ［ｉ］［ｃ］－＞Ｉ＿ｓ［ｉ］［ｃ］），ＤＤＲ－＞ＳＭ
５．　 ＤＭＡ（Ｗ［ｃ］［Ｋ］－＞Ｗ＿ａ［ｃ］［Ｋ］），ＤＤＲ－＞ＡＭ
６．　 Ｏ＿｛ｖｒ｝［ｉ］［Ｋ］＝Ｉ＿ｓ［ｉ］［ｃ］Ｗ＿ａ［ｃ］［Ｋ］
７．　 Ａｃｃｕｍｕｌａｔｅ，Ｏ＿｛ｖｒ｝
８．ＤＭＡ（Ｏ＿｛ｖｒ｝［Ｎ］［Ｋ］－＞Ｏ＿｛ａ｝［Ｎ］［Ｋ］），ＶＲ－＞ＡＭ
９．ＤＭＡ（Ｏ＿｛ａ｝［Ｎ］［Ｋ］－＞Ｏ［Ｎ］［Ｋ］），ＡＭ－＞ＤＤＲ

本文方法在片上的具体映射如图２所示，流
程为：将Ｉ［Ｎ］［Ｃ］在 Ｎ维进行划分，划分后的矩
阵以标量的方式从ＤＤＲ加载到ＤＳＰ核的ＳＭ中。
对Ｗ［Ｃ］［Ｋ］进行广播，以向量的形式从 ＤＤＲ加
载到ＤＳＰ核内的ＡＭ中。对ＳＭ中的数据根据块
尺寸进行划分，划分后一组数据大小为（１，１９）存

·４３１·
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入寄存器 Ｒ中，后续广播到向量寄存器（ｖｅｃｔｅｒ
ｒｅｇｉｓｔｅｒ，ＶＲ）中。将一组数据与权重进行乘累
加，得到一组结果放入ＶＲ中等待累加，如此循环
１９次完成 Ｎ维上的１组数据，放入 ＡＭ中，后续
再通过ＤＭＡ传回 ＤＤＲ。如此在 Ｎ维循环８次，
得到全连接算子前向计算的结果 Ｏ［Ｎ］［Ｋ］。反
向过程类似，在Ｎ维并行地在多核计算。每个核
中处理一组数据，循环１９次乘累加。在最后一次
累加后将结果传入ＧＳＭ中。由此得到８组数据，
对位相加得到权重的更新值。

图２　全连接计算片上映射示意图
Ｆｉｇ．２　Ｓｃｈｅｍａｔｉｃｄｉａｇｒａｍｏｆｏｎｃｈｉｐｍａｐｐｉｎｇｆｏｒ

ｆｕｌｌｙｃｏｎｎｅｃｔｅｄｃｏｍｐｕｔａｔｉｏｎ

２．１．２　卷积算子
卷积是 ＭｉｎｉＧｏ中最耗资源的运算，将卷积

计算卸载到 ＤＳＰ进行，能够有效加速计算。常
用的卷积计算并行方案有 ｉｍ２ｃｏｌ、傅里叶卷积、
ｗｉｎｏｇｒａｄ、直接卷积。ｉｍ２ｃｏｌ会导致输入矩阵膨
胀，恶化访存。傅里叶卷积增大了输入和卷积

核大小，从而增加了内存带宽的需求。傅里叶

卷积计算更复杂，涉及复数乘法，不适用于小卷

积核。ｗｉｎｏｇｒａｄ中转换映射的矩阵越大，计算
精度 的 损 失 越 大。结 合 ＤＳＰ结 构 设 计 和
ＭｉｎｉＧｏ网络设计，本文方法选择了直接卷积的
实现方法。

直接卷积涉及输入特征图和核权值的三维

乘积累加运算，计算过程如图 ３所示。其中，
图３（ａ）为前向计算过程，图３（ｂ）为反向计算权
重值过程。根据卷积计算的特性，分析可并行

性。通过分析前向计算过程可知，Ｎ维度批次之
间无计算相关性。可利用这个特点实现 ＤＳＰ内
多核并行。对于每个批次为 Ｎ／８的直接卷积，
输出通道 Ｋ维度之间无计算相关性，可实现
ＤＳＰ计算单元的硬件并行。对反向计算过程进
行分析。根据对其计算过程进行拆分，可以分

为２个部分：①批次之间无计算相关性的，利用
ＤＳＰ多核、核内多计算单元并行；②批次之间存

在数据交互的，则使用直接累加归约和二分累

加归约。

（ａ）前向计算过程
（ａ）Ｆｏｒｗａｒｄｃｏｍｐｕｔａｔｉｏｎｐｒｏｃｅｓｓ

（ｂ）反向计算过程
（ｂ）Ｂａｃｋｗａｒｄｃｏｍｐｕｔａｔｉｏｎｐｒｏｃｅｓｓ

图３　直接卷积计算过程
Ｆｉｇ．３　Ｃｏｍｐｕｔａｔｉｏｎｐｒｏｃｅｓｓｏｆｄｉｒｅｃｔｃｏｎｖｏｌｕｔｉｏｎ

ＭｉｎｉＧｏ中的卷积算子根据数据规模可分为
ＣＯＮＶ３＿ＩＮＩＴ，ＣＯＮＶ３＿ＲＥＳ，ＣＯＮＶ１＿ＰＯＬＩＣＹ，
ＣＯＮＶ１＿ＶＡＬＵＥ。以 ＣＯＮＶ３＿ＩＮＩＴ为例，卷积前
向计算在原型系统中的伪代码如算法３所示。在
Ｎ维上划分 Ｉ，将数据均匀分到８个核上并行计
算。复制８份Ｗ广播到各个核内的ＡＭ中。在Ｋ
维和Ｃ维上做循环，将一组大小为（３，３）的 Ｗ放
入ＶＲ中等待计算。在 Ｈ和 Ｗ维做循环，确定 Ｉ
的中心点，将中心点坐标放入Ｒ１和Ｒ２中。判断
当前中心点是不是边界，如果是，则进行ｐａｄｄｉｎｇ。
取中心点周围９个数据，存入ＶＲ中。

在ＶＲ中进行矩阵乘，得到 Ｏ的１个值。将
输出从ＶＲ存入ＧＳＭ。如此进行循环，得到Ｏ。

·５３１·
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算法３　ＣＯＮＶ３＿ＩＮＩＴ前向计算伪代码
Ａｌｇ．３　ＰｓｅｕｄｏｃｏｄｅｆｏｒＣＯＮＶ３＿ＩＮＩＴｏｐｅｒａｔｏｒｉｎ

ｆｏｒｗａｒｄｃａｌｃｕｌａｔｉｏｎ

输入：输入矩阵Ｉ［Ｎ］［Ｈ］［Ｗ］［Ｃ］，权重矩阵 Ｗ［Ｈ］
［Ｗ］［Ｃ］［Ｋ］
输出：输出矩阵Ｏ［Ｎ］［Ｈ］［Ｗ］［Ｋ］

１．ＳｅｔＮ＝８，Ｈ＝１９，Ｗ＝１９，Ｃ＝１３，Ｋ＝６４
２．ｆｏｒｎ＝０∶Ｎｄｏ（ｉｎｐａｒａｌｌｅｌ）
３． 广播ＤＭＡ（Ｗ［Ｈ］［Ｗ］［Ｃ］［Ｋ］－＞Ｗ＿ａ［Ｈ］［Ｗ］［Ｃ］［Ｋ］）
４． ＤＭＡ（Ｉ［ｎ］［Ｈ］［Ｗ］［Ｃ］－＞Ｉ＿ｓ［ｎ］［Ｈ］［Ｗ］

［Ｃ］），ＤＤＲ－＞ＳＭ
５．　ｆｏｒｋ＝０∶Ｋｄｏ　（ｉｎｐａｒａｌｌｅｌ）
６．　　ｆｏｒｃ＝０∶Ｃｄｏ
７．　　　 ＤＭＡ（Ｗ＿ａ［３］［３］［ｃ］［ｋ］－＞Ｗ＿｛ｖｒ｝［３］［３］［ｃ］［ｋ］）
８．　　　ｆｏｒｈ＝０∶Ｈｄｏ
９．　　　　ｆｏｒｗ＝０∶Ｗｄｏ
１０．　　 ｓａｖｅｈｔｏＲ１，ｓａｖｅｗｔｏＲ２
１１．　　 ｉｆＲ１ｏｒＲ２ｅｄｇｅ（ｉｎｐａｒａｌｌｅｌ）：补零
１２．　　 ＤＭＡ（Ｉ＿ｓ［ｎ］［３］［３］［ｃ］－＞Ｉ＿｛ｖｒ｝［ｎ］［３］［３］［ｃ］）
１３．　　 Ｏ＿｛ｖｒ｝［ｎ］［ｈ］［ｗ］［ｋ］＝Ｉ＿｛ｖｒ｝［ｎ］［３］

［３］［ｃ］ｘＷ＿｛ｖｒ｝［３］［３］［ｃ］［ｋ］
１４．　　 ＤＭＡ（Ｏ＿｛ｖｒ｝［ｎ］［ｈ］［ｗ］［ｋ］－＞Ｏ＿ｇ

［ｎ］［ｈ］［ｗ］［ｋ］）
１５．ＤＭＡ（Ｏ＿ｇ［Ｎ］［Ｈ］［Ｗ］［Ｋ］－＞Ｏ［Ｎ］［Ｈ］［Ｗ］［Ｋ］），
ＧＳＭ－＞ＤＤＲ

把Ｏ通过 ＤＭＡ输出到 ＤＤＲ中。分析上述
计算过程的并行性。在算法３的步骤２利用８个
核在Ｎ维上实现并行。在步骤５利用多 ＶＰＥ和
多寄存器，在 Ｋ维实现并行。在步骤１１，乘累加
需要６个指令周期，跳转指令需要７个指令周期，
同时进行这２个指令，从而覆盖部分进行边界判
断的消耗。本文方法的卷积算子在汇编过程中利

用多核、多ＶＰＥ、多寄存器、指令周期重叠实现了
并行计算。

２．１．３　ＢＮ＋ＲｅＬＵ
ＢＮ有助于训练更快地收敛并防止网络过拟

合。对于 １个批次的输入 Ｘ＝［ｘ（１），ｘ（２），…，
ｘ（ｍ）］，μ是 Ｘ的均值，δ２是 Ｘ的方差。输出 Ｙ＝
［ｙ（１），ｙ（２），…，ｙ（ｍ）］。ＢＮ前向计算公式为：

ｙ（ｉ）＝γｘ
（ｉ）－μ
δ２＋槡 ε

＋β （１）

式中，γ和β分别是通道尺度和偏差。在 ＭｉｎｉＧｏ
中激活函数是ＲｅＬＵ，如式（２）所示。

ｇ（ｘ）＝
ｘ，ｘ＞０
ａｘ，ｘ≤{ ０

（２）

其中，ａ等于０。当ｘ大于０时，不变；当ｘ小于等

于０时，ｘ置０。
本文方法将ＢＮ和ＲｅＬＵ合并为１个算子，能

够有效减少数据在片上的频繁读写。ＢＮ＋ＲｅＬＵ
计算的输入数据大小为ＮＨＷＣ。在Ｎ维可以使用
多核并行计算。Ｎ维之间存在数据交互，使用直
接累加归约和二分累加归约。单个 ＤＳＰ核内，在
Ｃ维进行ＶＲ级并行。Ｃ是６４，是ＶＲ处理数据能
力的倍数。将单核内拆分后的数据组累加后保存

在ＡＭ中，再把每个核的累加结果存储到 ＧＳＭ
中。在 ＢＮ计算后进行 ＲｅＬＵ计算。对于正向计
算，直接对ＢＮ的输出进行判定，当前值小于０则
赋值为０，反之不变。反向计算时，如果当前位置
的正向ＲｅＬＵ的结果为０，则将该位置上对应的传
入梯度赋值为０，反之不变。

２．２　异构设备间并行

原型系统由１个１６核ＣＰＵ、４个ＤＳＰ簇、１个
异构设备共享的ＤＤＲ构成ＣＰＵＤＳＰ异构计算节
点，如图１所示。因此，可以依托 ＣＰＵＤＳＰ异构
计算整合计算资源完成一个任务，以适配 ＭｉｎｉＧｏ
的复杂计算需求。

２．２．１　流水并行
异构设备流水并行操作重叠了 ＣＰＵ数据处

理和 ＤＳＰ算子计算时间。ＣＰＵ数据处理包括网
络构建、节点间通信、规约计算、蒙特卡罗树搜

索。以自我博弈任务为例，智能体下一步行动

根据蒙特卡罗树搜索结果确定。蒙特卡罗树搜

索分为选择、扩展、推理、回溯，其中选择和推理

需要训练模型的推理结果。因此，本文方法将

复杂的计算任务分割，将网络算子计算卸载到

ＤＳＰ进行，其余在 ＣＰＵ进行，实现了异构设备间
的流水并行。流程为：ＤＳＰ完成算子计算后将
结果返回给 ＣＰＵ进行蒙特卡罗树搜索。ＣＰＵ进
行蒙特卡罗树搜索的同时，ＤＳＰ开始下一批次
的算子计算。

２．２．２　共享内存编码
在ＣＰＵＧＰＵ异构计算系统中，ＣＰＵ侧内存

数据首先通过 ＣＰＵ调度经过总线和接口标准
（ｐｅｒｉｐｈｅｒａｌｃｏｍｐｏｎｅｎｔｉｎｔｅｒｆａｃｅｅｘｐｒｅｓｓ，ＰＣＩＥ）总
线传输到ＧＰＵ侧显存中。ＧＰＵ计算后，将结果从
显存再经 ＰＣＩＥ总线传输到内存，完成一次计算
卸载。为了减少数据搬运，ＴｅｎｓｏｒＦｌｏｗ等框架一
般会把所有的算子参数都放到显存，只在数据预

取有一次ＣＰＵＧＰＵ的搬运。但对于增量式搬运，
则需要更多的ＣＰＵＧＰＵ数据搬运，或者通过重叠
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减少数据搬运的影响。原型系统中，ＤＤＲ中存在
ＣＰＵＤＳＰ共享的物理地址空间。因此，根据原型
系统这一特性设计了共享内存编程。张量中权

值变量、输入输出等内存管理全周期都在共享

物理地址空间，既无数据搬运的问题，也无复杂

的流水调度重叠通信和计算。根据原型系统的

共享内存体系结构设计了共享内存编码模式。

对于整个神经网络的前向、反向计算过程，可以

减少数据在 ＣＰＵ和 ＤＳＰ之间的拷贝，从而减少
了计算时间。

２．２．３　高性能算子库
为了让ＴｅｎｓｏｒＦｌｏｗ等深度学习框架使用ＤＳＰ

实现高性能的神经网络推理和训练，设计了类英

伟达ＣＵＤＡ的高性能算子库，如图４所示。高性
能算子库包含了 ＤＳＰ驱动和 ＣＰＵＤＳＰ异构执行
引擎。高性能算子库将优化后的底层算子实现封

装，给ＴｅｎｓｏｒＦｌｏｗ等深度学习框架提供统一的接
口，供上层应用灵活使用。如图４所示，左边是调
用ＴｅｎｓｏｒＦｌｏｗ库实现网络构建，右边是调用本文
方法算子库实现网络构建。

图４　算子库调用示例
Ｆｉｇ．４　Ｅｘａｍｐｌｅｏｆｃａｌｌｉｎｇｔｈｅｏｐｅｒａｔｏｒｌｉｂｒａｒｙ

３　实验

本节通过实验测试本文方法的性能。如无特

别说明，输入数据的大小均为（９６，１９，１９，１３），数
据类型为单精度浮点数。

３．１　ＤＳＰ端算子优化

３．１．１　卸载算子计算
在本节对比了 ＤＳＰ端算子优化前后性能。

优化前实验设置为使用 ＴｅｎｓｏｒＦｌｏｗ算子库在纯
ＣＰＵ上进行计算。根据使用核数的不同分别记
为ＣＰＵ１、ＣＰＵ４、ＣＰＵ８、ＣＰＵ１６。优化后实验使
用８个ＤＳＰ核进行计算，记为ＤＳＰ８。

实验结果如图５所示。算子优化后各个算子
计算速度有不同程度的提升。其中 ＣＯＮＶ３＿ＲＥＳ

的计算速度提升最为明显。以 ＣＰＵ８作为
Ｂａｓｅｌｉｎｅ对比ＤＳＰ端算子计算优化性能。卷积算
子的计算速度均有较大提升。ＣＯＮＶ３＿ＲＥＳ的一
次前向计算耗时从３８３８ｍｓ降至４０２ｍｓ，反向
计算耗时从１７８０５ｍｓ降至４２ｍｓ。加速比分别
为９５４和４２２９。ＣＯＮＶ３＿ＩＮＩＴ的前后向加速比
分别是 ２３１和 １１５３。ＣＯＮＶ１＿ＰＯＬＩＣＹ的前后
向加速比分别是６１９和１１５３。ＣＯＮＶ１＿ＶＡＬＵＥ
的前后向加速比分别是１９４和９６３。ＦＣ性能提
升不理想。原因在于ＭｉｎｉＧｏ中ＦＣ２维度尺寸小，
在ＤＳＰ上计算快，申请内存和数据搬运操作相
对慢。

（ａ）ＣＯＮＶ３＿ＩＮＩＴ

（ｂ）ＣＯＮＶ３＿ＲＥＳ

（ｃ）ＣＯＮＶ１＿ＰＯＬＩＣＹ

·７３１·
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（ｄ）ＣＯＮＶ１＿ＶＡＬＵＥ

（ｅ）ＢＮ＋ＲｅＬＵ

（ｆ）ＦＣ１

（ｇ）ＦＣ２

（ｈ）ＦＣ３

图５　各算子在不同ＣＰＵ核数以及ＤＳＰ上的
计算时间对比

Ｆｉｇ．５　Ｃｏｍｐａｒｉｓｏｎｏｆｃｏｍｐｕｔｉｎｇｔｉｍｅｏｆｅａｃｈｏｐｅｒａｔｏｒｏｎ
ｄｉｆｆｅｒｅｎｔＣＰＵｃｏｒｅｓａｎｄＤＳＰ

３．１．２　扩展性
扩展性是验证并行计算方法性能的有效方

法。扩展性为固定计算规模、增加计算资源得到

的并行效率。在本节讨论了算子计算优化后的扩

展性。实验设置为，固定使用的ＤＳＰ核数为８，输
入数据的批大小，分别在数据批大小为９６和７６８
上进行训练，记录１步中各算子耗时。重复进行
多组实验。该实验以在单核计算的算子计算耗时

为基准，记录在８核计算的算子计算耗时相对于
基准的加速比。实验结果显示，ＣＯＮＶ３＿ＲＥＳ算
子多核并行后加速比提升最大。当批大小分别

是９６和 ７６８时，ＣＯＮＶ３＿ＲＥＳ的加速比分别是
１６２２和２４６９。ＣＯＮＶ３＿ＩＮＩＴ的加速比分别是
４４０和 ４４４。ＢＮ＋ＲｅＬＵ也有明显的速度提
升。ＦＣ３加速比提升最小。原因是 ＭｉｎｉＧｏ中
ＦＣ算子计算量小。受限于带宽，内存申请、数据
传输时间大于计算时间，导致收益不高。实验

结果证明，实现算子的多核计算能有效提升计

算速度。当一次计算数据规模扩大 ８倍时，能
保持大约一致的加速比。

３．１．３　计算效率
为了验证所提方法在自研原型系统上的有效

性，以计算量最大的ＣＯＮＶ３＿ＲＥＳ为例，分析了其
计算量、计算性能和计算效率，如表２所示。

计 算 量 评 估 公 式 为

２×Ｎ×Ｗ×Ｈ×３×３×Ｃ×Ｋ
１０００×１０００×１０００ （ＧＦＬＯＰＳ），其中 Ｎ、

Ｗ、Ｈ、Ｃ和Ｋ定义如前，３×３是ＣＯＮＶ３＿ＲＥＳ卷积
核空间大小。计算性能等于计算量除以平均执行

时间。计算效率等于计算性能除以峰值性能。

·８３１·
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表２　ＤＳＰ８下的ＣＯＮＶ３＿ＲＥＳ的
计算量、计算性能、计算效率

Ｔａｂ．２　Ｃｏｍｐｕｔａｔｉｏｎａｌｅｆｆｉｃｉｅｎｃｙ，ｃｏｍｐｕｔａｔｉｏｎａｌｑｕａｎｔｉｔｙ，
ｃｏｍｐｕｔａｔｉｏｎａｌｐｅｒｆｏｒｍａｎｃｅｏｆＣＯＮＶ３＿ＲＥＳ

ｒｕｎｎｉｎｇｏｎ８ＤＳＰｃｏｒｅｓ

批大小
计算量／
ＧＦＬＯＰＳ

计算性能／
（ＴＦＬＯＰＳ／ｓ）

计算效率／
％

９６ ２．５６ ０．６４ ２３．０３

７６８ ２０．４４ １．３０ ４６．９０

由表２结果可知，在相对小的计算量的情况
下，计算效率达到２３％左右。主要原因是计算量
小，计算时间相对于数据传输时间占比降低。随

着计算量增加，本文实现的计算性能和效率在提

升。说明本文方法有效利用了硬件结构特点，能

够有效发挥其计算性能。

３．２　异构设备间的共享内存编码优化

本节的基准测试 记 为 ＤＳＰＳＭＰ。使 用
ＴｅｎｓｏｒＦｌｏｗ框架的默认异构计算接口，数据在
ＣＰＵ和ＤＳＰ之间显式搬运，在ＤＳＰ上进行ＭｉｎｉＧｏ
训练。优化后实验记为 ＤＳＰ＋ＳＭＰ，使用共享内
存编码优化后，在ＤＳＰ上进行ＭｉｎｉＧｏ训练。采用
算子计算时间来衡量共享内存编程优化带来的性

能提升。

表３和表４展示了共享内存编码优化前后各
个算子计算时间对比。各算子在前向和反向计算

中，共享内存编码均表现出一定的性能提升。其

中，卷积计算的速度提升最为明显。ＣＯＮＶ３＿ＩＮＩＴ
反向计算的加速比是１１８８。ＣＯＮＶ３＿ＲＥＳ前向
计算耗时从 １６８５ｍｓ降到 ４０２ｍｓ，加速比是
４１９。相应地，反向计算平均耗时从３５５９ｍｓ降

表３　共享内存编码优化前后前向计算平均时间对比
Ｔａｂ．３　Ｃｏｍｐａｒｉｓｏｎｏｆｆｏｒｗａｒｄｃａｌｃｕｌａｔｉｏｎｔｉｍｅｂｅｆｏｒｅａｎｄａｆｔｅｒ

ｓｈａｒｅｄｍｅｍｏｒｙｐｒｏｇｒａｍｍｉｎｇｏｐｔｉｍｉｚａｔｉｏｎ

算子类型
ＤＳＰＳＭＰ／
ｍｓ

ＤＳＰ＋ＳＭＰ／
ｍｓ

加速比

ＣＯＮＶ３＿ＩＮＩＴ １６．０５ ６．５２ ２．４６

ＣＯＮＶ３＿ＲＥＳ １６．８５ ４．０２ ４．１９

ＣＯＮＶ１＿ＰＯＬＩＣＹ １８．２２ １．０５ １７．４０

ＣＯＮＶ１＿ＶＡＬＵＥ １５．９５ ０．９５ １６．７２

ＢＮ＋ＲｅＬＵ １８．７０ ４．２３ ４．４２

ＦＣ１～３ ２０．９８ ２．８７ ７．３２

表４　共享内存编码优化前后反向计算平均时间对比
Ｔａｂ．４　Ｃｏｍｐａｒｉｓｏｎｏｆｂａｃｋｗａｒｄｃａｌｃｕｌａｔｉｏｎｔｉｍｅｂｅｆｏｒｅａｎｄａｆｔｅｒ

ｓｈａｒｅｄｍｅｍｏｒｙｐｒｏｇｒａｍｍｉｎｇｏｐｔｉｍｉｚａｔｉｏｎ

算子类型
ＤＳＰＳＭＰ／
ｍｓ

ＤＳＰ＋ＳＭＰ／
ｍｓ

加速比

ＣＯＮＶ３＿ＩＮＩＴ １６．４８ １．３９ １１．８８

ＣＯＮＶ３＿ＲＥＳ ３５．５９ ４．２１ ８．４５

ＣＯＮＶ１＿ＰＯＬＩＣＹ ３８．５５ ３．５９ １０．７５

ＣＯＮＶ１＿ＶＡＬＵＥ ３０．９６ ２．７７ １１．１８

ＢＮ＋ＲｅＬＵ ３４．９０ ６．２８ ５．５６

ＦＣ１～３ ２７．１３ ２４．２１ １．１２

到４２１ｍｓ，加速比是 ８４５。ＢＮ＋ＲｅＬＵ前向计
算和后向计算的加速比分别是４４２和５５６。从
实验结果可知，共享内存编码大大地缩减了计算

时间。

３．３　耗时与加速比

在本节中，展示了本文方法在训练阶段和自

博弈阶段的整体加速效果。Ｂａｓｅｌｉｎｅ实验为
ＣＰＵ８，设置见３１１节。

智能体训练阶段和自博弈阶段耗时对比如

表５和表６所示。在训练阶段中，１步中前向计算
总耗时从６０６１８ｍｓ降至２３６７９ｍｓ，反向计算总
耗时从１６４２００ｍｓ降至３５０６２ｍｓ。加速比分别
为２５６和４６８。１步训练时间从２２４８１８ｍｓ降为
５８７４１ｍｓ，加速比为３８３。由于１次对局中行动
长度波动较大，在自博弈阶段选取前瞻次数为

１００００进行分析。在ＣＰＵ８中执行１００００次前瞻
的自博弈推理时间为１１８５８７ｓ，在 ＤＳＰ８中为
８１６４８ｓ。ＤＳＰ８在自博弈推理阶段的加速比达
１５。综上，本文方法能够实现ＭｉｎｉＧｏ算子加速。

表５　１步内训练耗时对比
Ｔａｂ．５　Ｅｘｅｃｕｔｉｏｎｔｉｍｅｏｆｏｎｅｓｔｅｐｃｏｍｐｕｔａｔｉｏｎ

阶段 ＣＰＵ８／ｍｓ ＤＳＰ８／ｍｓ 加速比

前向计算 ６０６．１８ ２３６．７９ ２．５６

反向计算 １６４２．００ ３５０．６２ ４．６８

１步 ２２４８．１８ ５８７．４１ ３．８３

表６　自博弈推理耗时对比
Ｔａｂ．６　Ｉｎｆｅｒｅｎｃｅｅｘｅｃｕｔｉｏｎｔｉｍｅｏｆｓｅｌｆｐｌａｙ

系统 前瞻次数 时间／ｓ 加速比

ＣＰＵ８ １００００ １１８５．８７ １．０

ＤＳＰ８ １００００ ８１６．４８ １．５

４　结论

本文结合 ＭｉｎｉＧｏ计算过程特点和高性能异

·９３１·



国 防 科 技 大 学 学 报 第４６卷

构加速器特性，主要针对传统算子加速方法没有

实现定制化汇编导致的资源浪费、片上数据传输

消耗大和异构计算资源分配的问题进行了优化。

首先，针对算子计算 －访存特性和计算平台资源
定制了算子计算，在多核、多 ＶＰＥ、指令集方面实
现了并行计算。然后，结合计算平台拥有设备间

共享存储段的特性，设计了共享内存编码模式，减

少数据传输消耗。最后，结合算法计算流程在

ＣＰＵＤＳＰ间实现了流水并行，合理分配任务和资
源。同时，面向 ＴｅｎｓｏｒＦｌｏｗ实现了一个易于使用
的高性能算子库。实验部分对比了本文方法的算

子计算在多核并行化的性能提升、共享内存编码

模式带来的性能提升。本文方法实现了面向高性

能异构加速器的ＭｉｎｉＧｏ算子加速。
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