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中心约束对比学习的自集成卫星异常检测方法
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摘　要：针对现有异常检测算法对遥测参数特征提取缺乏区分度以及异常决策信息丢失等问题，提出基
于中心约束对比的自集成异常检测方法。融合对比损失和中心损失将正常样本映射到紧凑的特征分布，并

采用多视角、多层次特征集成的方式实现样本的异常检测，提升了模型对卫星复杂工况的适应性。采用科学

卫星真实遥测参数数据和基准数据集进行验证，结果表明，所提方法在真实遥测参数上比最优基准方法的 Ｆ
值提升２１８％，且具有更好的噪声抗干扰性。实验结果验证了方法的可行性，能够为卫星地面运管提供有效
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　　受不充分设计验证、生产加工工艺风险、极端
空间环境、损伤累积效应以及星上状态动态变化

等因素影响，每颗卫星在整个生命周期内都或多

或少会经历不同严重程度的异常事件［１－２］，严重

的异常还会导致任务降级或失败。卫星在轨运行

过程中，及时有效地检测和识别出异常，并采取有

效措施进行维护，对保证卫星安全、可靠运行与效

能发挥有重要意义。

近年来，随着任务密度的提高以及待监测参

数量的提升，相关学者提出了数据驱动的异常检

测方法［３－６］，利用统计分析、数据挖掘和机器学习

方法，对遥测数据建模，利用得到的模型发现异

常，具有良好的扩展性和适应性。目前本领域数

据驱动的异常检测方法主要分为基于数据分布、

基于偏差和基于分类。

基于数据分布的方法通常采用统计或机器学

习等对正常数据的分布规律建模，标记不符合该

分布的数据样本为异常。传统的方法包括基于高
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斯混合模型的参数化方法［７］和基于核密度估计

的非参数化方法［８］。这些方法直接在原始数据

上建模，而对高维和复杂数据分布的检测效果

较差。

基于偏差的方法的基本假设是，每个正常样

本都能够使用一组基函数实现准确的重建，相对

异常样本会表现出更大的重建误差。传统方法主

要采用最近邻［９］、主成分分析［１０］、Ｋ均值聚类［１１］

以及树模型［１２－１３］等方法，这些方法计算复杂度

高，不适用于高维数据的异常检测。

基于分类的方法将异常检测看作单类分类问

题，在正常数据周围构建决策边界，以排除其他未

知样本。传统方法主要使用单类分类支持向量

机［１４］（ｏｎｅｃｌａｓｓｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，ＯＣＳＶＭ）
和 支 持 向 量 描 述［１５］ （ｓｕｐｐｏｒｔｖｅｃｔｏｒｄａｔａ
ｄｅｓｃｒｉｐｔｉｏｎ，ＳＶＤＤ），利用核函数得到分类超平面
或超曲面，将正常样本与其他样本分离。

随着深度学习的发展，越来越多学者提出了

两阶段的异常检测方法，首先利用深度网络得到

样本的特征表示，然后采用基于数据分布［１６－１７］、

基于偏差［１８－２０］以及基于分类［２１］的传统方法构建

异常分数以实现异常检测。近年来，基于对比学

习的深度学习方法依靠其优秀的特征表示能力，

提升了异常检测效果，并成为该领域的研究热

点［２２－２５］。直接将基于对比学习的异常检测算法

用于卫星遥测参数异常检测面临着以下问题：

１）卫星参数维度高，异常引发遥测参数的不
规则变化，正常和异常样本的区分度不明显，且对

比学习倾向于将训练样本均匀地映射到特征空间

中的单位超球面，这导致映射到特征空间之后正

常和异常样本交叠，两者无法有效区分。

２）异常分数的构建只考虑代理任务中的单
视角和单层特征，导致异常决策信息丢失，不能反

映卫星的真实状态，且易受噪声数据干扰，异常检

测效果较差。

针对上述问题，本文改进对比学习的损失函

数和异常分数构建方法，提出一种新的卫星遥测

参数异常检测算法。特征学习阶段，提出一种基

于中 心 约 束 的 对 比 学 习 （ｃｅｎｔｅｒｃｏｎｓｔｒａｉｎｅｄ
ｃｏｎｔｒａｓｔｉｖｅｌｅａｒｎｉｎｇ，ＣＣＬ）方法，将对比损失与中
心损失结合，减小代理任务中同一视角下样本的

方差，得到更加紧凑的特征分布，使特征空间中正

常和异常样本更易于区分。异常决策阶段，提出

一种自集成决策（ｓｅｌｆｅｎｓｅｍｂｌｅｄｅｃｉｓｉｏｎ，ＳＥＤ）方
法，综合考虑代理任务中各个视角不同层次的特

征，采用马氏距离构建异常分数。并利用 ＣＣＬ

ＳＥＤ方法实现了卫星异常检测系统，在量子科学
实验卫星健康管理系统中进行了初步应用。

１　问题定义

１．１　遥测参数数据和系统状态向量表示

为便于描述遥测参数异常检测问题，形式化

表示遥测参数。

定义１：遥测参数向量 ｘ，某分系统或某台设
备下行的遥测参数。

ｘ＝（ｄ１，…，ｄｊ，…，ｄｍ） （１）
式中：ｄｊ为第ｊ个参数的取值；ｍ为参数个数。

定义２：某时刻的遥测参数向量 ｖ（ｔ），该时刻
采集的遥测参数。

　ｖ（ｔ）＝（ｔ，ｘ（ｔ））＝（ｔ，ｄ（ｔ）１ ，…，ｄ
（ｔ）
ｊ ，…，ｄ

（ｔ）
ｍ ） （２）

式中：ｔ为数据采集时间；ｘ（ｔ）为对应时刻的 ｍ维
遥测参数向量。

定义３：某分系统或某台设备的健康状态 ｑ，
ｑ∈｛０，１｝。ｑ＝０表示正常，ｑ＝１表示异常。

定义４：状态向量 ｕ（ｔ），某分系统或某台设备
在某一时刻的健康状态。

ｕ（ｔ）＝（ｔ，ｑ（ｔ）） （３）
式中：ｑ（ｔ）为对应时刻设备的健康状态。

１．２　基于遥测参数数据的异常检测问题模型

受空间环境和星上状态动态变化等因素影

响，不断有新类型异常出现，无法穷举所有类型的

异常，且异常样本较少，而正常状态下的数据样本

较容易取得。因此，问题归约为半监督异常检测：

首先基于正常状态下的遥测参数构建模型，然后

用该模型检测异常。设 Ωｘ表示遥测参数数据的
ｍ维空间，则异常检测问题可描述为寻求一个目
标函数ψ，使其满足：

ψ：Ωｘ→ｑ （４）
给定训练样本集 Ｘｔｒａｉｎ＝｛（ｘ

（ｉ），ｑ（ｉ））｝Ｎｉ＝１，对
于每个样本（ｘ（ｉ），ｑ（ｉ）），ｑ（ｉ）＝０。首先根据训练样
本集学得特征提取函数，设Ωｈ为样本的特征空
间，则该函数满足：

：Ωｘ→Ωｈ （５）
然后根据样本特征构建异常分数函数ｓ：

ｓ：Ωｈ→Ｒ （６）
式中：Ｒ为实数空间。

最后根据异常分数构建判别函数Δ：
Δ：Ｒ→ｑ （７）

则给定训练样本集 Ｘｔｒａｉｎ学到的异常检测模
型为：

ψ（ｘ（ｉ））＝Δｓ（ｘ（ｉ））＝ｑ（ｉ） （８）

·４３·
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式中：“”表示将前后两个函数组合得到复合
函数。

２　对比学习和中心损失

本节介绍文中用到的背景知识：对比学习和

中心损失。

２．１　对比学习

对比学习是一种自监督学习方法，利用数据

自身样本对的相似或相异作为监督信息，以拉近

正样本对并推远负样本对之间距离为目标，学习

样本集的特征表达。文献［２６］将对比学习归纳
为字典查询问题，令ｘ为一个查询，｛ｘ＋｝和｛ｘ－｝
为ｘ的正样本和负样本集合，参考文献［２４］的表
示方法，对比损失函数定义为：

Ｌｃｌｓ（ｘ，｛ｘ＋｝，｛ｘ－｝）＝

－ １
｛ｘ＋｝

ｌｇ
∑
ｘ′∈｛ｘ＋｝

ｅｘｐ（ρ（ｚ，ｚ′）／τ）

∑
ｘ′∈｛ｘ＋｝∪｛ｘ－｝

ｅｘｐ（ρ（ｚ，ｚ′）／τ）
（９）

式中：｛ｘ＋｝为集合｛ｘ＋｝的基数；超参数 τ＞０
为温度系数；ｚ为样本 ｘ的特征表示；ｚ′为样本 ｘ′
的特征表示；ρ（ｚ，ｚ′）＝ｚＴｚ′／（ｚ ｚ′）为特征 ｚ
和ｚ′之间的余弦距离。

本文采用简单对比学习表示［２７］（ｓｉｍｐｌｅ
ｃｏｎｔｒａｓｔｉｖｅｌｅａｒｎｉｎｇｏｆｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ，ＳｉｍＣＬＲ）作
为对比学习框架。ＳｉｍＣＬＲ主要包括数据增强器
Ｔ、特征提取器 ｆθ、映射头 ｇｖ以及对比损失函数。
Ｔ对输入数据 ｘｉ做不同的随机变换 Ｔ

１～Ｔ，Ｔ２～
Ｔ，生成珘ｘ（１）ｉ＝Ｔ

１（ｘｉ）和 珘ｘ
（２）
ｉ ＝Ｔ

２（ｘｉ）两个增强
样本，珘ｘ（１）ｉ 和珘ｘ

（２）
ｉ 分别称为ｘｉ的第１和第２视角，

（珘ｘ（１）ｉ ，珘ｘ
（２）
ｉ ）和（珘ｘ

（２）
ｉ ，珘ｘ

（１）
ｉ ）称为正样本对，珘ｘ

（１）
ｉ 和

珘ｘ（２）ｉ 与其他样本ｘｊ（ｊ≠ｉ）的增强样本组成负样本
对。ｆθ（·）是一个基于神经网络的编码器，用于
提取数据样本的特征，珘ｘ（１）ｉ 和 珘ｘ

（２）
ｉ 通过 ｆθ（·）分

别得到ｈ（１）ｉ ＝ｆθ（珘ｘ
（１）
ｉ ）和 ｈ

（２）
ｉ ＝ｆθ（珘ｘ

（２）
ｉ ）。ｇｖ（·）

是一个多层感知机网络，映射 ｈ（１）ｉ 和 ｈ（２）ｉ 到新

特征 空 间，得 到 ｚ（１）ｉ ＝ｇｖ（ｈ
（１）
ｉ ）和 ｚ（２）ｉ ＝

ｇｖ（ｈ
（２）
ｉ ），在该空间中应用对比损失函数。对于

每次迭代的小批量数据 Ｂ＝｛ｘｉ｝
ｎ
ｉ＝１，ＳｉｍＣＬＲ的

损失函数为：

ＬＳｉｍＣＬＲ（Ｂ；Ｔ）＝

１
２ｎ∑

ｎ

ｉ＝１
Ｌｃｌｓ（珘ｘ

（１）
ｉ ，珘ｘ

（２）
ｉ ，珟Ｂ－ｉ）＋Ｌｃｌｓ（珘ｘ

（２）
ｉ ，珘ｘ

（１）
ｉ ，珟Ｂ－ｉ）

（１０）
式中：珟Ｂ－ｉ＝｛珘ｘ

（１）
ｊ ｝ｊ≠ｉ∪｛珘ｘ

（２）
ｊ ｝ｊ≠ｉ。

２．２　中心损失

中心损失目标是降低同类样本在特征空间的

方差，将样本特征尽可能拉向其所属类的中心，以

得到更加紧凑的特征分布［２８－３０］。中心损失函数

定义为：

Ｌｃｅｎｔｅｒ＝
１
２ｎ∑

ｎ

ｉ＝１
（ｘｉ）－ｃｙｉ

２ （１１）

式中：（ｘｉ）为样本 ｘｉ的特征；ｃｙｉ为第 ｙｉ类样本
特征的中心。Ｌｃｅｎｔｅｒ通过惩罚特征与其类中心之
间的距离来减小类内方差。

式（１１）中的ｃｙｉ为一个可学习的参数，每次迭
代采用小批量的方式更新：

　ｃｔ＋１ｊ ＝ｃｔｊ－α
∑
ｎ

ｉ＝１
δ（ｙｉ＝ｊ）·（ｃｊ－ｘｉ）

＋∑
ｎ

ｉ＝１
δ（ｙｉ＝ｊ）

（１２）

式中：δ（ｓ）为指示函数，条件ｓ满足时为１，否则为
０；超参数α为学习率；为一个小的正值，避免分
母为０。

３　中心约束对比学习与自集成异常判别

３．１　异常检测框架

基于问题定义，设计如图１所示卫星遥测参
数异常检测框架。首先将卫星分包遥测得到的原

始数据执行野值剔除、缺失值填补和归一化等预

处理操作；然后将其划分为训练数据和测试数据，

训练数据中只包含正常数据样本；训练数据用于

训练ＣＣＬ模型，得到编码器 ｆθ；测试数据通过 ｆθ
映射到特征空间，并以自集成决策函数得到异常

分数；最后根据异常分数和阈值 判定样本是否
异常。

３．２　中心约束对比学习

ＳｉｍＣＬＲ用于异常检测时，编码器和映射头
采用２．１节所述的神经网络，数据增强器和对比
损失函数如下：

数据增强器 Ｔ采用文献［２３］提出的随机仿
射变换函数：

Ｔ（ｘ）＝ωｘ＋ｂ （１３）
式中：ω和ｂ分别为采样自高斯分布的随机变换
矩阵和随机向量。

对比损失函数受文献［２４］的对比转移实例
（ｃｏｎｔｒａｓｔｉｎｇｓｈｉｆｔｅｄｉｎｓｔａｎｃｅｓ，ＣＳＩ）启发，将同一样
本的各个增强样本 珘ｘ（１）ｉ 和 珘ｘ

（２）
ｉ 作为负样本对，不

同样本ｘｉ和 ｘｊ的同一视角 珘ｘ
（ｋ）
ｉ 和 珘ｘ

（ｋ）
ｊ 作为正样

本对：

·５３·
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图１　基于ＣＣＬＳＥＤ的卫星异常检测框架
Ｆｉｇ．１　ＦｒａｍｅｗｏｒｋｆｏｒｓａｔｅｌｌｉｔｅａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｂａｓｅｄｏｎＣＣＬＳＥＤ

Ｌｃｓｉ＝
１
２ｎ∑

ｎ

ｉ＝１
Ｌｃｌｓ（珘ｘ

（１）
ｉ ，珟Ｂ

（１）
－ｉ，珟Ｂ

（２））＋

Ｌｃｌｓ（珘ｘ
（２）
ｉ ，珟Ｂ

（２）
－ｉ，珟Ｂ

（１）） （１４）
式中：珟Ｂ（１）＝｛珘ｘ（１）ｊ ｝

ｎ
ｊ＝１；珟Ｂ

（２）＝｛珘ｘ（２）ｊ ｝
ｎ
ｊ＝１；珟Ｂ

（１）
－ｉ ＝

｛珟Ｂ（１）ｊ ｝ｊ≠ｉ；珟Ｂ
（２）
－ｉ＝｛珘ｘ

（２）
ｊ ｝ｊ≠ｉ。

异常检测旨在判定样本是否异常，要求学得

的特征易于区分正常和异常样本。文献［３１］证
明并实验验证了采用对比损失函数优化网络参数

过程中，训练样本逐渐被均匀映射到特征空间的

单位超球面上。这意味着异常样本总可以在该超

球面上某个邻域内找到一个正常样本，造成正常

和异常样本的交叠，不利于正常和异常样本的区

分。为了解决该问题，本文引入中心损失函数，通

过减小训练样本在特征空间中的方差来增加特征

分布的紧凑性，便于特征空间中正常和异常样本

的区分。

中心约束对比损失函数定义为：

Ｌｃｃｌ＝Ｌｃｓｉ＋λＬｃｅｎｔｅｒ （１５）
式中：超参数 λ用于平衡对比损失和中心损失，
本文的实验中，根据经验设λ＝１０。

中心约束对比学习如图 ２所示。前向传播
时，根据小批量训练数据Ｂ中样本的Ｋ个视角计
算对比损失，同时对编码器 ｆθ输出的特征计算中
心损失。反向传播时，根据中心约束对比损失的

梯度更新网络参数θ和ｖ。

３．３　自集成决策

自集成决策是一个异常分数函数，根据 ＣＣＬ
得到的特征，度量样本异常程度。常用的异常分

数主要采用基于核密度估计［１７，２５］、基于单类支持

向量机［２５］以及基于马氏距离［３２－３４］的方法。特征

学习阶段旨在将训练数据映射到一个紧凑的特征

图２　中心约束对比学习
Ｆｉｇ．２　Ｃｅｎｔｅｒｃｏｎｓｔｒａｉｎｅｄｃｏｎｔｒａｓｔｉｖｅｌｅａｒｎｉｎｇ

·６３·
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分布，以使得异常样本到所学分布的距离大于正

常样本到该分布的距离，从而对正常和异常样本

进行区分，因此选用样本到训练数据分布的距离

作为样本异常程度的度量。本文以马氏距离作为

距离度量，提出了融合多视角和多层特征的自集

成决策方法。ＳＥＤ的主要思想是利用各个神经
网络层以及各个视角的信息，提升模型辨别异常

样本的能力。

文献［２５，３５］表明，映射头过于专注代理任
务，输出的特征丢掉了对下游任务有用的信息。因

此，基于编码器ｆθ各层的特征构建异常分数函数。
以编码器ｆθ第ｌ层特征计算的增强样本ｘ

（ｍ）

的异常分数ｓｍ（ｘ，ｌ）为：
ｓｍ（ｘ，ｌ）＝
－［ｆｌ（ｘ

（ｍ））－μ（ｍ）ｌ ］
Ｔ（Σ（ｍ）ｌ ）

－１［ｆｌ（ｘ
（ｍ））－μ（ｍ）ｌ ］

（１６）

式中：ｘ（ｍ）为样本 ｘ的第 ｍ视角；ｆｌ（ｘ
（ｍ））为 ｘ（ｍ）

第ｌ层的特征；μ（ｍ）ｌ 和 Σ（ｍ）ｌ 分别为｛ｆｌ（ｘ
（ｍ）
ｉ ）｝

Ｎ
ｉ＝１

的均值和协方差矩阵，Ｎ为训练样本个数。
自集成决策如图３所示，包括多视角特征集

成（ｍｕｌｔｉｖｉｅｗｆｅａｔｕｒｅｅｎｓｅｍｂｌｅｄ，ＭＶＦＥ）和多层
特征集成（ｍｕｌｔｉｌａｙｅｒｆｅａｔｕｒｅｅｎｓｅｍｂｌｅｄ，ＭＬＦＥ）。

样本 ｘ第 ｌ层的多视角特征集成异常分
数为：

ｓｍｖｆｅ（ｘ，ｌ）＝Ｆａｇｇ（｛ｓｉ（ｘ，ｌ）｝
Ｋ
ｉ＝１） （１７）

式中：Ｆａｇｇ为聚合函数，可选 ｍｅａｎ、ｍａｘ和 ｍｉｎ分
别计算集合中元素的均值、最大值和最小值；

｛ｓｉ（ｘ，ｌ）｝
Ｋ
ｉ＝１为样本 ｘ所有视角第 ｌ层的异常分

数集合；Ｋ为视角个数。
样本ｘ的自集成异常分数为：
ｓＳＥＤ（ｘ）＝ｍｅａｎ（｛ｓｍｖｆｅ（ｘ，ｌｉ）｝

Ｗ
ｉ＝１） （１８）

式中：ｍｅａｎ为均值聚合函数；Ｗ为编码器层数。

图３　自集成决策
Ｆｉｇ．３　Ｓｅｌｆｅｎｓｅｍｂｌｅｄｅｃｉｓｉｏｎ

４　实验验证与结果分析

４．１　数据来源

本实验采用预处理后的量子科学实验卫星

（Ｍｉｃｉｕｓ）［３６］２０１７年１月７日至２０１８年２月２８
日的遥测参数数据，选取了与卫星姿控系统工作

状态相关的２３个参数。此外，为了验证算法的泛
化性，还选取了异常检测领域的公开基准数据集

Ｔｈｙｒｏｉｄ和Ａｒｒｈｙｔｈｍｉａ，两者均来源于传感器数据。
数据集相关信息如表１所示。

表１　数据集统计信息
Ｔａｂ．１　Ｓｔａｔｉｓｔｉｃｓｏｆｄａｔａｓｅｔｓ

数据集 维度 样本数 异常样本比例

Ｍｉｃｉｕｓ ２３ ２０５５２２ ０．０３４

Ｔｈｙｒｏｉｄ ６ ３７７２ ０．０２５

Ａｒｒｈｙｔｈｍｉａ ２７４ ４５２ ０．１５０

４．２　基准算法介绍

选取以下基准算法：经典方法中选择基于分

布的核密度估计（ｋｅｒｎｅｌｄｅｎｓｉｔｙｅｓｔｉｍａｔｉｏｎ，ＫＤＥ）
算法、基于分类的 ＯＣＳＶＭ算法以及基于偏差的
孤立森林（ｉｓｏｌａｔｉｏｎｆｏｒｅｓｔ，ｉＦｏｒｅｓｔ）方法，深度方法
中选择基于分布的深度自编码高斯混合模型

（ｄｅｅｐ ａｕｔｏｅｎｃｏｄｉｎｇ Ｇａｕｓｓｉａｎ ｍｉｘｔｕｒｅ ｍｏｄｅｌ，
ＤＡＧＭＭ）算法、基于分类的ＤｅｅｐＳＶＤＤ算法以及
采用对比学习的基于偏差的通用数据异常检测

（ｇｅｎｅｒａｌｉｚｅｄｏｕｔｌｉｅｒａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎ，ＧＯＡＤ）算
法。基准算法简介如下：

ＫＤＥ［８］：一种基于核密度估计的异常检测方
法，利用正常数据建立概率分布模型，以该概率模

型判定异常。

ＯＣＳＶＭ［１４］：一种基于核函数的异常检测方
法，利用核函数将数据映射到高维空间，构建决策

边界，以此为判定异常依据。

·７３·
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ｉＦｏｒｅｓｔ［１２］：一种基于树模型的异常检测算
法，构建集成树模型，基于每个样本到达叶子节点

的平均路径长度判定异常。

ＤＡＧＭＭ［１６］：一种基于深度自编码器的异常
检测方法，包括基于自编码器的压缩网络和基于

混合高斯的估计网络。压缩网络利用深度自编码

器提取样本特征，估计网络根据特征建立高斯混

合模型，以该概率模型判断异常。

ＤｅｅｐＳＶＤＤ［２１］：一种基于深度神经网络的异
常检测方法，利用正常数据学得超球面，以超球面

为决策边界判定异常。

ＧＯＡＤ［２３］：一种基于自监督的异常检测方法，
将增强样本分类作为代理任务，并引入三元组损

失作为对比损失，根据分类器的 Ｓｏｆｔｍａｘ值检测
异常。

４．３　实验性能指标

异常检测可看作对样本的二分类，分类的目

标只有两类，即正例（ｐｏｓｉｔｉｖｅ）为异常数据，负例
（ｎｅｇａｔｉｖｅ）为正常数据［３７］。在对结果分类后，用

Ｆ值和Ａ值度量算法性能：

Ｆ＝２ＰＲＰ＋Ｒ （１９）

Ａ＝
∑

ｉ∈ｐｏｓｉｔｉｖｅＣｌａｓｓ
ｒｉ－
Ｍ（１＋Ｍ）
２

ＭＮ （２０）

其中：Ｐ＝Ｊ／（Ｊ＋Ｕ），Ｒ＝Ｊ／（Ｊ＋Ｖ）；Ｊ为真正例，
表示实际为异常、算法检测为异常的样本数；Ｕ为
假正例，表示实际为正常、算法检测为异常的样本

数；Ｖ为假负例，表示实际为异常、算法检测为正
常的样本数；异常分数按升序排序，ｒｉ表示第 ｉ条
正样本的序号；Ｍ和Ｎ分别代表正样本和负样本
个数。

４．４　实验设置

本实验采用文献［１６，３８］中的实验设置方式：
将２０次（ｒｕｎ）实验的评价指标的均值和标准差作
为异常检测性能度量，单次实验运行 ５０轮
（ｅｐｏｃｈ）；每次实验，从正常数据样本中随机抽取
５０％作为训练集，剩余的５０％样本以及所有异常样
本作为测试集；根据数据集中异常样本比例确定判

别阈值，即异常分数升序排序，前的样本判定为
异常；自集成决策时，数据集 Ｍｉｃｉｕｓ、Ｔｈｙｒｏｉｄ和
Ａｒｒｈｙｔｈｍｉａ分别选用ｍｅａｎ、ｍｉｎ和ｍａｘ作为聚合函
数；各个基准算法采用网格搜索法得到最优超参数。

４．５　算法有效性

表 ２展示了 ＣＣＬＳＥＤ及其对比算法在
Ｍｉｃｉｕｓ、Ｔｈｙｒｏｉｄ和 Ａｒｒｈｙｔｈｍｉａ数据集上的表现，其
中最优结果加粗标注，Ｓ表示标准差。由表２可
知，ＣＣＬＳＥＤ算法在三个数据集上的Ｆ值和 Ａ值
大多数情况下优于其他６种基准算法，而且较低
的标准差表明该算法表现更为稳定。ＣＣＬＳＥＤ
在Ｍｉｃｉｕｓ数据集上 Ｆ值比最优秀的基准算法
ＤＡＧＭＭ提升了２１８％，Ａ值比最优秀的基准算
法ｉＦｏｒｅｓｔ提升了１２５％。ＣＣＬＳＥＤ在Ｔｈｙｒｏｉｄ数
据集上的效果也优于基准算法。在Ａｒｒｈｙｔｈｍｉａ数
据集上，ＣＣＬＳＥＤ与 ＯＣＳＶＭ较为接近，前者 Ｆ
值优势明显，后者Ａ值略优，这是由于 Ａｒｒｈｙｔｈｍｉａ
数据集的样本数较少，训练样本数１９３小于数据
维度２７４，深度网络对训练集存在过拟合，对训练
集数据分布的估计不足，而 ＯＣＳＶＭ由于引入了
核函数，能够在小数据量上取得较好效果。训练

样本个数在大多数情况下大于数据维度，因此

ＣＣＬＳＥＤ在另外两个数据集上表现良好，若要提
高ＣＣＬＳＥＤ方法在Ａｒｒｈｙｔｈｍｉａ数据集上的 Ａ值，
则需要采用数据增强方法增加训练数据样本。

表２　ＣＣＬＳＥＤ和基准算法的平均Ｆ和Ａ
Ｔａｂ．２　ＡｖｅｒａｇｅＦａｎｄＡｏｆＣＣＬＳＥＤａｎｄｂｅｎｃｈｍａｒｋａｌｇｏｒｉｔｈｍｓ

％

算法

数据集

Ｍｉｃｉｕｓ Ｔｈｙｒｏｉｄ Ａｒｒｈｙｔｈｍｉａ

Ｆ±Ｓ Ａ±Ｓ Ｆ±Ｓ Ａ±Ｓ Ｆ±Ｓ Ａ±Ｓ

ＯＣＳＶＭ ３７．４±９．４ ４９．９±９．２ ４０．０±６．９ ９３．４±１．１ ５１．９±１．７ ８０．６±０．７

ｉＦｏｒｅｓｔ ４７．８±４．５ ６８．０±１．９ ４９．８±２．０ ９８．６±０．４ ２９．８±５．３ ８１．６±１．０

ＫＤＥ ４８．７±３．６ ６５．６±２．５ ７３．６±２．７ ９８．１±０．４ ５６．５±３．４ ７９．０±２．３

ＤｅｅｐＳＶＤＤ １６．４±９．９ ４８．９±４．４ ２２．８±７．６ ８９．０±７．２ ４４．２±４．７ ６５．２±４．８

ＤＡＧＭＭ ４９．６±７．１ ３３．９±４．３ ４７．４±５．０ ９４．７±３．０ ３５．１±５．３ ６９．１±３．６

ＧＯＡＤ ３９．９±５．５ ５４．０±６．５ ７５．８±４．２ ９５．４±４．０ ５１．９±３．８ ７１．１±４．７

ＣＣＬＳＥＤ ６０．４±３．５ ７６．５±３．０ ８０．０±１．９ ９８．７±０．３ ５８．１±３．４ ７８．７±２．０
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４．６　算法抗干扰性

实际应用中，训练集往往混杂有噪声或异常

数据，为了验证算法的抗干扰性，采用不同污染程

度的Ｍｉｃｉｕｓ数据集对算法进行验证。每次实验
从正常数据中随机抽取５０％的样本，并从异常数
据中随机抽取一定比例的异常样本，将两者混合

组成训练集。

图 ４描述了 ＣＣＬＳＥＤ及其基准算法在
Ｍｉｃｉｕｓ数据集上２０轮实验的平均 Ｆ和 Ａ随污染
率的变化情况。

（ａ）Ｆ

（ｂ）Ａ

图４　Ｍｉｃｉｕｓ数据集上污染训练集的异常检测结果
Ｆｉｇ．４　Ａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆｃｏｎｔａｍｉｎａｔｅｄ

ｔｒａｉｎｉｎｇｄａｔａｏｎＭｉｃｉｕｓｄａｔａｓｅｔ

从图４中可以看出，数据污染为各个算法都
带来了负面的影响，随着污染率的提升，各个算法

的平均Ｆ值和Ａ值都呈下降趋势，但不同算法对
污染数据的敏感程度不同。由图４（ａ）可知，
ＤＡＧＭＭ对数据污染较为敏感，随着污染率的提
升，Ｆ值有较大下降，且算法效果逐渐落后于
ｉＦｏｒｅｓｔ和ＧＯＡＤ。但由图４（ｂ）可知，ＤＡＧＭＭ在

Ａ值上的下降程度远低于其在 Ｆ值上的下降程
度。Ａ值下降率较小说明了 ＤＡＧＭＭ异常分数
对正常、异常样本的区分度受污染数据影响不

大，而 Ｆ值下降率较大则说明了 ＤＡＧＭＭ异常
阈值设置不合理，鲁棒性较差。ＣＣＬＳＥＤ算法
在污染率从０增加至５％的过程中，Ｆ值和 Ａ值
的下降率较小，且和基准算法相比，均能保持最

优秀的表现，表明了 ＣＣＬＳＥＤ算法具有良好的
噪声抗干扰性。

４．７　消融实验

为了验证 ＣＣＬＳＥＤ算法中引入的中心损失
和集成策略的有效性，本文进行了消融实验。

图５描述了中心损失和自集成策略对 ＣＣＬ
ＳＥＤ算法的影响，展示了中心损失和自集成的不
同组 合 方 式 在 数 据 集 Ｍｉｃｉｕｓ、Ｔｈｙｒｏｉｄ和
Ａｒｒｈｙｔｈｍｉａ上２０次实验的 Ｆ值和 Ａ值的均值和
标准差。图５中：ＣＬ表示中心损失；ＳＥ表示自集
成；ｗ／ｏ（ｗｉｔｈｏｕｔ）表示不采用；ｗ／（ｗｉｔｈ）表示采
用；ＣＬ（ｗ／ｏ）ＳＥ（ｗ／ｏ）表示无中心损失且不采用
自集成，依此类推。从图５中可以看出，无中心损
失且不采用自集成时，算法的性能最差；同时采用

中心损失和自集成策略时，算法表现最优；中心损

失和自集成策略带来的提升程度不同。

（ａ）Ｆ

由图５（ａ）中 ＣＣＬＳＥＤ算法在 Ｍｉｃｉｕｓ数据
上的 Ｆ值可知，自集成策略比中心损失更能提
升算法的平均 Ｆ值，这是因为自集成策略能够
利用更广泛的视角信息和不同深浅程度的特征

信息。从图５（ｂ）中 ＣＣＬＳＥＤ算法在 Ｍｉｃｉｕｓ数
据上的 Ａ值可以看出，中心约束的引入除了能
提升算法的 Ａ值，也能更大程度减小方差，提升
算法的稳定性，这是因为施加中心约束能将样

本映射到特征空间中更紧凑的特征分布，避免

了正常和异常样本在特征空间中的交叠，提升

了正常异常样本的辨识度，减小了样本误判的

·９３·
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（ｂ）Ａ

图５　中心损失和自集成对ＣＣＬＳＥＤ的影响
Ｆｉｇ．５　Ｉｎｆｌｕｅｎｃｅｏｆｃｅｎｔｅｒｌｏｓｓａｎｄｓｅｌｆｅｎｓｅｍｂｌｅｏｎ

ＣＣＬＳＥＤ

可能。从图 ５可以看出，同时采用自集成和中
心损失，能够更进一步提升算法效果并减少

误差。

４．８　中心损失对特征分布的影响

为了探究中心损失的引入对特征分布的影

响，采 用 最 大 均 值 依 赖 （ｍａｘｉｍｕｍ ｍｅａｎ
ｄｉｓｃｒｅｐａｎｃｙ，ＭＭＤ）对样本特征 ｆθ分布的紧凑性
进行量化，并对样本特征进行可视化，展示中心损

失对特征空间中正常和异常样本的可分性以及特

征分布紧凑性的影响。

根据文献［２５，３９］中的分析方法，以特征分
布和单位球面上采样得到的均匀分布之间的

ＭＭＤ作为特征分布紧凑性的度量。ＭＭＤ是一个
非负值，其越大意味着特征分布越紧凑，反之特征

分布越趋近于均匀分布。表３展示了三个数据集
在采用和不采用中心损失时的 ＭＭＤ。从表中数
据可知，采用中心损失能显著提高所得特征的

ＭＭＤ，即采用中心损失提高了特征分布的紧
凑性。

表３　特征分布与均匀分布之间的ＭＭＤ

Ｔａｂ．３　ＭＭＤｂｅｔｗｅｅｎｔｈｅｆｅａｔｕｒｅｄｉｓｔｒｉｂｕｔｉｏｎａｎｄ

ｔｈｅｕｎｉｆｏｒｍｄｉｓｔｒｉｂｕｔｉｏｎ

数据集
ＭＭＤ

ＣＬ（ｗ／ｏ） ＣＬ（ｗ／）

Ｍｉｃｉｕｓ ２．６１６５ ３．１１８６

Ｔｈｙｒｏｉｄ ０．５５７２ ０．９９７６

Ａｒｒｈｙｔｈｍｉａ ０．３２０５ ０．３９０６

中心损失对特征空间的影响如图６所示，采

用Ｔ分布随机近邻嵌入［４０］（Ｔｓｔｏｃｈａｓｔｉｃｎｅｉｇｈｂｏｒ
ｅｍｂｅｄｄｉｎｇ，ＴＳＮＥ）将特征降至三维并归一化显
示。图６（ａ）为原始数据经 ＴＳＮＥ降维后的结果，
正常和异常数据分布在整个球面空间，正常和异

常数据样本堆叠在一起难以区分；图６（ｂ）为不采
用中心损失的 ＣＣＬＳＥＤ得到的特征经 ＴＳＮＥ降
至三维的结果，异常样本周围的正常样本数量相

比图６（ａ）有所下降，正常样本的紧凑性得到提
高，能够在一定程度上防止异常样本映射到特征

空间后与正常样本交叠；图６（ｃ）为采用中心损失
的ＣＣＬＳＥＤ得到的特征表示，采用中心损失提升
了样本特征的紧凑性，降低了特征空间中正常和

异常样本交叠的可能性，增强了正常和异常样本

的可分性。

（ａ）原始特征
空间

（ａ）Ｉｎｉｔｉａｌｉｚｅｄ
ｆｅａｔｕｒｅｓｐａｃｅ

　

　

（ｂ）不采用中心
损失的特征空间

（ｂ）Ｆｅａｔｕｒｅｓｐａｃｅ
ｏｂｔａｉｎｅｄｗｉｔｈｏｕｔ
ｃｅｎｔｅｒｌｏｓｓ

　

（ｃ）采用中心损失
的特征空间

（ｃ）Ｆｅａｔｕｒｅｓｐａｃｅ
ｏｂｔａｉｎｅｄｗｉｔｈ
ｃｅｎｔｅｒｌｏｓｓ

图６　中心损失对特征空间的影响
Ｆｉｇ．６　Ｉｎｆｌｕｅｎｃｅｏｆｃｅｎｔｅｒｌｏｓｓｏｎｆｅａｔｕｒｅｓｐａｃｅ

５　结论

本文基于对比学习提出了一种基于中心约

束对比的自集成异常检测方法，并用于卫星遥

测参 数 的 异 常 检 测。ＣＣＬＳＥＤ通 过 改 进
ＳｉｍＣＬＲ的损失函数，将样本映射到特征空间中
更加紧凑的特征分布，然后基于不同视角和不

同层次的特征，采用自集成异常评分策略量化

样本的异常程度，以实现异常检测。对量子科

学实验卫星的真实遥测参数以及文献中广泛使

用的异常检测基准数据集进行了对比实验，

ＣＣＬＳＥＤ基本取得了优于当前主流异常检测算
法的效果，并且在受污染数据上也能表现良好，

具有良好的噪声抗干扰性，这为卫星地面运管

提供了更有效的判读支持。

未来进一步研究的问题：①分析正常和异常
样本在特征空间中的分布特点，以得到一种面向

异常检测的特征学习方法；②有效利用地面运管
人员在日常监控工作中识别出的异常样本，提升

异常检测算法的检测精度。

·０４·
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ｄｅｔｅｃｔｉｏｎｖｉａａＧａｕｓｓｉａｎｍｉｘｔｕｒｅｍｏｄｅｌｆｏｒｆｌｉｇｈｔｏｐｅｒａｔｉｏｎａｎｄ
ｓａｆｅｔｙｍｏｎｉｔｏｒｉｎｇ［Ｊ］．ＴｒａｎｓｐｏｒｔａｔｉｏｎＲｅｓｅａｒｃｈＰａｒｔＣ：
ＥｍｅｒｇｉｎｇＴｅｃｈｎｏｌｏｇｉｅｓ，２０１６，６４：４５－５７．

［８］　 ＡＨＭＥＤＴ．ＯｎｌｉｎｅａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｕｓｉｎｇＫＤＥ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２００９ＩＥＥＥＧｌｏｂａｌＴｅｌｅｃｏｍｍｕｎｉｃａｔｉｏｎｓ
Ｃｏｎｆｅｒｅｎｃｅ，２００９．

［９］　 ＸＩＥＭ，ＨＵＪＫ，ＨＡＮＳ，ｅｔａｌ．ＳｃａｌａｂｌｅｈｙｐｅｒｇｒｉｄｋＮＮ
ｂａｓｅｄ ｏｎｌｉｎｅ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｉｎ ｗｉｒｅｌｅｓｓ ｓｅｎｓｏｒ
ｎｅｔｗｏｒｋｓ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＰａｒａｌｌｅｌａｎｄＤｉｓｔｒｉｂｕｔｅｄ
Ｓｙｓｔｅｍｓ，２０１３，２４（８）：１６６１－１６７０．

［１０］　ＸＵＨ，ＣＡＲＡＭＡＮＩＳＣ，ＳＡＮＧＨＡＶＩＳ．ＲｏｂｕｓｔＰＣＡｖｉａ
ｏｕｔｌｉｅｒｐｕｒｓｕｉｔ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＩｎｆｏｒｍａｔｉｏｎＴｈｅｏｒｙ，
２０１２，５８（５）：３０４７－３０６４．

［１１］　王婵，王慧泉，金仲和．皮纳卫星遥测数据异常检测聚类
分析方法［Ｊ］．哈尔滨工业大学学报，２０１８，５０（４）：
１１０－１１６．
ＷＡＮＧＣ，ＷＡＮＧＨＱ，ＪＩＮＺＨ．Ｐｉｃｏｓａｔｅｌｌｉｔｅｔｅｌｅｍｅｔｒｙ
ａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｔｈｒｏｕｇｈｃｌｕｓｔｅｒｉｎｇ［Ｊ］．ＪｏｕｒｎａｌｏｆＨａｒｂｉｎ
ＩｎｓｔｉｔｕｔｅｏｆＴｅｃｈｎｏｌｏｇｙ，２０１８，５０（４）：１１０－１１６．（ｉｎ
Ｃｈｉｎｅｓｅ）

［１２］　ＬＩＵＦＴ，ＴＩＮＧＫＭ，ＺＨＯＵＺＨ．Ｉｓｏｌａｔｉｏｎｆｏｒｅｓｔ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ８ｔｈＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＤａｔａ
Ｍｉｎｉｎｇ，２００８．

［１３］　张万旋，薛薇，张楠．基于增量式孤立森林的液体火箭发
动机异常检测方法［Ｊ］．航空动力学报，２０２２，３７（８）：
１６７４－１６８２．
ＺＨＡＮＧＷ Ｘ，ＸＵＥＷ，ＺＨＡＮＧＮ．Ａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎ
ｍｅｔｈｏｄｏｆｌｉｑｕｉｄｒｏｃｋｅｔｅｎｇｉｎｅｂａｓｅｄｏｎｉｎｃｒｅｍｅｎｔａｌｉｓｏｌａｔｉｏｎ
ｆｏｒｅｓｔ［Ｊ］．ＪｏｕｒｎａｌｏｆＡｅｒｏｓｐａｃｅＰｏｗｅｒ，２０２２，３７（８）：
１６７４－１６８２．（ｉｎＣｈｉｎｅｓｅ）

［１４］　ＳＣＨ?ＬＫＯＰＦＢ，ＷＩＬＬＩＡＭＳＯＮ Ｒ，ＳＭＯＬＡ Ａ，ｅｔａｌ．
Ｓｕｐｐｏｒｔｖｅｃｔｏｒｍｅｔｈｏｄｆｏｒｎｏｖｅｌｔｙｄｅｔｅｃｔｉｏｎ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆｔｈｅ１２ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎ
ＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ，１９９９．

［１５］　杨健健，唐至威，王晓林，等．单类学习下基于ＶＳＡＰＳＯ
ＢＰ的掘进机异常检测方法［Ｊ］．振动、测试与诊断，２０１９，
３９（１）：１３０－１３５，２２６．
ＹＡＮＧＪＪ，ＴＡＮＧＺＷ，ＷＡＮＧＸＬ，ｅｔａｌ．Ｒｏａｄｈｅａｄｅｒ
ａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｍｅｔｈｏｄｂａｓｅｄｏｎＶＳＡＰＳＯＢＰｕｎｄｅｒｔｈｅ
ｓｉｎｇｌｅ ｃａｔｅｇｏｒｙ ｌｅａｒｎｉｎｇ［Ｊ］． Ｊｏｕｒｎａｌ ｏｆ Ｖｉｂｒａｔｉｏｎ，
Ｍｅａｓｕｒｅｍｅｎｔ＆Ｄｉａｇｎｏｓｉｓ，２０１９，３９（１）：１３０－１３５，２２６．
（ｉｎＣｈｉｎｅｓｅ）

［１６］　ＺＯＮＧＢ，ＳＯＮＧＱ，ＭＩＮＭＲ，ｅｔａｌ．Ｄｅｅｐａｕｔｏｅｎｃｏｄｉｎｇ
Ｇａｕｓｓｉａｎ ｍｉｘｔｕｒｅ ｍｏｄｅｌ ｆｏｒ ｕｎｓｕｐｅｒｖｉｓｅｄ ａｎｏｍａｌｙ
ｄｅｔｅｃｔｉｏｎ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅ
ｏｎＬｅａｒｎｉｎｇＲｅｐｒｅｓｅｎｔａｔｉｏｎｓ，２０１８．

［１７］　ＬＹＵＰ，ＹＵＹＷ，ＦＡＮＹＹ，ｅｔａｌ．Ｌａｙｅｒｃｏｎｓｔｒａｉｎｅｄ
ｖａｒｉａｔｉｏｎａｌａｕｔｏｅｎｃｏｄｉｎｇｋｅｒｎｅｌｄｅｎｓｉｔｙｅｓｔｉｍａｔｉｏｎｍｏｄｅｌｆｏｒ
ａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎ［Ｊ］．ＫｎｏｗｌｅｄｇｅＢａｓｅｄＳｙｓｔｅｍｓ，２０２０，
１９６：１０５７５３．

［１８］　ＡＮ Ｊ，ＣＨＯ Ｓ．Ｖａｒｉａｔｉｏｎａｌａｕｔｏｅｎｃｏｄｅｒｂａｓｅｄａｎｏｍａｌｙ
ｄｅｔｅｃｔｉｏｎｕｓｉｎｇｒｅｃｏｎｓｔｒｕｃｔｉｏｎｐｒｏｂａｂｉｌｉｔｙ［Ｒ／ＯＬ］．（２０１５－
１２－２７）［２０２２－０５－０３］．ｈｔｔｐ：／／ｄｍ．ｓｎｕ．ａｃ．ｋｒ／ｓｔａｔｉｃ／
ｄｏｃｓ／ＴＲ／ＳＮＵＤＭＴＲ２０１５０３．ｐｄｆ．

［１９］　ＺＥＮＡＴＩＨ，ＦＯＯＣＳ，ＬＥＣＯＵＡＴＢ，ｅｔａｌ．ＥｆｆｉｃｉｅｎｔＧＡＮ
ｂａｓｅｄａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎ［ＥＢ／ＯＬ］．（２０１９－０５－０１）
［２０２２－０５－０３］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／１８０２．０６２２２ｖ２．

［２０］　ＬＩＤ，ＣＨＥＮＤＣ，ＪＩＮＢＨ，ｅｔａｌ．ＭＡＤＧＡＮ：ｍｕｌｔｉｖａｒｉａｔｅ
ａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎ ｆｏｒｔｉｍｅｓｅｒｉｅｓｄａｔａ ｗｉｔｈ ｇｅｎｅｒａｔｉｖｅ
ａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｓ［Ｍ］／／Ｌｅｃｔｕｒｅ Ｎｏｔｅｓｉｎ Ｃｏｍｐｕｔｅｒ
Ｓｃｉｅｎｃｅ．Ｃｈａｍ：ＳｐｒｉｎｇｅｒＩｎｔｅｒｎａｔｉｏｎａｌＰｕｂｌｉｓｈｉｎｇ，２０１９：
７０３－７１６．

［２１］　ＲＵＦＦＬ，ＶＡＮＤＥＲＭＥＵＬＥＮＲ，Ｇ?ＲＮＩＴＺＮ，ｅｔａｌ．Ｄｅｅｐ
ｏｎｅｃｌａｓｓｃｌａｓｓｉｆｉｃａｔｉｏｎ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆＭａｃｈｉｎｅ
ＬｅａｒｎｉｎｇＲｅｓｅａｒｃｈ，２０１８．

［２２］　ＧＯＬＡＮＩ，ＥＬＹＡＮＩＶＲ．Ｄｅｅｐａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｕｓｉｎｇ
ｇｅｏｍｅｔｒｉｃｔｒａｎｓｆｏｒｍａｔｉｏｎｓ［ＥＢ／ＯＬ］．（２０１８－１１－０９）
［２０２２－０５－０４］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／１８０５．１０９１７．

［２３］　ＢＥＲＧＭＡＮＬ，ＨＯＳＨＥＮ Ｙ．Ｃｌａｓｓｉｆｉｃａｔｉｏｎｂａｓｅｄａｎｏｍａｌｙ
ｄｅｔｅｃｔｉｏｎｆｏｒｇｅｎｅｒａｌｄａｔａ［ＥＢ／ＯＬ］．（２０２０－０５－０５）
［２０２２－０５－０４］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／２００５．０２３５９ｖ１．

［２４］　ＴＡＣＫＪ，ＭＯＳ，ＪＥＯＮＧＪ，ｅｔａｌ．ＣＳＩ：ｎｏｖｅｌｔｙｄｅｔｅｃｔｉｏｎｖｉａ
ｃｏｎｔｒａｓｔｉｖｅｌｅａｒｎｉｎｇｏｎｄｉｓｔｒｉｂｕｔｉｏｎａｌｌｙｓｈｉｆｔｅｄｉｎｓｔａｎｃｅｓ［ＥＢ／
ＯＬ］．（２０２０－１０－２１）［２０２２－０５－０４］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／
ａｂｓ／２００７．０８１７６ｖ２．

［２５］　ＳＯＨＮＫ，ＬＩＣＬ，ＹＯＯＮＪ，ｅｔａｌ．Ｌｅａｒｎｉｎｇａｎｄｅｖａｌｕａｔｉｎｇ
ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓｆｏｒｄｅｅｐｏｎｅｃｌａｓｓｃｌａｓｓｉｆｉｃａｔｉｏｎ［ＥＢ／ＯＬ］．
（２０２１－０３－２５）［２０２２－０５－０４］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／
２０１１．０２５７８ｖ２．

［２６］　ＨＥＫＭ，ＦＡＮＨＱ，ＷＵＹＸ，ｅｔａｌ．Ｍｏｍｅｎｔｕｍｃｏｎｔｒａｓｔｆｏｒ
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ａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎ［ＥＢ／ＯＬ］．（２０２２－１１－２８）［２０２２－０５－
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ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆＣｏｍｐｕｔｅｒＶｉｓｉｏｎ， ２０１９， １２７：
６６８－６８３．

［３０］　ＷＥＮＹＤ，ＺＨＡＮＧＫＰ，ＬＩＺＦ，ｅｔａｌ．Ａｄｉｓｃｒｉｍｉｎａｔｉｖｅ
ｆｅａｔｕｒｅｌｅａｒｎｉｎｇａｐｐｒｏａｃｈｆｏｒｄｅｅｐｆａｃｅｒｅｃｏｇｎｉｔｉｏｎ［Ｍ］／／
Ｌｅｃｔｕｒｅ Ｎｏｔｅｓ ｉｎ ＣｏｍｐｕｔｅｒＳｃｉｅｎｃｅ． Ｃｈａｍ： Ｓｐｒｉｎｇｅｒ
ＩｎｔｅｒｎａｔｉｏｎａｌＰｕｂｌｉｓｈｉｎｇ，２０１６：４９９－５１５．
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ｒｅｐｒｅｓｅｎｔａｔｉｏｎｌｅａｒｎｉｎｇｔｈｒｏｕｇｈａｌｉｇｎｍｅｎｔａｎｄｕｎｉｆｏｒｍｉｔｙｏｎ
ｔｈｅｈｙｐｅｒｓｐｈｅｒｅ［ＥＢ／ＯＬ］．（２０２２－０８－１５）［２０２２－０５－
０４］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／２００５．１０２４２ｖ１０．
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