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摘　要：全球导航卫星系统（ｇｌｏｂａｌｎａｖｉｇａｔｉｏｎｓａｔｅｌｌｉｔｅｓｙｓｔｅｍ，ＧＮＳＳ）高程时间序列研究有助于监测和分析

地壳板块运动，可以为研究人员判断区域运动趋势提供依据。基于经验模态分解和极端梯度提升算法构建

了ＭＥＭＤＸＧＢｏｏｓｔ模型来预测分析ＧＮＳＳ高程时间序列。为了验证模型的预测性能，实验选取８个 ＧＮＳＳ站

高程时间序列数据进行预测实验，特征构造结果显示，多次经验模态分解可以准确地提取原始时间序列信

息，提供有效特征。建模结果表明，ＭＥＭＤＸＧＢｏｏｓｔ模型可以有效改善数据质量。预测结果表明，ＭＥＭＤ

ＸＧＢｏｏｓｔ模型预测结果具有较高的精度和准确率，误差离散程度较小，模型具有较强的稳定性和鲁棒性，可以

较好地预测出ＧＮＳＳ站高程方向的运动趋势和季节性变化。因此，该模型可以应用于ＧＮＳＳ高程时间序列建
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　　过去 ３０年来，来自全球 ２００００多个全球导
航卫星系统 （ｇｌｏｂａｌｎａｖｉｇａｔｉｏｎｓａｔｅｌｌｉｔｅｓｙｓｔｅｍ，
ＧＮＳＳ）站的观测资料不断积累，为地球科学领域
各主题的研究提供了庞大的数据库［１－４］。这些数

据可以有效地描述地球物理效应引起的长期趋势

和非线性变化［５］。分析 ＧＮＳＳ坐标时间序列有助
于开展监测地壳板块运动［６－７］、水坝或桥梁变

形［８－１０］、全球或区域参考框架［１１－１３］等研究。通

过分析ＧＮＳＳ坐标时间序列，可以预测连续时间
点的坐标，为确定运动趋势提供重要依据［１４］。

在现有的时间序列预测研究中，一种结合信

号分解和预测算法的预测模式在诸多研究中得到

了良好的应用［１５－１７］，该预测模式首先通过信号分

解算法对ＧＮＳＳ时间序列进行分解，然后对各个
分量进行逐一预测，最后将各个分量的预测值等

权相加得到预测时间序列。该预测模式虽然可以

良好应用于时间序列预测研究，但 ＧＮＳＳ高程时
间序列属于非平稳时间序列，且噪声模型丰

富［１８］，使用上述预测模式进行预测容易随着分量

数量级降低，预测精度和准确率下降。因此，本文

提出了一种基于极端梯度提升算法（ｅｘｔｒｅｍｅ
ｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇ，ＸＧＢｏｏｓｔ），通过多次经验模态分
解（ｍｕｌｔｉｅｍｐｉｒｉｃａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＭＥＭＤ）改
进的 ＧＮＳＳ高程时间序列预测模型———ＭＥＭＤ
ＸＧＢｏｏｓｔ模型。

在 ＧＮＳＳ相 关 研 究 中，经 验 模 态 分 解
（ｅｍｐｉｒｉｃａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＭＤ）算法被研究
人员广泛应用于 ＧＮＳＳ站速度估计［１９］、ＧＮＳＳ时
间序列异常值探测［２０］、高频ＧＮＳＳ信号去噪［２１］等

研究中。ＸＧＢｏｏｓｔ算法在 ＧＮＳＳ领域的研究主要
集中在电离层闪烁［２２－２３］、电离层电子含量［２４］、土

壤水分反演［２５］等研究。本文通过 ＥＭＤ和
ＸＧＢｏｏｓｔ算法构建了 ＭＥＭＤＸＧＢｏｏｓｔ模型，该模
型通过ＥＭＤ算法分解得到的重构时间序列，依次
得到若干个重构时间序列，并将其作为特征取代

使用ＸＧＢｏｏｓｔ模型预测时提取时间特征作为特征
的步骤，辅助原始时间序列的预测工作，从而达到

优化先分解再预测的预测模式、削弱噪声影响和

弥补ＸＧＢｏｏｓｔ算法提取非平稳时间序列特征能力
欠佳的目的。

１　ＭＥＭＤＸＧＢｏｏｓｔ模型原理

１．１　ＥＭＤ算法

ＥＭＤ是由 Ｈｕａｎｇ等［２６］在 １９９８年提出的一
种适用于非线性和非平稳过程的自适应信号处理

技术，ＥＭＤ算法被研究人员广泛应用于生物医
学［２７］、语音识别［２８］、系统建模［２９］、钢铁工业［３０］等

领域研究。基于时间尺度、ＥＭＤ局部特征（局部
最大值、局部最小值和过零），ＥＭＤ将信号分解为
多个本征模态函数（ｉｎｔｒｉｎｓｉｃｍｏｄｅｆｕｎｃｔｉｏｎ，ＩＭＦ）
和一个残差，这些 ＩＭＦ相互正交，且模态分解数
量由信号本身决定。ＥＭＤ算法的分解步骤如下：
１）寻找原始时间序列Ｘ（ｔ）的极值点，然后通

过曲线插值法拟合极值点，得到原始时间序列的

上包络线Ｘｍａｘ（ｔ）和下包络线Ｘｍｉｎ（ｔ）。
２）求Ｘｍａｘ（ｔ）和Ｘｍｉｎ（ｔ）的平均值ｍ１（ｔ），即：

ｍ１（ｔ）＝
Ｘｍａｘ（ｔ）＋Ｘｍｉｎ（ｔ）

２ （１）

３）通过 Ｘ（ｔ）和 ｍ１（ｔ）相减得到余下信号
ｄ１（ｔ）。此时，由于ＧＮＳＳ高程坐标时间序列属于
非平稳时间序列，得到的第一阶模态函数并不准

确，即ｄ１（ｔ）并不满足ＩＭＦ的两个条件（在整个数
据范围内，局部极值点和过零点的数目必须相等，

或者相差数目最多为１，并且在任意时刻，上包络
线和下包络线的平均值必须为零），所以需要继

续筛选。

４）对 ｄ１（ｔ）重复步骤１～３，直至筛分门限值
ＳＤ小于门限值，从而得到第一阶模态分量 ｃ１（ｔ），
即ＩＭＦ１，ＳＤ计算公式可表示为：

ＳＤ ＝∑
Ｔ

ｔ＝０

ｄｋ－１（ｔ）－ｄｋ（ｔ）
２

ｄ２ｋ－１（ｔ）
（２）

５）对Ｘ（ｔ）和 ｃ１（ｔ）求差得到第一阶残差量
ｒ１（ｔ），然后对ｒ１（ｔ）重复步骤１～５，重复ｎ次后得
到第ｎ个ＩＭＦ分量ｃｎ（ｔ）和残差量ｒｎ（ｔ）。原始时
间序列Ｘ（ｔ）经ＥＭＤ算法分解为：

Ｘ（ｔ）＝∑
ｎ

１
ｃｎ（ｔ）＋ｒｎ（ｔ） （３）

１．２　ＸＧＢｏｏｓｔ算法

Ｃｈｅｎ等基于梯度提升决策树 （ｇｒａｄｉｅｎｔ
ｂｏｏｓｔｉｎｇｄｅｃｉｓｉｏｎｔｒｅｅ，ＧＢＤＴ）模型改进并提出了
ＸＧＢｏｏｓｔ模型［３１］。传统的ＧＢＤＴ模型只使用了一
阶泰勒展开，比较复杂，容易出现过拟合，即模型

在训练集和测试集的预测精度差异较大。

ＸＧＢｏｏｓｔ模型采用二阶泰勒展开，并增加了正则
化项，使模型简化，减少了过拟合的发生。

ＸＧＢｏｏｓｔ模型预测原理［３２］如下：

假设有一个数据集 Ｄ＝｛（ｘｉ，ｙｉ）｝（Ｄ ＝ｎ，
ｘｉ∈Ｒ

ｍ，ｙｉ∈Ｒ），数据集 Ｄ中含有 ｎ个观测值，每
个观测值有 ｍ个特征。将 ｘｉ在第 ｔ轮的预测值
定义为 ｙ^（ｔ）ｉ ，ｘｉ的最终预测值可以表示为：

·０５１·
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ｙ^（ｔ）ｉ ＝∑
ｔ

ｋ＝１
ｆｋ（ｘｉ）＝ｙ^

（ｔ－１）
ｉ ＋ｆｔ（ｘｉ） （４）

式中，^ｙ（ｔ－１）ｉ 表示第ｔ轮前的预测值，ｆｔ（ｘｉ）表示在
第ｔ轮新加入的函数。为了防止节点过多导致过
拟合，ＸＧＢｏｏｓｔ算法引入惩罚项降低过拟合的风
险，惩罚函数Ω（ｆｔ）可以表示为：

Ω（ｆｔ）＝γＴ＋
１
２λ∑

Ｔ

ｊ＝１
ω２ｊ （５）

式中，γＴ表示惩罚，１２λ∑
Ｔ

ｊ＝１
ω２ｊ表示惩罚项，λ为系

数，Ｔ为叶节点数，ｊ为样本数量，ωｊ为权重。由损
失函数Ｌ和正则化惩罚项Ω组成的目标函数Ｏ（ｔ）

可以表示为：

Ｏ（ｔ）＝∑
ｎ

ｉ＝１
Ｌ（ｙｉ，^ｙ

ｔ－１
ｉ＋ｆｔ（ｘｉ））＋Ω（ｆｔ）＋ｃ （６）

式中，ｃ为一个常数项。
ＸＧＢｏｏｓｔ算法采用二阶泰勒展开对目标函数

进行优化，展开公式可以表示为：

Ｏ（ｔ）∑
ｎ

ｉ＝１
Ｌ（ｙｉ，^ｙ

（ｔ－１）
ｉ ）＋ｇｉｆｔ（ｘｉ）＋

１
２ｈｉｆ

２
ｔ（ｘｉ[ ]）＋

　　　Ω（ｆｔ）＋ｃ

ｇｉ＝^ｙ（ｔ－１）Ｌ（ｙｉ，^ｙ
（ｔ－１）
ｉ ）

ｈｉ＝
２
ｙ^（ｔ－１）Ｌ（ｙｉ，^ｙ

（ｔ－１）
ｉ













）

（７）
然后去掉常数项（真实值与前一轮预测值之

差），目标函数仅依赖于误差函数对每个数据点的

一阶导数和二阶导数。目标函数最终被简化为：

ＯＢＪ（ｔ）∑
ｎ

ｉ＝１
ｇｉｆｔ（ｘｉ）＋

１
２ｈｉｆ

２
ｔ（ｘｉ[ ]）＋Ω（ｆｔ）

（８）

１．３　构建ＭＥＭＤＸＧＢｏｏｓｔ模型

通过ＥＭＤ算法分解时间序列后容易出现模
态混叠现象，即不同时间尺度特征成分被分解到

一个特征模态函数分量，或者同一时间尺度成分

出现在不同的特征模态函数中。为了削弱这一现

象对于预测的影响以及提高重要特征的权重，实

验通过将每次得到的 ＩＭＦ分量叠加得到重构时
间序列并作为特征，多次使用ＥＭＤ算法分解上一
步得到的有用信号，重构得到的时间序列会逐渐

丢失次要特征，在剔除噪声的同时提高时间序列

主要特征的权重。需要注意的是，为了保证预测

模型的严谨性，应当仅使用训练集数据构造特征。

ＧＮＳＳ高程时间序列数据通常为一维时间序
列数据，其具有统一的时间间隔［５］。将 ＧＮＳＳ高
程数据按照时间顺序一维排列为：

Ｘ１，Ｘ２，Ｘ３，…，Ｘｎ－１，Ｘｎ （９）
将ＧＮＳＳ高程时间序列数据定义为 Ｄ，其多

次分解过程可以被表示为：

Ｄ→Ｄ１＋ｒ１
Ｄ１→Ｄ２＋ｒ２


Ｄｎ－１→Ｄｎ＋ｒ










ｎ

（１０）

式中，Ｄｎ和ｒｎ分别表示第ｎ次分解得到的有用信
号和残差项。以ＢＪＹＱ站为例，图１为ＢＪＹＱ站训
练集数据３次ＥＭＤ结果。

从图１可以看出，经历过３次分解后得到的
残差项数量级已经很小，继续分解意义不大，因

此，实验将 ＥＭＤ次数设置为３。然后，实验通过
前文假设和３次ＥＭＤ分解可以将特征１（Ｆ１）、特
征２（Ｆ２）和特征３（Ｆ３）分别定义为Ｄ１、Ｄ２和Ｄ３。

通过 上 述 步 骤 后，ＭＥＭＤ 算 法 可 以 为
ＸＧＢｏｏｓｔ模型提供３个特征，并构成特征集，特征
集可整合为：

Ｘ１Ｆ１ Ｘ１Ｆ２ Ｘ１Ｆ３
Ｘ２Ｆ１ Ｘ２Ｆ２ Ｘ２Ｆ３
  

ＸｎＦ１ ＸｎＦ２ Ｘｎ













Ｆ３

（１１）

（ａ）第１次分解结果
（ａ）Ｔｈｅ１ｓｔｄｅｃｏｍｐｏｓｉｔｉｏｎｒｅｓｕｌｔ

·１５１·
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（ｂ）第２次分解结果
（ｂ）Ｔｈｅ２ｎｄｄｅｃｏｍｐｏｓｉｔｉｏｎｒｅｓｕｌｔ

（ｃ）第３次分解结果
（ｃ）Ｔｈｅ３ｒｄｄｅｃｏｍｐｏｓｉｔｉｏｎｒｅｓｕｌｔ

图１　ＢＪＹＱ站３次ＥＭＤ结果
Ｆｉｇ．１　ＴｈｒｅｅＥＭＤｒｅｓｕｌｔｓｏｆＢＪＹＱｓｔａｔｉｏｎ

式中，ＸｎＦ１表示第ｎ个观测值对应的第１个特征。
将整合的３维时间序列加入原始时间序列生成一
个４维时间序列：

Ｘ１Ｆ１ Ｘ１Ｆ２ Ｘ１Ｆ３ Ｘ１
Ｘ２Ｆ１ Ｘ２Ｆ２ Ｘ２Ｆ３ Ｘ２
   

ＸｎＦ１ ＸｎＦ２ ＸｎＦ３ Ｘ













ｎ

（１２）

在ＸＧＢｏｏｓｔ模型中，将生成的４维时间序列
中的前３列时间序列数据作为特征取代 ＸＧＢｏｏｓｔ
模型提取时间特征的步骤；将原始时间序列数据

作为目标序列进行预测，从而得到预测结果，图２
为ＭＥＭＤＸＧＢｏｏｓｔ模型预测流程图。

图２　ＭＥＭＤＸＧＢｏｏｓｔ模型预测流程图
Ｆｉｇ．２　ＰｒｅｄｉｃｔｉｏｎｆｌｏｗｃｈａｒｔｏｆＭＥＭＤＸＧＢｏｏｓｔｍｏｄｅｌ

基于多次 ＥＭＤ算法分解改进的 ＧＮＳＳ高程
时间序列预测模型———ＭＥＭＤＸＧＢｏｏｓｔ模型具体
预测步骤如下：

１）数据准备。ＧＮＳＳ高程时间序列是通过实
际观测或求解得到的，它应在周、天、小时、秒等维

度具有一致性。本文选取８个ＧＮＳＳ观测站单日
解高程时间序列数据作为实验数据。

２）依次使用３次 ＥＭＤ算法重构训练集时间
序列。首先通过ＥＭＤ模型进行时间序列分解，然
后将分解得到的各 ＩＭＦ分量叠加得到重构时间
序列，最后将得到的重构时间序列再次进行

ＥＭＤ，共进行３次。实验通过该步骤重构得到３
个时间序列，并将其作为特征辅助原始时间序列

的建模和预测。

３）构造数据集。将子时间序列和原始时间
序列放入同一数据集，将子时间序列作为原始时

间序列的特征，并通过２∶１的比例划分训练集和

·２５１·
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测试集。

４）ＸＧＢｏｏｓｔ模型预测。首先将实验数据集中
的训练集输入 ＸＧＢｏｏｓｔ模型，在训练集中随机抽
取２０％个历元进行预测并通过五折交叉验证得
到最终预测模型、输入特征的特征评价结果以及

训练集预测结果。然后将实验数据集输入

ＸＧＢｏｏｓｔ模型进行测试集目标时间序列的预测。
５）统计 ＭＥＭＤＸＧＢｏｏｓｔ模型预测结果。通

过设置不同的预测精度指标评判模型预测的有效

性、稳定性、误差主要方向和离散程度。

２　数据分析

本文数据均来自中国地震局 ＧＮＳＳ数据产品
服务平台，实验选取中国大陆构造环境监测网络

的 ８个 ＧＮＳＳ站 ２０１３—２０１５年的数据验证
ＭＥＭＤＸＧＢｏｏｓｔ模型的有效性。图 ３为 ８个
ＧＮＳＳ站的位置分布图。

图３　ＧＮＳＳ站位置分布
Ｆｉｇ．３　ＬｏｃａｔｉｏｎｄｉｓｔｒｉｂｕｔｉｏｎｏｆＧＮＳＳｓｔａｔｉｏｎｓ

实验在进行观测站筛选时，选取的 ＧＮＳＳ站
点数据完整率较高，因此实验选取的８个观测站
数据虽均含有缺失数据，但缺失数据较少。基于

上述情况，实验通过缺失值临近历元的观测值进

行插值处理，插值方法可表示为：

Ｘｍ＝
Ｘｍｐ１＋Ｘｍｎ１
２ （１３）

式中，Ｘｍ表示第 ｍ个历元的缺失值，Ｘｍｐ１表示第
ｍ个历元前含有真值的最临近历元的观测值，
Ｘｍｎ１表示第ｍ个历元后含有真值的最临近历元的
观测值。该插值方法适用于缺失值较少的情况，

其可以有效保留原始时间序列的超短期变化

趋势。

经过插值处理后，每个ＧＮＳＳ站含有１０９５个
历元的数据，实验按照２∶１的比例划分训练集和

测试集，即训练集包含各 ＧＮＳＳ站７３０个历元数
据，测试集包含各ＧＮＳＳ站３６５个历元数据。

为了分析模型的抗异常值干扰能力，实验通

过四分位数法对各 ＧＮＳＳ站数据进行异常值探
测［３３］，图４为各ＧＮＳＳ站异常值探测结果，图中Ｕ
表示ＧＮＳＳ高程时间序列的值。

图４　ＧＮＳＳ站异常值探测结果
Ｆｉｇ．４　ＯｕｔｌｉｅｒｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆＧＮＳＳｓｔａｔｉｏｎｓ

图４中，黑色圆圈表示异常值，箱状图表示数
据的分布情况。从图４可以看出，各 ＧＮＳＳ站均
含有异常值。

３　实验结果与分析

３．１　精度评价指标

本文使用平均绝对误差（ｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒ，
ＭＡＥ）、均方根误差 （ｒｏｏｔｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，
ＲＭＳＥ）和对称平均绝对百分比误差（ｓｙｍｍｅｔｒｉｃ
ｍｅａｎａｂｓｏｌｕｔｅｐｅｒｃｅｎｔａｇｅｅｒｒｏｒ，ＳＭＡＰＥ）作为模型
预测精度的评价指标［３４－３５］。ＭＡＥ、ＲＭＳＥ和
ＳＭＡＰＥ可表达为：

ＥＭＡＥ ＝
１
ｎ∑

ｎ

ｉ＝１
ｙｉ－ｙ^ｉ （１４）

ＥＲＭＳＥ ＝
１
ｎ∑

ｎ

ｉ＝１
（ｙｉ－ｙ^ｉ）槡

２ （１５）

ＥＳＭＡＰＥ ＝
１００％
ｎ ∑

ｎ

ｉ＝１

２ ｙ^ｉ－ｙｉ
ｙ^ｉ ＋ ｙｉ

（１６）

其中，ｙｉ为原始值，^ｙｉ为预测值。ＭＡＥ、ＲＭＳＥ和
ＳＭＡＰＥ的值越小代表模型的预测精度越高，更适
用于该时间序列；反之，则代表模型的预测精度越

低，在该时间序列中适用性较差。ＳＭＡＰＥ指标与
平均绝对百分比误差（ｍｅａｎａｂｓｏｌｕｔｅｐｅｒｃｅｎｔａｇｅ
ｅｒｒｏｒ，ＭＡＰＥ）作用相同，可以衡量模型预测的准
确率，但 ＳＭＡＰＥ可以有效避免 ＭＡＰＥ值因真实
值小而计算结果太大的问题。

为了评价模型预测的稳定性，实验通过增量

误差（ｄｅｌｔａｅｒｒｏｒ，ＤＥ）衡量预测误差的离散程度。

·３５１·
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ＤＥ ＝
１
ｎ∑

ｎ

ｉ＝１
（^ｙｉ－ｙｉ）±σδ

δ＝Ｙ
＾{
－Ｙ

（１７）

其中，ＤＥ表示增量误差，σδ表示预测误差的标准

差，δ表示预测误差时间序列，Ｙ
＾
表示模型预测得

到的时间序列，Ｙ表示原始时间序列。

３．２　特征构造结果

实验以ＥＭＤ算法为基础对原始时间序列进
行重构，并将重构时间序列作为特征辅助原始时

间序列的建模。图５为ＢＪＹＱ站特征构造结果。

图５　ＢＪＹＱ站特征构造结果
Ｆｉｇ．５　ＣｈａｒａｃｔｅｒｉｓｔｉｃｃｏｎｓｔｒｕｃｔｉｏｎｒｅｓｕｌｔｓｏｆＢＪＹＱｓｔａｔｉｏｎ

图５所示均为高程值映射曲线，因此曲线由
不同的颜色构成。从图５可以看出，通过ＥＭＤ算
法重构得到的特征时间序列的运动趋势和原始时

间序列较为一致，但在初始历元阶段，特征时间序

列的高程映射颜色与原始时间序列呈现了差异，

这是由ＥＭＤ算法的端点效应造成的。

３．３　ＭＥＭＤＸＧＢｏｏｓｔ模型预测结果

实验使用 ＭＥＭＤＸＧＢｏｏｓｔ模型对８个 ＧＮＳＳ
站高程时间序列数据进行建模，以 ＨＥＣＤ站为
例，以ＸＧＢｏｏｓｔ１（以时间为特征）、ＸＧＢｏｏｓｔ２（以邻
近观测站数据为特征）［１４］、长短期记忆（ｌｏｎｇ
ｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＬＳＴＭ）网络、ＣＮＮＬＳＴＭ［３６－３８］

模型作为参照模型验证 ＭＥＭＤＸＧＢｏｏｓｔ模型的
有效性，表１为ＨＥＣＤ站模型建模精度。

表１　ＨＥＣＤ站模型建模精度
Ｔａｂ．１　ＭｏｄｅｌａｃｃｕｒａｃｙｆｏｒＨＥＣＤｓｔａｔｉｏｎ

模型 ＭＡＥ／ｍｍ ＲＭＳＥ／ｍｍ
ＸＧＢｏｏｓｔ１ ６．５６ ８．４０
ＸＧＢｏｏｓｔ２ ３．３８ ４．３１
ＬＳＴＭ ５．５０ ７．１８

ＣＮＮＬＳＴＭ ４．８９ ６．５８
ＭＥＭＤＸＧＢｏｏｓｔ １．４８ ２．０５

　　由表 １可以看出，ＭＥＭＤＸＧＢｏｏｓｔ模型的
ＭＡＥ和ＲＭＳＥ值较小，验证了 ＭＥＭＤＸＧＢｏｏｓｔ模
型的有效性。图６为ＨＥＣＤ站测试集建模结果。

图６　ＨＥＣＤ站测试集建模结果
Ｆｉｇ．６　ＭｏｄｅｌｉｎｇｒｅｓｕｌｔｏｆＨＥＣＤｓｔａｔｉｏｎｔｅｓｔｓｅｔ

图６中，蓝色曲线为 ＨＥＣＤ站原始时间序列
数据，红曲线为 ＭＥＭＤＸＧＢｏｏｓｔ模型建模结果。
从图６可以看出，ＭＥＭＤＸＧＢｏｏｓｔ模型可以较好
地保留ＨＥＣＤ站高程方向的运动趋势和季节性
变化，但在第２００～２５０历元间建模精度出现了下
滑。通过图４中ＨＥＣＤ站的异常值探测情况可以
得到建模精度出现下滑的原因，ＨＥＣＤ站的异常
值主要集中在极小值点，与 ＨＥＣＤ站的预测误差
主要来源相同，从而印证了 ＭＥＭＤＸＧＢｏｏｓｔ模型
具有一定的抗异常值干扰能力，通过 ＭＥＭＤ
ＸＧＢｏｏｓｔ模型进行建模，也可以有效削弱异常值
对于原始时间序列的影响。图７为ＨＥＣＤ站测试
集原始时间序列和建模时间序列的异常值探测

结果。

图７　ＨＥＣＤ站测试集异常值探测结果
Ｆｉｇ．７　Ｏｕｔｌｉｅｒｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｎｔｈｅｔｅｓｔｓｅｔｏｆ

ＨＥＣＤｓｔａｔｉｏｎ

通过图７可以看出，建模前后高程值的主要
分布范围较为一致，异常值个数明显减少，因此
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ＨＥＣＤ站的原始时间序列质量可以通过 ＭＥＭＤ
ＸＧＢｏｏｓｔ模型建模得到进一步的提升。

为了更好地验证 ＭＥＭＤＸＧＢｏｏｓｔ模型的稳
定性，实验引入多个精度评价指标相互印证

ＭＥＭＤＸＧＢｏｏｓｔ模型在８个ＧＮＳＳ站的建模精度，
表２为各ＧＮＳＳ站建模精度。

表２　ＧＮＳＳ站建模精度
Ｔａｂ．２　ＭｏｄｅｌｉｎｇａｃｃｕｒａｃｙｏｆＧＮＳＳｓｔａｔｉｏｎｓ

站点
ＭＡＥ／
ｍｍ

ＲＭＳＥ／
ｍｍ

ＤＥ／ｍｍ
ＳＭＡＰＥ／
％

ＢＪＹＱ ０．８４ １．０９ －０．４７±０．９９ ２１．１３

ＢＪＧＢ ０．８２ １．０８ ０．１２±１．０７ ２０．５６

ＨＥＣＣ ０．７３ ０．９９ －０．３５±０．９３ １９．１９

ＨＥＣＤ １．４８ ２．０５ －０．５３±１．９８ ２０．４３

ＨＥＺＪ ０．８６ １．２６ ０．３０±１．２２ ２８．７６

ＮＭＡＧ １．３０ １．７４ －０．１０±１．７４ １７．５７

ＮＭＤＷ １．０９ １．５３ －０．２０±１．５２ ２８．８９

ＮＭＷＨ ０．２６ １．７９ －０．２９±１．７７ １３．８９

从表２可以得到，ＭＥＭＤＸＧＢｏｏｓｔ模型建模
结果的ＭＡＥ和 ＲＭＳＥ值较为稳定，说明 ＭＥＭＤ
ＸＧＢｏｏｓｔ模型可以有效地进行 ＧＮＳＳ高程时间序
列建模研究。ＤＥ指标可以有效地反映模型建模
结果的主要误差方向和误差值的离散程度，从

表２可以看出，模型在 ＢＪＧＢ和 ＨＥＺＪ站的主要误
差方向为正，即建模值偏大，在其余６个主要误差
方向为负，即建模值偏小；ＤＥ指标中 ±号后的数
字主要反映误差的离散程度，从表２可以看出，８
个ＧＮＳＳ站的值均小于２，反映了模型具有较好的
稳定性，在大部分建模历元可以得到较高精度的

建模结果。ＳＭＡＰＥ指标可以衡量模型建模的准
确率，从表２可以看出，在８个 ＧＮＳＳ站，ＭＥＭＤ
ＸＧＢｏｏｓｔ模型建模结果的 ＳＭＡＰＥ值可以控制在
１３８９％ ～２８８９％，说明 ＭＥＭＤＸＧＢｏｏｓｔ模型建
模结果具有较高的准确率。图８为８个 ＧＮＳＳ站
绝对误差值分布情况。

从图８可以看出，大部分历元的误差可以在
２ｍｍ的精度范围内，验证了ＭＥＭＤＸＧＢｏｏｓｔ模型
具有良好的稳定性。

对于时间序列，建模属于一种随机行为，会影

响时间序列本身的稳定性。因此，实验通过分析

原始时间序列和建模时间序列的功率谱密度，分

析其频域上的特性。图９所示为ＨＥＣＤ站的功率
谱密度。

图８　ＧＮＳＳ站绝对误差值分布
Ｆｉｇ．８　ＡｂｓｏｌｕｔｅｅｒｒｏｒｖａｌｕｅｄｉｓｔｒｉｂｕｔｉｏｎｏｆＧＮＳＳｓｔａｔｉｏｎｓ

　　图９中，通过设置３组不同的功率谱密度对
比，分析ＭＥＭＤＸＧＢｏｏｓｔ模型的建模性能。通过
对比测试集中原始时间序列和建模时间序列的功

率谱密度可以得到：在低频上两时间序列表现出

较好的一致性，说明模型可以较好地保留原始时

间序列的主要信息；在高频噪声上，模型建模的时

间序列功率明显低于原始时间序列，说明ＭＥＭＤ
ＸＧＢｏｏｓｔ模型具有抗异常值干扰能力，具有较好
的鲁棒性。通过对于是否含有建模部分的时间序

（ａ）测试集建模前后功率谱密度
（ａ）Ｐｏｗｅｒｓｐｅｃｔｒａｌｄｅｎｓｉｔｙｏｆｔｈｅｔｅｓｔｓｅｔｂｅｆｏｒｅａｎｄ

ａｆｔｅｒｍｏｄｅｌｉｎｇ

列功率谱密度可以得到，模型建模虽然对训练集

时间序列的稳定性造成了影响，但影响较小，说明

ＭＥＭＤＸＧＢｏｏｓｔ模型可以较为完善地学习到训练
集中的信息。通过对比建模前后时间序列的功率

谱密度可以得到，ＭＥＭＤＸＧＢｏｏｓｔ模型建模结果
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（ｂ）有无建模结果功率谱密度
（ｂ）Ｐｏｗｅｒｓｐｅｃｔｒａｌｄｅｎｓｉｔｙｗｉｔｈａｎｄｗｉｔｈｏｕｔ

ｍｏｄｅｌｉｎｇｒｅｓｕｌｔｓ

（ｃ）建模前后数据集功率谱密度
（ｃ）Ｐｏｗｅｒｓｐｅｃｔｒａｌｄｅｎｓｉｔｙｏｆｄａｔａｓｅｔｂｅｆｏｒｅａｎｄ

ａｆｔｅｒｍｏｄｅｌｉｎｇ

图９　ＨＥＣＤ站功率谱密度
Ｆｉｇ．９　ＰｏｗｅｒｓｐｅｃｔｒａｌｄｅｎｓｉｔｙｏｆＨＥＣＤｓｔａｔｉｏｎ

可以有效保留原始时间序列中的主要信息，并通

过模型的抗异常值干扰能力改善原始时间序列的

数据质量，削弱异常值对于原始时间序列的影响。

上述实验说明了在建模过程中对目标时间序

列通过降噪构造特征然后输入ＸＧＢｏｏｓｔ模型可以
在保留原始数据形态的情况下有效地改善数据质

量。在进行预测实验时，通过邻近观测站［１４］和部

分地球物理观测值［３９］构造特征可以达到实验目

的。因此，实验选取目标观测站临近站点数据作

为特征，通过 ＭＥＭＤＸＧＢｏｏｓｔ模型对目标观测站
进行预测。表３为８个观测站预测精度。

表３　８个观测站预测精度
Ｔａｂ．３　Ｐｒｅｄｉｃｔｉｏｎａｃｃｕｒａｃｙｏｆ８ｓｔａｔｉｏｎｓ

目标站点 特征站点 ＭＡＥ／ｍｍ ＲＭＳＥ／ｍｍ

ＢＪＹＱ ＢＪＧＢ ３．６４ ４．６７

ＢＪＧＢ ＢＩＹＱ ３．２５ ４．４１

ＨＥＣＣ ＨＥＺＪ ３．０２ ３．９８

ＨＥＣＤ ＨＥＣＣ ３．３０ ４．４０

ＨＥＺＪ ＨＥＣＣ ２．７６ ３．７２

ＮＭＡＧ ＮＭＤＷ ２．９７ ３．８３

ＮＭＤＷ ＮＭＡＧ ２．９３ ３．８７

ＮＭＷＨ ＨＥＺＪ ３．２０ ４．１２

从表３可以得到，当使用邻近观测站数据构
造特征时，模型可以稳定有效地预测出目标观测

站数据。该实验的预测精度与特征站点的选取有

较强的关系，选取不同的特征观测站，实验结果会

出现差异，具有高相关性的观测站更易获得高精

度的预测结果。

４　结论

本文提出了一种通过多次经验模态分解改进

的ＧＮＳＳ时间序列预测方法———ＭＥＭＤＸＧＢｏｏｓｔ
模型，给出了模型的数据处理和预测策略，深入研

究了模型的特点和预测结果的特性，并得出以下

结论：

１）通过ＭＥＭＤＸＧＢｏｏｓｔ模型进行ＧＮＳＳ高程
时间序列建模可以较好预测出ＧＮＳＳ站高程方向
的运动趋势和季节性变化。

２）当使用目标时间序列构造特征时，实验通
过４个精度评价指标衡量８个ＧＮＳＳ站的实验结
果，结果表明，ＭＥＭＤＸＧＢｏｏｓｔ模型可以改善原始
时间序列的数据质量，削弱异常值对于原始时间

序列的影响。

３）当使用邻近观测站数据构造特征时，
ＭＥＭＤＸＧＢｏｏｓｔ模型可以有效地预测出目标观测
站高程方向的运动趋势，因此该模型也可用于区

域网数据处理。此外，如何通过多源数据有效地

构造特征需进一步研究。
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ｉｎＳｐａｃｅＲｅｓｅａｒｃｈ，２０１８，６２（５）：９７６－９８９．

［１０］　ＫＯＮＡＫＯＧＬＵＢ，ＣＡＫＩＲＬ，ＹＩＬＭＡＺＶ．Ｍｏｎｉｔｏｒｉｎｇｔｈｅ
ｄｅｆｏｒｍａｔｉｏｎｏｆａｃｏｎｃｒｅｔｅｄａｍ：ａｃａｓｅｓｔｕｄｙｏｎｔｈｅＤｅｒｉｎｅｒ
Ｄａｍ，Ａｒｔｖｉｎ，Ｔｕｒｋｅｙ［Ｊ］．Ｇｅｏｍａｔｉｃｓ，ＮａｔｕｒａｌＨａｚａｒｄｓａｎｄ
Ｒｉｓｋ，２０２０，１１（１）：１６０－１７７．

［１１］　ＡＬＴＡＭＩＭＩＺ，ＲＥＢＩＳＣＨＵＮＧ Ｐ，Ｍ?ＴＩＶＩＥＲ Ｌ，ｅｔａｌ．
ＩＴＲＦ２０１４：ａｎｅｗ ｒｅｌｅａｓｅｏｆｔｈｅｉｎｔｅｒｎａｔｉｏｎａｌｔｅｒｒｅｓｔｒｉａｌ
ｒｅｆｅｒｅｎｃｅｆｒａｍｅｍｏｄｅｌｉｎｇｎｏｎｌｉｎｅａｒｓｔａｔｉｏｎｍｏｔｉｏｎｓ［Ｊ］．
ＪｏｕｒｎａｌｏｆＧｅｏｐｈｙｓｉｃａｌＲｅｓｅａｒｃｈ（ＳｏｌｉｄＥａｒｔｈ），２０１６，
１２１（８）：６１０９－６１３１．

［１２］　ＬＡＨＴＩＮＥＮＳ，ＪＩＶＡＬＬＬ，Ｈ?ＫＬＩＰ，ｅｔａｌ．Ｄｅｎｓｉｆｉｃａｔｉｏｎｏｆ
ｔｈｅＩＴＲＦ２０１４ｐｏｓｉｔｉｏｎａｎｄｖｅｌｏｃｉｔｙｓｏｌｕｔｉｏｎｉｎｔｈｅＮｏｒｄｉｃａｎｄ
Ｂａｌｔｉｃｃｏｕｎｔｒｉｅｓ［Ｊ］．ＧＰＳＳｏｌｕｔｉｏｎｓ，２０１９，２３（４）：９５．

［１３］　ＬＩＺ，ＣＨＥＮＷ，ＤＡＭＴＶ，ｅｔａｌ．Ｃｏｍｐａｒａｔｉｖｅａｎａｌｙｓｉｓｏｆ
ｄｉｆｆｅｒｅｎｔａｔｍｏｓｐｈｅｒｉｃｓｕｒｆａｃｅｐｒｅｓｓｕｒｅｍｏｄｅｌｓａｎｄ ｔｈｅｉｒ
ｉｍｐａｃｔｓｏｎｄａｉｌｙＩＴＲＦ２０１４ＧＮＳＳｒｅｓｉｄｕａｌｔｉｍｅｓｅｒｉｅｓ［Ｊ］．
ＪｏｕｒｎａｌｏｆＧｅｏｄｅｓｙ，２０２０，９４：４２．

［１４］　ＬＩＺ，ＬＵＴＤ．ＰｒｅｄｉｃｔｉｏｎｏｆｍｕｌｔｉｓｔａｔｉｏｎＧＮＳＳｖｅｒｔｉｃａｌ
ｃｏｏｒｄｉｎａｔｅｔｉｍｅｓｅｒｉｅｓｂａｓｅｄｏｎＸＧＢｏｏｓｔａｌｇｏｒｉｔｈｍ［Ｃ］／／
ＰｒｏｃｅｅｄｉｎｇｓｏｆＣｈｉｎａＳａｔｅｌｌｉｔｅＮａｖｉｇａｔｉｏｎＣｏｎｆｅｒｅｎｃｅ，２０２２：
２７５－２８６．

［１５］　ＸＵＸＨ，ＲＥＮＷ Ｊ．Ａｈｙｂｒｉｄｍｏｄｅｌｂａｓｅｄｏｎａｔｗｏｌａｙｅｒ
ｄｅｃｏｍｐｏｓｉｔｉｏｎａｐｐｒｏａｃｈａｎｄａｎｏｐｔｉｍｉｚｅｄｎｅｕｒａｌｎｅｔｗｏｒｋｆｏｒ
ｃｈａｏｔｉｃｔｉｍｅ ｓｅｒｉｅｓｐｒｅｄｉｃｔｉｏｎ［Ｊ］． Ｓｙｍｍｅｔｒｙ， ２０１９，

１１（５）：６１０．
［１６］　李福兴，陈伏龙，蔡文静，等．基于 ＥＭＤ组合模型的径

流多尺度预测［Ｊ］．地学前缘，２０２１，２８（１）：４２８－４３７．
ＬＩＦＸ，ＣＨＥＮＦＬ，ＣＡＩＷ Ｊ，ｅｔａｌ．Ｍｕｌｔｉｓｃａｌｅｒｕｎｏｆｆ
ｐｒｅｄｉｃｔｉｏｎｂａｓｅｄｏｎｔｈｅＥＭＤｃｏｍｂｉｎｅｄｍｏｄｅｌ［Ｊ］．Ｅａｒｔｈ
ＳｃｉｅｎｃｅＦｒｏｎｔｉｅｒｓ，２０２１，２８（１）：４２８－４３７．（ｉｎＣｈｉｎｅｓｅ）

［１７］　ＨＵＨ，ＺＨＡＮＧＪＦ，ＬＩＴ．ＡｃｏｍｐａｒａｔｉｖｅｓｔｕｄｙｏｆＶＭＤ
ｂａｓｅｄ ｈｙｂｒｉｄ ｆｏｒｅｃａｓｔｉｎｇ ｍｏｄｅｌｆｏｒｎｏｎｓｔａｔｉｏｎａｒｙ ｄａｉｌｙ
ｓｔｒｅａｍｆｌｏｗ ｔｉｍｅ ｓｅｒｉｅｓ ［Ｊ］． Ｃｏｍｐｌｅｘｉｔｙ， ２０２０，
２０２０：４０６４８５１．

［１８］　ＨＥＸ，ＢＯＳＭＳ，ＭＯＮＴＩＬＬＥＴＪＰ，ｅｔａｌ．Ｉｎｖｅｓｔｉｇａｔｉｏｎｏｆ
ｔｈｅｎｏｉｓｅｐｒｏｐｅｒｔｉｅｓａｔｌｏｗｆｒｅｑｕｅｎｃｉｅｓｉｎｌｏｎｇＧＮＳＳｔｉｍｅ
ｓｅｒｉｅｓ［Ｊ］．ＪｏｕｒｎａｌｏｆＧｅｏｄｅｓｙ，２０１９，９３：１２７１－１２８２．

［１９］　熊常亮，贺小星，鲁铁定，等．改进经验模态分解方法用
于ＧＮＳＳ站速度估计［Ｊ］．测绘科学，２０２２，４７（３）：
４３－４９．
ＸＩＯＮＧＣＬ，ＨＥＸＸ，ＬＵＴＤ，ｅｔａｌ．Ｉｍｐｒｏｖｅｄｅｍｐｉｒｉｃａｌ
ｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎｍｅｔｈｏｄｆｏｒｖｅｌｏｃｉｔｙｅｓｔｉｍａｔｉｏｎｏｆＧＮＳＳ
ｓｔａｔｉｏｎ［Ｊ］．ＳｃｉｅｎｃｅｏｆＳｕｒｖｅｙｉｎｇａｎｄＭａｐｐｉｎｇ，２０２２，
４７（３）：４３－４９．（ｉｎＣｈｉｎｅｓｅ）

［２０］　刘丹丹．基于 ＥＭＤ的 ＧＮＳＳ时间序列异常值探测算
法［Ｊ］．地球物理学进展，２０２１，３６（５）：１８６５－１８７３．
ＬＩＵ Ｄ Ｄ．Ｎｅｗ ｍｅｔｈｏｄｏｆｏｕｔｌｉｅｒｄｅｔｅｃｔｉｏｎｆｏｒＧＮＳＳ
ｃｏｏｒｄｉｎａｔｅｔｉｍｅｓｅｒｉｅｓｂａｓｅｄｏｎＥＭＤａｐｐｒｏａｃｈ［Ｊ］．Ｐｒｏｇｒｅｓｓ
ｉｎＧｅｏｐｈｙｓｉｃｓ，２０２１，３６（５）：１８６５－１８７３．（ｉｎＣｈｉｎｅｓｅ）

［２１］　李保金，李艳艳．高频ＧＮＳＳ信号去噪的小波和多方向主
成分分析［Ｊ］．全球定位系统，２０２１，４６（４）：３３－３９．
ＬＩＢＪ，ＬＩＹＹ．ＣｏｍｂｉｎｅｄｍｅｔｈｏｄｏｆｗａｖｅｌｅｔａｎｄＭＰＣＡｆｏｒ
ｈｉｇｈｒａｔｅＧＮＳＳｓｉｇｎａｌｄｅｎｏｉｓｉｎｇ［Ｊ］．ＧＮＳＳＷｏｒｌｄｏｆＣｈｉｎａ，
２０２１，４６（４）：３３－３９．（ｉｎＣｈｉｎｅｓｅ）

［２２］　ＬＩＵＨＬ，ＹＡＮＧＬＱ，ＬＩＬＣ．Ａｎａｌｙｚｉｎｇｔｈｅｉｍｐａｃｔｏｆ
ｃｌｉｍａｔｅｆａｃｔｏｒｓｏｎＧＮＳＳｄｅｒｉｖｅｄｄｉｓｐｌａｃｅｍｅｎｔｓｂｙｃｏｍｂｉｎｉｎｇ
ｔｈｅｅｘｔｅｎｄｅｄｈｅｌｍｅｒｔｔｒａｎｓｆｏｒｍａｔｉｏｎａｎｄＸＧＢｏｏｓｔｍａｃｈｉｎｅ
ｌｅａｒｎｉｎｇａｌｇｏｒｉｔｈｍ［Ｊ］．ＪｏｕｒｎａｌｏｆＳｅｎｓｏｒｓ，２０２１，２０２１：
９９２６４４２．　

［２３］　ＤＥＹＡ，ＲＡＨＭＡＮＭ，ＲＡＴＮＡＭ ＤＶ，ｅｔａｌ．Ａｕｔｏｍａｔｉｃ
ｄｅｔｅｃｔｉｏｎｏｆＧＮＳＳｉｏｎｏｓｐｈｅｒｉｃｓｃｉｎｔｉｌｌａｔｉｏｎｂａｓｅｄｏｎｅｘｔｒｅｍｅ
ｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇｔｅｃｈｎｉｑｕｅ［Ｊ］．ＩＥＥＥ Ｇｅｏｓｃｉｅｎｃｅａｎｄ
ＲｅｍｏｔｅＳｅｎｓｉｎｇＬｅｔｔｅｒｓ，２０２２，１９：３０９１７００．

［２４］　ＺＨＵＫＯＶ Ａ Ｖ，ＹＡＳＹＵＫＥＶＩＣＨ Ｙ Ｖ，ＢＹＫＯＶ Ａ Ｅ．
ＧＩＭＬｉ：Ｇｌｏｂａｌｉｏｎｏｓｐｈｅｒｉｃｔｏｔａｌｅｌｅｃｔｒｏｎｃｏｎｔｅｎｔｍｏｄｅｌｂａｓｅｄ
ｏｎｍａｃｈｉｎｅｌｅａｒｎｉｎｇ［Ｊ］．ＧＰＳＳｏｌｕｔｉｏｎｓ，２０２０，２５：１９．

［２５］　ＪＩＡＹ，ＪＩＮＳＧ，ＳＡＶＩＰ，ｅｔａｌ．ＧＮＳＳＲｓｏｉｌｍｏｉｓｔｕｒｅ
ｒｅｔｒｉｅｖａｌｂａｓｅｄｏｎａＸＧＢｏｏｓｔｍａｃｈｉｎｅｌｅａｒｎｉｎｇａｉｄｅｄｍｅｔｈｏｄ：
ｐｅｒｆｏｒｍａｎｃｅａｎｄｖａｌｉｄａｔｉｏｎ［Ｊ］．ＲｅｍｏｔｅＳｅｎｓｉｎｇ，２０１９，
１１（１４）：１６５５．

［２６］　ＨＵＡＮＧＮＥ，ＳＨＥＮＺ，ＬＯＮＧＳＲ，ｅｔａｌ．Ｔｈｅｅｍｐｉｒｉｃａｌ
ｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎａｎｄｔｈｅＨｉｌｂｅｒｔｓｐｅｃｔｒｕｍｆｏｒｎｏｎｌｉｎｅａｒ
ａｎｄｎｏｎｓｔａｔｉｏｎａｒｙｔｉｍｅｓｅｒｉｅｓａｎａｌｙｓｉｓ［Ｊ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
ＲｏｙａｌＳｏｃｉｅｔｙｏｆＬｏｎｄｏｎＳｅｒｉｅｓＡ：Ｍａｔｈｅｍａｔｉｃａｌ，Ｐｈｙｓｉｃａｌ
ａｎｄＥｎｇｉｎｅｅｒｉｎｇＳｃｉｅｎｃｅｓ，１９９８，４５４（１９７１）：９０３－９９５．

［２７］　ＢＡＪＡＪＶ，ＰＡＣＨＯＲＩＲＢ．Ｃｌａｓｓｉｆｉｃａｔｉｏｎｏｆｓｅｉｚｕｒｅａｎｄ
ｎｏｎｓｅｉｚｕｒｅ ＥＥＧ ｓｉｇｎａｌｓ ｕｓｉｎｇ ｅｍｐｉｒｉｃａｌ ｍｏｄｅ
ｄｅｃｏｍｐｏｓｉｔｉｏｎ［Ｊ］． ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ
ＴｅｃｈｎｏｌｏｇｙｉｎＢｉｏｍｅｄｉｃｉｎｅ，２０１２，１６（６）：１１３５－１１４２．

［２８］　ＰＲＡＳＡＮＮＡＫＵＭＡＲＭ Ｋ，ＫＵＭＡＲＡＳＷＡＭＹＲ．Ｓｉｎｇｌｅ
ｃｈａｎｎｅｌｓｐｅｅｃｈｓｅｐａｒａｔｉｏｎｕｓｉｎｇｃｏｍｂｉｎｅｄＥＭＤａｎｄｓｐｅｅｃｈ
ｓｐｅｃｉｆｉｃｉｎｆｏｒｍａｔｉｏｎ［Ｊ］．ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆＳｐｅｅｃｈ
Ｔｅｃｈｎｏｌｏｇｙ，２０１７，２０：１０３７－１０４７．

［２９］　ＧＵＯＺＨ，ＺＨＡＯ Ｗ Ｇ，ＬＵ Ｈ Ｙ，ｅｔａｌ．Ｍｕｌｔｉｓｔｅｐ

·７５１·



国 防 科 技 大 学 学 报 第４６卷

ｆｏｒｅｃａｓｔｉｎｇｆｏｒｗｉｎｄｓｐｅｅｄｕｓｉｎｇａｍｏｄｉｆｉｅｄＥＭＤｂａｓｅｄ
ａｒｔｉｆｉｃｉａｌｎｅｕｒａｌｎｅｔｗｏｒｋｍｏｄｅｌ［Ｊ］．ＲｅｎｅｗａｂｌｅＥｎｅｒｇｙ，
２０１２，３７：２４１－２４９．

［３０］　ＬＥＩＺＦ，ＳＵＷＢ．Ｍｏｌｄｌｅｖｅｌｐｒｅｄｉｃｔｏｆｃｏｎｔｉｎｕｏｕｓｃａｓｔｉｎｇ
ｕｓｉｎｇｈｙｂｒｉｄＥＭＤＳＶＲＧＡａｌｇｏｒｉｔｈｍ［Ｊ］．Ｐｒｏｃｅｓｓｅｓ，２０１９，
７（３）：１７７．

［３１］　ＣＨＥＮＴＱ，ＨＥＴ，ＢｅｎｅｓｔｙＭ，ｅｔａｌ．ＸＧＢｏｏｓｔ：ｅｘｔｒｅｍｅ
ｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇ［ＥＢ／ＯＬ］．（２０２４－０７－２４）［２０２２－０６－
０１］．ｈｔｔｐｓ：／／ｃｒａｎ．ｍｓ．ｕｎｉｍｅｌｂ．ｅｄｕ．ａｕ／ｗｅｂ／ｐａｃｋａｇｅｓ／
ｘｇｂｏｏｓｔ／ｖｉｇｎｅｔｔｅｓ／ｘｇｂｏｏｓｔ．ｐｄｆ

［３２］　ＺＨＡＮＧＸＪ，ＺＨＡＮＧＱＲ．Ｓｈｏｒｔｔｅｒｍｔｒａｆｆｉｃｆｌｏｗｐｒｅｄｉｃｔｉｏｎ
ｂａｓｅｄｏｎＬＳＴＭＸＧＢｏｏｓｔｃｏｍｂｉｎａｔｉｏｎｍｏｄｅｌ［Ｊ］．Ｃｏｍｐｕｔｅｒ
ＭｏｄｅｌｉｎｇｉｎＥｎｇｉｎｅｅｒｉｎｇ＆ Ｓｃｉｅｎｃｅｓ，２０２０，１２５（１）：
９５－１０９．

［３３］　杨可可，刘立龙，陈军．基于滑动四分位距法的地震期间
电离层ＴＥＣ异常［Ｊ］．桂林理工大学学报，２０１９，３９（２）：
４２７－４３２．
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