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摘　要：现有的序列广告推荐研究主要关注用户对广告的偏好，未充分考虑广告间的正向关系。从广告
间的关联出发，将广告网络和用户网络同时纳入考量，构建了基于触发模型的多轮广告序列推荐影响力最大

化模型。提出了基于广告边的多轮反向影响力采样贪心策略，以提升广告平台收益，并证明了这一方法具有

严格的理论下界保证。实验表明，与现有最优方法相比，该方法的广告传播影响力收益平均提升了３５％，显著










论

文

拓

展

增强了广告推荐效果，为广告序列推荐提供了新的解决方案。
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　　随着移动设备的普及和信息网络的飞速发
展，人们上网越来越便利，在社交网络中的沟通交

流因打破了时间和空间的限制而备受欢迎。相比

于传统广告，社交广告可以通过用户的“点赞”和

“转发”等行为快速获得大量曝光。因此在社交

网络上投放广告成为社交平台的一个重要盈利方

式，广告序列推荐方向吸引了一系列研究。一些

相关研究注重用户对广告的兴趣［１－２］，假设用户

之间彼此独立，在浏览广告序列的过程中，用户根

据对广告的兴趣有概率停止浏览，这些工作倾向

于把更能吸引兴趣的广告排在前面，让用户持续

浏览以获取更多收益。Ｓｈｉ等［３］的另一部分研究

则假定用户会浏览到平台推荐的所有广告，且认

为广告之间有正向联系，两个有关联的广告被用

户接受会有额外收益。

然而，这些工作忽略了社交网络中用户传播

的影响。在社交广告的背景下，用户并非孤立，用

户接受广告的行为也会进一步暴露给其他的用

户，从而影响其他用户的选择。因此也需要考虑

社交网络中用户间的信息传播作用，这一点在影

响力最大化领域有着广泛的研究。社交网络影响

力最大化（ｉｎｆｌｕｅｎｃｅｍａｘｉｍｉｚａｔｉｏｎ，ＩＭ）问题［４］针对

市场营销过程中的“口碑效应”（ｗｏｒｄｏｆｍｏｕｔｈ）
和“病毒营销”（ｖｉｒａｌｍａｒｋｅｔｉｎｇ）等传播原理进行
研究，Ｋｅｍｐｅ等［５］将其模型化为算法问题，即在

用户网络中选取一个最多 ｋ个节点的种子集合，
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向它们投放广告，通过网络传播，最大化受影响的

用户数量。Ｋｅｍｐｅ等引入了广泛使用的独立级联
（ｉｎｄｅｐｅｎｄｅｎｔｃａｓｃａｄｅ，ＩＣ）模型［６］、线性阈值

（ｌｉｎｅａｒｔｈｒｅｓｈｏｌｄ，ＬＴ）模型［７］和触发（ｔｒｉｇｇｅｒｉｎｇ
ｍｏｄｅｌ，ＴＲ）模型，证明了影响力最大化问题在这
三种模型上都是 ＮＰｈａｒｄ的，并给出了近似比为
１－１／（ｅ－ε）的贪心算法。后续的工作针对贪心
算法中的采样开销进行优化。一部分研究［８－９］利

用模型的性质，通过减少模拟计算次数来提升模

拟效率；另一部分研究采用启发式算法进行针对

性优化［１０－１１］，但缺乏效率和精度保证。主流的方

法基于Ｂｏｒｇｓ等［１２］提出的反向影响力采样（ｒｅｖｅｒｓｅ
ｉｎｆｌｕｅｎｃｅｓａｍｐｌｉｎｇ，ＲＩＳ）进行加速。在此基础上
Ｔａｎｇ等提出了 ＴＩＭ／ＴＩＭ＋［１３］和 ＩＭＭ［１４］算法，将
时间复杂度优化到 Ｏ（（ｋ（ｍ＋ｎ）ｌｏｇｎ）／ε２）。为
了进一步减少采样次数，优化处理效率，最新工作

采用动态调试策略确定反向传播次数［１５］。

以上工作都只考虑了单轮次的影响传播过

程，Ｓｕｎ等［１６］首次考虑实际生活中的多轮传播过

程，建模了多轮影响力传播模型，ＬｏｚａｎｏＯｓｏｒｉｏ
等［１７］在此基础上提出智能邻域搜索策略进一步

提高了多轮ＩＭ问题的可扩展性。
影响力最大化问题虽然利用社交网络上的用

户传播提升商品推广的影响力，但大多都默认用

户一定会接受推荐给他们的广告，也不会考虑广

告推荐顺序的差异。为解决这一挑战，Ｔａｎｇ［１８］首
次将社交广告序列推荐和影响力最大化问题结合

起来，假定用户逐个按顺序到来，为每一个到来的

用户都推荐一组序列广告，用户会根据自己的兴

趣可能接受部分广告，也有可能停止浏览。他们将

广告先按用户在网络上传播的期望收益与用户放

弃继续浏览概率的比值进行排序，然后使用动态规

划算法选取最终的广告序列，综合考虑了用户兴趣

和网络传播。这一工作也是考虑影响力最大化的

广告序列推荐问题目前比较好的解决方案。

目前的研究工作大多忽略了广告之间的关

联，没有考虑到用户对广告的接受程度很可能也

受其他广告的影响。产品之间的关联可能会激发

用户对广告内容的兴趣。例如，一个用户看到了

羽毛球拍的广告并且购买了它，这个用户接受羽

毛球广告的概率会大大提升。可以利用广告的这

种关联增益效应，提升用户兴趣，并利用社交网络

传播连锁反应，促进广告在社交网络上产生更高

的效益，避免在同等成本下推送无关广告。

在广告序列推荐问题上首次将广告网络和用

户网络同时纳入模型，在已有的影响力最大化问

题和广告推荐问题的基础上，综合用户对广告的

偏好、广告之间的促进作用以及用户网络的信息

传递，并考虑到广告推荐不是一次性过程，加入多

轮推荐的模式，建立能够同时为一组用户服务的

多轮广告序列影响力最大化问题模型。提出基于

边的贪心算法，取得了更好的推荐效果，使得平台

的收益最大化。真实数据集上的对比实验验证了

算法的有效性，提出的算法较现有最优算法平均

提升了３５％的广告收益。

１　问题描述

多轮广告序列影响最大化问题的最终目标

为，对于一组具有相似特性的特定用户，基于广告

之间的关联，向他们推荐相同的多轮序列广告，经

过社交网络传播，达到广告收益的最大化。

１．１　符号表示

用ＵＳ表示需要推送广告的这组特定用户的

集合。定义广告网络 Ｎ＝（Ｖ，Ｗ），其中 Ｖ代表可
推荐的广告集合；ＷＶ×Ｖ为广告边，即广告和
广告之间的有向边，自环代表广告本身的接受概

率，其他边代表两个广告之间具有促进关系。例

如，在同一个广告序列中先后向用户 ｕ推荐了两
个不同的广告ｖ１和 ｖ２，并且 ｖ１和 ｖ２之间有一条
有向边，那么如果用户接受了ｖ１，则会有更大的概
率接受广告 ｖ２。但不同用户对于广告的接受程
度，以及接受了一个广告对接受另一个广告的促

进程度可能不尽相同，使用函数 ｗ：ＵＳ×Ｗ→ＲＲ来
衡量这一程度。对于 ＵＳ×Ｗ中的每个元素（ｕ，
（ｖ１，ｖ２））都有函数值ｗ（ｕ，（ｖ１，ｖ２））：
１）当ｖ１＝ｖ２时，ｗ（ｕ，（ｖ１，ｖ２））表示无其他广

告影响时用户ｕ接受广告ｖ２的概率；
２）当ｖ１≠ｖ２时，ｗ（ｕ，（ｖ１，ｖ２））表示用户ｕ接

受了广告 ｖ１再看到广告 ｖ２时接受概率提高的
倍数。

例如，用户 ｕ接受广告 ｖ１和广告 ｖ２的概率
分别为 ｗ（ｕ，（ｖ１，ｖ１））和 ｗ（ｕ，（ｖ２，ｖ２）），如果用
户已经接受了 ｖ１，并且 ｖ１和 ｖ２之间存在一条有
向边（ｖ１，ｖ２），那么用户 ｕ接受广告 ｖ２的概率就
会增加 ｗ（ｕ，（ｖ１，ｖ２））×ｗ（ｕ，（ｖ２，ｖ２））。当 ｖ２
有多个入边邻居被接受时，真实的增益难以计

算，但多个广告增益的结果最差也不会差过单

个广告的增益，因此采用一种较为保守的假设，

即 ｖ２只会被增益幅度最大的边增益一次。这要
求函数ｗ至少满足以下两个性质：①ｕ，ｖ，０≤
ｗ（ｕ，（ｖ，ｖ））≤１；②ｕ，ｖ１，ｖ２，ｗ（ｕ，（ｖ１，ｖ２））≤

·１１·
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１／ｗ（ｕ，（ｖ２，ｖ２））－１。

１．２　传播模型

在影响力传播的研究中，ＩＣ模型和 ＬＴ模型
是较为常用的两种模型，都是触发模型的一种特

例［５］。为保证本方法的全面性，将使用更为通用

的触发模型作为传播模型的基础。定义社交网络

Ｇ＝（Ｕ，Ｅ），其中Ｕ代表用户集合，ＥＵ×Ｕ为用
户与用户之间的有向边集，每条边关联一个概率

ｂｕ１，ｕ２。信息的传播会在离散时刻上进行。初始时
刻，种子集合Ｓ中的节点会被激活，每个节点ｕ会
根据其入边概率选择一个触发集合 Ｔ（ｕ）。如果
在某时刻，未被激活的节点的触发集合中有节点

已被激活，则该节点将会被激活。传播会持续到

没有新的节点被激活。种子集合Ｓ的影响力为最
终被激活点的期望数量。

触发模型可以用活跃边图（ｌｉｖｅｅｄｇｅｇｒａｐｈ）
上的 方 法 等 价 表 示。给 定 一 组 触 发 集 合

｛Ｔ（ｕ）｝ｕ∈Ｕ，可以构造一个活跃边图 Ｌ＝（Ｕ，
Ｅ（Ｌ）），其中 Ｅ（Ｌ）＝｛（ｕ１，ｕ２） ｕ２∈Ｕ，ｕ１∈
Ｔ（ｕ２）｝，每条边（ｕ１，ｕ２）都被称为一条活跃边
（ｌｉｖｅｅｄｇｅ）。令Γ（Ｇ，Ｓ）代表图 Ｇ中可以被 Ｓ到
达的点的集合。由于触发模型和活跃边图的等价

性，触发模型中种子集合 Ｓ的影响力等价于
ＥＥ［Γ（Ｌ，Ｓ）］，该期望值取决于生成的活跃边
图Ｌ的分布。

１．３　问题定义

定义 １　多轮广告序列影响最大化问题是
指，给定用户网络Ｇ＝（Ｕ，Ｅ）、生成触发集合的概
率分布、广告网络Ｎ＝（Ｖ，Ｗ）、用户组ＵＳ、函数ｗ：
ＵＳ×Ｗ→ＲＲ、轮数Ｔ、序列长度限制ｋ、广告被接受

的收益函数 ｒ：Ｖ→ＲＲ，推荐 Ｔ轮广告序列 σ１，

σ２，…，σＴ，每轮至多ｋ个广告，使得平台推荐广
告的总收益最大化，即：

σ ＝∪
Ｔ

ｔ＝１
｛σｔ｝＝ａｒｇ ｍａｘ

σ： σｔ≤ｋ，ｔ∈［Ｔ］
ρ（σ） （１）

其中，ρ（σ）代表平台推荐广告带来的总收益。
定义如下符号来方便描述：σｔ，ｉ表示一组解 σ

中第ｔ轮广告序列中的第 ｉ个广告。使用符号
Ｅ（·）来表示广告序列中生成的边集，即
Ｅ（σｔ）＝｛（σｔ，ｉ，σｔ，ｊ，ｔ）ｉ≤ｊ，（σｔ，ｉ，σｔ，ｊ）∈Ｗ｝

（２）

Ｅ（σ）＝∪
Ｔ

ｔ＝１
Ｅ（σｔ） （３）

其中，Ｅ（·）表示序列的生成边集。则ρ（σ）可以
等价地转化为边的函数：

ρ（σ）＝ｈ（Ｅ（σ））＝∑
ｖ∈Ｖ
ｆ（Ｅ（σ），ｖ）·ｒ（ｖ）

（４）
其中：ｒ（ｖ）为每有一个用户接受了广告 ｖ，平台可
以获得的广告收益；ｆ（Ｅ（σ），ｖ）代表经过 Ｔ轮推
荐和传播后，用户网络中接受广告 ｖ的人数期望
值，即

ｆ（Ｅ（σ），ｖ）＝ＥＥ ∪
Ｔ

ｔ＝１
Γ（Ｌｔ，Ｓｖ，ｔ[ ]） （５）

其中：Ｌｔ为在用户网络上随机生成的活跃边图；
Ｓｖ，ｔ为ＵＳ的子集，代表第 ｔ轮时用户组 ＵＳ中接受
了广告 ｖ的用户集合。ｆ（Ｅ（σ），ｖ）的值取决于
Ｌ１，Ｌ２，…，ＬＴ和Ｓｖ，１，Ｓｖ，２，…，Ｓｖ，Ｔ的分布。

为了得到Ｓｖ，ｔ的分布，需要计算 ＵＳ中用户对
于被推送的广告序列σｔ中每个广告的接受概率，
用ｐｕ，ｖ，ｔ代表用户 ｕ在第 ｔ轮接受广告 ｖ的概
率，则：

ｐｕ，ｖ，ｔ＝!

｛（ｖ，ｖ，ｔ）∈Ｅ（σｔ）｝·ｗ（ｕ，（ｖ，ｖ））＋

∑
（ｖ′，ｖ，ｔ）∈Ｅ（σｔ）

ｗ（ｕ，（ｖ，ｖ））·ｗ（ｕ，（ｖ′，ｖ））·Ｐｍａｘ（ｕ，ｖ′，ｖ，ｔ）

（６）
其中：

!

的含义为如果满足括号内条件值为１，否
则值为０；Ｐｍａｘ（ｕ，ｖ′，ｖ，ｔ）代表（ｖ′，ｖ）对 ｖ的增益
是所有ｖ的入边中最大那条的概率；ｐｕ，ｖ，ｔ为用户ｕ
自身愿意接受ｖ的概率与其他广告对ｖ的增益之
和。如果多个广告同时对 ｖ有增益，则选择增益
最大的广告。Ｐｍａｘ可以表示为

Ｐｍａｘ（ｕ，ｖ′，ｖ，ｔ）＝ｐｕ，ｖ′，ｔ· ∏
（ｖ０，ｖ，ｔ）∈Ｅ（σｔ）
ｖ０≠ｖ，ｖ′

ｗ（ｕ，（ｖ０，ｖ））＞ｗ（ｕ，（ｖ′，ｖ））

（１－ｐｕ，ｖ０，ｔ）

（７）
即入边（ｖ′，ｖ）对 ｖ产生最大增益的概率。（ｖ′，ｖ）
能对ｖ造成最大增益的前提是 ｖ′被用户 ｕ接受，
并且与ｖ有连接关系的其他增益大于（ｖ′，ｖ）的广
告没有被ｕ接受。通过上述过程可以获取 Ｓｖ，ｔ的
分布，进而求得 ｈ（Ｅ（σ）），即在选定广告序列 σ
后产生的期望收益。

多轮广告序列影响最大化问题的目标为找到

最佳的σ使得推荐广告总收益 ρ（σ）最大化。由
于 ρ（σ）可以等价地转化为边集 合 函 数
ｈ（Ｅ（σ）），且为了边贪心策略的需要，接下来将
使用ｈ作为需要最大化的目标函数。

２　算法设计

针对多轮广告序列影响最大化问题，本节提

出了基于广告边的贪心策略。算法框架如图 １
所示。算法会进行Ｔ轮推荐，每轮使用边贪心策

·２１·
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图１　算法框架
Ｆｉｇ．１　Ａｌｇｏｒｉｔｈｍｆｒａｍｅｗｏｒｋｄｉａｇｒａｍ

略结合前面的推荐结果将广告序列扩充至长度

ｋ，使用三明治算法选出每轮最优的序列，结合 Ｔ
轮推荐序列形成最终结果。相比已有算法，算法

的创新之处在于：①使用边贪心策略利用广告间
正向关系；②使用多轮反向影响力采样方法以快
速估计边际收益；③提出三明治算法解决目标函
数不具备子模性的挑战。

２．１　基于边的贪心策略

对于多轮广告序列影响最大化问题，算法１
给出了基于边的贪心策略。在进行每一轮的广告

选择时，相较于其他直接对广告节点进行选择的

算法［１－２，１８］，算法１所示的边贪心策略更加注重
广告边（即广告间的促进关系）的作用，在广告之

间具有强增益作用的广告网络中，边贪心的算法

可以有效挖掘出广告边的价值。同时，算法将用

户对广告本身的接受程度设置为自环边的边权，

与其他边一起竞争，也不会忽略掉节点本身的价

值，即用户对广告的偏好。

算法１将从空集开始，逐轮选择每一轮的广
告序列。用σｔ表示第ｔ轮推荐的广告序列，初始
使σｔ为空。用ε来表示尾部不在σｔ中的边的集
合，用ｈ（（ｖｉ，ｖｊ，ｔ）Ｅ）＝ｈ（Ｅ∪｛（ｖｉ，ｖｊ，ｔ）｝）－
ｈ（Ｅ）表示广告边（ｖｉ，ｖｊ，ｔ）在经过用户网络传播
后的边际收益。每次贪心地选择边际收益最高的

一条边（ｖｉ，ｖｊ）∈ε，如果边的头部 ｖｉ不在 σｔ里，
或者ｖｉ＝ｖｊ，即该边是自环，则只把ｖｊ加入σｔ的末
尾，否则就把ｖｉ和ｖｊ按顺序依次加入 σｔ的末尾，
第１１行和第１３行中的代表将该符号右边的节

点连接到左侧序列的末尾。将每轮选择的 σｔ合
并到 σ中得到最终的结果。该结果具有合理的
下界保证。

算法１　边贪心算法
Ａｌｇ．１　Ｅｄｇｅｇｒｅｅｄｙａｌｇｏｒｉｔｈｍ

输入：用户网络Ｇ＝（Ｕ，Ｅ），广告网络Ｎ＝（Ｖ，Ｗ），时间
轮Ｔ，序列长度限制ｋ
输出：σ

１．σ←
２．ｆｏｒｔ＝１ｔｏＴ
３．　σｔ←（）

４．　ｗｈｉｌｅ σｔ≤ｋ－２

５．　　ε＝｛（ｖｉ，ｖｊ）∈Ｗ｜ｖｊσｔ｝

６．　　ｉｆε＝，跳出循环
７．　　ｅｎｄｉｆ
８．　　（ｖｉ，ｖｊ）∈ε计算ｈ（（ｖｉ，ｖｊ，ｔ）Ｅ（σ∪｛σｔ｝））

９．　　（ｖｉ，ｖｊ）＝ａｒｇｍａｘｈ（（ｖｉ，ｖｊ，ｔ） Ｅ（σ∪｛σｔ｝））

１０．　　ｉｆｖｉ＝ｖｊ或 ｖｉ∈σｔ
１１．　　　　σｔ＝σｔｖｊ
１２．　　ｅｌｓｅ
１３．　　　　σｔ＝σｔｖｉｖｊ
１４．　　ｅｎｄｉｆ
１５．　ｅｎｄｗｈｉｌｅ
１６．　σ＝σ∪｛σｔ｝

１７．ｅｎｄｆｏｒ
１８．返回σ

定理１　用 σ表示多轮社交广告序列影响

·３１·
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力最大化的最优解。如果函数ｈ具有单调性和子
模性，边贪心算法满足：

ρ（σ）
ρ（σ）

≥１－ｅ－
１－ｅ－ １－１( )ｋ
２ｄｉｎ＋１ （８）

其中，ｄｉｎ为广告网络中节点的最大入度。
证明：算法可以从轮次的层面，看成对每个时

间轮 ｔ，都贪心地选择一个 σｔ来最大化 ρ（｛σ１，
σ２，…，σｔ－１，σｔ｝）－ρ（｛σ１，σ２，…，σｔ－１｝）。每一
轮内部再选择边际收益最大的边加入进来最终

形成 σｔ。如果 ｈ是单调子模的，那么每一轮内
的目标函数 ｈｔ（Ｅ′）＝ｈ（Ｅ′Ｅ（｛σ１，σ２，…，
σｔ－１｝））也是单调子模的。对于目标函数为单
调子模函数的边贪心算法，可证明其近似比［１９］

至少为
１－ｅ－ １－１( )ｋ
２ｄｉｎ＋１

。　

对于贪心的每一步，如果无法找到最优的答

案，但是能够找到一个近似比至少为 α的答案，
那么对于一个子模的问题来说，这样的贪心算法

也可以达到１－ｅ－α的近似比［１８，２０］，应用该结论

即可得到定理１。 □

２．２　多轮反向影响力采样

为了快速估算广告边在社交网络 Ｇ中造成
的影响力，即算法１的步骤８，即计算（ｖｉ，ｖｊ）的边
际收益，设计了多轮反向影响力采样方法。

对于社交网络 Ｇ中的每条边（ｕ１，ｕ２），将以
ｂｕ１，ｕ２的概率被保留，以１－ｂｕ１，ｕ２的概率被删去，这
样生成得到的子图ｇ被称为Ｇ的一个采样。

选择 Ｇ中的一个节点 ｕ作为起始节点，ｇ中
所有能够到达 ｕ的点集被称为一个反向可达
集，在多轮的情况下，每一轮都独立地随机生成

一个 ｕ的反向可达集。定义多轮反向可达集
Ｒｕ：＝∪

Ｔ
ｔ＝１Ｒｕ，ｔ，其中Ｒｕ，ｔ代表第ｔ轮中ｕ的反向

可达集中的节点与时间ｔ的二元组的集合。
定义一个随机多轮反向可达集 Ｒ为随机选

择一个ｕ作为起始节点的多轮反向可达集。对于
一个广告网络 Ｎ以及一组广告序列 σ，用 Ｓｖ＝
｛（ｕ，ｔ）ｕ∈Ｓｖ，ｔ｝来表示每个时间轮ｔ中会接受并
转发广告ｖ的那些特定用户，其中Ｓｖ，ｔ为上文提到
的第 ｔ轮时用户组 ＵＳ中接受了广告 ｖ的用户集
合。Ｓｖ的影响力ｆ（Ｅ（σ），ｖ）计算方法如下：

ｆ（Ｅ（σ），ｖ）＝ｎｕ·ＥＥ［!｛Ｓｖ∩Ｒ≠｝］ （９）
由式（９）可见，ｆ（Ｅ（σ），ｖ）的值取决于 Ｓｖ和

Ｒ 的 分 布。需 要 注 意 的 是，对 于 ｆ来 说，
ｆ（Ｅ（σ），ｖ）中的Ｅ（σ）并不需要一定是 σ的生成
边集，可以替换为任意满足拓扑性质的边集，例如

在算法进行过程中，需要计算 Ｅ（σ）的某些子集
的期望收益，后文中使用Ｅ′来表示这一参数，即：

ｈ（Ｅ′）＝∑
ｖ∈Ｖ
ｆ（Ｅ′，ｖ）·ｒ（ｖ） （１０）

用多轮反向影响力采样方法估计ｈ值的过程
如算法 ２所示。Ｓｖ的分布可以通过 ｐｕ，ｖ，ｔ得出。
如步骤１２所示，对于生成的每一个多轮反向可达
集Ｒ，可以直接计算出Ｓｖ∩Ｒ＝的概率，进而得
出Ｓｖ∩Ｒ≠的期望。

算法２　多轮反向影响力采样方法
Ａｌｇ．２　Ｍｕｌｔｉｒｏｕｎｄｒｅｖｅｒｓｅｉｎｆｌｕｅｎｃｅｓａｍｐｌｉｎｇｍｅｔｈｏｄ

输入：用户网络 Ｇ＝（Ｕ，Ｅ），已选的边集 Ｅ′，特殊用户
组ＵＳ，时间轮Ｔ，参数ε、，收益函数ｒ

输出：珘ｈ

１．对所有ｕ，ｖ，ｔ，计算ｐｕ，ｖ，ｔ
２．Ｒ＝０，ＬＢ＝０
３．ｆｏｒ所有出现在Ｅ′的广告ｖ

４．　　ＬＢ＝ＬＢ＋∑
ｕ∈ＵＳ

［１－∏
Ｔ

ｔ＝１
（１－ｐｕ，ｖ，ｔ）］·ｒ（ｖ）

５．　　Ｒ＝ｍａｘ｛Ｒ，ｒ（ｖ）·Ｔｋ｝
６．ｅｎｄｆｏｒ

７．θ＝
２＋２３( )εｎｕ（ｌｎｎ＋ｌｎ（２Ｔ））Ｒ

ε２ｈ（Ｅ′）
８．生成θ个随机多轮反向可达集
９．ｆｏｒ所有出现在Ｅ′的广告ｖ
１０．　ｆｏｒｉ＝１ｔｏθ
１１．　　Ｒ←第ｉ个被生成的多轮反向可达集

１２．　　　ｐｒｏｂ＝ ∏
（ｕ，ｔ）∈Ｒ，ｕ∈ＵＳ

·（１－ｐｕ，ｖ，ｔ）

１３．　　ｓｕｍ＝ｓｕｍ＋（１－ｐｒｏｂ）
１４．　ｅｎｄｆｏｒ
１５．　ｆｖ＝ｓｕｍ·ｎ／θ

１６．　珘ｈ＝珘ｈ＋ｆｖ·ｒ（ｖ）

１７．ｅｎｄｆｏｒ
１８．返回 珘ｈ

利用鞅论［１４，２１］理论对反向可达集估计信息

传播的置信区间和置信度进行分析。多轮反向影

响力采样方法满足：

引理１　对于任意的 ε＞０，＞０，如果 θ≥

２＋２３( )εｎｕ（ｌｎｎ＋ｌｎ（２Ｔ））Ｒ
ε２ｈ（Ｅ′）

，则

　 Ｐｒ［珘ｈ（Ｅ′）－ｈ（Ｅ′）≥εｈ（Ｅ′）］≤ １
ｎＴ

（１１）

其中，Ｒ＝Ｔｋ·ｍａｘｖ∈Ｖ｛ｒ（ｖ）｝，代表每个采样值的
上界。ｈ（Ｅ′）是所求，不能精准获取其值，但是可

·４１·
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以找到一个尽可能大的下界，使得在保证１－
１／（ｎＴ）的置信度的同时，采样的次数尽可能少，
提升时间效率。对于 ＵＳ中的用户，至少能计算
没有传播的情况下接受广告ｖ的人数期望，即

ｈ（Ｅ′）＝∑
ｖ∈Ｖ
ｆ（Ｅ′，ｖ）·ｒ（ｖ）

≥∑
ｖ∈Ｖ
∑
ｕ∈ＵＳ

１－∏
Ｔ

ｔ＝１
（１－ｐｕ，ｖ，ｔ[ ]）·ｒ（ｖ）ＬＢ （１２）

在算法中，使用ＬＢ作为ｈ（Ｅ′）的一个下界计
算θ，并进行 θ次反向采样，结合对 Ｓｖ分布的计
算，最终有１－１／（ｎＴ）的概率，得出函数 ｈ估计
值的偏差与真实值相比不超过ε。

由引理１可知，使用多轮反向影响力采样方
法计算边际收益的边贪心算法对于每一轮ｔ，都有
至少 １－１／（ｎＴ）的概率找到一个近似比为

１－ｅ－ １－１( )ｋ
２ｄｉｎ＋１

－ε的近似结果。那么将所有轮合并

起来，有至少１－１／ｎ的概率，算法在每一轮得到
的答案都能满足该近似比。

２．３　三明治算法

满足定理１的一个重要前提条件是函数ｈ必
须同时满足单调性和子模性［２０］。函数具有单调

性是指如果一个集合函数ｆ：Ｖ→ＲＲ，对于任意的集
合ＡＶ和元素ｖ∈Ｖ＼Ａ（其中，“＼”表示Ｖ和Ａ的
差集），都有ｆ（Ａ）≤ｆ（Ａ∪｛ｖ｝）。函数具有子模性
是指如果一个集合函数ｆ：Ｖ→ＲＲ，对于任意两个集
合ＡＢＶ和元素 ｖ∈Ｖ＼Ｂ，都有 ｆ（Ａ∪｛ｖ｝）－
ｆ（Ａ）≥ｆ（Ｂ∪｛ｖ｝）－ｆ（Ｂ）。

引理２　前文定义的关于边集的函数 ｈ具有
单调性。

直观上，加入一条边（ｖ１，ｖ２，ｔ０）后，只会改变第
ｔ０轮中广告ｖ２被ＵＳ中用户接受的概率，而且边的
作用只会使该广告被接受的概率增加，至少不会减

少，并且不会对其他广告的接受程度产生影响。ＵＳ
中用户更愿意接受ｖ２并分享出去，更有可能被更
多的人看到，至少不会使平台的收益降低。因此函

数ｈ显然是单调的。但是函数ｈ（Ｅ′）并不满足子模
性，这很容易通过举反例得到。

ｈ虽然满足单调性，却不满足子模性。图 ２
展示了ｈ不满足子模性的一个具体实例。节点
Ａ、Ｂ、Ｃ代表广告，自环边的数字代表用户愿意接
受该广告的概率，非自环边代表用户接受边的头

部节点对尾部节点的增益倍率。先把问题简化为

只有一个轮次 ｔ，并且用户网络中只有一个用户
节点ｕ，所有广告单次点击收益均为 １。在此例
中，为了方便，用图中边上的小写字母代表边两侧

的节点和时间的三元组，如ａ表示（Ａ，Ａ，ｔ）。

（ａ）边ｂ、ｅ被选中
（ａ）Ｅｄｇｅｓｂ、ｅａｒｅｓｅｌｅｃｔｅｄ

（ｂ）边ａ、ｂ、ｄ、ｅ被选中
（ｂ）Ｅｄｇｅｓａ、ｂ、ｄ、ｅａｒｅｓｅｌｅｃｔｅｄ

图２　函数ｈ不满足子模性举例
Ｆｉｇ．２　Ｅｘａｍｐｌｅｏｆｔｈｅｎｏｎｓｕｂｍｏｄｕｌａｒｉｔｙｆｕｎｃｔｉｏｎｈ

图２（ａ）计算边 ｅ的边际收益 ｈ（ｅ｛ｂ｝）＝
ｈ（｛ｂ，ｅ｝）－ｈ（｛ｂ｝）＝０２。图２（ｂ）中的图结构
与图２（ａ）中完全一致，但是多选择了两条边 ａ、
ｄ，同样地，计算边ｅ的边际收益为ｈ（｛ａ，ｂ，ｄ，ｅ｝）－
ｈ（｛ａ，ｂ，ｄ｝）＝１４－１１＝０３。ｈ（ｅ｛ｂ｝）≤
ｈ（ｅ｛ａ，ｂ，ｄ｝），显然不满足子模性。

对于满足单调性不满足子模性的目标函数，

为了保证算法具有合理的近似比，需要引入文

献［２２］中提到的三明治算法来解决，令：

Δρｔ（σｔ）＝Δｈｔ（Ｅ（σｔ））＝ｈ（Ｅ（∪
ｔ－１

ｉ＝１
σｉ∪σｔ））－ｈ（Ｅ（∪

ｔ－１

ｉ＝１
σｉ））

（１３）

Δμｔ（σｔ）＝Δｈμｔ（Ｅ（σｔ））＝ｈμｔ（Ｅ（∪
ｔ－１

ｉ＝１
σｉ∪σｔ））－ｈμｔ（Ｅ（∪

ｔ－１

ｉ＝１
σｉ））

（１４）

Δｖｔ（σｔ）＝Δｈ
ｖ
ｔ（Ｅ（σｔ））＝ｈ

ｖ
ｔ（Ｅ（∪

ｔ－１

ｉ＝１
σｉ∪σｔ））－ｈ

ｖ
ｔ（Ｅ（∪

ｔ－１

ｉ＝１
σｉ））

（１５）
在每一轮ｔ，找到两个与ｈ定义在同样定义域

上的子模函数ｈμｔ和ｈ
ｖ
ｔ，满足对于定义域上的任意

Ｅ′ｔ｛（ｖ１，ｖ２，ｔ０） （ｖ１，ｖ２，ｔ０）∈Ｅ′，ｔ０＝ｔ｝，都有
Δｈμｔ（Ｅ′）≤Δｈｔ（Ｅ′）≤Δｈ

ｖ
ｔ（Ｅ′）。即 Δｈμｔ处处是

Δｈｔ的下界，Δｈ
ｖ
ｔ处处是 Δｈｔ的上界，并且如果将

原问题中的ｈ替换为ｈμｔ和ｈ
ｖ
ｔ，每一轮得到的结果

近似比至少不差于原问题。

定义函数 ｈμｔ和 ｈ
ｖ
ｔ，除计算第 ｔ轮的 ｐｕ，ｖ，ｔ以

外，其余部分与函数ｈ一致，只需重新定义用户在
第ｔ轮对所推荐广告的接受概率计算部分，即：
ｐμｕ，ｖ，ｔ＝!｛（ｖ，ｖ，ｔ）∈Ｅ（σｔ）｝·ｗ（ｕ，（ｖ，ｖ））

（１６）

·５１·



国 防 科 技 大 学 学 报 第４７卷

ｐｖｕ，ｖ，ｔ＝!｛（ｖ，ｖ，ｔ）∈Ｅ（σｔ）｝·ｗ（ｕ，（ｖ，ｖ））＋
ｍａｘ

（ｖ′，ｖ，ｔ）∈Ｅ（σｔ）
｛ｗ（ｕ，（ｖ′，ｖ））｝·ｗ（ｕ，（ｖ，ｖ））

（１７）
直观地理解函数ｈμｔ和ｈ

ｖ
ｔ限制了当前轮在边

的增加导致的某些边对其他点增益增大且其余条

件都相同的情况下，函数ｈμｔ在计算某个广告被接
受的概率时，不考虑边的增益，只计算每个节点本

身的价值，相当于去除了边的增强作用，最终得到

的结果一定小于原函数值。函数 ｈｖｔ则是默认前
面的广告被接受的概率均为１，增大了前序广告对
该广告增益的概率，最终得到的结果一定大于原函

数值，因此有Δｈμｔ（Ｅ′ｔ）≤Δｈｔ（Ｅ′ｔ）≤Δｈ
ｖ
ｔ（Ｅ′ｔ）。

引理３　函数 ｈμｔ和 ｈ
ｖ
ｔ在其定义域上都是单

调并子模的。

如算法３所示，每一轮分别使用 ｈμｔ、ｈ和 ｈ
ｖ
ｔ

替换原来的ｈ来运行三次贪心算法，得到三个结
果σμｔ，σρｔ和σ

ｖ
ｔ，然后在其中选择一个原目标函数

值最大的作为最终结果 σｓａｎｄｔ 。在每一轮中使用
三明治算法并将结果加入答案，得到整体的σ。

算法３　三明治算法
Ａｌｇ．３　Ｓａｎｄｗｉｃｈａｌｇｏｒｉｔｈｍ

输入：用户网络Ｇ＝（Ｕ，Ｅ），广告网络Ｎ＝（Ｖ，Ｗ），时间

轮Ｔ，序列长度ｋ，函数ｈ，ｈμｔ，ｈ
ｖ
ｔ：２

Ｅ ×Ｔ→ＲＲ

输出：σ

１．σ←；
２．ｆｏｒｔ＝１ｔｏＴ

３．　使用ｈμｔ，ｈ，ｈ
ｖ
ｔ分别代替ｈ执行算法２中的步骤３～

１８，得到σμｔ，σ
ρ
ｔ，σ

ｖ
ｔ

４．　σｓａｎｄｔ ＝ａｒｇｍａｘσｔ∈｛σμｔ，σρｔ，σｖｔ｝Δ
ρ
ｔ（σｔ）

５．　σ＝σ∪｛σｓａｎｄｔ ｝

６．ｅｎｄｆｏｒ
７．返回σ

定理２　三明治算法保证对任意１≤ｔ≤Ｔ，使
用多轮反向影响力采样的边贪心算法有：

Δρ（σ
ｓａｎｄ
ｔ ）≥ｍａｘ

Δρ（σ
ｖ
ｔ）

Δｖ（σ
ｖ
ｔ）
，
Δμ（σ


ｔ）

Δρ（σ

ｔ

{ }）·
１－ｅ－ １－１( )ｋ
２ｄｉｎ＋１

－( )ε·Δρ（σｔ） （１８）

其中，σｔ 代表 Δρ在第 ｔ轮的最优解，证明见文
献［２２］。　

２．４　准确性与复杂度分析

定理３　对任意的ε＞０和＞０，使用多轮反
向影响力采样和三明治算法的边贪心算法得到的

σ至少有１－１
ｎ
的概率满足：

ρ（σ）
ρ（σ）≥

１－ｅ－ｍｉｎｔ∈［Ｔ］
ｍａｘ

Δρ（σｖｔ）

Δｖ（σｖｔ）
，
Δμ（σｔ）

Δρ（σｔ
[ ]{ }） ·

１－ｅ－ １－１( )ｋ
２ｄｉｎ＋１

－( )ε

（１９）
证明：结合定理１、引理２、引理１和引理３可

得，有至少１－１／ｎ概率每一轮都能得到近似比

为 ｍａｘ
Δρ（σ

ｖ
ｔ）

Δｖ（σ
ｖ
ｔ）
，
Δμ（σ


ｔ）

Δρ（σ

ｔ

{ }）· １－ｅ－ １－１( )ｋ
２ｄｉｎ＋１

－( )ε的
近似结果。易知，对将每个σｔ作为元素的集合函
数ρ，该问题仍然是单调子模的，套用定理１证明
中提到的１－ｅ－α的结论，即可得定理３。 □

纵观算法过程，使用了多轮反向影响力采样

方法和三明治算法的边贪心时间复杂度为

Ｏ
（Ｔｋ２ｍｖｎｓ＋ｍｕ）Ｔｎｕ（ｌｎｎｕ＋ｌｎ（２Ｔ））

ε２
·
Ｒ
ＬＢｍｉ( )

ｎ
，

其中 ｍｖ＝ Ｗ 代表广告网络的边数，ｍｕ＝ Ｅ代
表用户网络的边数，ｎｕ＝ Ｇ为用户网络节点数，
ｎｓ＝ ＵＳ 为特殊用户集合大小，Ｒ与ＬＢ的含义与
引理２中一致，ＬＢｍｉｎ代表可能的 ＬＢ的最小值。
算法需进行Ｔ轮，每轮ｋ次选边，选边需遍历大小
为ｍｖ的广告边集，在估算一条边的边际收益时，
需要遍历 θ个多轮反向可达集，统计采样结果需
要计算已经被选择的广告，不会超过 Ｔｋ个，只要
统计有哪些特殊用户在该广告出现的那一轮接受

了这个广告即可，因此统计其结果的时间为Ｔｋｎｓ，
总复杂度为 Ｏ（Ｔ２ｋ２ｍｖｎｓθ）。对于生成采样的部
分，沿用上一次生成过的采样结果不会影响其估

算的准确性，故只需按照最大的θ生成一次即可。
生成一个采样的时间是 Ｔｍｕ，这部分时间复杂度
为Ｏ（θＴｍｕ）。综上，根据引理２，代入 θ，总时间
复杂度即为：Ｏ（Ｔｋｍｖ· Ｔｋ（ｎｕ ＋ｍｕ）θ）＝

Ｏ
Ｔ２ｋ２ｍｖ（ｎｕ＋ｍｕ）ｎｕ（ｌｎｎｕ＋ｌｎ（２Ｔ））

ε( ２ ·
Ｒ
ＬＢｍｉ)

ｎ
。

３　实验结果

３．１　实验数据与设置

实验在Ａｍａｚｏｎ评论数据集［２３］上进行。该数

据集主要记录了用户对已经购买的商品的评论信

息。对于网络结构不可见的图，文献［２４］提供了
一种生成近似网络的方法，商品网络和用户网络

的生成遵循该方法。如果买过商品ｉ后又买了商
品ｊ的人数超过特定阈值，就在商品网络中加入
一条由ｉ到ｊ的有向边，并对每个商品加入自环；
如果两个用户购买相同商品的次数超过特定值，
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就在用户网络中为他们增加有向边。在 ＴＲ模型
中，为每条边在［０，１］中生成一个随机权重ｂｕ１，ｕ２。
对于每一个商品 ｖ，在｛００１，００２，００３，００４，
００５｝集合中取一个随机值作为ｒ（ｖ）。用户 ｕ对
商品ｖ的接受程度用在［０，１］范围内随机生成的
ｗ（ｕ，（ｖ，ｖ））表示。对非自环边，ｖ１对 ｖ２的促进
程度用在［０，１／ｗ（ｕ，（ｖ２，ｖ２））－１］范围内随机生
成的 ｗ（ｕ，（ｖ１，ｖ２））表示。对于特殊用户集合
ＵＳ，现实中用户的影响力可能存在巨大差距，为
了体现用户区分度以及算法对用户网络传播的考

虑，分别从用户网络中度数较大和度数较小的节

点中随机选择５个，取其并集作为ＵＳ。
Ａｍａｚｏｎ评论数据集对于不同的商品类别分

开统计。按照用户网络和广告网络的稠密程度以

及节点与边的规模挑选不同类别，生成了４个不
同大小的数据集，数据集的具体参数见表１。

表１　数据集参数
Ｔａｂ．１　Ｐａｒａｍｅｔｅｒｓｏｆｔｈｅｄａｔａｓｅｔ

数据集名称
用户

数量

用户边

数量

商品

数量

商品边

数量

ＧｉｆｔＣａｒｄｓ １４７７ ５００００ ３０６ １３１２２

Ｓｏｆｔｗａｒｅ １５７３ ２００００ ２０３２ １０７４２９

Ｍａｇａｚｉｎｅ
Ｓｕｂｓｃｒｉｐｔｉｏｎｓ

８５４ ３６５６６ １１２５ １７３８１

ＶｉｄｅｏＧａｍｅｓ ３２３０ ３０００００ １６１３ ２０２５７３

实验在操作系统 Ｕｂｕｎｔｕ１８０４６ＬＴＳ下运
行，ＣＰＵ型号为 Ｉｎｔｅｌ（Ｒ）Ｘｅｏｎ（Ｒ）Ｇｏｌｄ６２５４
ＣＰＵ＠ ３１０ＧＨｚ，运行内存为３１４Ｇ。

实验任务是在给定的用户网络和商品网络中

为用户推荐多轮广告序列。基于此任务设计的实

验，算法的目标是为用户组推荐 Ｔ轮长度至多为
ｋ的广告序列，最大化目标函数 ρ（σ），即广告平
台的期望收益。最后会对结果序列进行 １００００
次推荐过程和影响力传播过程的蒙特卡罗模拟，

取平均值作为评价结果的标准。通过与已有算法

对比验证提出方法的有效性。本次实验中设置

Ｔ＝５，ｋ＝１０。为兼顾实验效果和效率，除探究 θ
对结果的影响实验外，设置θ＝１０００，即在估计边
际收益时进行１０００次多轮反向影响力采样。

３．２　对比实验结果

选择两种已有方法和一种平凡算法作对比。

边贪心：使用多轮反向影响力采样估计边际

期望收益，并使用三明治算法取三个结果中最好

的序列作为最终结果。

点贪心：不考虑广告之间的促进作用。使用

多轮反向影响力采样估计点的边际期望收益。将

影响力最大化领域中经典的贪心算法［５］应用于

广告网络中，作为广告节点的选择方法。

动态规划：目前该领域最优秀的算法［１８］之

一，该算法将影响力最大化和广告序列结合起来，

将所有广告节点按照期望收益排序，采用动态规

划选择广告序列。由于该算法没有考虑多轮情

况，实验时将使用多轮反向影响力最大化采样方

法为该算法估计广告收益。

随机选择：平凡算法，随机选择广告推荐。

实验证明了边贪心算法能够更有效利用广告

之间的促进作用，比已有的最优动态规划方法在

Ａｍａｚｏｎ评论数据集上平均提升３５％。如图３所
示，点贪心算法和动态规划算法基本重合，因为在

不考虑广告边收益的情况下，广告节点的收益基

本不受其他节点影响，因此无论是动态规划算法

还是点贪心算法对于该问题都会按照节点收益从

大到小选择节点序列，从而导致结果基本一致。

两者都没有考虑广告边对结果的影响，因此在广

告网络较为稠密的三个数据集上边贪心算法明显

更优，期望收益高出至少４０％。而在广告网络较
为稀疏的 ＭａｇａｚｉｎｅＳｕｂｓｃｒｉｐｔｉｏｎｓ数据集上，两者
与边贪心算法的效果比较接近，边贪心算法只领

先１０％，但也远远优于平凡算法。广告网络稀疏

（ａ）ＧｉｆｔＣａｒｄｓ数据上ｔ－期望收益
（ａ）ｔｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＧｉｆｔＣａｒｄｓ

（ｂ）Ｓｏｆｔｗａｒｅ数据上ｔ－期望收益
（ｂ）ｔｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＳｏｆｔｗａｒｅ
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（ｃ）ＭａｇａｚｉｎｅＳｕｂｓｃｒｉｐｔｉｏｎｓ数据上ｔ－期望收益
（ｃ）ｔｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＭａｇａｚｉｎｅＳｕｂｓｃｒｉｐｔｉｏｎｓ

（ｄ）ＶｉｄｅｏＧａｍｅ数据上ｔ－期望收益
（ｄ）ｔｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＶｉｄｅｏＧａｍｅ

图３　对比实验结果
Ｆｉｇ．３　Ｃｏｍｐａｒａｔｉｖｅｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓ

时，广告之间的联系较弱，广告节点的权重相对提

升。这也说明边贪心算法在稠密广告网络上更加

适用。但边贪心算法会综合考虑广告之间的联系

和广告本身的权重，并且三明治算法的下界函数

也相当于进行了点贪心，所以即使在广告网络稀

疏的情况下至少不会差于点贪心算法。

３．３　参数实验

算法中多轮反向影响力采样部分有两个参

数 ε和 ，可以通过调整这两个参数来控制算法
的准确度和运行效率。ε越小，越大，算法在
估计每条边的边际收益时就越准确，同时运行

时间也会越长。观察算法的流程，可以发现调

整ε和的最终效果都只是改变了θ的大小，因
此分别设置 θ＝１０１００、θ＝１０００、θ＝１００００、
θ＝１０００００运行边贪心算法，记录分析其多轮
反向采样得到的目标函数估计值，对结果进行

１００００次蒙特卡罗模拟得到期望收益以及算法
总运行时间。如图４所示，随着 θ的增大，最终
得到的蒙特卡罗模拟期望收益变化并不明显，

说明即使是较小的 θ，也能得出比较好的效果。
但θ过小时，多轮反向采样的结果与蒙特卡罗模

拟结果可能相差较大，θ达到１０００以上后，两者
基本持平，并且推荐的广告序列基本没有发生

变化，结果数据波动较小。而算法的运行时间

会随着θ的增大线性增长。因此在实验中，为了
兼顾算法的效果、稳定性和运行效率，使用了

θ＝１０００作为反向采样次数。在实际应用中，
也可以根据需求牺牲部分置信度进一步缩小 θ
的大小来满足效率要求。

（ａ）ＧｉｆｔＣａｒｄｓ数据上θ－期望收益
（ａ）θｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＧｉｆｔＣａｒｄｓ

（ｂ）Ｓｏｆｔｗａｒｅ数据上θ－期望收益
（ｂ）θｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＳｏｆｔｗａｒｅ

（ｃ）ＭａｇａｚｉｎｅＳｕｂｓｃｒｉｐｔｉｏｎｓ数据上θ－期望收益
（ｃ）θｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＭａｇａｚｉｎｅＳｕｂｓｃｒｉｐｔｉｏｎｓ

（ｄ）ＶｉｄｅｏＧａｍｅｓ数据上θ－期望收益
（ｄ）θｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＶｉｄｅｏＧａｍｅｓ

图４　参数实验结果
Ｆｉｇ．４　Ｐａｒａｍｅｔｅｒｅｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｓ
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３．４　消融实验

考虑用户网络传播的影响、广告边的关联、多

轮传播等因素，除边贪心和点贪心之外，额外增加

三组对比方法进行消融实验：

边贪心（无传播）：去除边贪心算法中多轮反

向影响力采样部分，不考虑用户网络的信息传播。

点贪心（无传播）：去除点贪心算法中多轮反

向影响力采样部分，不考虑用户网络的信息传播。

每轮相同：第一轮使用边贪心算法选取广告

序列，后续每一轮推荐与第一轮相同的广告序列。

如图５所示，每轮推荐相同广告在开始的两
个时间轮还比较有竞争力，这侧面说明了边贪心

算法选出的序列比较优秀。但由于不能在后面的

轮次推荐更高价值的新序列，期望收益只有微小

增长。点贪心忽略了广告边的促进作用，期望收

益也不如边贪心算法。

图５中两条虚线展示了不考虑用户网络影响
力传播的情况。类似地，在用户网络较为稠密的

三个数据集上，无传播的算法都表现较差。而在

用户网络较为稀疏的 Ｓｏｆｔｗａｒｅ数据集上，无传播
的边贪心算法与有传播的边贪心算法效果较为接

近。无传播的算法不考虑传播结果，就无法区分

影响力大的用户和影响力小的用户，可能部分用

户虽然对广告序列的接受程度很高，但无法造成

（ａ）ＧｉｆｔＣａｒｄｓ数据上ｔ－期望收益
（ａ）ｔｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＧｉｆｔＣａｒｄｓ

（ｂ）Ｓｏｆｔｗａｒｅ数据上ｔ－期望收益
（ｂ）ｔｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＳｏｆｔｗａｒｅ

（ｃ）ＭａｇａｚｉｎｅＳｕｂｓｃｒｉｐｔｉｏｎｓ数据上ｔ－期望收益
（ｃ）ｔｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＭａｇａｚｉｎｅＳｕｂｓｃｒｉｐｔｉｏｎｓ

（ｄ）ＶｉｄｅｏＧａｍｅ数据上ｔ－期望收益
（ｄ）ｔｅｘｐｅｃｔｅｄｒｅｖｅｎｕｅｏｎＶｉｄｅｏＧａｍｅ

图５　消融实验结果
Ｆｉｇ．５　Ａｂｌａｔｉｏｎｅｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｓ

大量影响导致最终结果较差。在用户网络稀疏的

图上，用户影响力差距较小，会降低影响力传播对

结果的贡献，但无法完全消除。有传播的算法还

是优于无传播的算法。用户网络越复杂，用户之

间的影响力区别越大，有传播的算法越有优势。

４　结论

将广告序列推荐问题和影响力最大化问题结

合，提出了多轮广告序列影响力最大化问题。综

合考虑了用户对广告的偏好、广告之间的关联对

用户接受广告程度的促进作用和用户网络上的信

息传递，建立了新的多轮广告序列推荐影响力最

大化问题模型以及解决该问题的贪心算法，使用

多轮反向影响力采样技术提升算法效率，用三明

治算法解决了目标函数不具有子模性的问题，并

证明了算法的近似性和时间复杂度。基于现实数

据集的实验表明，基于多轮反向影响力采样的贪

心算法能够帮助平台推荐收益更大的多轮广告序

列，较现有最优方法平均提升３５％，为多轮广告
序列推荐影响力最大化问题提供合理的近似解。
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