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多轮次影响传播下的增益节点成本最小化动态策略
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摘　要：为了减少商家在社交网络上进行多轮次商品推广的营销成本，针对多轮次影响力传播过程中的
增益节点选择问题展开研究。基于多轮次影响增益传播模型，提出了自适应的增益节点选择策略，该策略在

已知种子节点的前提下，能够在近似线性的算法复杂度下，找到最小化达到传播影响阈值所需的营销轮次的

近似策略。实验结果表明，相较于现有启发式算法和非自适应算法，所设计的自适应策略能够减少７３％～
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１８３％达到指定阈值所需的传播轮次，有效减少推广成本。
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　　近年来，以 Ｆａｃｅｂｏｏｋ、Ｔｗｉｔｔｅｒ、微博为代表的
社交网络平台发展迅速。社交网络通过互联网连

接用户关系，为信息的传播提供了快速便捷的途

径。在社交网络上，信息可以通过好友间“口耳

相传”的效应进行传播。用户可以通过社交网络

平台进行消息的发布和转发。具体来说，发帖人

发布新的消息后，他的粉丝在一定概率下会进行

转发，新的消息会沿着社交网络上的好友关系传

播以获得更多用户的关注，从而产生一定的社会

影响力。

舆论信息传播和营销产品推广都能够利用社

交网络的传播效应。因此，在线社交网络中的信

息传播过程已经吸引了多个领域的广泛研究，包

括计算机科学、物理学、流行病学［１］。以广告投

送为例，商家或广告商在社交网络上进行广告投

送时，通常选择具有大量粉丝的账号作为广告的

初始发布人，这些账号发布的消息能够在短时间

内被大量用户看到并进一步转发，这种连锁传播
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效应使得广告信息能够在短时间内达到更多的用

户，从而提高产品或服务的知名度和销售量。以

微博为代表的社交平台上，广告的转发量可以反

映产品在社会上的影响力。选择有“影响力”的

初始发布人、提升中间用户的转发积极性都可以

扩大广告的影响力。

传播影响最大化和传播成本最小化是信息传

播研究中的两个关键问题，它们互为对偶问题。

Ｄｏｍｉｎｇｏｓ和Ｒｉｃｈａｒｄｓｏｎ在市场病毒式营销策略的
启发下，提出了传播影响最大化问题［２］。假设已

知社交网络中的数据，并能够估计用户之间互相

影响的概率，商家可以向网络中少数具有“影响

力”的用户提供免费试用服务，由他们开始向朋

友推荐产品，触发影响级联效应，从而使产品或服

务能够被网络中最大期望数量用户所采纳。影响

力的传播过程基于特定的传播模型，最为主流的

模型包括线性阈值模型、独立级联模型和触发模

型等［３］。在这些模型中，最初被选中进行信息发

布的用户通常被称为种子节点。在信息传播过程

中，受到种子节点影响并进行转发信息的用户则

被称为激活节点。在传播的开始阶段只有种子节

点处于激活状态。信息从这些种子节点出发根据

特定的传播模型规则进行扩散。在这个过程中，

成功被激活的节点数量被视为此次信息传播所产

生的影响力大小。影响力最大化问题旨在设计种

子节点的选择策略，使得传播结束后，激活节点数

量的期望值最大化。在大部分传播模型下，影响

力最大化问题是一个非确定性多项式时间

（ｎｏｎｄｅｔｅｒｍｉｎｉｓｔｉｃｐｏｌｙｎｏｍｉａｌｔｉｍｅ，ＮＰ）难问题，
Ｋｅｍｐｅ等［３］在线性阈值模型和独立级联模型上，

利用影响函数的单调性和子模性为贪心策略给出

了近似性证明。Ｂｏｒｇｓ等［４］通过采样反向可达集

优化蒙特卡罗算法模拟传播实例的耗时。Ｔａｎｇ
等［５－７］在采样反向可达集的基础上进一步缩小了

所需采样数量的下界。

但这些工作主要针对单独节点的影响力，没

有考虑节点间的助推作用和社群结构的影响。近

年来，一些工作基于图上的社群结构检测方法对

传统近似算法进行了模型优化和效率优化［８－９］。

一部分工作改进了传统的影响力传播模型，对于

实际营销过程中可能发生的产品助推［１０］、产品竞

争［１１］、节点助推［１２－１３］进行了建模。Ｌｉｎ等［１２］提

出了增益节点的概念。除了与网络中具有“影响

力”的用户合作外，商家可以采用发放优惠券或

定向推送广告的方式提升一部分用户的消费意

愿。这部分用户相比于受到激励前，在收到好友

的消费推荐后会更愿意购买并向其他好友推荐这

个产品。如何选择激励目标用户成为一个值得研

究的问题。可惜的是目前的工作仅考虑了单轮次

传播过程中的增益节点选择问题。

在实际的营销活动中，商家会进行多轮次的

营销推广。每轮次的推广由不同“有影响力”的

用户群发起，商家会向一部分用户发放优惠券，提

高他们的消费意愿。当不再有新消费的用户群体

增长时，当前轮次的传播过程结束，商家则会开启

下一轮的消费激励政策。Ｓｕｎ等［１４］对多轮次的

病毒式营销过程进行建模，为每轮次的传播选择

种子节点集合，以最大化多轮次传播结束后激活

节点的期望数量。设计了多轮次触发模型，并采

用跨轮次贪心策略和自适应轮次内贪心策略计算

多轮次影响最大化的近似解。Ｔａｎｇ等［１５］观察已

选择的种子节点对其他用户的影响，自适应地选

择下一轮传播的起始种子节点，解决了自适应种

子最小化问题。Ｎｉｋｎａｍｉ等［１６］针对多轮次影响竞

争问题进行探讨。

由于社交网络的动态性和社交网络传播的不

确定性，仅采用单轮次的营销策略可能会浪费资

源，重复激励已经购买过商品的用户群，错过未发

生消费的潜在用户群。多轮次的营销过程可以根

据传播现状动态分配资源选择下一轮次的增益目

标，从而更有效地提升传播影响力、节省营销成

本。目前针对增益节点的研究主要集中在单轮次

的营销活动中，没有充分考虑到在多轮次的营销

活动中如何选择增益节点。为了能够最小化多轮

次传播过程中所需要的推广成本，对于多轮次增

益传播过程进行建模，并采用自适应选择算法根

据每次的传播结果，动态选择下一轮的增益节点，

从而获得更精确的结果，以避免静态策略产生的

重复目标推广成本。这一问题是 ＮＰ难问题，研
究提出了具有近似下界保证的优化选择策略，并

且只需要近似线性的时间复杂度。通过在真实数

据集［１７－１９］上的实验，相较于现有启发式算

法［１２，２０］和非自适应算法［１２］，所设计的自适应策

略能够减少７３％ ～１８３％达到指定阈值所需的
传播轮次。这种基于动态策略的增益节点成本最

小化方法不仅有理论价值，也具有实际应用价值。

１　问题模型与定义

本节针对多轮次影响增益模型（ｍｕｌｔｉｒｏｕｎｄ
ｉｎｆｌｕｅｎｃｅｂｏｏｓｔｉｎｇｍｏｄｅｌ，ＭＩＢＭ）和传播影响阈值
限制下的增益节点成本最小化问题的定义进行

说明。

·２２·
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１．１　信息传播模型

多轮次影响增益模型在传统影响增益模

型［１２］的基础上引入多轮次传播［１４］的性质，即每

轮从不同种子节点开始传播，提升不同的节点作

为增益节点，所有轮次传播结束后的激活节点的

数量即为多轮次影响增益模型的传播影响力。

１．１．１　影响增益模型
影响增益模型［１２］是在独立级联模型的基础

上提出的，该模型在影响增益最大化问题中被广

泛应用。

在影响增益最大化的问题定义中，当一个节

点被提升为增益节点后，更容易受到邻居节点的

影响。给定社交网络 Ｇ＝（Ｖ，Ｆ），其中 Ｖ表示社
交网络中的节点集合，Ｆ表示社交网络中的边集
合，对于网络中的任一边ｅｕｖ∈Ｆ存在两个权值 ｐｕｖ
和ｐ′ｕｖ（ｐ′ｕｖ＞ｐｕｖ），其中 ｐｕｖ表示节点 ｖ受到节点 ｕ
传播影响的原始概率。当 ｖ被提升为增益节点
后，受到邻居节点影响的概率会提升。ｐ′ｕｖ表示 ｖ
被提升为增益节点后受到邻居节点ｕ的传播影响
的概率。

传播开始前，选定种子集合 Ｓ和增益节点集
合Ｂ。初始时刻只有种子节点处于被传播激活的
状态，其他节点均未被激活。在每个离散时刻 ｔ，
如果节点ｖ不属于激活节点集合，且与 ｔ－１时刻
被激活的节点ｕ存在连接关系ｅｕｖ，那么节点 ｕ会
尝试将信息传播给节点ｖ，若节点ｖ不属于增益节
点集合Ｂ，那么被节点ｕ激活的概率是ｐｕｖ，如果ｖ
属于增益节点 Ｂ，节点 ｖ被节点 ｕ激活的概率提
高为ｐ′ｕｖ。每个被激活的节点仅有一次激活邻居
节点的机会，节点被激活后会保持激活的状态，当

没有更多新节点可以被激活时，传播过程停止。

信息传播的影响力可以表示为最终处于激活状态

的节点数量。

１．１．２　多轮次影响增益模型
多轮次影响增益模型会进行多轮次的传播，

每轮次信息会从不同的种子集合开始扩散。在传

播开始前给定一个备选种子集合 Ｓ＾，其中每个节

点ｓ∈Ｓ＾，都存在一个概率 ｐ（ｓ）表示每轮次节点 ｓ
被选作种子节点传播信息的概率。在第ｔ传播轮
次开始前，给定本轮次增益节点集合 Ｂｔ，按照种

子概率分布生成本轮传播种子集合Ｓｔ∈Ｓ
＾
，按照影

响增益模型在社交网络上进行传播，定义第 ｔ轮
次激活节点的集合为 ρ（ｔ）（Ｂｔ），ｔ表示在第 ｔ轮
次时的传播过程。不同轮次中可能激活相同的节

点，这些节点可以作为传播介质，再次将信息扩散

到邻居节点，但不重复计入传播影响力。传播过

程是随机的，对于一个多轮传播过程 ，经过 Ｔｎ
轮次传播后，最终激活节点的集合可以表示为

ρ（Ｕ）＝ρ（Ｂ１，Ｂ２，…，ＢＴｎ）＝ ∪
Ｔｎ

ｔ＝１
ρｔ（Ｂｔ）

（１）
式中，Ｕ表示Ｔｎ轮次中总共选择的增益节点的集
合，Ｂｔ表示第ｔ传播轮次中选择的增益节点集合。

定义１　多轮次影响增益模型传播影响力。

在已知备选种子集合 Ｓ＾的情况下，增益节点集合
Ｕ在传播实例上助推传播影响力的定义为
Ｉ（Ｕ）＝Ｉ（Ｂ１，Ｂ２，…，ＢＴ）＝ ρ（Ｂ１，Ｂ２，…，ＢＴ）

（２）

１．２　ＭＩＢＭ模型下的增益节点成本最小化问题

给定社交网络 Ｇ＝（Ｖ，Ｆ），同时给定一个初

始传播用户备选种子集合Ｓ＾和传播影响阈值η∈
［１，Ｎ］，其中Ｎ表示从备选种子集合出发可能影
响到的节点数量。每轮次传播开始前，选择 ｂ个
节点作为这一轮次的增益节点，目标是设计一种

多轮次增益节点选择策略，这种策略能够应对任

意随机出现的信息传播实例，并在尽可能少的时

间轮次内达到预设的传播影响阈值，从而使总体

期望的传播轮次最小。

通过公式表示这一过程，增益节点成本最小

化期望找到一个策略 π，对任一出现的传播实例
，均有Ｉ［Ｕ（π，）］≥η且使得期望传播轮次最
小化，即

ｍｉｎ
π
ＥＥ［Ｔ（π，）］　ｓ．ｔ．Ｉ［Ｕ（π，）］≥η

（３）

ＥＥ［Ｔ（π，）］＝∑
∈Φ
Ｔ（π，）·ｐ（） （４）

其中，Ｕ（π，）表示按照 π策略在实际传播实例
下选择的增益节点总集合，Ｔ（π，）表示在实例
下按照策略 π选择增益节点达到传播影响阈
值时所需要的传播时间轮次。

２　算法设计

针对增益节点成本最小化问题设计，本节提

出了自适应贪心增益节点选择策略（ａｄａｐｔｉｖｅ
ｇｒｅｅｄｙｍｕｌｔｉｐｌｙｂｏｏｓｔｉｎｇｎｏｄｅｓｓｅｌｅｃｔｉｏｎｓｔｒａｔｅｇｙ，
ＡｄａＭＢＴＳ）和对应的下界选择策略（ｌｏｗｅｒｂｏｕｎｄｏｆ
ＡｄａＭＢＴＳ，ＡｄａＭＢＴＳＬＢ）。

２．１　自适应增益节点集合选择策略

解决增益节点成本最小化问题的一种简单的

策略是：在传播开始前，估计每个节点的传播增

·３２·
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益，贪心地选择传播增益最大的节点。然而，固定

的增益节点选择可能会导致助推的用户群重复，

造成不必要的成本浪费。因此，采用自适应增益

节点集合选择策略。在每轮传播前，先观察前几

轮的传播结果，然后根据这些结果来选择下一轮

次的增益节点集合。

２．１．１　符号与定义
由于传播过程是随机的，采用期望传播影响

作为衡量增益节点集合传播效果的重要参数。在

有阈值限制的问题中，仅要求最终的传播影响大

于η即可，首先定义阈值传播影响函数
Γ（Ｕ）＝ｍｉｎ［Ｉ（Ｕ），η］ （５）

为了方便表示，用Ｂｔ表示第 ｔ轮次选择的增
益节点集合，并将（Ｂｔ，ｔ）看作一个元组元素，用ｘｔ
简化表示。用Ｕｔ表示前ｔ轮次选择的元组集合，
即Ｕｔ＝｛（Ｂ１，１），（Ｂ２，２），…，（Ｂｔ，ｔ）｝。

定义传播函数的边际增益函数和阈值传播函

数的阈值边际增益函数。

Ｉ（ｘｔＵｔ－１）＝Ｉ（ｘｔ∪Ｕｔ－１）－Ｉ（Ｕｔ－１）（６）
　Γ（ｘｔＵｔ－１）＝Γ（ｘｔ∪Ｕｔ－１）－Γ（Ｕｔ－１） （７）

用Ω表示所有可能传播的实例组成的集合。
每轮次选择一个元组后，可以观察得到反馈状态，

Ωｔ∈Ω表示与ｔ轮次传播前观察到的传播状态一
致的传播实例所组成的传播子集。定义 ｎｔ表示
在第 ｔ轮次传播开始时还未被激活的节点个数，
ηｔ表示第ｔ轮次传播开始时与要求阈值的差值，
即ηｔ＝η－（ｎ－ｎｔ）。那么易知

Γ（ｘｔＵｔ－１）＝ｍｉｎ｛Ｉ（ｘｔＵｔ－１），ηｔ｝ （８）
则期望阈值边际增益函数可以表示为

Δ（ｘｔＵｔ－１）＝ＥΦ～Ωｔ［ΓΦ（ｘｔＵｔ－１）］ （９）
即在目前传播状态下，选择元组 ｘｔ在下一轮次可
以产生的阈值边际增益的期望值。

２．１．２　自适应贪心算法框架
参考种子节点最小化的自适应处理范式［２１］，

当自适应算法的优化目标函数满足强自适应子模

性［２１］和强自适应单调性［２１］，每轮次直接利用贪

心策略，选择使目标优化函数增益最大化的元组，

存在理论近似保证，可以最小化所选择的元组数

量以达到阈值。

可以证明，增益节点自适应选择问题的目标

函数Γ（Ｕ）满足强自适应子模性和强自适应单调
性，基于自适应成本最小化近似定理［１５］，在第 ｔ
轮次传播选择增益节点集合时，选择的元组（Ｂ°ｔ，
ｔ）需要满足 Ｂ°ｔ＝ａｒｇｍａｘＢ Δ［（Ｂ，ｔ）Ｕｔ－１］。但计

算最大期望阈值边际增益函数是一个 ＮＰ难问
题，如果可以找到近似最优解，即选择的元组需要

满足Δ［（Ｂｔ，ｔ）Ｕｔ－１］≥αΔ［（Ｂ°ｔ，ｔ）Ｕｔ－１］，达到
阈值时所经过的期望传播轮次不会超过最优策略

下期望最少轮次的（ｌｎη＋１）２／α［１５］。算法１描
述了自适应贪心增益节点选择策略的流程。

算法１　自适应贪心增益节点选择策略

Ａｌｇ．１　Ａｄａｐｔｉｖｅｇｒｅｅｄｙｍｕｔｉｒｏｕｎｄｂｏｏｓｔ
ｎｏｄｅｓｅｌｅｃｔｉｏｎｓｔｒａｔｅｇｙ

输入：社交网络Ｇ，备选种子集合 Ｓ^，传播影响阈值 η，
每轮次节点数量ｂ
输出：各轮次选择增益节点集合Ｕ，满足Γ（Ｕ）＝η

初始化Ｕ←，Γ（Ｕ）←０，ｔ←１
初始化激活节点集合Ａ←
当 Γ（Ｕ）＜η时：
　选择当前轮次的增益节点集合（Ｂｔ，ｔ），其中 Ｂｔ满足

ＢｔＶ／Ｓ^，Ｂｔ ＝ｂ且Δ［（Ｂｔ，ｔ）Ｕ］≥αΔ［（Ｂ°ｔ，ｔ）Ｕ］

　生成新轮次传播实例，统计新激活节点集合Ａｔ
　Γ（Ｕ）←Γ（Ｕ）＋ Ａｔ，Ａ←Ａ∪Ａｔ，Ｕ←Ｕ∪｛（Ｂｔ，ｔ）｝

　 ｔ←ｔ＋１

２．２　期望阈值边际增益函数最大化

要得到有下界保证的自适应算法近似解，

就要计算最大期望阈值边际增益函数。这一问

题虽然证明为ＮＰ难问题。但一些工作［３－７，１２］已

经为这一问题提供了有近似保证的处理范式。

解决这一问题分为两步：采样足够数量的传播

实例，利用传播实例估计给定节点的传播影响；

通过贪心策略选择估计值最大节点。估计给定增

益节点集合所产生的期望影响增益，通常通过采

样潜在反向可达图［１２］，但这种方法并不能简单地

用来估计阈值下的期望边际增益。在本节中，采

用多根潜在反向可达图（ｋｒｏｏｔｐｏｔｅｎｔｉａｌｒｅｖｅｒｓｅ
ｒｅａｃｈａｂｌｅｇｒａｐｈ，ｋＰＲＲＧｒａｐｈ）的采样和截断影响
传播 最 大 化 （ｔｒｕｎｃａｔｅｄｉｎｆｌｕｅｎｃｅｍａｘｉｍｉｚｉｎｇ，
ＴＲＩＭ）算法［１５］选择增益节点使期望阈值边际增

益函数最大化。

２．２．１　增益节点的传播影响估计
文献［１２］提出了潜在反向可达图的概念，利

用潜在反向可达图估计期望影响增益。

对于社交网络 Ｇ＝（Ｖ，Ｆ）上的边 ｅｕｖ∈Ｆ，其
有ｐｕｖ的概率被激活，有１－ｐ′ｕｖ的概率阻塞传播，
除此之外还存在ｐ′ｕｖ－ｐｕｖ的概率，当且仅当 ｖ被提
升为增益节点后，它才能变成激活边，否则作为

阻塞边存在。定义这类边为待增益边。

一个随机潜在反向可达图对应一个传播实例

·４２·
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的子图。生成一个随机潜在反向可达图，从备选

种子集合中均匀选择本轮次的种子节点，然后在

其他节点中均匀随机选择一个节点 ｒ作为根，并
从ｒ开始进行反向广度优先搜索。搜索过程中访
问到的每条边都按照上述概率保留为激活边、待

增益边或阻塞边。由ｒ到达所有种子节点的非阻
塞边组成的最小子图就构成了一个随机潜在反向

可达图Ｒ。
在随机潜在反向可达图 Ｒ上定义一个二值

函数ｙＲ（Ｂ）。当且仅当从种子节点出发存在激活
路径可以到达根节点，或者提升节点集合 Ｂ为增
益节点后存在一条激活路径到达根节点时，

ｙＲ（Ｂ）＝１；否则 ｙＲ（Ｂ）＝０。假设已经采样了足
够数量的潜在反向可达图，用 Ｒ表示这些图集

合。在给定的备选种子集合 Ｓ＾下，增益节点集合
Ｂ的传播影响期望可以估计为

ＥＥ［Ｉ（Ｂ）］＝ｎ／Ｒ·∑
Ｒ∈Ｒ
ｙＲ（Ｂ） （１０）

２．２．２　期望阈值边际增益函数估计
计算ＥＥ［Γ（ｘｔＵｔ－１）］，一种简单的思路是直

接利用ＥＥ［Ｉ（ｘｔＵｔ－１）］·μｔ／ｎｔ进行估计，然而当
节点数量较多时，这种方法可能会严重偏离实际

值。Ｔａｎｇ等［１５］在种子数量最小化任务中提出，

估计阈值边际增益函数时，可以采用将反向可达

图拓展成多根的方法，从而得到有效的近似值。

假设潜在反向可达图的根节点数量为 ｋ，根节点
对于阈值边际增益函数的期望贡献可以表示为

ｍｉｎ（ｎｔ／ｋ，ηｔ），ｋ越接近ｎｔ／ηｔ，准确率越高。
基于这一思路，通过采样 ｋ根潜在反向可达

图，可以估计给定增益节点在阈值下的期望边际

增益。采样生成一个随机的 ｋＰＲＲＧｒａｐｈ，需要从

Ｖ＼［ρ（Ｕｔ－１）∪Ｓ
＾
］中随机选择 ｋ个节点作为根节

点，从这些根节点出发构造潜在反向可达图 Ｒ。
定义二值函数 ｙ^Ｒ（Ｂ），当且仅当种子节点存在激
活路径到达任一根节点，或者提升节点集合 Ｂ为
增益节点后，存在激活路径到达至少一个根节点

时，^ｙＲ（Ｂ）＝１，否则 ｙ^Ｒ（Ｂ）＝０。
定义Ｒ表示采样的随机 ｋＰＲＲＧｒａｐｈ集合，

则期望阈值边际增益函数可以近似计算为

珟ΓＲｔ［（Ｂｔ，ｔ）Ｕｔ－１］＝
ηｔ
Ｒｔ
·∑
Ｒ∈Ｒｔ

ｙ^Ｒ（Ｂｔ）

（１１）
定理１［１５］　定义概率 ｒ＝ｎｔ／ηｔ－?ｎｔ／ηｔ」，采

样潜在反向可达图时，按照概率 ｒ设置根节点数
量ｋ＝「ｎｔ／ηｔ?，按照概率１－ｒ设置 ｋ＝?ｎｔ／ηｔ」，
则有

（１－１／ｅ）ＥＥ［Γ（ｘｔＵｔ－１）］≤ＥＥ［珟Γ（ｘｔＵｔ－１）］
≤ＥＥ［Γ（ｘｔＵｔ－１）］ （１２）

２．２．３　采样和增益节点选择
在目标函数满足单调性和子模性时，贪心策

略可提供严格的近似保证。贪心策略从空集合开

始，逐一选择使目标优化函数最大化的节点加入

集合。但 珟Γ［（Ｂｔ，ｔ）Ｕｔ－１］只满足单调性而非子
模性。Ｌｉｎ等［１２］提出三明治近似策略为非子模

的目标优化函数最大化问题，并提出了一个解

决范式。由于直接在非子模函数上使用贪心策

略得到的结果是没有近似保证的，可能出现结

果偏小的情况。构造满足单调子模性的紧凑下

界函数，计算使下界函数最大化的节点集合可

以弥补直接贪心导致的结果偏小的情况，从而

提供最大化 珟Γ［（Ｂｔ，ｔ）Ｕｔ－１］的近似保证。
在多根潜在反向可达图中定义关键点［１２］集

合Ｃ＾Ｒ＝｛ｖｙ^Ｒ（｛ｖ｝）＝１｝。定义 ｙ^Ｒ（Ｂ）的单调子

模下界函数 ｙ^－Ｒ（Ｂ）＝!（Ｂ∩Ｃ
＾
Ｒ≠）。期望阈值边

际增益函数的下界函数可以估计为

ＭＲｔ［（Ｂｔ，ｔ）Ｕｔ－１］＝ηｔ／Ｒｔ·∑
Ｒ∈Ｒｔ

ｙ^－Ｒ（Ｂｔ）

（１３）
由于ｙ－Ｒ（Ｂｔ）具有单调子模性，ＭＲｔ［（Ｂｔ，ｔ）Ｕｔ－１］

和ＥＥ｛Ｍ［（Ｂｔ，ｔ）Ｕｔ－１］｝也具有单调子模性。
ＴＲＩＭ［１５］算法框架通常用于解决单调子模的

下界函数的期望最大化问题。算法２描述了这一
过程。ＴＲＩＭ算法在当前所维护的采样集合Ｒ上
应用贪心策略（算法 ３）动态计算采样造成的误
差，直至误差满足近似性要求。如果不满足则继

续扩大采样的规模。

定理２［１５］　在１－δ的概率下，通过下界贪心
策略可以得到期望阈值边际增益下界函数最大化

问题的１－^ε近似解。
可以证明，通过下界贪心策略求得的近似解，

与阈值边际增益函数的最优解比例近似小于

（１－１／ｅ）（１－^ε）ＥＥ［Ｍ（·）］ＥＥ［珟Γ（·）］
，其中

ＥＥ［Ｍ（·）］
ＥＥ［珟Γ（·）］

表

示下界函数和估计函数的近似比。

第３节中实验结果展示，直接采用下界贪心
策略也可以获得一个逼近最优解的结果。

下界贪心策略会返回一个 ｋＰＲＲＧｒａｐｈ的采
样集合Ｒ，三明治近似策略在采样集合Ｒ上贪心
计算使 珟Γ［（Ｂｔ，ｔ）Ｕｔ－１］最大化的增益节点集合
Ｂ珟Γ，具体来讲，从空节点开始，逐一选择节点

ｖ０ ＝ａｒｇｍａｘｖ ηｉ／Ｒ·∑Ｒ∈Ｒｙ^Ｒ（Ｂ珟Γ∪｛ｖ｝）加入Ｂ珟Γ，

·５２·
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算法２　下界贪心策略
Ａｌｇ．２　Ｌｏｗｅｒｂｏｕｎｄｇｒｅｅｄｙｓｔｒａｔｅｇｙ

输入：社交网络 Ｇ，备选种子集合 Ｓ^，已激活节点集合
Ａ，传播影响阈值残差ηｔ，每轮次增益节点数量 ｂ，误差

参数β
输出：使期望阈值边际增益下界近似最大化的增益节

点集合ＢＬ

设置参数δ←ε／［１００（１－１／ｅ）（１－ε）ηｔ］

ε^←９９ε／（１００－ε）

θｍａｘ←２ｎｔ（ｌｎ
６

槡 δ
＋ ｌｎ

ｎ( )ｂ＋ｌｎ６槡 δ
）２／（ｂ^ε２）

θ←θｍａｘ·
ｂ^ε２
ｎｔ

ｚ←「ｌｏｇ２
θｍａｘ
θ
?＋１

ａ１←ｌｎ
３ｚ
δ
＋ｌｎ

ｎ( )ｂ，ａ２←３ｚδ
生成θ个随机多根潜在反向可达图，保存在Ｒ中

对于ｔ从１到ｚ进行循环：
　ＢＬ←Ｇｒｅｅｄｙ（Ｒ，ηｔ，ｂ）

　Λｌ（ＢＬ）←（ ΛＲ（ＢＬ）＋２ａ１／槡 ９－ ａ１／槡 ２）２－ａ１／１８

　Λｕ（Ｂｍ）←（ ΛＲ（ＢＬ）＋ａ２／槡 ２＋ ａ２／槡 ２）２

　如果
Λｌ（ＢＬ）
Λｕ（Ｂｍ）

≤１－^ε：

　　提前结束循环
　否则：
　　采样 Ｒ 个随机多根潜在反向可达图，加入Ｒ

算法３　迭代过程中的贪心策略
Ａｌｇ．３　Ｇｒｅｅｄｙｓｔｒａｔｅｇｙｏｎｉｔｅｒａｔｉｖｅｓｔｅｐ

输入：潜在反向可达图集合 Ｒ，传播影响阈值残差 ηｔ，

每轮次增益节点数量ｂ
输出：贪心策略下使期望阈值边际增益下界函数近似

最大的增益节点集合ＢＬ

初始化ＢＬ←

当 ＢＬ ＜ｂ时：

　计算节点ｖ０ ＝ａｒｇｍａｘｖ ηｔ／Ｒ·∑Ｒ∈Ｒｙ^
－
Ｒ（ＢＬ∪｛ｖ｝）

ＢＬ←ＢＬ∪｛ｖ０｝

直到节点数量达到要求。

对比 珟ΓＲ ［（Ｂ珟Γ，ｔ） Ｕｔ－１］和 珟ΓＲ ［（ＢＬ，
ｔ）Ｕｔ－１］，选择使影响力更大的节点集合作为本
轮次最终选择的增益节点集合Ｂｓａ，即

Ｂｓａ＝ａｒｇ ｍａｘ
Ｂ∈｛ＢＬ，Ｂ珟Γ｝

ＥＥ｛珟Γ［（Ｂ，ｔ）Ｂｔ－１］｝（１４）

算法４描述了这一过程。可以证明，通过三

明治近似策略求得的增益节点集合是阈值边际增

益函数最大化问题的（１－１／ｅ）（１－ε^）·
ＥＥ［Ｍ（·）］
ＥＥ［珟Γ（·）］

近似最优解。

算法４　三明治近似策略

Ａｌｇ．４　Ｓａｎｄｗｉｃｈａｐｐｒｏｘｉｍａｔｉｏｎｓｔｒａｔｅｇｙ

输入：社交网络 Ｇ，备选种子集合 Ｓ^，已激活节点集合
Ａ，传播影响阈值残差 ηｔ，每轮次增益节点数量ｂ

输出：使近似期望阈值边际增益最大化的增益节点集

合Ｂｓａ

ＢＬ←Ｇｒｅｅｄｙ（Ｇ，Ｓ^，Ａ，ηｔ，ｂ）

获取最终生成的随机潜在反向可达图集合Ｒ
初始化Ｂ珟Γ←

当 Ｂ珟Γ ＜ｂ时：

　计算节点ｖ０ ＝ａｒｇｍａｘｖ ηｔ／Ｒ·∑Ｒ∈Ｒｙ^Ｒ（Ｂ珟Γ∪｛ｖ｝）
　Ｂ珟Γ←Ｂ珟Γ∪｛ｖ０｝Ｂｓａ＝ａｒｇ ｍａｘＢ∈｛ＢＬ，Ｂ珟Γ｝

ＥＥ｛珟Γ［（Ｂ，ｔ）Ｕｔ－１］｝

２．３　复杂度分析

２．３．１　准确性近似分析
对下界贪心策略和三明治近似策略的理论近

似性进行分析。

定理３　在１－δ的概率下，通过下界贪心策
略和三明治近似策略求得的近似解 ＢＬ，与使期望
阈值边际增益函数ＥＥ｛Γ［（Ｂ，ｔ）Ｕｔ－１］｝最大化的
最优解的比值近似小于（１－１／ｅ）（１－ε^）·
ＥＥ［Ｍ（·）］
ＥＥ［珟Γ（·）］

。　

采用自适应贪心策略 π可以得到近似比为
（ｌｎη＋１）２／α的近似解，其中 α为每轮次求解最
大阈值边际增益时的近似比例。下界贪心策略和

三明治近似策略两种方法中，均有

α＝（１－１／ｅ）（１－^ε）ＥＥ［Ｍ（·）］ＥＥ［珟Γ（·）］
（１５）

综上，采用自适应贪心策略得到的传播轮次与最

优 解 的 近 似 比 小 于
（ｌｎη＋１）２

（１－１／ｅ）（１－^ε）
·

ＥＥ［珟Γ（·）］
ＥＥ［Ｍ（·）］。　

２．３．２　时间复杂度分析
下界贪心策略和三明治近似策略的复杂度主

要来自三个方面：采样随机多根潜在反向可达图

的总数量、生成一个随机多根潜在反向可达图的

时间复杂度和节点贪心选择的复杂度。

定理４　第ｔ轮次应用下界贪心策略产生的

·６２·
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随 机 多 根 潜 在 反 向 可 达 图 的 数 量 为

Ｏ
ｂｌｎｎ＋ｌｎ（ηｔ／ε）

ε２Ｏｂ，ｔ
η[ ]ｔ，Ｏｂ，ｔ表示选择数量为ｂ的

增益节点集合可以产生的最大期望阈值边际增益

下界。

定理５　定义Ｑ表示一个随机多根潜在反向
可达图的最大期望，在每轮次采用下界贪心策略

和三明治近似策略的计算复杂度为

Ｏ Ｑ
Ｏｂ，ｔ
·ｂ·［ｂ·ｌｎｎ＋ｌｎ（ηｔ／ε）］·（ｎ＋ｍ）／ε{ }２

（１６）
综上，采用自适应贪心策略的算法总复杂

度为

ＯＴ· ＱＯｂ，ｔ
·ｂ·［ｂ·ｌｎｎ＋ｌｎ（ηｔ／ε）］·（ｎ＋ｍ）／ε{ }２

（１７）
式中，Ｔ为采用自适应贪心策略达到阈值所需要
的传播总轮次，采用自适应贪心策略可以达到近

似线性的复杂度。

３　实验结果

为了验证 ＡｄａＭＢＴＳ算法的正确性与时间效
率，在多个真实数据集上进行实验，采用启发式的

增益节点集合选择算法作为基线方法进行对比，

实验结果展示 ＡｄａＭＢＴＳ在正确性上具有明显的
优势。所有的实验在ＣＰＵ型号为ＩｎｔｅｌＸｅｏｎＧｏｌｄ
５２２０Ｒ＠２２０ＧＨｚ，１Ｔ内存的机器上进行。

３．１　实验设置

３．１．１　数据准备
数据集：实验在真实社交网络数据集

Ｄｉｇｇ［１７］、Ｆｌｉｘｓｔｅｒ［１８］和 Ｔｗｉｔｔｅｒ［１９］上进行。采用数
据集中提供的图结构建立社交网络 Ｇ＝（Ｖ，Ｆ）。
图结构中每个节点代表一个用户，在Ｄｉｇｇ数据集
上，若两个用户之间存在发帖和回帖的关系，则存

在一条边。Ｆｌｉｘｓｔｅｒ数据集上的边表示用户之间
的好友关系。Ｔｗｉｔｔｅｒ中的边表示用户主页之间的
关注关系。实验仅在这些数据集的最大弱联通分

量上进行。

估计传播概率：实验前，需要学习图上每条边

的影响概率ｐｕｖ和增益概率ｐ′ｕｖ。利用 Ｌｉｎ等
［１２］提

出的方案构建影响增益模型。实验采用 Ｇｏｙａｌ
等［２２］提出的影响概率模型学习社交网络上每条

边的影响概率，采用计算结果的２倍作为边上的
传播影响概率。各数据集点、边统计如表１所示。
定义增益参数β，对于社交网络上的边ｅｕｖ，若这条
边的影响概率为 ｐｕｖ，那么提升后的影响概率为

ｐ′ｕｖ＝１－（１－ｐｕｖ）β（β＞１）。

表１　数据集点、边统计
Ｔａｂ．１　Ｓｔａｔｉｓｔｉｃｓｏｆｐｏｉｎｔｓａｎｄｅｄｇｅｓｉｎｔｈｅｄａｔａｓｅｔ

数据集名称 点数量 边数量
平均

度数

平均传

播概率

Ｄｉｇｇ 　２６７０７ 　２００１８９ １５．０ ０．３６

Ｆｌｉｘｓｔｅｒ ９５９６９ ４８４８６５ １０．１ ０．３４

Ｔｗｉｔｔｅｒ ３２３１８５ ２１４８７１７ １３．３ ０．７３

备选种子集合：采用基于鞅的影响力最大化

（ｉｎｆｌｕｅｎｃｅｍａｘｉｍｉｚａｔｉｏｎｖｉａｍａｒｔｉｎｇａｌｅｓ，ＩＭＭ）算
法［６］选择５００个传播影响最大的节点作为备选种

子集合Ｓ＾，从这些种子出发可以得到有效的传播。
设定种子节点成为各轮次传播的种子节点的概率

为０１。
３．１．２　基线算法

采用启发式算法和非自适应的增益节点集合

选择策略作为基线算法与 ＡｄａＭＢＴＳ进行对比。
实验时，预先生成了２０组传播１２０轮次的传播实
例，统计在２０组传播实例上到达阈值时所进行的
传播轮次的平均值，在设计传播阈值时，约束了传

播轮次不超过１２０。
基线算法采用最大化节点度数（Ｄｅｇｒｅｅ）［１２］、

ＰａｇｅＲａｎｋ和非自适应的基于单轮次增益节点选
择策略（ｓｉｎｇｌｅｒｏｕｎｄｂａｓｅｄｍｕｌｔｉｐｌｙｂｏｏｓｔｉｎｇｎｏｄｅｓ
ｓｅｌｅｃｔｉｏｎ，ＳＭＢＴＳ）［１２］。

Ｄｅｇｒｅｅ［１２］：在每轮次中，最大节点度数启发
式算法迭代选择有权度数最大的节点加入增益节

点集合，直到增益节点集合数量达到要求。参考

文献［１２］的节点度数权重定义，实验中采用５种
权重度数，节点ｕ的权重度数定义为：①所有出边
传播概率的总和；②不包括终点在增益节点集合
中的出边的传播概率总和；③所有入边提升概率
与原传播概率差的总和；④不包括起点在增益节
点集合中所有入边提升概率与原传播概率差的；

⑤不包括终点在已经激活节点集合中的出边的传
播概率总和。实验结果采用５种不同有权度数定
义中平均传播轮次最少的结果。

ＰａｇｅＲａｎｋ［２０］：在每轮次中，选择 ＰａｇｅＲａｎｋ分
数最大的ｂ个节点加入增益节点集合。

ＳＭＢＴＳ［１２］：在传播开始前通过三明治近似
策略［１２］贪心选择 ｂ个使传播影响增益最大的增
益节点，在每轮次传播的时候，均提升这ｂ个节点
为增益节点，观察最终传播影响达到阈值时所需

·７２·
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的传播轮次。

３．２　结果分析

在Ｄｉｇｇ［１７］、Ｆｌｉｘｓｔｅｒ［１８］和 Ｔｗｉｔｔｅｒ［１９］数据集上
进行测试，实验结果表明，在不同阈值与不同参数

下，基于ＡｄａＭＢＴＳ和ＡｄａＭＢＴＳＬＢ的增益节点选
择策略相比于最大化节点度数［１２］、ＰａｇｅＲａｎｋ［２０］、
非自适应增益节点选择策略［１２］３个基线算法表
现出了明显的优势。达到阈值所需的期望传播轮

次远低于其他基线方法。从时间效率上，

ＡｄａＭＢＴＳ的复杂度近似线性，ＡｄａＭＢＴＳＬＢ采用
下界贪心策略估计期望边际增益最大解。在保持

相当的正确率的情况下，相比于采用三明治近似

策略的 ＡｄａＭＢＴＳ，ＡｄａＭＢＴＳＬＢ在时间效率有显
著提升。

３．２．１　性能对比
在不同传播影响阈值下，采用自适应选择

策略所需的期望最少传播轮次始终优于其他基

线算法。设置增益系数 β＝３，每轮次增益节点
数量ｂ＝５０，改变不同数据集上的影响传播阈值
与节点数量的比例 η／ｎ，计算采用不同增益节点
选择策略所需的期望传播轮次 Ｔ。实验结果如
图１所示。可以观察到，在 ３个数据集上采用
ＡｄａＭＢＴＳ和 ＡｄａＭＢＴＳＬＢ要优于其他启发式节
点选择策略［１２，２０］，相比于 ＳＭＢＴＳ［１２］也存在相
当大的优势。图 １中 ＰａｇｅＲａｎｋ和 Ｄｅｇｒｅｅ的期
望传播轮次远大于通过ＡｄａＭＢＴＳ选择增益节点
所需的传播轮次。在 Ｄｉｇｇ数据集上，Ｄｅｇｒｅｅ和
ＰａｇｅＲａｎｋ平均需要４４８和４７７轮次才能到达
２５％的影响阈值；而 ＡｄａＭＢＴＳ和 ＡｄａＭＢＴＳＬＢ
仅需要３３６５和３５１５轮次即可达到阈值。在
Ｆｌｉｘｓｔｅｒ数据集上，Ｄｅｇｒｅｅ和 ＰａｇｅＲａｎｋ平均需要
７７１５和８２９轮次才能达到５０％的影响阈值；
而 ＡｄａＭＢＴＳ和 ＡｄａＭＢＴＳＬＢ仅需要 ４８６５和
５００５轮次即可达到指定传播阈值。在 Ｔｗｉｔｔｅｒ
数据集上，Ｄｅｇｒｅｅ和 ＰａｇｅＲａｎｋ都平均需要８７轮
次才能达到 ３５％的影响阈值；而 ＡｄａＭＢＴＳ和
ＡｄａＭＢＴＳＬＢ仅需要 ６０８和 ６２２轮次即可达
到指定传播阈值。而 ＳＭＢＴＳ在 ３个数据集上
分别需要３６３、５３６、７４４传播轮次达到阈值。
采用 ＡｄａＭＢＴＳ比采用 ＳＭＢＴＳ在３个数据集上
分别减少了 ７３％、９２％、１８３％的时间轮次，
而采用 ＡｄａＭＢＴＳＬＢ比采用 ＳＭＢＴＳ在 ３个数
据集上分别减少了３２％、６６％、１６４％的时间
轮次，两种方法都表现出了明显的优势，而这一

优势将随着传播轮次的增加而增大。

（ａ）Ｄｉｇｇ实验结果
（ａ）ＲｅｓｕｌｔｏｎＤｉｇｇ

（ｂ）Ｆｌｉｘｓｔｅｒ实验结果
（ｂ）ＲｅｓｕｌｔｏｎＦｌｉｘｓｔｅｒ

（ｃ）Ｔｗｉｔｔｅｒ实验结果
（ｃ）ＲｅｓｕｌｔｏｎＴｗｉｔｔｅｒ

图１　β＝３，ｂ＝５０时不同η／ｎ下所需的传播轮次
Ｆｉｇ．１　Ｔｈｅｒｅｑｕｉｒｅｄｓｐｒｅａｄｒｏｕｎｄｓａｔｄｉｆｆｅｒｅｎｔ

η／ｎｗｈｅｎβ＝３，ｂ＝５０

　　图２分别展示了不同数据集上 ＡｄａＭＢＴＳ和
ＡｄａＭＢＴＳＬＢ的平均每轮次运行时间，线条上的
数值为ＡｄａＭＢＴＳＬＢ相对于ＡｄａＭＢＴＳ的加速比。
虽然ＡｄａＭＢＴＳＬＢ算法准确率略差于 ＡｄａＭＢＴＳ，
但在运行时间上有着显著优势，在精确度需求不

高的时候可以采用 ＡｄａＭＢＴＳＬＢ算法提升效率。
随着传播影响阈值的提高。ＡｄａＭＢＴＳ算法在
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Ｄｉｇｇ数据集和 Ｆｌｉｘｓｔｅｒ数据集上平均每轮次运行
时间呈现上升的趋势，这是由于采样数量提升。

而在Ｔｗｉｔｔｅｒ数据集却先上升而后下降。这是由
于随着η的增长，传播轮次增长，在早期传播轮
次中每轮次采样的 ｋＰＲＲＧｒａｐｈ数量增多，但
ｋＰＲＲＧｒａｐｈ的根的数量减少，根的数量直接与
ｋＰＲＲＧｒａｐｈ的最大期望大小有关。而 Ｔｗｉｔｔｅｒ数
据集的规模最大，ｋＰＲＲＧｒａｐｈ的期望大小对运行
时间的影响更大，随着 η的增长，总传播轮次数
量增长，增长的尾部传播轮次带来的传播影响增

益相对减少，导致对应的ηｉ较小，运行时间较短，
从而使得整体的平均每轮次运行时间变小。

图２　β＝３，ｂ＝５０时不同η／ｎ下的
平均每轮次运行时间

Ｆｉｇ．２　Ａｖｅｒａｇｅｔｉｍｅｐｅｒｒｏｕｎｄａｔｄｉｆｆｅｒｅｎｔ
η／ｎｗｈｅｎβ＝３，ｂ＝５０

３．２．２　参数调整
为了测试不同参数对于算法准确性的影响，

分别在β＝３以及 ｂ＝５０，１００，１５０的情况下进行
对比实验。实验证明 ＡｄａＭＢＴＳ在不同参数的设
置下，达到传播影响阈值所需要的传播轮次远小

于基线算法，始终保持一个较高的准确率。

由于不同数据集的规模和结构不同，在不同

的数据集设置了不同的阈值限制，从而能够在实

验预生成的传播轮次中达到阈值。Ｄｉｇｇ上设置
η／ｎ＝０．２５，Ｆｌｉｘｓｔｅｒ上设置 η／ｎ＝０．５，Ｔｗｉｔｔｅｒ上
设置η／ｎ＝０．３５。

图３展示了在不同数据集上β＝３时，设置不
同的增益节点集合数量 ｂ，采用不同的增益节点
选择策略时，达到阈值所需的传播轮次 Ｔ的变
化。可以观察到，随着增益节点数量的增加，期望

传播轮次逐渐减少，但减少幅度逐渐变小，增加增

益节点集合的数量对于传播轮次的减少起到的效

果有限。基于 ＡｄａＭＢＴＳ和 ＡｄａＭＢＴＳＬＢ选择的

增益节点集合相比于基线算法，能够有效减少阈

值要求下必需的传播轮次。

（ａ）Ｄｉｇｇ实验结果
（ａ）ＲｅｓｕｌｔｏｎＤｉｇｇ

（ｂ）Ｆｌｉｘｓｔｅｒ实验结果
（ｂ）ＲｅｓｕｌｔｏｎＦｌｉｘｓｔｅｒ

（ｃ）Ｔｗｉｔｔｅｒ实验结果
（ｃ）ＲｅｓｕｌｔｏｎＴｗｉｔｔｅｒ

图３　β＝３时不同增益节点集合数量下
达到阈值所需的传播轮次

Ｆｉｇ．３　Ｔｈｅｒｅｑｕｉｒｅｄｓｐｒｅａｄｒｏｕｎｄｓａｔｄｉｆｆｅｒｅｎｔ
ｂｏｏｓｔｉｎｇｎｏｄｅｓｅｔｑｕａｎｔｉｔｙｗｈｅｎβ＝３

图４同时展示了 ＡｄａＭＢＴＳ和 ＡｄａＭＢＴＳＬＢ
的平均每轮次运行时间，ＡｄａＭＢＴＳＬＢ在准确性
上略低于 ＡｄａＭＢＴＳ，但在时间效率上相对于
ＡｄａＭＢＴＳ有较大的提升，ＡｄａＭＢＴＳＬＢ的时间效
率受到增益节点数量的影响相对较小，能始终保

持高效的状态。

基 于 ２３ 节 中 的 分 析，ＡｄａＭＢＴＳ 和
ＡｄａＭＢＴＳＬＢ的算法复杂度与 ε２成反比，图５展
示了 ＡｄａＭＢＴＳ和 ＡｄａＭＢＴＳＬＢ在不同误差参数
ε下的运行耗时与基线算法［１２，２０］的对比，其中

Ｄｅｇｅｒｅｅ与ＰａｇｅＲａｎｋ的平均每轮次运行时间曲线
几乎重合。实验在Ｄｉｇｇ数据集下进行，设置增益
节点集合数量 ｂ＝５０，增益系数 β＝３。虽然
ＡｄａＭＢＴＳ和 ＡｄａＭＢＴＳＬＢ的运行速度相较于基
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图４　β＝３时不同增益节点集合数量下
平均每轮次运行时间

Ｆｉｇ．４　Ａｖｅｒａｇｅｔｉｍｅｐｅｒｒｏｕｎｄａｔｄｉｆｆｅｒｅｎｔｂｏｏｓｔｉｎｇ
ｎｏｄｅｓｅｔｑｕａｎｔｉｔｙｗｈｅｎβ＝３

线算法较慢，但通过调整误差参数，可以在结果准

确率和运行效率之间取得一个均衡。即使设置较

大的误差参数，在大部分情况下，ＡｄａＭＢＴＳ和
ＡｄａＭＢＴＳＬＢ相比于基线算法仍然有效减少了达
到阈值所需的轮次。

图５　不同ε时平均每轮次运行时间和
达到阈值所需的轮次

Ｆｉｇ．５　Ａｖｅｒａｇｅｔｉｍｅｐｅｒｒｏｕｎｄａｎｄｔｈｅｒｅｑｕｉｒｅｄ
ｓｐｒｅａｄｒｏｕｎｄｓａｔｄｉｆｆｅｒｅｎｔε

４　结论

提出了多轮次传播影响增益模型下的增益

节点传播成本最小化问题。采用自适应的增益

节点动态贪心选择策略和相应的下界策略，使

得产品可以用最少的传播轮次达到传播影响阈

值，并从理论上论述了 ＡｄａＭＢＴＳ和 ＡｄａＭＢＴＳ
ＬＢ与最优策略的近似性。在真实数据集上的实
验结果表明，ＡｄａＭＢＴＳ和 ＡｄａＭＢＴＳＬＢ能够高
效地计算得到使期望传播轮次最少的有效近

似解。
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