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摘　要：针对现有全监督学习获取精确配对样本耗费资源问题，同时兼顾网络地图生成质量，提出了一
种新颖的基于生成对抗网络的半监督网络地图生成模型，旨在利用少量精确配对的数据和大量非配对数据，

实现智能化遥感影像直接生成网络地图。此外，设计了一种基于变换一致性正则化和样本增强一致性的半

监督学习策略，克服了非精确配对数据带来的不一致性问题，同时能获得更好的模型泛化性能。对不同地图

数据集进行了充分的对比实验，模型生成的网络地图在定量指标和视觉质量上优于比较方法，验证了半监督











论

文

拓

展

网络地图生成方法的有效性和快速性。
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　　随着信息技术和互联网技术的飞速发展，为
地图发展提供了新的机遇，网络地图也作为新一

代地图产品脱颖而出，成为人们日常生活中不可

缺少的一部分。其在公共交通、自动驾驶、国土测

绘等领域中发挥着重要作用。

在数字制图环境下，遥感影像因其获取便捷、

成本低、更新快、适应强等特点，成为制作网络地

图的重要数据来源并得到了广泛应用［１］。遥感

影像可反映出道路、水域、建筑等地物信息的分布

情况，从中可以提取到绘制网络地图所需的地理

信息，为各类地图的编制提供了可靠的地理信

息源［２］。

传统的遥感影像到网络地图的制作过程简要

包含“影像地理要素提取—矢量数据更新—地图

制图综合—瓦片生成与组织”等流程［３－４］。主要

依赖于人工获取矢量数据和专家经验，难度较大
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且过程较为复杂。再者，传统的遥感影像到网络

地图的制作过程较长，相对遥感影像的更新速度

而言，网络地图服务发布的地图信息可能与遥感

影像不匹配，导致时效性不足，在紧急情况下较难

做到迅速反应和更新。

近年来，深度学习技术得到了迅猛发展，其在

图像处理［５－６］、目标识别与检测［７－８］、图像生

成［９－１０］等方向取得了较大的进展。已有许多专

家和研究者将基于深度学习的智能化方法和模型

应用在遥感影像制作网络地图过程的部分步骤

中，例如应用深度学习模型对影像地理要素信息

进行识别和语义分割等［１１－１２］，实现矢量要素的提

取。虽然将深度学习技术引入传统的网络地图制

作流程中，可以产生精度较高的网络地图，但仅实

现了部分步骤自动化。目前仍然存在依赖高质量

人工标注的像素级标签、计算和数据冗余、制作耗

时较长等问题，在遇到诸如洪涝、地震、泥石流等

突发自然灾害的情况下难以保证为救援人员提供

地图信息的时效性。

另一类智能化方法是通过深度学习域映射技

术端到端地实现遥感影像转化为网络地图。旨在

使用生成模型［１３－１５］，学习从源图像域（遥感影像

域）到目标图像域（网络地图域）的直接表示。较

为流行的生成模型是 ２０１４年由古德费洛
（Ｇｏｏｄｆｅｌｌｏｗ）提出的生成对抗网络（ｇｅｎｅｒａｔｉｖｅ
ａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋ，ＧＡＮ）［１３］。基于 ＧＡＮ的图像
域映射技术及其应用得到了迅速发展，具有代表

性的框架有 ｐｉｘ２ｐｉｘ［１０］，其借鉴条件生成对抗网
络［１６］使用配对的样本学习源图像域到目标图像

域的联合分布。但其要求训练数据集合中源域图

像与目标域图像必须成对。为打破这一约束，

ＣｙｃｌｅＧＡＮ［１７］、ＤｕａｌＧＡＮ［１８］等无监督模型采用了
循环一致性思想，使模型可以利用非配对的数据

进行训练。然而，缺乏配对的样本作为条件监督

信息使得这些无监督方法远不如全监督方法健

壮。以上这些图像域映射模型为遥感影像端到端

的生成网络地图提供了基础和技术支持。但是，

目前基于ＧＡＮ的通用域映射模型在网络地图生
成的应用中存在一些局限性。

第一，基于ＧＡＮ的图像域映射方法根据不同
网络结构的设计，使用配对（全监督模型）或非配

对（无监督模型）数据进行训练。然而，由于遥感

影像和网络地图的更新周期不同步、人工绘制网

络地图存在主观偏差等因素，导致利用地图服务

如谷歌地图、百度地图、天地图等获取的遥感影像

和对应的网络地图存在大量非精确配对样本，如

图１所示。例如，网络地图中相同地物颜色不一
致、元素缺失、地物形状轮廓与影像不匹配等。大

量非精确配对的样本会损害全监督模型的泛化性

能。而无监督模型不需要配对的样本，但由于缺

乏相应的监督信息使得其生成的网络地图精度

较低。

（ａ）非配对样本
（ａ）Ｓａｍｐｌｅｉｓｕｎｐａｉｒｅｄ

　 （ｂ）颜色不一致
（ｂ）Ｉｎｃｏｎｓｉｓｔｅｎｔｃｏｌｏｒｉｚａｔｉｏｎ

（ｃ）元素缺失
（ｃ）Ｅｌｅｍｅｎｔｓｍｉｓｓｉｎｇ

　　 （ｄ）边界不一致
（ｄ）Ｉｎｃｏｎｓｉｓｔｅｎｔｂｏｕｎｄａｒｉｅｓ

图１　非配对样本和非精确配对样本示例
Ｆｉｇ．１　Ｅｘａｍｐｌｅｄｉａｇｒａｍｏｆｕｎｐａｉｒｅｄｓａｍｐｌｅｓａｎｄ

ｉｍｐｒｅｃｉｓｅｌｙｐａｉｒｅｄｓａｍｐｌｅｓ

第二，通用的基于深度学习域映射技术的图

像生成模型仅采用单一的损失函数来改进输出网

络地图与真实网络地图的差距［１９－２０］，并未针对遥

感影像存在的纹理不清晰、相邻像素梯度较小等

问题做出改进，从而导致某些生成的网络地图地

理元素失真、局部细节模糊等问题。

因此研究拟面向同一地域不精确匹配的遥感

影像与网络地图数据，采用生成对抗学习式半监

督方法对网络地图生成方法展开研究。

１　相关工作

１．１　生成对抗网络

生成对抗网络［１３］以其强大的建模能力、可生

成以假乱真的图像，而受到国内外研究人员的极

大关注。其基本思想源自双人博弈论，由一个生

成器（ｇｅｎｅｒａｔｏｒ）和一个判别器（ｄｉｓｃｒｉｍｉｎａｔｏｒ）构
成，通过对抗学习的方式进行训练，目的是估测数

据样本的潜在分布并生成新的数据样本，这使得

ＧＡＮ成为近年来深度学习在复杂分布数据上进
行无监督学习最具前景的方法之一，在各个领域

得到迅速的发展，如图像编辑［２１－２２］、超分辨

率［２３－２４］、风格迁移［２５－２６］、图像去噪［２７－２８］等。

与其他经典的生成模型如卷积神经网络

（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，ＣＮＮ）［２９］、变分自
编码器（ｖａｒｉａｔｉｏｎａｌａｕｔｏｅｎｃｏｄｅｒ，ＶＡＥ）［１４］、流模型

·９２１·
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（ｆｌｏｗｂａｓｅｄｍｏｄｅｌ）［３０］等模型相比，ＧＡＮ具有多
方面的优势：①不需要设计遵循任何种类的因式
分解模型，生成对抗式网络框架能训练任何一种

生成器网络和判别器网络；②无须利用马尔可夫
链反复采样，无须在学习过程中进行推断，回避了

近似计算棘手的概率难题；③相比其他所有模型，
ＧＡＮ可以产生更加清晰，真实的样本。

１．２　域映射

近期，在计算机视觉领域基于深度生成模型

的域映射技术得到了广泛的关注，图像域映射技

术采用自动编码（ａｕｔｏｅｎｃｏｄｅｒ）的形式，可以以无
监督学习的方式实现从源图像域到目标图像域端

到端的转换，研究者以全监督或无监督的方式对

图像映射分别开展了研究。

对于全监督的域映射方法，模型需要配对的

数据进行训练。ｐｉｘ２ｐｉｘ［１０］是一种典型的图像域
映射方法，其借鉴条件生成网络［１６］并使用配对的

样本学习图像到图像的共同分布。该方法已被用

于许多图像转换案例，例如，自动驾驶数据集

ｃｉｔｙｓｃａｐｅｓ［３１］的标签到街景，边缘素描图到照
片［３２］，遥感影像或航拍图像到地图［３３］等。Ｗａｎｇ
等［３４］提出的ｐｉｘ２ｐｉｘＨ用于高分辨率的图像到图
像转换，较ｐｉｘ２ｐｉｘ能够生成分辨率较高的图像。
文献 ［３５］提 出 了 ＰＬＤＴ（ｐｉｘｅｌｌｅｖｅｌｄｏｍａｉｎ
ｔｒａｎｓｆｅｒ）的方法，其添加了一个判别器 Ｄｐａｉｒ以监
督图像转换任务。虽然生成了高质量的结果，但

由于有监督的网络设计，模型必须在配对数据上

进行训练。

然而，现实中的大多数任务都缺乏可用的配

对样本。为了克服这一限制，国外研究人员基于

循 环 一 致 性 理 论 提 出 了 ＣｙｃｌｅＧＡＮ［１７］、
ＤｕａｌＧＡＮ［１８］、ＤｉｓｃｏＧＡＮ［３６］等无监督技术，旨在图
像经过两个相反的生成器转换两次后，应该正确

重建与输入图像相同的分布。文献［３７］将
ＶＡＥ［１４］与基于循环一致性损失的 ＧＡＮ相结合，
假设两个编码器共享相同的隐藏空间，为无监督

图像域映射提供了新的思路。

以上这些经典的图像域映射模型为遥感影像

自动化生成网络地图提供了基础和技术支持。

１．３　基于域映射的网络地图生成技术

基于深度生成模型的域映射方法在图像相关

领域表现出了良好的效果。但遥感图像与一般图

像相比，其包含的内容远比普通图像多，具有波段

多、范围广、变形较大等特点［３８］。国内外众多研

究者尝试研究了针对遥感影像的专门域映射方

法，并取得了丰硕的成果。

２０１９年，Ｇａｎｇｕｌ等［３３］提出了全监督地图生

成模型 ＧｅｏＧＡＮ，使用条件生成网络［１６］将遥感影

像转换为对应的地图，并在ＧＡＮ损失中添加重构
损失和内容损失学习地图的风格。同年，Ｋａｎｇ
等［３９］通过配置ｐｉｘ２ｐｉｘ和ＣｙｃｌｅＧＡＮ模型，将现有
的地图样式标准（如谷歌地图、ＯｐｅｎＳｔｒｅｅｔＭａｐ）中
的样式元素转移到非风格化的地理信息系统

（ｇｅｏｇｒａｐｈｉｃｉｎｆｏｒｍａｔｉｏｎｓｙｓｔｅｍ，ＧＩＳ）矢量数据中。
Ｓｏｎｇ等［４０］基于域映射模型 ＣｙｃｌｅＧＡＮ提出了遥
感影像到网络地图快速转换的无监督模型

ＭａｐＧｅｎＧＡＮ，并设计了残差ＵＮｅｔ网络作为生成
器，以及几何／循环一致性损失函数约束模型不需
要配对样本进行训练。随后，Ｓｏｎｇ等［４１］提出了地

图迁移模型，通过结合深度对抗迁移训练方案和

空间注意力机制来生成多个区域的网络地图。为

进一步提升网络地图生成的精度，Ｃｈｅｎ等［４２］提

出了一个半监督地图生成模型 ＳＭＡＰＧＡＮ［４２］，并
针对对象拓扑关系设计了损失函数和地图质量评

价指 标，同 时 Ｄｉｎｇ等［４３］ 提 出 了 Ｉｍｐｒｏｖｅｄ
ＳＭＡＰＧＡＮ进一步优化了该模型，但是该模型没
有考虑地图的语义信息。Ｆｕ等［４４］设计了一种判

别式模块和生成式模块组合的地图生成模型，将

风格和语义特征紧密结合在一起并取得了较好的

效果。同时，还提出了一种新的多层级地图生成

框架（ｍｕｌｔｉｌｅｖｅｌｍａｐｓ，ＭＬＭ），可以自动从航空图
像中生成具有多个缩放级别一致的网络地图。以

上基于生成模型的方法均不能较好地处理弱匹配

数据导致的模型泛化性能衰减的问题。

２　变换一致性正则化

一致性正则化（ｃｏｎｓｉｓｔｅｎｃｙｒｅｇｕｌａｒｉｚａｔｉｏｎ，ＣＲ）
在分类任务中表现出先进的性能。当输入样本受

到扰动时，一致性正则化强制模型保持对无监督样

本的预测。出于ＣＲ的应用，本文采用变换一致性
正则化（ｔｒａｎｓｆｏｒｍａｔｉｏｎｃｏｎｓｉｓｔｅｎｃｙｒｅｇｕｌａｒｉｚａｔｉｏｎ，
ＴＣＲ）的正则项，以确保模型对图像样本几何变换
的预测与模型对该图像重建的几何变换一致。

具体地，给定Ｋ对配对的遥感影像和网络地
图样本的集合 ＤＳ＝｛（ｘｉ，ｙｉ）：ｉ∈（１，２，…，Ｋ）｝，
其中，ｘｉ采样于遥感影像样本分布 Ｘ，ｙｉ采样于
网络地图样本分布Ｙ。从相同的分布中采样一组
非配对的遥感影像和网络地图样本的集合 ＤＵ＝
｛（ｘｉ，ｙｉ）：ｉ∈（１，２，…，δＫ）｝，其中 δ是半监督训
练中每批使用的非配对样本与配对样本的比例。

目标是利用无监督非配对数据来了解更多关于样

·０３１·
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本分布的内在结构，从而正则化遥感影像到网络

地图的映射网络ｆθ（·）。根据平滑假设
［４５］，在遥

感影像到网络地图的转换中，对于一系列的几何

变换集合Ｔ（·），如果模型对第 ｉ个非配对遥感
影像ｘｉ∈ＤＵ预测一个重建的网络地图ｙ′ｉ，那么该
模型对其经过几何变换 Ｔ（ｘｉ）的预测应为
Ｔ（ｙ′ｉ），即：

Ｔｍ（ｆθ（ｘｉ））≈ｆθ（Ｔｍ（ｘｉ）） （１）
其中，Ｔｍ是一系列的几何变换集合中的操作，如
旋转、翻转、横向纵向平移、裁剪等，一致性正则化

利用非配对数据来帮助模型在各种几何变换形式

下的预测保持一致。

３　基于生成对抗网络的半监督遥感影像
生成网络地图模型

３．１　模型整体流程

基于ＧＡＮ的半监督遥感影像生成网络地图
模型包含一个改进的基于 Ｕ型结构的生成器和
一个马尔可夫判别器。生成器负责将遥感影像生

成网络地图，判别器经过训练负责分辨生成的网

络地图是由生成器生成的还是真实的样本，两者

通过对抗学习不断各自优化。在半监督训练过程

中，包含两个训练阶段，如图２所示，首先是预训
练阶段对模型进行预热，仅使用一小部分精确配

对的样本有监督地训练生成器和判别器，以初始

化两者的权重。然后是网络精调阶段，使用大量

的易获取的非配对样本，通过变换一致性正则化

和样本增强一致性策略，以无监督学习的方式使

模型可以更好地利用庞大的非配对数据学习多样

化样本分布，通过一致性损失函数约束生成器生

成更准确的网络地图。同时，能够有效防止模型

在少量的精确配对数据上过拟合，从而提高模型

的鲁棒性和泛化性。

基于ＧＡＮ的遥感影像生成网络地图模型通
过半监督学习策略，能够有效地处理现实中获取

的大量非精确配对样本，同时提高生成网络地图

的几何精度和准确性。下面对两个训练阶段分别

进行详细的介绍。

图２　基于ＧＡＮ的半监督遥感影像生成网络地图模型训练流程
Ｆｉｇ．２　ＴｒａｉｎｉｎｇｆｌｏｗｃｈａｒｔｏｆＧＡＮｂａｓｅｄｓｅｍｉｓｕｐｅｒｖｉｓｅｄｒｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｇｅｎｅｒａｔｉｏｎｎｅｔｗｏｒｋｍａｐｍｏｄｅｌ

３．２　预训练阶段

在对基于ＧＡＮ的半监督遥感影像生成网络
地图模型的预训练阶段中，使用精心筛选出的精

确配对遥感影像和网络地图样本对改进的 Ｕ型
结构生成器和马尔可夫判别器进行预热并初始化

两者的权重。将遥感影像域 Ｘ中的训练样本表
示为｛ｘ１，ｘ２，…，ｘｋ｝，对应的网络地图域 Ｙ中的样
本表示为｛ｙ１，ｙ２，…，ｙｋ｝，生成器的目标是学习遥

感影像域 Ｘ到网络地图域 Ｙ的映射 Ｇ：Ｘ→Ｙ，而
判别器试图区分生成的网络地图ｙ′ｉ是由生成器生
成的还是真实的网络地图。生成器和判别器对抗

式地进行训练，因此有目标函数为

ＬｐｒｅＧＡＮ（Ｇ，Ｄ）＝Ｅｘ～Ｐ（ｘ），ｙ～Ｐ（ｙ）［ｌｏｇＤ（ｘ，ｙ）］＋
Ｅｘ～Ｐ（ｘ）［ｌｏｇ（１－Ｄ（ｘ，Ｇ（ｘ）））］（２）

其中，ｘ～Ｐ（ｘ）和 ｙ～Ｐ（ｙ）分别为遥感影像和网
络地图的数据分布，Ｇ（·）表示生成器输出，
Ｄ（·）表示判别器输出。生成器试图最小化目标

·１３１·
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函数，而判别器的目的是最大化目标函数，即：

Ｇ ＝ａｒｇｍｉｎ
Ｇ
ｍａｘ
Ｄ
ＬｐｒｅＧＡＮ（Ｇ，Ｄ） （３）

除欺骗判别器外，生成器的任务是产生接近

真实网络地图的地图图像。因此，为促进输出

Ｇ（ｘ）更接近真实地图 ｙ，引入一个重构损失函
数，即：

　 ＬＲｅｃｏｎ（Ｇ）＝Ｅｘ～Ｐ（ｘ），ｙ～Ｐ（ｙ）［ｙ－Ｇ（ｘ）１］ （４）
其中，· １为 Ｌ１距离，以减少生成网络地图模
糊程度。因此，在预训练阶段，整体的目标函

数为：

　Ｌｐｒｅ＝ａｒｇｍｉｎＧ ｍａｘＤ Ｌ
ｐｒｅ
ＧＡＮ（Ｇ，Ｄ）＋λＬ１ＬＲｅｃｏｎ（Ｇ） （５）

其中，λＬ１为超参数。

３．３　网络精调阶段

在对所有精确配对样本的预训练结束后，将

非配对样本输入预训练好的生成器中进行网络精

调训练阶段。通过变换一致性正则化和样本增强

一致性策略使模型以无监督的方式学习多样化非

配对样本的分布。

第一步，在预训练的生成器上应用变换一

致性正则化策略。首先，使用几何变换函数 Ｔｍ
对遥感影像进行翻转、顺／逆时针旋转等操作，
生成变换后的遥感影像 珓ｘ＝Ｔｍ（ｘ），将遥感影像
输入预训练好的生成器中，生成对应的变换过

的网络地图 珓ｙ＝Ｇ（Ｔｍ（ｘ））。然后，将未经几何
变换的遥感影像 ｘ输入生成器中生成网络地图
ｙ′后使用几何变换函数，对生成的网络地图进行
相同的变换操作，生成变换的网络地图珓ｙ′＝
Ｔｍ（Ｇ（ｘ）），通过变换一致性损失函数约束生成
器对遥感影像几何变换的预测与对相应网络地

图重建的几何变换一致，因此，变换一致性损失

函数表示为：

ＬＴＣＲ（Ｇ）＝
１
Ｋ∑

Ｋ

ｉ＝１
Ｔｍ（Ｇ（ｘ））－Ｇ（Ｔｍ（ｘ））１

（６）
其中，是半监督训练中每批次使用的非配对样本
与配对样本的比例，Ｋ是数据集样本的总数，Ｔｍ
是几何变换函数。变换一致性损失函数利用非配

对数据来约束生成器在不同形式的几何变换上重

建几何精度更高的网络地图。最后，将生成器生

成的网络地图ｙ′输入预训练的判别器中进行对抗
式的训练，有对抗损失：

ＬｆｉｎｅＧＡＮ（Ｇ，Ｄ）＝Ｅｙ～Ｐ（ｙ）［ｌｏｇＤ（ｙ）］＋
Ｅｘ～Ｐ（ｘ）［ｌｏｇ（１－Ｄ（Ｇ（ｘ）））］ （７）

第二步，在变换一致性正则化的基础上，对生

成器使用样本增强一致性策略。如图２所示，首

先，对遥感影像进行几何变换，然后做一次图像强

增强处理，生成几何变化的遥感影像 ｘｓ。强增强
处理指的是能够使遥感影像产生较大变化的增

强，由２～３种增强方法进行随机混合。每次使用
时，随机选择不同的增强方法（强度随机）组合成

一种强增强方法。数据增强方法旨在使模型学习

到更深层次的语义信息。将使用强增强操作后的

遥感影像输入相同的生成器中，生成对应的网络

地图ｙｓ＝Ｇ（Ａｕｇ（Ｔｍ（ｘ））），Ａｕｇ（·）表示强增强
操作；然后，将第一步中生成的变换的网络地图珓ｙ＝
Ｇ（Ｔｍ（ｘ））做一次同样的强增强操作Ａｕｇ（·），生成
增强后的网络地图 珓ｙｓ＝Ａｕｇ（Ｇ（Ｔｍ（ｘ）））；使用骰
子损失 Ｌｄｉｃｅ（ｙｓ，珓ｙｓ）保持网络地图强增强后的一
致性，即：

Ｌｄｉｃｅ＝１－
２·ｙｓ·ｓｏｆｔｍａｘ（珓ｙｓ）
ｙｓ＋ｓｏｆｔｍａｘ（珓ｙｓ）

（８）

其中，ｓｏｆｔｍａｘ（·）是常见的归一化函数。
因此，在对基于ＧＡＮ的半监督遥感影像生成

网络地图模型精调训练阶段的损失函数为：

　Ｌｆｉｎｅ＝λＴＣＲＬＴＣＲ（Ｇ）＋Ｌ
ｆｉｎｅ
ＧＡＮ（Ｇ，Ｄ）＋λｄｉｃｅＬｄｉｃｅ （９）

其中，λＴＣＲ和λｄｉｃｅ为超参数。

３．４　生成器和判别器结构

Ｕ型生成器的结构如图３所示，结合了跳跃
连接、残差块、编 －解码器结构和注意机制等元
素，包含编码器、扩张桥和解码器三部分。编码器

使用ＲｅｓＮｅｔ３４与注意力模块，注意力机制可以关
注重点区域，并帮助模型为输入的每个部分分配

不同的权重，提取更多的关键信息；扩张桥使用了

几个带有跳跃连接的扩展型卷积层，扩展的卷积

层有利于扩大接受野，跳过连接有助于捕获高级

和低级信息；解码器使用转置卷积层来恢复特征

映射的分辨率。

判别器将网络地图作为输入，从图像中提取

特征，预测其是否为真实网络地图的概率，概率值

越接近１，表明生成的网络地图越接近于真实值。
为了更好地辨别输入网络地图的部分细节，采用

马尔可夫判别器 ＰａｔｃｈＧＡＮ［１０］对网络地图进行
ｐａｔｃｈ级（７０×７０）的区分。马尔可夫判别器由卷
积层构成，输出为一个 ｎ×ｎ的矩阵，最后取矩阵
的均值作为真／假的输出。矩阵中的每一个输出，
代表着原图中一个感受野，对应了原图的一个

ｐａｔｃｈ，这种ｐａｔｃｈ级判别器结构具有更少的参数，
可以以完全卷积的方式处理任何大小的网络

地图。

·２３１·



　第３期 伍江江，等：生成对抗学习式半监督遥感影像生成网络地图方法

图３　改进的Ｕ型生成器网络结构
Ｆｉｇ．３　ＳｔｒｕｃｔｕｒｅｄｉａｇｒａｍｏｆｔｈｅｍｏｄｉｆｉｅｄＵｓｈａｐｅｇｅｎｅｒａｔｏｒｎｅｔｗｏｒｋ

４　实验与分析

为了验证本文提出的基于生成对抗网络

ＧＡＮ的半监督遥感影像生成网络地图模型的有
效性和可用性，本节使用三组不同地域的地图

数据集和三种图像质量评价方法对提出的模型

进行验证。同时，通过与几种目前通用的图像

域映射方法和地图自动化生成模型进行定量、

定性的对比实验，结果证明了本文提出的半监

督遥感影像生成网络地图模型优于其他方法，

可以生成精度较高、视觉质量较好的网络

地图。

４．１　数据集和评估标准

４．１．１　数据集
通过大量实验发现，训练数据集的质量对模

型结果有重要影响。本次实验从谷歌地图服务中

爬取了三个城市的地图数据集用于对比实验，分

别是纽约市数据集（通用数据集）、洛杉矶城区数

据集、多伦多城区以及周边的遥感影像和相应的

网络地图数据集。

１）纽约数据集。纽约数据集的层级（缩放级
别）为１６级，其中包含２１９４对遥感影像及其对
应的地图。所有样本都覆盖了纽约市及其周边地

区，图像尺寸为２５６×２５６。
２）洛杉矶数据集。同样从谷歌地图服务中

收集了４７９１对美国洛杉矶市区的遥感影像和网
络地图，缩放级别为１７级，空间分辨率为２１５ｍ，
每幅尺寸为２５６像素×２５６像素。
３）多伦多数据集。多伦多城区以及周边地

图数据集，缩放级别为 １７级，空间分辨率为
２１５ｍ。数据集包含４８２８幅配对遥感影像和网
络地图，大小同样为 ２５６像素 ×２５６像素。表 １
列出了以上三个数据集在实验中的使用细节。

４．１．２　评估标准
为定量化证明本文提出的半监督遥感影像转

换网络地图模型的有效性，在实验中，采用均方根

误差、结构相似性、像素准确度三种图像质量评价

指标对生成的网络地图进行评估。

表１　实验数据集统计
Ｔａｂ．１　Ｓｔａｔｉｓｔｉｃｓｏｆｅｘｐｅｒｉｍｅｎｔａｌｄａｔａｓｅｔ

城市 数据集总量 训练样本 配对样本 非配对样本 测试样本 层级 分辨率／ｍ

纽约 ２１９４ １５６０ ３１２ １２４８ ６３４ １６ ４

洛杉矶 ４７９１ ３３００ ６６０ ２６４０ １４９１ １７ ２．１５

多伦多 ４８２８ ３４００ ６８０ ２７２０ １４２８ １７ ２．１５

　　１）均方根误差（ｒｏｏｔｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，
ＲＭＳＥ）。均方误差（ｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，ＭＳＥ）是指

参数估计值与参数真值之差平方的期望值。ＭＳＥ
可以评价数据的变化程度，ＭＳＥ的值越小，说明

·３３１·
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预测模型描述实验数据具有更好的精确度。

ＲＭＳＥ是均方误差的算术平方根。设预测图像集

合为 Ｙ＾＝｛Ｙ＾１，Ｙ
＾
２，…，Ｙ

＾
ｎ｝，观察图像集合为 Ｙ＝

｛Ｙ１，Ｙ２，…，Ｙｎ｝，ＲＭＳＥ计算公式为：

ｄＲＭＳＥ ＝
１
ｎ∑

ｎ

ｉ＝１
（Ｙ＾ｉ－Ｙｉ）槡

２ （１０）

２）结构相似性（ｓｔｒｕｃｔｕｒａｌｓｉｍｉｌａｒｉｔｙ，ＳＳＩＭ）。
结构相似性描述了预测图像与观察图像的相似

度。分别从亮度、对比度和结构三方面度量图像

相似性，取值范围［０，１］，ＳＳＩＭ值越大，表示图像
失真越小，计算公式为：

ｄＳＳＩＭ（Ｙ
＾
，Ｙ）＝

（２μＹ^μＹ＋ｃ１）（２σＹ^Ｙ＋ｃ２）
（μ２Ｙ^＋μ

２
Ｙ＋ｃ１）（σ

２
Ｙ^＋σ

２
Ｙ＋ｃ２）

（１１）

其中：μＹ^是Ｙ
＾
的均值；μＹ是Ｙ的均值；σＹ^为Ｙ

＾
的方

差；σＹ为 Ｙ的方差；ｃ１和 ｃ２为常数，避免分母接
近于０时造成的不稳定性。
３）像素准确度（ｐｉｘｅｌａｃｃｕｒａｃｙ，ＡＣＣ）。像素

准确度计算预测图像的像素精度，给定一张观察

图像，其第ｉ个ＲＧＢ像素值表示为（ｒｉ，ｇｉ，ｂｉ），预
测图像对应的第ｉ个ＲＧＢ像素值表示为（ｒ′ｉ，ｇ′ｉ，ｂ′ｉ），
如果ｍａｘ（ｒｉ－ｒ′ｉ，ｇｉ－ｇ′ｉ，ｂｉ－ｂ′ｉ）＜σ（本实验中
设置 σ＝５），则认为预测图像的像素值是准
确的［４６］。

４．２　实验设置

本文提出的半监督遥感影像生成网络地图模

型基于 Ｐｙｔｏｒｃｈ深度学习框架，配置了 Ｉｎｔｅｌ酷睿
ｉ７－１０７００ＣＰＵ（２９ＧＨｚ，８核，１６ＧＢＲＡＭ）和单
个 ＮＶＩＤＩＡＧＴＸ３０９０ＧＰＵ，２４ＧＢＲＡＭ。采用
ＡｄａｍＷ优化器，学习率设为 １０－３，权值衰减为
１０－２。对于这三个数据集的配对数据，批处理大
小设置为 ４。超参数 λＬ１和 λＴＣＲ设为 １０，λｄｉｃｅ设
为２。

对于３３节中的几何变换函数 Ｔｍ，本次实验
采用顺时针旋转９０°，对于图像强增强设置，采用
图４中的数据增强方法进行随机组合。

４．３　实验结果及评估

为了更全面地验证本文提出的半监督遥感影

像生 成 网 络 地 图 模 型 的 有 效 性，本 节 以

ｐｉｘ２ｐｉｘ［１０］、 ＣｙｃｌｅＧＡＮ［１７］、 ＭａｐＧｅｎＧＡＮ［４０］、
ＳＭＡＰＧＡＮ［４２］为基线对比模型开展实验分析。其
中，ｐｉｘ２ｐｉｘ和 ＣｙｃｌｅＧＡＮ为通用的图像域映射模
型，ＭａｐＧｅｎＧＡＮ、ＳＭＡＰＧＡＮ为专门的遥感影像
转换网络地图模型。ｐｉｘ２ｐｉｘ为全监督模型，必须
使用成对的遥感影像和网络地图样本进行训练。

图４　图像增强方法视觉展示图
Ｆｉｇ．４　Ｖｉｓｕａｌｄｉｓｐｌａｙｄｉａｇｒａｍｏｆｉｍａｇｅ

ｅｎｈａｎｃｅｍｅｎｔｍｅｔｈｏｄｓ

ＣｙｃｌｅＧＡＮ 和 ＭａｐＧｅｎＧＡＮ 为 无 监 督 模 型，
ＳＭＡＰＧＡＮ为半监督网络地图生成模型。

如表２所示，以纽约数据集为例，通过比较生
成相同面积的地图的时间，本文模型在快速性上

能够满足实时生成的需要，并且和现有经典模型

相比，模型仍然能够保持较好的表现。

表２　不同方法生成６００ｋｍ２纽约地图的时间比较
Ｔａｂ．２　Ｔｉｍｅｃｏｍｐａｒｉｓｏｎｂｅｔｗｅｅｎｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓｆｏｒ
ｇｅｎｅｒａｔｉｎｇａ６００ｋｍ２ｍａｐｂａｓｅｄｏｎＮｅｗＹｏｒｋ

方法 时间／ｓ

ｐｉｘ２ｐｉｘ ６３

ＣｙｃｌｅＧＡＮ ３９

本文模型 ５０

　　在对比实验中，使用了三种图像质量评价指
标来比较本文提出的半监督遥感影像生成网络地

图模型与其他基线模型的性能。表３、表４、表５
分别列出了不同模型在纽约数据集、洛杉矶数据

集和多伦多数据集上训练的定量结果。ｐｉｘ２ｐｉｘ
作为全监督方法，在表中的得分用斜体表示，性能

最佳的用黑体表示。总体上，根据定量实验结果

大致可以分析出，本文提出的半监督遥感影像生

成网络地图方法在某些指标上略差于 ｐｉｘ２ｐｉｘ。
由于ｐｉｘ２ｐｉｘ是一种有监督的图像到图像的转换
方法，在比较实验中使用了所有配对样本，本文的

模型只使用了２０％的配对数据，因此，在某些评
估指标上的得分略低于 ｐｉｘ２ｐｉｘ是在可接受范围
之内的。此外，本文模型虽然在纽约数据集和多

伦多数据集上有一项指标略低于 ＳＭＡＰＧＡＮ，但
总体上是优于其他对比模型的。

·４３１·



　第３期 伍江江，等：生成对抗学习式半监督遥感影像生成网络地图方法

表３　不同模型在纽约数据集上的定量对比结果
Ｔａｂ．３　Ｑｕａｎｔｉｔａｔｉｖｅｃｏｍｐａｒｉｓｏｎｒｅｓｕｌｔｓｏｆｄｉｆｆｅｒｅｎｔｍｏｄｅｌｓ

ｏｎＮｅｗＹｏｒｋｄａｔａｓｅｔｓ

方法 ＲＭＳＥ↓ ＳＳＩＭ↑ ＡＣＣ／％↑

ＣｙｃｌｅＧＡＮ ３２．６７３１ ０．５４５３ ３０．５３８５

ＭａｐＧｅｎＧＡＮ ３２．０５４７ ０．５６４８ ３８．６４４７

ｐｉｘ２ｐｉｘ ２９．０１８３ ０．５９４１ ４１．５６６２

ＳＭＡＰＧＡＮ ３０．４５６３ ０．５８２６ ３９．２７９１

本文提出的模型 ３０．２６１７ ０．５７９４ ３９．４３６８

表４　不同模型在洛杉矶数据集上的定量对比结果
Ｔａｂ．４　Ｑｕａｎｔｉｔａｔｉｖｅｃｏｍｐａｒｉｓｏｎｒｅｓｕｌｔｓｏｆｄｉｆｆｅｒｅｎｔｍｏｄｅｌｓ

ｏｎＬｏｓＡｎｇｅｌｅｓｄａｔａｓｅｔｓ

方法 ＲＭＳＥ↓ ＳＳＩＭ↑ ＡＣＣ／％↑

ＣｙｃｌｅＧＡＮ １９．５３１７ ０．６６２４ ４７．２５７３

ＭａｐＧｅｎＧＡＮ １７．７４２９ ０．７０２６ ５１．７９１７

ｐｉｘ２ｐｉｘ １５．６１８５ ０．７３８１ ５３．８４２５

ＳＭＡＰＧＡＮ １６．９６２５ ０．７３６４ ５５．３９２６

本文提出的模型 １６．４７２８ ０．７３７９ ５５．６１０４

表５　不同模型在多伦多数据集上的定量对比结果
Ｔａｂ．５　Ｑｕａｎｔｉｔａｔｉｖｅｃｏｍｐａｒｉｓｏｎｒｅｓｕｌｔｓｏｆｄｉｆｆｅｒｅｎｔｍｏｄｅｌｓ

ｏｎＴｏｒｏｎｔｏｄａｔａｓｅｔｓ

方法 ＲＭＳＥ↓ ＳＳＩＭ↑ ＡＣＣ／％↑

ＣｙｃｌｅＧＡＮ ２８．１４１７ ０．６１２５ ４４．２２５７

ＭａｐＧｅｎＧＡＮ ２５．９８１３ ０．６６８３ ４６．６９７２

ｐｉｘ２ｐｉｘ ２４．５３４２ ０．６９３５ ４９．１７２８

ＳＭＡＰＧＡＮ ２３．８２１４ ０．６７２４ ４８．９５４１

本文提出的模型 ２３．７０５６ ０．６７８１ ４８．５２６３

　　具体地，对于纽约数据集，除ｐｉｘ２ｐｉｘ外，本文
方法在 ＲＭＳＥ和 ＡＣＣ指标上均表现出了最好的
性能；对于洛杉矶数据集，在无监督和半监督方法

中，本文方法在３个指标表现最优，像素准确率达
到了５５％，甚至超过了 ｐｉｘ２ｐｉｘ；对于多伦多数据
集，相比其他无监督／半监督模型，本文方法同样
也是在两个指标上得分最高。

以上结果分析证明了本文提出的半监督遥感

影像生成网络地图模型的适用性和有效性，基于变

换一致性正则化和样本增强一致性的半监督策略

可以有效帮助模型提高生成网络地图的准确度。

实验同时探究了预训练阶段和网络精调阶段

对于生成结果的影响。图５展示了不同配对比例
下，三个定量指标的浮动变化。在精确配对比例

较小时，模型性能明显差于全监督模型；但随着比

例高于７０％，无监督学习的非配对样本减少，这

导致数据多样性降低，因此模型的性能反而下降。

实验验证了无监督的网络精调阶段能够有效提升

模型性能。

（ａ）不同配对比例下ＲＭＳＥ指标得分
（ａ）ＲＭＳＥｓｃｏｒｅｓｉｎｔｈｅｖａｒｙｉｎｇｐａｉｒｅｄｒａｔｉｏ

（ｂ）不同配对比例下ＳＳＩＭ指标得分
（ｂ）ＳＳＩＭｓｃｏｒｅｓｉｎｔｈｅｖａｒｙｉｎｇｐａｉｒｅｄｒａｔｉｏ

（ｃ）不同配对比例下ＡＣＣ指标得分
（ｃ）ＡＣＣｉｎｄｉｃａｔｏｒｓｃｏｒｅｓｉｎｔｈｅｖａｒｙｉｎｇｐａｉｒｅｄｒａｔｉｏ

图５　不同配对比例下定量指标在多伦多数据集上的变化
Ｆｉｇ．５　Ｆｌｕｃｔｕａｔｉｏｎｓｏｆｔｈｅｑｕａｎｔｉｔａｔｉｖｅｍｅｔｒｉｃｓｏｎｔｈｅ

Ｔｏｒｏｎｔｏｄａｔａｓｅｔｓｗｉｔｈｖａｒｙｉｎｇｐａｉｒｅｄｒａｔｉｏ

图６展示了不同方法在三种数据集上的定性
对比结果。总体上可以看出，本文提出的模型在

识别绿地以及生成的道路和建筑物的规整性方面

与ｐｉｘ２ｐｉｘ不相上下。与另外三种无监督／半监督

·５３１·
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基线方法相比，本文提出的模型在区分不同地理

特征和填充颜色方面均表现优异。

图６（ａ）中的前三幅影像是来自纽约数据集
的生成结果，可以明显地看出，本文提出的模型

能够较为准确地识别出植被和水体覆盖的区

域。图６（ａ）中间三幅影像是抽取洛杉矶数据集
中的影像，从对应的生成结果可见，本文提出的

模型可以精确地生成建筑物的轮廓，城市地理

布局更加规整。图６（ａ）中的后三幅影像为多伦
多数据集影像，本文模型可以生成准确度和视

觉质量较高的网络地图。此外，对于训练样本

中相同地理元素的颜色值略有不同的问题，本

文提出的模型能够学习接近真实网络地图中的

颜色表示。

（ａ）遥感影像
（ａ）Ｒｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｒｙ

（ｂ）真值图像
（ｂ）Ｇｒｏｕｎｄｔｒｕｔｈ

（ｃ）ＣｙｃｌｅＧＡＮ结果
（ｃ）ＲｅｓｕｌｔｓｏｆＣｙｃｌｅＧＡＮ

（ｄ）ＭａｐＧｅｎＧＡＮ结果
（ｄ）ＲｅｓｕｌｔｓｏｆＭａｐＧｅｎＧＡＮ

（ｅ）ＳＭＡＰＧＡＮ结果
（ｅ）ＲｅｓｕｌｔｓｏｆＳＭＡＰＧＡＮ

（ｆ）ｐｉｘ２ｐｉｘ结果
（ｆ）Ｒｅｓｕｌｔｓｏｆｐｉｘ２ｐｉｘ
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（ｇ）ＭａｐＧｅｎＧＡＮ结果
（ｇ）ＲｅｓｕｌｔｓｏｆＭａｐＧｅｎＧＡＮ

（ｈ）本文模型结果
（ｈ）Ｒｅｓｕｌｔｓｏｆｔｈｅｐｒｏｐｏｓｅｄｍｏｄｅｌ

图６　不同方法在三个数据集上的定性比较结果
Ｆｉｇ．６　Ｑｕａｌｉｔａｔｉｖｅｃｏｍｐａｒｉｓｏｎｒｅｓｕｌｔｓｏｆｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓｏｎｔｈｒｅｅｄａｔａｓｅｔｓ

４．４　消融实验

为了验证模型不同组件的功能，本文开展了

消融实验对模型进一步探讨。

本文的半监督模型主要包含三个损失函数：

变化一致性正则化（ＬＴＣＲ）、强增强一致性（Ｌｄｉｃｅ）
和对抗损失函数（ＬＴＧＡＮ）。为了讨论不同损失函
数的影像，本文首先去除 ＴＣＲ损失函数（ｎｏ
ＴＣＲ），以此验证变化一致性正则化能否提高几何
精度；然后通过去除强增强损失函数来验证数据

多样性的增加能够提升模型性能。

表６～８展示了消融实验的定量结果。在相
同的参数条件下，原始模型的表现优于去除任一

损失函数后的模型。通过指标结果，去除强增强

一致性损失函数后，模型的性能下降较大，这证明

了强增强变化方法，通过提高数据多样性，能够较

好地提高模型性能。

表６　纽约数据集上消融实验的定量对比结果
Ｔａｂ．６　Ｑｕａｎｔｉｔａｔｉｖｅｃｏｍｐａｒｉｓｏｎｒｅｓｕｌｔｓｏｆａｂｌａｔｉｏｎ

ｅｘｐｅｒｉｍｅｎｔｓｏｎＮｅｗＹｏｒｋｄａｔａｓｅｔｓ

方法 ＲＭＳＥ↓ ＳＳＩＭ↑ ＡＣＣ／％↑

原始模型 ３０．２６１７ ０．５７９４ ３９．４３６８

模型ｎｏＬＴＣＲ ３０．９４２６ ０．５７７４ ３８．０６４８

模型ｎｏＬｄｉｃｅ ３２．４７５２ ０．５６８４ ３６．３６８５

表７　洛杉矶数据集上消融实验的定量对比结果
Ｔａｂ．７　Ｑｕａｎｔｉｔａｔｉｖｅｃｏｍｐａｒｉｓｏｎｒｅｓｕｌｔｓｏｆａｂｌａｔｉｏｎ

ｅｘｐｅｒｉｍｅｎｔｓｏｎＬｏｓＡｎｇｅｌｅｓｄａｔａｓｅｔｓ

方法 ＲＭＳＥ↓ ＳＳＩＭ↑ ＡＣＣ／％↑

原始模型 １６．４７２８ ０．７３７９ ５５．６１０４

模型ｎｏＬＴＣＲ １７．９８４１ ０．７０２６ ５１．７９１７

模型ｎｏＬｄｉｃｅ １９．７１２７ ０．６９４５ ５０．２４３８

表８　多伦多数据集上消融实验的定量对比结果
Ｔａｂ．８　Ｑｕａｎｔｉｔａｔｉｖｅｃｏｍｐａｒｉｓｏｎｒｅｓｕｌｔｓｏｆａｂｌａｔｉｏｎ

ｅｘｐｅｒｉｍｅｎｔｓｏｎＴｏｒｏｎｔｏｄａｔａｓｅｔｓ

方法 ＲＭＳＥ↓ ＳＳＩＭ↑ ＡＣＣ／％↑

原始模型 ２３．７０５６ ０．６７８１ ４８．５２６３

模型ｎｏＬＴＣＲ ２４．３５７５ ０．６５２３ ４７．０２６８

模型ｎｏＬｄｉｃｅ ２７．８５４９ ０．６２０９ ４２．９１５７

４．５　局限性

本文提出的半监督网络地图生成模型旨在利

用少量配对样本数据实现高质量遥感影像到网络

地图的转换。但是由于数据种类的局限性，以及

网络结构固有的能力限制，经过丰富实验验证后

发现，在不同地域模型迁移能力和不同地物要素

准确识别等方面，模型表现出了一定的局限性。

如图７所示，在洛杉矶数据集上训练的模型迁移
到多伦多数据中，发现实验结果出现了严重的

失真。

（ａ）输入遥感影像
（ａ）Ｒｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｒｙ

同时在经过大量实验后，观测到部分数据的

参考地图仍然存在要素缺失的问题，经过模型的

转换后，这种问题仍然未能较好地解决。经过分

析，在模型中施加了变化一致性正则化和强增强

·７３１·
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（ｂ）真值图像
（ｂ）Ｇｒｏｕｎｄｔｒｕｔｈ

（ｃ）本文模型
（ｃ）Ｔｈｅｐｒｏｐｏｓｅｄｍｏｄｅｌ

图７　由洛杉矶数据集训练模型生成
多伦多地图定性结果

Ｆｉｇ．７　ＱｕａｌｉｔａｔｉｖｅｒｅｓｕｌｔｓｏｆｇｅｎｅｒａｔｉｎｇＴｏｒｏｎｔｏｍａｐｓ
ｂａｓｅｄｏｎｔｈｅｍｏｄｅｌｔｒａｉｎｅｄｂｙｔｈｅＬｏｓａｎｇｅｌｅｓｄａｔａｓｅｔｓ

一致性损失函数，确保了生成结果的几何准确性，

但是生成模型的突出问题就是具有较强的多样

性，而这种近似“主观”的特性会造成在地图生成

中带来无法控制的结果。如图８所示，对于植被
区域的绘图就时常被忽略。

（ａ）输入遥感影像
（ａ）Ｒｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｒｙ

（ｂ）真值图像
（ｂ）Ｇｒｏｕｎｄｔｒｕｔｈ

（ｃ）本文模型
（ｃ）Ｔｈｅｐｒｏｐｏｓｅｄｍｏｄｅｌ

图８　部分要素缺失的生成地图
Ｆｉｇ．８　Ｇｅｎｅｒａｔｅｍａｐｗｉｔｈｍｉｓｓｉｎｇｅｌｅｍｅｎｔｓ

５　结论

综上所述，本文拟面向同一地域不精确匹配

的遥感影像与网络地图数据，提出一种基于生成

对抗网络的半监督网络地图鲁棒域映射模型，克

服非精确匹配数据带来的不一致性问题，设计变

换一致性正则化和样本增强一致性学习策略，较

全监督／无监督学习方法能表现出更好的模型泛
化性能。本文的主要贡献包括三个方面：

１）提出了一种新颖的基于生成对抗网络
ＧＡＮ的半监督遥感影像生成网络地图模型，该模
型解决了现有的深度学习网络地图域映射方法所

面临的训练数据不精确匹配导致模型泛化性能低

的问题。

２）设计了一致性正则化的半监督训练策略。
首先使用小部分精确匹配的数据预训练网络，然

后引入多种影像增强方法使其产生几何变化，进

而在先验知识的基础上使用大量的非配对数据以

无监督方式训练网络。最后采用变换一致性损失

函数和样本增强一致性损失函数保证生成网络地

图的几何精度。

３）基于三个不同地域的数据集开展了充分
的实验验证，定量和定性的实验结果表明本文提

出的模型明显优于其他半监督或无监督模型，甚

至性能接近于全监督模型。

未来的工作拟针对海量易获取的非精确匹

配的遥感影像和网络地图样本，设计专门的自

动化数据清洗方法，解决人工筛选成本高的问

题。此外，还将研究在不生成完整金字塔的情

况下，保证不同层级网络地图中地物表述的一

致性问题。
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ＣＮＮｈｙｂｒｉｄｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋｆｏｒｓｅｍａｎｔｉｃｓｅｇｍｅｎｔａｔｉｏｎｏｆ
ｖｅｒｙｈｉｇｈｒｅｓｏｌｕｔｉｏｎｒｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｒｙ［Ｊ］． ＩＥＥＥ
ＴｒａｎｓａｃｔｉｏｎｓｏｎＧｅｏｓｃｉｅｎｃｅａｎｄＲｅｍｏｔｅＳｅｎｓｉｎｇ，２０２２，
６０：４４０８８２０．

［１４］　ＧＯＯＤＦＥＬＬＯＷＩ，ＰＯＵＧＥＴＡＢＡＤＩＥＪ，ＭＩＲＺＡＭ，ｅｔａｌ．
Ｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｓ［Ｊ］．Ｃｏｍｍｕｎｉｃａｔｉｏｎｓｏｆｔｈｅ

ＡＣＭ，２０２０，６３（１１）：１３９－１４４．
［１５］　ＫＩＮＧＭＡＤＰ，ＷＥＬＬＩＮＧＭ．ＳｔｏｃｈａｓｔｉｃｇｒａｄｉｅｎｔＶＢａｎｄｔｈｅ

ｖａｒｉａｔｉｏｎａｌａｕｔｏｅｎｃｏｄｅｒ［ＥＢ／ＯＬ］．（２０２２－１２－１０）［２０２４－
０１－０７］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／１３１２．６１１４ｖ７．

［１６］　ＨＯ Ｊ， ＪＡＩＮ Ａ Ｎ， ＡＢＢＥＥＬ Ｐ． Ｄｅｎｏｉｓｉｎｇ ｄｉｆｆｕｓｉｏｎ
ｐｒｏｂａｂｉｌｉｓｔｉｃｍｏｄｅｌｓ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌ
ＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ３３（ＮｅｕｒＩＰＳ２０２０），２０２０．

［１７］　ＭＩＲＺＡＭ，ＯＳＩＮＤＥＲＯＳ．Ｃｏｎｄｉｔｉｏｎａｌｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌ
ｎｅｔｓ［ＥＢ／ＯＬ］．（２０１４－１１－０６）［２０２４－０１－１２］．
ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／１４１１．１７８４．

［１８］　ＺＨＵＪＹ，ＰＡＲＫＴ，ＩＳＯＬＡＰ，ｅｔａｌ．Ｕｎｐａｉｒｅｄｉｍａｇｅｔｏ
ｉｍａｇｅ ｔｒａｎｓｌａｔｉｏｎ ｕｓｉｎｇ ｃｙｃｌｅｃｏｎｓｉｓｔｅｎｔ ａｄｖｅｒｓａｒｉａｌ
ｎｅｔｗｏｒｋｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ（ＩＣＣＶ），２０１７：２２４２－
２２５１．　

［１９］　ＷＵＨＫ，ＺＨＥＮＧＳ，ＺＨＡＮＧＪＧ，ｅｔａｌ．ＧＰＧＡＮ：ｔｏｗａｒｄｓ
ｒｅａｌｉｓｔｉｃｈｉｇｈｒｅｓｏｌｕｔｉｏｎｉｍａｇｅｂｌｅｎｄｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ｔｈｅ２７ｔｈＡＣＭＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭｕｌｔｉｍｅｄｉａ，２０１９：
２４８７－２４９５．

［２０］　ＤＥＭＩＲＵ，ＵＮＡＬＧ．Ｐａｔｃｈｂａｓｅｄｉｍａｇｅｉｎｐａｉｎｔｉｎｇｗｉｔｈ
ｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｓ［ＥＢ／ＯＬ］．（２０１８－０３－２０）
［２０２４－０２－０７］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／１８０３．０７４２２．

［２１］　ＫＩＭＨ，ＣＨＯＩＹ，ＫＩＭＪ，ｅｔａｌ．Ｅｘｐｌｏｉｔｉｎｇｓｐａｔｉａｌｄｉｍｅｎｓｉｏｎｓ
ｏｆｌａｔｅｎｔｉｎＧＡＮｆｏｒｒｅａｌｔｉｍｅｉｍａｇｅｅｄｉｔｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆｔｈｅＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０２１：８５２－８６１．

［２２］　ＭＥＮＧＣＬ，ＨＥＹＴ，ＳＯＮＧＹ，ｅｔａｌ．ＳＤＥｄｉｔ：ｇｕｉｄｅｄｉｍａｇｅ
ｓｙｎｔｈｅｓｉｓ ａｎｄ ｅｄｉｔｉｎｇ ｗｉｔｈ ｓｔｏｃｈａｓｔｉｃ ｄｉｆｆｅｒｅｎｔｉａｌ
ｅｑｕａｔｉｏｎｓ［ＥＢ／ＯＬ］．（２０２２－０１－０５）［２０２４－０２－０７］．
ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／２１０８．０１０７３ｖ２．

［２３］　ＮＧＵＹＥＮＴ，ＯＪＨＡＵ，ＬＩＹＨ，ｅｔａｌ．Ｅｄｉｔｏｎｅｆｏｒａｌｌ：
ｉｎｔｅｒａｃｔｉｖｅｂａｔｃｈｉｍａｇｅｅｄｉｔｉｎｇ［ＥＢ／ＯＬ］．（２０２４－０１－１８）
［２０２４－０３－１８］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／２４０１．１０２１９ｖ１．

［２４］　ＬＩＢＣ，ＬＩＸ，ＺＨＵＨ Ｘ，ｅｔａｌ．ＳｅＤ：ｓｅｍａｎｔｉｃａｗａｒｅ
ｄｉｓｃｒｉｍｉｎａｔｏｒｆｏｒｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ［ＥＢ／ＯＬ］．（２０２４－
０２－２９）［２０２４－０３－２０］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／
２４０２．１９３８７ｖ１．

［２５］　ＳＯＬＡＮＯＣＡＲＲＩＬＬＯＥ，ＲＯＤＲＩＧＵＥＺＡＢ，ＣＡＲＲＩＬＬＯ
ＰＥＲＥＺＢ，ｅｔａｌ．ＬｏｏｋＡＴＭＥ：ｔｈｅｄｉｓｃｒｉｍｉｎａｔｏｒｍｅａｎ
ｅｎｔｒｏｐｙｎｅｅｄｓａｔｔｅｎｔｉｏｎ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ／ＣＶＦ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ
Ｗｏｒｋｓｈｏｐｓ（ＣＶＰＲＷ），２０２３：７８７－７９６．

［２６］　ＸＵＹＲ，ＰＡＲＫＴ，ＺＨＡＮＧＲ，ｅｔａｌ．ＶｉｄｅｏＧｉｇａＧＡＮ：
ｔｏｗａｒｄｓｄｅｔａｉｌｒｉｃｈｖｉｄｅｏｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ［ＥＢ／ＯＬ］．（２０２４－
０３－０１）［２０２４－０３－２０］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／
２４０４．１２３８８ｖ２．

［２７］　ＺＨＡＮＧＫＨ，ＲＥＮＷ Ｑ，ＬＵＯＷ Ｈ，ｅｔａｌ．Ｄｅｅｐｉｍａｇｅ
ｄｅｂｌｕｒｒｉｎｇ：ａｓｕｒｖｅｙ［ＥＢ／ＯＬ］．（２０２２－０５－２８）［２０２４－
０３－２０］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／２２０１．１０７００．

［２８］　ＺＨＯＮＧＹ，ＬＩＵ ＬＺ，ＺＨＡＯ Ｄ，ｅｔａｌ．Ａ ｇｅｎｅｒａｔｉｖｅ
ａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｆｏｒｉｍａｇｅｄｅｎｏｉｓｉｎｇ［Ｊ］．ＭｕｌｔｉｍｅｄｉａＴｏｏｌｓ
ａｎｄＡｐｐｌｉｃａｔｉｏｎｓ，２０２０，７９（２３）：１６５１７－１６５２９．

［２９］　ＶＡＮ ＤＥＮ ＯＯＲＤ Ａ， ＫＡＬＣＨＢＲＥＮＮＥＲ Ｎ，
ＫＡＶＵＫＣＵＯＧＬＵＫ．Ｐｉｘｅｌｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋｓ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ３３ｒｄＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅ
Ｌｅａｒｎｉｎｇ，２０１６：１７４７－１７５６．

［３０］　ＤＩＮＨ Ｌ， ＳＯＨＬＤＩＣＫＳＴＥＩＮ Ｊ， ＢＥＮＧＩＯ Ｓ． Ｄｅｎｓｉｔｙ
ｅｓｔｉｍａｔｉｏｎｕｓｉｎｇｒｅａｌＮＶＰ［ＥＢ／ＯＬ］．（２０１７－０２－２７）
［２０２４－０３－２０］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／１６０５．０８８０３．

［３１］　ＣＯＲＤＴＳＭ，ＯＭＲＡＮＭ，ＲＡＭＯＳＳ，ｅｔａｌ．Ｔｈｅｃｉｔｙｓｃａｐｅｓ
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ｄａｔａｓｅｔｆｏｒｓｅｍａｎｔｉｃｕｒｂａｎ ｓｃｅｎｅｕｎｄｅｒｓｔａｎｄｉｎｇ［Ｃ］／／
ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄ
ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０１６：３２１３－３２２３．

［３２］　ＲＩＣＨＡＲＤＳＯＮＥ，ＡＬＡＬＵＦＹ，ＰＡＴＡＳＨＮＩＫ Ｏ，ｅｔａｌ．
Ｅｎｃｏｄｉｎｇｉｎｓｔｙｌｅ：ａＳｔｙｌｅＧＡＮｅｎｃｏｄｅｒｆｏｒｉｍａｇｅｔｏｉｍａｇｅ
ｔｒａｎｓｌａｔｉｏｎ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎ
ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０２１：
２２８７－２２９６．

［３３］　ＧＡＮＧＵＬ Ｓ， ＧＡＲＺＯＮ Ｐ， ＧＬＡＳＥＲ Ｎ． ＧｅｏＧＡＮ： ａ
ｃｏｎｄｉｔｉｏｎａｌＧＡＮｗｉｔｈｒｅｃｏｎｓｔｒｕｃｔｉｏｎａｎｄｓｔｙｌｅｌｏｓｓｔｏｇｅｎｅｒａｔｅ
ｓｔａｎｄａｒｄｌａｙｅｒｏｆｍａｐｓｆｒｏｍｓａｔｅｌｌｉｔｅｉｍａｇｅｓ［ＥＢ／ＯＬ］．（２０１９－
０４－２５）［２０２４－０３－２１］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／
１９０２．０５６１１．

［３４］　ＷＡＮＧＴＣ，ＬＩＵＭ Ｙ，ＺＨＵＪＹ，ｅｔａｌ．Ｈｉｇｈｒｅｓｏｌｕｔｉｏｎ
ｉｍａｇｅｓｙｎｔｈｅｓｉｓａｎｄｓｅｍａｎｔｉｃｍａｎｉｐｕｌａｔｉｏｎｗｉｔｈｃｏｎｄｉｔｉｏｎａｌ
ＧＡＮｓ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎ
ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ，２０１８：８７９８－
８８０７．　

［３５］　ＹＯＯＤ，ＫＩＭ Ｎ，ＰＡＲＫ Ｓ，ｅｔａｌ．Ｐｉｘｅｌｌｅｖｅｌｄｏｍａｉｎ
ｔｒａｎｓｆｅｒ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＥｕｒｏｐｅａｎＣｏｎｆｅｒｅｎｃｅｏｎ
ＣｏｍｐｕｔｅｒＶｉｓｉｏｎ，２０１６．

［３６］　ＫＩＭＴ，ＣＨＡＭ，ＫＩＭＨ，ｅｔａｌ．Ｌｅａｒｎｉｎｇｔｏｄｉｓｃｏｖｅｒｃｒｏｓｓ
ｄｏｍａｉｎｒｅｌａｔｉｏｎｓｗｉｔｈｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｓ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ３４ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅ
Ｌｅａｒｎｉｎｇ，２０１７：１８５７－１８６５．

［３７］　ＬＩＵＭＹ，ＢＲＥＵＥＬＴ，ＫＡＵＴＺＪ．Ｕｎｓｕｐｅｒｖｉｓｅｄｉｍａｇｅｔｏ
ｉｍａｇｅｔｒａｎｓｌａｔｉｏｎｎｅｔｗｏｒｋｓ［ＥＢ／ＯＬ］．（２０１８－０７－２３）
［２０２４－０３－２２］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／１７０３．００８４８．

［３８］　张刚．基于深度学习的遥感图像语义分割关键技术研
究［Ｄ］．成都：中国科学院大学（中国科学院光电技术研
究所），２０２０．
ＺＨＡＮＧＧ．Ｒｅｓｅａｒｃｈｏｎｋｅｙｔｅｃｈｎｏｌｏｇｉｅｓｏｆｒｅｍｏｔｅｓｅｎｓｉｎｇ
ｉｍａｇｅｓｅｍａｎｔｉｃｓｅｇｍｅｎｔａｔｉｏｎｂａｓｅｄｏｎｄｅｅｐｌｅａｒｎｉｎｇ［Ｄ］．

Ｃｈｅｎｇｄｕ：ＩｎｓｔｉｔｕｔｅｏｆＯｐｔｉｃｓａｎｄ Ｅｌｅｃｔｒｏｎｉｃｓ， Ｃｈｉｎｅｓｅ
ＡｃａｄｅｍｙｏｆＳｃｉｅｎｃｅｓ，２０２０．（ｉｎＣｈｉｎｅｓｅ）

［３９］　ＫＡＮＧＹＨ，ＧＡＯＳ，ＲＯＴＨＲＥ．Ｔｒａｎｓｆｅｒｒｉｎｇｍｕｌｔｉｓｃａｌｅ
ｍａｐｓｔｙｌｅｓｕｓｉｎｇ ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｓ［Ｊ］．
ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆＣａｒｔｏｇｒａｐｈｙ，２０１９，５（２／３）：１１５－
１４１．　

［４０］　ＳＯＮＧＪＱ，ＬＩＪ，ＣＨＥＮＨ，ｅｔａｌ．ＭａｐＧｅｎＧＡＮ：ａｆａｓｔ
ｔｒａｎｓｌａｔｏｒｆｏｒｒｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｔｏｍａｐｖｉａｕｎｓｕｐｅｒｖｉｓｅｄ
ａｄｖｅｒｓａｒｉａｌｌｅａｒｎｉｎｇ［Ｊ］．ＩＥＥＥＪｏｕｒｎａｌｏｆＳｅｌｅｃｔｅｄＴｏｐｉｃｓｉｎ
ＡｐｐｌｉｅｄＥａｒｔｈＯｂｓｅｒｖａｔｉｏｎｓａｎｄＲｅｍｏｔｅＳｅｎｓｉｎｇ，２０２１，１４：
２３４１－２３５７．

［４１］　ＳＯＮＧＪＱ，ＬＩＪ，ＣＨＥＮＨ，ｅｔａｌ．ＲＳＭＴ：ａｒｅｍｏｔｅｓｅｎｓｉｎｇ
ｉｍａｇｅｔｏｍａｐｔｒａｎｓｌａｔｉｏｎｍｏｄｅｌｖｉａａｄｖｅｒｓａｒｉａｌｄｅｅｐｔｒａｎｓｆｅｒ
ｌｅａｒｎｉｎｇ［Ｊ］．ＲｅｍｏｔｅＳｅｎｓｉｎｇ，２０２２，１４（４）：９１９．

［４２］　ＣＨＥＮＸ，ＣＨＥＮＳＱ，ＸＵＴ，ｅｔａｌ．ＳＭＡＰＧＡＮ：ｇｅｎｅｒａｔｉｖｅ
ａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｂａｓｅｄｓｅｍｉｓｕｐｅｒｖｉｓｅｄｓｔｙｌｅｄｍａｐｔｉｌｅ
ｇｅｎｅｒａｔｉｏｎｍｅｔｈｏｄ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＧｅｏｓｃｉｅｎｃｅａｎｄ
ＲｅｍｏｔｅＳｅｎｓｉｎｇ，２０２０，５９（５）：４３８８－４４０６．

［４３］　ＤＩＮＧＺＰ，ＷＡＮＧＢ，ＳＵＮＳＦ，ｅｔａｌ．ＩｍｐｒｏｖｅｄＳｍａｐＧＡＮ
ｒｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｍａｐｇｅｎｅｒａｔｉｏｎｂａｓｅｄｏｎｍｕｌｔｉｈｅａｄ
ｓｅｌｆａｔｔｅｎｔｉｏｎａｎｄｃａｒａｆｅ［Ｊ］．ＪｏｕｒｎａｌｏｆＡｐｐｌｉｅｄＲｅｍｏｔｅ
Ｓｅｎｓｉｎｇ，２０２４，１８（１）：０１４５２６．

［４４］　ＦＵＹ，ＬＩＡＮＧＳＺ，ＣＨＥＮＤＤ，ｅｔａｌ．Ｔｒａｎｓｌａｔｉｏｎｏｆａｅｒｉａｌ
ｉｍａｇｅｉｎｔｏｄｉｇｉｔａｌｍａｐｖｉａｄｉｓｃｒｉｍｉｎａｔｉｖｅｓｅｇｍｅｎｔａｔｉｏｎａｎｄ
ｃｒｅａｔｉｖｅｇｅｎｅｒａｔｉｏｎ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＧｅｏｓｃｉｅｎｃｅａｎｄ
ＲｅｍｏｔｅＳｅｎｓｉｎｇ，２０２２，６０：１－１５．

［４５］　ＣＨＥＮＬＷ，ＦＡＮＧ Ｚ，ＦＵ Ｙ．Ｃｏｎｓｉｓｔｅｎｃｙａｗａｒｅｍａｐ
ｇｅｎｅｒａｔｉｏｎａｔｍｕｌｔｉｐｌｅｚｏｏｍｌｅｖｅｌｓｕｓｉｎｇａｅｒｉａｌｉｍａｇｅ［Ｊ］．
ＩＥＥＥ Ｊｏｕｒｎａｌ ｏｆ Ｓｅｌｅｃｔｅｄ Ｔｏｐｉｃｓ ｉｎ Ａｐｐｌｉｅｄ Ｅａｒｔｈ
ＯｂｓｅｒｖａｔｉｏｎｓａｎｄＲｅｍｏｔｅＳｅｎｓｉｎｇ，２０２２，１５：５９５３－５９６６．

［４６］　ＶＡＮＥＮＧＥＬＥＮ ＪＥ，ＨＯＯＳＨ Ｈ．Ａ ｓｕｒｖｅｙｏｎｓｅｍｉ
ｓｕｐｅｒｖｉｓｅｄｌｅａｒｎｉｎｇ［Ｊ］．ＭａｃｈｉｎｅＬｅａｒｎｉｎｇ，２０２０，１０９（２）：
３７３－４４０．

·０４１·


