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摘　要：为了解决许多交通流预测研究方法不能全面地挖掘交通数据中的动态隐藏相关性的问题，研究
了动态时空变化特征，提出了一个基于编码器－解码器的交通预测模型。在模型中，编码器和解码器都主要
由多头时空注意力机制组成，在两者中间加入了连接注意力机制，以分析路网时空相关性。模型还使用时空

嵌入编码与自适应图卷积结合构成的动态嵌入模块来分析节点的动态和静态信息。在两个真实数据集上的

实验，证明了该时空模型在长短期流量预测的效果优于其他方法。因此，时空编码器－解码器模型能有效处
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理复杂的时空序列，提升交通流预测的准确性。
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　　 智慧交通系 统 （ｉｎｔｅｌｌｉｇｅｎｔｔｒａｎｓｐｏｒｔａｔｉｏｎ
ｓｙｓｔｅｍ，ＩＴＳ）是智慧城市中的重要组成部分［１］，预

测交通流量成为ＩＴＳ中至关重要的一个环节。交
通流的预测包括交通速度、密度、道路利用率、区

域流入流出车辆数等特征的预测。通过准确的交

通流量预测，路段的拥堵可以被提前警示，以提高

交通运输效率。交通流预测的宗旨是交通系统根

据历史的交通数据来预测未来的交通状况。近些

年来交通预测的研究与应用方面不断扩大，但仍

有部分因素导致交通预测成为一个有挑战性的任

务。这些因素包括：

１）复杂的空间相关性：路网的结构是基于非
欧几里得的，不同区域的道路状况也会因地理位

置的不同而具有差异性。

２）复杂的时间相关性：一个传感器附近的交
通流量与其历史交通流量息息相关。交通流量会

随着时间变化而动态变化。

３）长时间序列导致的误差传播［２］：在较长时

间序列中预测交通流量时，会随着时间步长增加

而导致预测结果与真实情况之间的误差增大。



国 防 科 技 大 学 学 报 第４７卷

交通流预测方法可以分成基于统计方法、机

器学习方法和深度学习的模型。最早的交通流预

测模型是统计模型，有历史平均值 （ｈｉｓｔｏｒｙ
ａｖｅｒａｇｅ，ＨＡ）［３］、自 回 归 综 合 移 动 平 均 值
（ａｕｔｏｒｅｇｒｅｓｓｉｖｅｉｎｔｅｇｒａｔｅｄｍｏｖｉｎｇａｖｅｒａｇｅ，ＡＲＩＭＡ）［４］、
向量自回归（ｖｅｃｔｏｒａｕｔｏｒｅｇｒｅｓｓｉｖｅ，ＶＡＲ）［５］和支持
向量回归（ｓｕｐｐｏｒｔｖｅｃｔｏｒｒｅｇｒｅｓｓｉｏｎ，ＳＶＲ）［６］等。
ＨＡ、ＡＲＩＭＡ、ＶＡＲ为基于统计方法的交通流预测
模型，它们使用历史数据进行预测，模型理论较为

简单，但是大部分模型都是基于线性基础的，因此

在变化大的交通流数据预测中很难体现准确的预

测结果。ＳＶＲ模型为基于机器学习的预测模型，
可以从数据中提取隐藏信息，但模型性能较差，预

测精度也不高。

近年来，深度学习模型被广泛用于交通流预

测，尤其是基于图结构的深度学习模型。许多科

研人员将交通路网建模为一个图结构，并使用图

卷积 神 经 网 络 （ｇｒａｐｈｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋ，
ＧＣＮ）［７］挖掘空间相关性。时间图卷积网络
（ｔｅｍｐｏｒａｌｇｒａｐｈｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋ，ＴＧＣＮ）［８］

结合 ＧＣＮ和门控递归单元（ｇａｔｅｄｒｅｃｕｒｒｅｎｔｕｎｉｔ，
ＧＲＵ），其中 ＧＣＮ捕获空间相关性，ＧＲＵ捕获时
间相关性。时空图卷积网络 （ｓｐａｔｉｏｔｅｍｐｏｒａｌ
ｇｒａｐｈｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓ，ＳＴＧＣＮ）［９］通过图对
交通网络进行建模，在时间、空间两个层次作用图

卷积，用于交通流量预测任务。随后一些模型中被

加入注意力机制来建模动态时空特征，基于注意力

机制的时空图卷积（ａｔｔｅｎｔｉｏｎｂａｓｅｄｓｐａｔｉａｌｔｅｍｐｏｒａｌ
ｇｒａｐｈｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓ，ＡＳＴＧＣＮ）［１０］提出了
基于注意力的时空图卷积网络模型来解决交通流

预测问题。然而以上模型都以固定的邻接矩阵来

表示交通路网中的道路连通性，因此图波网络

（ＧｒａｐｈＷａｖｅＮｅｔ）［１１］、自适应图卷积循环网络
（ａｄａｐｔｉｖｅｇｒａｐｈｃｏｎｖｏｌｕｔｉｏｎａｌｒｅｃｕｒｒｅｎｔｎｅｔｗｏｒｋ，
ＡＧＣＲＮ）［１２］通过开发一个新的自适应依赖矩阵
并通过节点嵌入来学习它，可以捕捉交通历史数

据中的隐藏空间依赖。文献［１３］利用图结构和
编码器－解码器结构，提出了一个基于图扩散注
意力的交通流预测模型，反映出了路网传感器之

间动态变化的交通流。

时空相关性的捕捉和节点的动态变化特征是

时序预测模型中需要关注的重点问题。因此本研

究的主要内容是设计一个基于编码器－解码器的
交通流预测模型，编码器负责对历史交通流量数

据进行编码并输出向量，解码器则将编码器输出

的向量转化为用于预测的输出序列。在两个真实

数据集上进行多项实验，目的是完善对数据的时

空关系建模，希望对现有的交通流预测模型做出

一定的创新和推动。

１　问题描述及研究动机

将交通路网定义为一个有向图结构 Ｇ＝（Ｖ，
Ｅ，Ａ）。在图Ｇ中：Ｖ代表道路网络上的顶点（例
如传感器设备），顶点个数 Ｎ＝ Ｖ，构成一个有
限集合；Ｅ是代表连接顶点之间具有连通性的一
组边；Ａ∈ＲＮ×Ｎ为加权邻接矩阵，代表节点之间的
连通性和邻近度，是通过道路距离测量得出的

结果。

时间步长 ｔ处的交通状况表示为图形信号
Ｘｔ，Ｘｔ∈Ｒ

Ｎ×Ｃ，其中 Ｃ代表交通流量特征的数目
（例如，交通量、交通速度等）。

该研究问题可表述为：给定历史时间步长为

Ｐ的历史数据 Ｘ＝（Ｘｔ，Ｘｔ＋１，…，ＸｔＰ），表示 Ｎ个
顶点的观测值，Ｘ∈ＲＮ×Ｐ×Ｃ，根据Ｘ预测所有顶点
的下一个 Ｑ个时间步长的交通状况 Ｙ＝（ＹｔＰ，
ＹｔＰ＋１，…，ＹｔＰ＋Ｑ），表示为Ｙ∈Ｒ

Ｎ×Ｑ×Ｄ。

考虑大多数基于 ＧＣＮ的模型容易忽略交通
流数据中同时存在的时间空间相关性以及每个节

点唯一的特征［８－９］。然而编码器－解码器结构和
注意力机制相融合的模型可以高效处理变长序

列，同时专注于每一个节点的时空变化特征。此

外，大部分方法使用的是预定义邻接矩阵来代表

路网节点之间的连通性，忽略了节点之间的隐藏

空间关联性。虽然部分模型［１１－１２］通过基于参数

学习自适应地捕捉空间相关性，但是它们忽略了

节点之间的依赖关系受到时间变化和空间位置变

化的影响，因此本模型将时空嵌入编码结合自适

应图卷积，将学习到的邻接矩阵随时空变化而自

适应改变。

２　研究方法和模型

２．１　时空编码器－解码器模型的总体架构

图１是时空编码器 －解码器模型的总体架
构。输入特征信息通过全连接层增加维度并提高

网络的表达能力。编码器和解码器都包含Ｌ个时
空多头注意力机制块，用于提取数据的时空相关

性。动态图卷积嵌入模块结合时空嵌入和自适应

图卷积，对节点的动态和静态状态分别进行嵌入。

连接注意力机制处理短期流量预测模块和编码器

的输出，并结合动态图卷积嵌入，将它们转换并送

入解码器。所有层的输出维度表示为Ｄ。下面会
详细介绍每个模块。

·４７１·



　第３期 张锦，等：面向交通流预测的时空编码器－解码器模型

图１　时空编码器－解码器模型的总体架构
Ｆｉｇ．１　Ｏｖｅｒａｌｌａｒｃｈｉｔｅｃｔｕｒｅｏｆｔｈｅｓｐａｔｉｏｔｅｍｐｏｒａｌｅｎｃｏｄｅｒｄｅｃｏｄｅｒｍｏｄｅｌ

２．２　短期流量预测模块

短期交通流量预测一般指预测未来 ３０ｍｉｎ
以内的流量。短期预测模块是 ＲｅＬＵ激活函
数［１４］和 卷 积 神 经 网 络 （ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，ＣＮＮ）［１５］构成，先前的研究已证实 ＣＮＮ
可有效获取短期时间依赖关系［１６］。本模块设计

结构如图２所示。把张量 Ｘ＝（Ｘｔ，Ｘｔ＋１，…，ＸｔＰ）
作为输入，得到了可初始化预测的一个张量。模

块的输出记作 ＸＳ∈Ｒ
Ｎ×Ｐ×Ｄ，从输入 Ｘ到输出 ＸＳ

的过程记为：

ＸＳ＝Ｓｈｏｒｔ（Ｘ）＋Ｘ （１）
式中，Ｓｈｏｒｔ代表短期流量输出函数。设置二维
卷积核大小为３×３，移动步长为１，且卷积层的
输入输出通道数都为６４。因为交通流数据是高
维度的，卷积神经网络共享卷积核，处理高维数

据压力较小，ＲｅＬＵ激活函数能加快网络训练速
度，增加网络非线性，且残差连接防止了梯度

爆炸等现象，所以基于ＣＮＮ和残差连接的短期
流量预测模块能在短期预测中达到很好的

效果。

图２　短期流量预测模块结构
Ｆｉｇ．２　Ｓｈｏｒｔｔｅｒｍｆｌｏｗｆｏｒｅｃａｓｔｉｎｇｍｏｄｕｌｅｓｔｒｕｃｔｕｒｅ

２．３　动态图卷积嵌入模块

２．３．１　时空嵌入
受到了 Ｔｒａｎｓｆｏｒｍｅｒ［１７］的启发，并遵循文

献［２］设计了时空嵌入编码，描述路网中的节点
在不同时间步长上所代表的位置信息。

空间嵌入将图 Ｇ顶点编码到交通路网图结

构中，表示为ｅｓ∈ＲＮ×Ｄ。这些向量描述了Ｎ个传
感器顶点的Ｄ维特征信息，构成了空间嵌入向量
集。这里的空间嵌入表示的是道路的静态情况，

是有预先定义性质的，所以还需要利用时间步长

来构造动态的时间嵌入。

时间嵌入考虑到交通流量的周期性变化，加

·５７１·
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入了１ｄ里的Ｔ个时间步长和７ｄ里的７个时间
步长来组成二维时间编码，并使用 Ｏｎｅｈｏｔ独热
编码来表示为 ｅｔ∈ＲＴ＋７，然后通过全连接层映射
到维度Ｄ。

最后，时空嵌入是空间嵌入和时间嵌入相加

而成，节点ｖｉ在时间步ｔｊ的表示为：
ｅｓｔｖｉ，ｔｊ＝ｆ１（ｅ

ｓ
ｖｉ）＋ｆ２（ｅ

ｔ
ｔｊ） （２）

式中，ｆ１，ｆ２代表映射维度的全连接层。Ｎ个节点
在 Ｐ＋Ｑ个时间步长的情况下表示为 ｅｓｔ∈
Ｒ（Ｐ＋Ｑ）×Ｎ×Ｄ，它包含了整个输入特征中历史时间
以及未来预测的时间片段信息。

２．３．２　自适应图卷积
在本模型中，ＧＣＮ直接用于结构化交通图形

数据，提取空间特征信息。

为了解决静态的预定义图很难体现相邻路网

节点之间真实依赖关系的问题，本设计提出了动

态自适应邻接矩阵 Ａａｐｔ，它能够从数据中自动学
习并推断出节点之间隐藏的相互依赖关系。许多

研究［１１，１８－１９］表明，使用自适应邻接矩阵代替预定

义邻接矩阵在交通预测任务中能体现出更多优

势。自适应矩阵为：

Ａａｐｔ＝Ｓｏｆｔｍａｘ（ＲｅＬＵ（ＥＡＥ
Ｔ
Ａ）） （３）

式中，ＥＡ∈Ｒ
Ｎ×Ｄ是随机初始化的可训练参数矩阵，

每一行表示节点的嵌入，Ｄ表示嵌入维度，通过ＥＡ
与自身的转置相乘，导出了所有节点的空间相关性

权重。因某些距离较远的节点之间连接性很弱，所

以需要使用 ＲｅＬＵ激活函数来消除弱连接性［１３］。

应用Ｓｏｆｔｍａｘ函数［２０］对自适应邻接矩阵进行归一

化。参考Ｘｉｅ等工作［７］，并通过结合自适应邻接矩

阵和输入的图结构信息，将ＧＣＮ操作定义为：
Ｚ＝ＲｅＬＵ（ＡａｐｔＸＷ＋ｂ） （４）

式中，Ｘ∈ＲＮ×Ｐ×Ｄ是 ＧＣＮ含有拓扑信息的输入特
征信息，Ｚ∈ＲＮ×Ｐ×Ｄ则是 ＧＣＮ的输出，Ｗ是可学
习权重矩阵，ｂ为偏置项。自适应图卷积可以自
动学习交通路网中节点邻域之间的具有变换性的

特征信息，提高了计算效率。

最后，通过时空嵌入增强自适应图卷积，提取

了交通路网中静态和动态的信息，得到动态图卷

积嵌入模块的最终输出ＸＧ∈Ｒ
Ｎ×Ｑ×Ｄ，表示为：

ＸＧ＝ｅ
ｓｔ
ｖｉ，ｔｊ＋Ｚ （５）

２．４　编码器－解码器模块

先前的研究图多头注意力网络（ｇｒａｐｈｍｕｌｔｉ
ａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋ，ＧＭＡＮ）［２］和时空 Ｔｒａｎｓｆｏｒｍｅｒ网
络 （ｓｐａｔｉａｌｔｅｍｐｏｒａｌ Ｔｒａｎｓｆｏｒｍｅｒ ｎｅｔｗｏｒｋｓ，
ＳＴＴＮ）［２１］等都使用了时空注意力，并将时空嵌入

或位置编码与注意力模块连接。但这些方法还不

足以充分挖掘隐藏状态下的时空依赖，因此本模

型通过融合动态图卷积嵌入来加强时空注意力机

制以解决此问题。

２．４．１　编码器
编码器主要的任务是将历史交通数据转化为

一个有隐藏含义的输出向量。２３节中的动态图
卷积嵌入模块的输出ＸＧ和输入特征 Ｘ分别送入
编码器的多头注意力机制模块中，编码器的输入

记为ＸＥｉｎ。
１）多头空间注意力机制。交通特征信息融

合动态图卷积嵌入能够自适应地捕捉交通路网中

传感器之间的相关性，关键思想是在不同的时间

步长向不同的顶点动态分配不同的权重。因此，

将ＸＥｉｎ映射到３个矩阵：ｑｕｅｒｙ矩阵 ＱＳ，ｋｅｙ矩阵
ＫＳ，ｖａｌｕｅ矩阵 ＶＳ。多头注意力机制可以关注多
个方面信息，以获取更完整的数据，将 ＱＳ，ＫＳ，ＶＳ
拆分成维度 ｄ＝Ｄ／ｈ，ｈ为多头注意力的头数目。
空间注意力机制可以描述为：

ＡＳ ＝
ｅｘｐ

ＱＳＫ
Ｔ
Ｓ

槡
( )Ｄ

∑
ＶＮ

ｖｉ＝１
ｅｘｐ

ＱＳＫ
Ｔ
Ｓ

槡
( )Ｄ

ＶＳ （６）

式中，ＡＳ∈Ｒ
Ｎ×Ｐ×Ｄ为注意力机制得分矩阵；分母槡Ｄ

是为了使训练过程中梯度值保持稳定；在交通路网

中，ＶＮ表示传感器（或节点的数量），通过归一化，
模型可以动态地比较不同节点的重要性。下一步，

将ｈ个头的空间注意力矩阵拼接在一起，得到：
ＭＡＳ＝

ｈ
ｉ＝１（ＡＳ１，…，ＡＳｈ）ＷＯ （７）

式中，ＷＯ∈Ｒ
Ｎ×Ｐ×Ｄ为可训练参数矩阵，　为拼接

操作。

２）多头时间注意力机制。因为时间相关性
会受到交通状态和相应时间段前后的影响，所以

主要任务是测量不同时间步长之间的相关性。上

述的融合数据信息能够自适应地对不同时间步长

之间的线性、非线性相关性进行建模。ＴＰ表示时
间窗口的长度（例如过去Ｐ个时间步），通过归一
化，模型可以比较不同时间步的贡献。同理，将时

间注意力机制表示为：

ＡＴ ＝
ｅｘｐ

ＱＴＫ
Ｔ
Ｔ

槡
( )Ｄ

∑
ＴＰ

ｔｉ＝１
ｅｘｐ

ＱＴＫ
Ｔ
Ｔ

槡
( )Ｄ

ＶＴ （８）

ＭＡＴ＝
ｈ
ｉ＝１（ＡＴ１，…，ＡＴｈ）ＷＯ （９）

时间注意力机制和空间注意力机制经过门控融
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合，得到编码器的多头时空注意力模块输出结果。

门控融合过程为：

ＯｕｔｐｕｔＡ＝λ⊙ＭＡＳ＋（１－λ）⊙ＭＡＴ （１０）
λ＝σ（ＭＡＳＷ１＋ＭＡＴＷ２＋ｂ） （１１）

其中：ＯｕｔｐｕｔＡ被临时定义为时空注意力机制结合
的输出结果；⊙为两个张量矩阵的点乘运算；Ｗ１，
Ｗ２为可训练参数矩阵；ｂ为偏置项；σ为 ｓｉｇｍｏｉｄ
激活函数；λ为门控单元。门控融合机制动态控制
每个顶点和时间步长处的空间和时间相关性。

为了解决梯度消失和可训练参数矩阵的退化

问题，编码器中使用残差连接并得到编码器的输

出ＸＥｏｕｔ∈Ｒ
Ｎ×Ｐ×Ｄ。为了使解码器能解析更多具

有价值的交通数据信息，更精准地预测短期交通

流量，将２２节短期流量预测模块的输出ＸＳ与编
码器的输出ＸＥｏｕｔ相加，得到编码器融合信息序列
ＸＥＳ∈Ｒ

Ｎ×Ｐ×Ｄ。

２．４．２　解码器
解码器的任务是预测交通流量，其输入的数

据都是Ｑ个时间步长。解码器接收从连接注意
力机制（下文介绍）中转化的编码器与短期流量

预测模块的融合输出，同时合并了动态图卷积嵌

入模块的结果，组成了解码器的输入 ＸＤｉｎ。在解
码器里，时空多头注意力机制的定义与上述编码

器中的形式大致相同，唯一改变的是输入的特征

信息。动态图卷积嵌入模块的输出 ＸＧ与连接注
意力机制的输出ＸＣ组成解码器的输入ＸＤｉｎ，因此
ＸＤｉｎ映射的３个矩阵变成了：

Ｑ＝ＸＤｉｎＷＱ
Ｋ＝ＸＤｉｎＷＫ
Ｖ＝ＸＤｉｎＷ

{
Ｖ

（１２）

其中，ＷＱ，ＷＫ，ＷＶ均为可训练参数矩阵。后续工
作与编码器的注意力机制同理，得到多头时空注

意力机制的输出为ＭＡ∈ＲＮ×Ｑ×Ｄ。数据通过残差
连接得到解码器的输出 ＸＤｏｕｔ∈Ｒ

Ｎ×Ｑ×Ｄ，其经过全

连接层并输出接下来 Ｑ个时间步长的交通流预
测数据。

２．５　连接注意力机制模块

连接注意力机制的主要目的是对未来 Ｑ个
时间步长和历史 Ｐ个时间步长之间的直接关系
建模，缓解预测中长时间范围内不同预测步长之

间的误差传播。２３１节中的时空嵌入模块会被
用于连接注意力机制，用于提供路网图形结构和

时间信息。

连接注意力机制模块的查询ｑｕｅｒｙ、键ｋｅｙ、值
ｖａｌｕｅ分别为 Ｑ个时间步长的时空嵌入 ｅｓｔＱ∈
ＲＱ×Ｎ×Ｄ、Ｐ个历史时间步长的时空嵌入 ｅｓｔＰ∈
ＲＰ×Ｎ×Ｄ、编码器和短期流量预测模块的融合输出
ＸＥＳ∈Ｒ

Ｎ×Ｐ×Ｄ。因此连接注意力得分矩阵可以描

述为：

　ＡＣ＝Ｓｏｆｔｍａｘ
（ＷＱｅ

ｓｔ
Ｑ）（ＷＰｅ

ｓｔ
Ｐ）
Ｔ

槡
( )Ｄ

ＷＶＸＥＳ （１３）

式中，ＷＱ，ＷＰ，ＷＶ均为可训练参数矩阵。接下来
多头连接注意力机制表示为：

ＭＡＣ＝
ｈ
ｉ＝１（ＡＣ１，…，ＡＣｈ）ＷＯ （１４）

ＭＡＣ经过一次全连接层的线性转化后，最终得到
了连接注意力机制模块的输出ＸＣ∈Ｒ

Ｎ×Ｑ×Ｄ，将Ｐ
长度的历史数据转化为 Ｑ长度的预测数据。连
接注意力机制的效果如图３所示，箭头代表交通
图中顶点Ｖｉ在对应２个时间之内的注意力得分。

图３　连接注意力机制模块示意图
Ｆｉｇ．３　Ｓｃｈｅｍａｔｉｃｄｉａｇｒａｍｏｆｔｈｅｃｏｎｎｅｃｔｉｏｎａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍｍｏｄｕｌｅ
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２．６　模型算法训练流程及时间复杂度分析

如算法１所示，模型时间复杂度包括：①全连
接网络层的时间复杂度（步骤 １、７），大约是
Ｏ（Ｎ）；②短期流量预测模块的时间复杂度（步
骤２），大约是 Ｏ（Ｎ）；③时空嵌入编码的时间成
本（步骤３）大约为 Ｏ（（Ｐ＋Ｑ）ＮＤ），其中 Ｐ、Ｑ、Ｄ
为常量（下文同理），因此时间复杂度约为Ｏ（Ｎ）；
④自适应图卷积模块的时间成本（步骤 ３）约为
Ｏ（Ｎ２Ｄ２），因此时间复杂度为 Ｏ（Ｎ２）；⑤多头时
空注意力模块的时间复杂度分别约为 Ｏ（Ｎ２ＤＰ）
（步骤４）和Ｏ（Ｎ２ＤＱ）（步骤６），因此复杂度约为
Ｏ（Ｎ２）；⑥连接注意力模块的时间成本约为
Ｏ（ＰＱＤＮ２），所以复杂度约为Ｏ（Ｎ２）；⑦损失函数
的时间复杂度（步骤８）大约为 Ｏ（Ｑ），所以复杂
度记为Ｏ（１）。因此时空编码器 －解码器算法训
练过程的总时间复杂度为 Ｏ（Ｎ＋Ｎ＋Ｎ＋Ｎ２＋
Ｎ２＋Ｎ２＋１）≈Ｏ（Ｎ２）。

算法１　时空编码器－解码器训练过程
Ａｌｇ．１　Ｔｒａｉｎｉｎｇｐｒｏｃｅｓｓｏｆｓｐａｔｉｏｔｅｍｐｏｒａｌｅｎｃｏｄｅｒｄｅｃｏｄｅｒ

输入：给定路网图Ｇ历史时间步长为Ｐ的历史数据Ｘ
输出：模型的参数

ｒｅｐｅａｔ
１．将历史数据 Ｘ输入全连接网络层得到高维度特征
数据Ｘ
２．通过式（１）处理Ｘ，得到短期流量预测模块输出ＸＳ

３．通过式（２）得到时空嵌入编码 ｅｓｔ，同时自适应图卷
积（式（４））计算输出矩阵Ｚ，两者相加得到图卷积嵌入
模块的输出ＸＧ
４．利用式（６）～（７）和式（８）～（９）分别得到编码器中
的多头空间注意力机制和多头时间注意力机制，并通

过式（１０）～（１１）对两者进行门控融合，得到编码器输
出ＸＥｏｕｔ，与ＸＳ相加得到ＸＥＳ

５．ｅｓｔ和ＸＥＳ接入连接注意力机制模块，通过式（１３）～

（１４）计算出矩阵ＸＣ
６．同步骤４中计算注意力机制的方式，将ＸＣ和ＸＧ送

入解码器中的多头时空注意力机制模块，门控融合机

制处理两者之后得到解码器输出ＸＤｏｕｔ
７．使用全连接网络层处理解码器输出特征，输出结果
为时空编码器－解码器的前向传播输出Ｙ

８．以 ＭＡＥ定义损失函数 ｌｏｓｓ＝ １Ｑ∑
ｔＰ＋Ｑ

ｔ＝ｔＰ＋１
Ｙｔ－Ｙ^ｔ，

Ａｄａｍ优化器［２２］反向传播优化模型参数

ｕｎｔｉｌ模型收敛
ｒｅｔｕｒｎ优化后的模型参数

３　实验与分析

３．１　数据集介绍

为了评估时空编码器 －解码器模型的性能，
本模型在两个不同的数据集上进行了实验：①
ＰＥＭＳＢＡＹ数据集［２２］，它包含由加州交通局性能

测 量 系 统 （ｐｅｒｆｏｒｍａｎｃｅ ｍｅａｓｕｒｅｍｅｎｔｓｙｓｔｅｍ，
ＰＥＭＳ）从海湾地区收集的 ２０１７年 １月 １日至
２０１７年５月３１日期间３２５个传感器的５个月交
通信息。②ＭＥＴＲＬＡ数据集［２２］，它包含从２０１２
年３月１日至２０１２年６月３０日在２０７个传感器
上记录的４个月的交通速度数据，这些数据是从
洛杉矶县高速公路的环形探测器收集的。

３．２　数据处理及实验设置

采用了与 ＧＭＡＮ［２］中相同的数据预处理程
序。在两个数据集中，时间步长１表示５ｍｉｎ，则
１ｄ的时间步长为２８８。使用ＺＳｃｏｒｅ方法对数据进
行归一化，训练集 ∶验证集 ∶测试集 ＝７∶１∶２。
为了构建道路网络图，将每个交通传感器视为一

个顶点，计算传感器之间成对的道路网络距离来

构造邻接矩阵：

Ａｉｊ＝
ｅｘｐ －

ｄｉｓｔ（ｖｉ，ｖｊ）
２

δ( )２ ，ｅｘｐ －
ｄｉｓｔ（ｖｉ，ｖｊ）

２

δ( )２ ≥ｅ

０，{
其他

（１５）
其中，Ａｉｊ表示传感器 ｖｉ和 ｖｊ之间的权重，ｄｉｓｔ（ｖｉ，
ｖｊ）为传感器ｖｉ和ｖｊ之间的道路网络距离，δ为距
离的标准偏差，ｅ为阈值（设置为０．１）。

实验在 ＧＰＵ环境下进行，用 Ｐｙｔｈｏｎ３．７和
Ｐｙｔｏｒｃｈ１．１２．１实现，选择的ＧＰＵ是ＴｅｓｌａＴ４。遵
循先前的工作，使用 Ｐ＝１２的历史步长来预测下
一个Ｑ＝３，６，１２（１５ｍｉｎ，３０ｍｉｎ，６０ｍｉｎ）的交通
状况。使用Ａｄａｍ优化器［２３］和０００１的初始学习
率训练模型，ｂａｔｃｈｓｉｚｅ选择３２。所有输出层维度
Ｄ＝６４。多头注意力机制中，设置头部ｈ＝８，每个
头的维度为８（ｄ＝Ｄ／ｈ）。编码器和解码器中多
头时空注意力块的数目都设置为３。采用平均绝
对误差（ｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒ，ＭＡＥ）、均方根误差
（ｒｏｏｔｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，ＲＭＳＥ）［２２］以及平均绝对
百分比误差 （ｍｅａｎａｂｓｏｌｕｔｅｐｅｒｃｅｎｔａｇｅｅｒｒｏｒ，
ＭＡＰＥ）三种广泛使用的指标来评估预测性能，它
们的定义如下，其中 Ｙｉ是实际值，而 Ｙ^ｉ是预
测值。

１）ＭＡＥ是预测值和实际值之间绝对差值的
平均值：

·８７１·
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ＭＡＥ＝
∑
Ｑ

ｔ＝１
Ｙｔ－Ｙ^ｔ
Ｑ （１６）

２）ＲＭＳＥ是预测值和实际值之间的差异的
度量：

ＲＭＳＥ＝
∑
Ｑ

ｔ＝１
（Ｙｔ－Ｙ^ｔ）

２

槡 Ｑ （１７）

３）ＭＡＰＥ是绝对百分比误差的平均值：

ＭＡＰＥ＝１Ｑ∑
Ｑ

ｔ＝１

Ｙｔ－Ｙ^ｔ
Ｙｔ

（１８）

３．３　模型对照基线

将时空编码器－解码器模型与以下模型进行
性能比较。ＡＲＩＭＡ［４］是使用时间序列数据之间
的相关性来预测交通流量的经典统计方法模型；

ＳＶＲ［６］是用支持向量机来进行交通流量预测的机
器学习方法模型；扩散卷积递归神经网络模型

（ｄｉｆｆｕｓｉｏｎｃｏｎｖｏｌｕｔｉｏｎａｌｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋ
ｍｏｄｅｌ，ＤＣＲＮＮ）［２４］是扩散卷积神经网络，融合时

间空间依赖性来预测交通流量；ＳＴＧＣＮ［９］是使用
空间域的图卷积和时间域的一维卷积来进行流量

预测；ＡＳＴＧＣＮ［１０］是使用时空注意力机制与图卷
积融合的交通流量预测模型；ＧｒａｐｈＷａｖｅＮｅｔ［１１］

在图卷积中引入自适应矩阵，能动态学习交通数

据的空间依赖关系；图多注意力网络模型（ｇｒａｐｈ
ｍｕｌｔｉａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋｍｏｄｅｌ，ＧＭＡＮ）［２］使用编码
器－解码器，结合注意力机制以及时空嵌入编码
预测交通流量。

３．４　实验结果

在ＭＥＴＲＬＡ和 ＰＥＭＳＢＡＹ数据集对比了时
空编码器－解码器模型与上述对照基线分别在时
间步为３（１５ｍｉｎ）、６（３０ｍｉｎ）、１２（６０ｍｉｎ）的性
能，结果见表１、表２。由表１、表２的结果得知：
①深度学习模型的性能优于统计方法和机器学习
方法的模型，证明了深度学习神经网络的强大以

及其在线性、非线性交通数据建模方面的能力；

②图卷积网络的模型（包括 ＤＣＲＮＮ、ＳＴＧＣＮ、
ＡＳＴＧＣＮ、ＧｒａｐｈＷａｖｅＮｅｔ、时空编码器 －解码器）

表１　时空编码器－解码器在ＭＥＴＲＬＡ数据集与对照基线的性能对比结果
Ｔａｂ．１　ＰｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｒｅｓｕｌｔｓｏｎＭＥＴＲＬＡｄａｔａｓｅｔｏｆｓｐａｔｉａｌｔｅｍｐｏｒａｌｅｎｃｏｄｅｒｄｅｃｏｄｅｒｍｏｄｅｌａｎｄｂａｓｅｌｉｎｅｓ

模型
１５ｍｉｎ ３０ｍｉｎ ６０ｍｉｎ

ＭＡＥ ＲＭＳＥ ＭＡＰＥ／％ ＭＡＥ ＲＭＳＥ ＭＡＰＥ／％ ＭＡＥ ＲＭＳＥ ＭＡＰＥ／％

ＡＲＩＭＡ ３．９９ ８．２１ ９．６０ ５．１５ １０．４５ １２．７０ ６．９ １３．２３ １７．４０

ＳＶＲ ３．９９ ８．４５ ９．３０ ５．０５ １０．８７ １２．１０ ６．７２ １３．７６ １６．７０

ＤＣＲＮＮ ２．７７ ５．３８ ７．３０ ３．１５ ６．４５ ８．８０ ３．６０ ７．６０ １０．５０

ＳＴＧＣＮ ２．８８ ５．７４ ７．６２ ３．４７ ７．２４ ９．５７ ４．５９ ９．４０ １２．７０

ＡＳＴＧＣＮ ２．７５ ５．６２ ７．５１ ３．３１ ６．９８ ９．３２ ４．５２ ９．２４ １２．６２

ＧｒａｐｈＷａｖｅＮｅｔ ２．６９ ５．１５ ６．９０ ３．０７ ６．２２ ８．３７ ３．５３ ７．３７ １０．０１

ＧＭＡＮ ２．６９ ５．５５ ７．４２ ３．１５ ６．７８ ９．０２ ４．０３ ８．１１ １１．７２

时空编码器－解码器 ２．５８ ４．８９ ６．６８ ２．８５ ５．８８ ８．１３ ３．２６ ７．０２ ９．４５

表２　时空编码器－解码器在ＰＥＭＳＢＡＹ数据集与对照基线的性能对比结果
Ｔａｂ．２　ＰｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｒｅｓｕｌｔｓｏｎＰＥＭＳＢＡＹｄａｔａｓｅｔｏｆｓｐａｔｉａｌｔｅｍｐｏｒａｌｅｎｃｏｄｅｒｄｅｃｏｄｅｒｍｏｄｅｌａｎｄｂａｓｅｌｉｎｅｓ

模型
１５ｍｉｎ ３０ｍｉｎ ６０ｍｉｎ

ＭＡＥ ＲＭＳＥ ＭＡＰＥ／％ ＭＡＥ ＲＭＳＥ ＭＡＰＥ／％ ＭＡＥ ＲＭＳＥ ＭＡＰＥ／％

ＡＲＩＭＡ １．６２ ３．３０ ３．５０ ２．３３ ４．７６ ５．４０ ３．３８ ６．５０ ８．３０

ＳＶＲ １．８５ ３．５９ ３．８０ ２．４８ ５．１８ ５．５０ ３．２８ ７．０８ ８．１２

ＤＣＲＮＮ １．３８ ２．９５ ２．９０ １．７４ ３．９７ ３．９０ ２．０７ ４．７４ ４．９０

ＳＴＧＣＮ １．３６ ２．９６ ２．９０ １．８１ ４．２７ ４．１７ ２．４９ ５．６９ ５．７９

ＡＳＴＧＣＮ １．３２ ２．７８ ２．７５ １．７５ ３．９８ ３．９５ ２．３２ ５．４１ ５．５１

ＧｒａｐｈＷａｖｅＮｅｔ １．３０ ２．７４ ２．７３ １．６３ ３．７０ ３．６７ １．９５ ４．５２ ４．６３

ＧＭＡＮ １．３４ ２．８２ ２．８１ １．６２ ３．７２ ３．６３ １．８６ ４．３２ ４．３１

时空编码器－解码器 １．２７ ２．４３ ２．６７ １．５６ ３．２２ ３．３６ １．７８ ３．９５ ３．８９

·９７１·
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的性能优势，表明了交通路网的图结构信息对

交通预测十分重要；③ＡＳＴＧＣＮ和 ＧＭＡＮ都使
用了时空注意力机制，且相对 ＤＣＲＮＮ、ＳＴＧＣＮ
性能较好，证明了注意力机制捕获时空相关性

的重要性；④相比较于基线模型，本模型体现
了最优的性能，且在长期流量预测和短期流量

预测中都体现出优异的效果。因此时空编码

器 －解码器模型更适合分析并预测交通流量
数据。

３．５　消融实验

为了验证时空编码器－解码器中每个模块的
重要性，在 ＰＥＭＳＢＡＹ、ＭＥＴＲＬＡ数据集上将模
型中的各个模块分别移除再进行性能测试实验。

分别移除自适应图卷积模块、短期流量预测模块、

连接注意力模块、空间注意力模块、时间注意力模

块进行实验，并依次命名为ｍｏｄｅｌＡｐｔＧＣＮ、ｍｏｄｅｌ
Ｓｈｏｒｔ、ｍｏｄｅｌｃｏｎｎ、ｍｏｄｅｌＳＡ、ｍｏｄｅｌＴＡ，本模型记

为ｍｏｄｅｌ。使用ＭＡＥ来测评。实验结果如图４所
示，图４表明：①时空编码器－解码器每个时间步
长的性能始终优于上述５个已拆分的模型，这表
明时空注意力机制结合自适应图卷积能在建模较

复杂的时空相关性方面展现出色的性能；②当时
空编码器－解码器移除短期流量预测模块时，可
以见到其预测３０ｍｉｎ内的流量精度有明显下降，
证明了短期流量预测模块的有效性；③当时空编
码器－解码器模型移除连接注意力机制模块时，
其性能在所有对比实验中表现最差，这也体现了

连接注意力机制能非常有效地缓解长时间范围内

的误差传播的影响，大幅提高流量预测结果的精

确度；④移除空间注意力模块，相比其他移除的模
块对预测精度的影响最小，由此可知，在自适应图

卷积捕获了空间信息之后，用空间注意力能起到

更好的效果，两者结合能更全面地捕获时空相

关性。

（ａ）ＰＥＭＳＢＡＹ１５ｍｉｎ的ＭＡＥ
（ａ）１５ｍｉｎＭＡＥｏｎＰＥＭＳＢＡＹ

（ｂ）ＰＥＭＳＢＡＹ３０ｍｉｎ的ＭＡＥ
（ｂ）３０ｍｉｎＭＡＥｏｎＰＥＭＳＢＡＹ

（ｃ）ＰＥＭＳＢＡＹ６０ｍｉｎ的ＭＡＥ
（ｃ）６０ｍｉｎＭＡＥｏｎＰＥＭＳＢＡＹ

（ｄ）ＭＥＴＲＬＡ１５ｍｉｎ的ＭＡＥ
（ｄ）１５ｍｉｎＭＡＥｏｎＭＥＴＲＬＡ

·０８１·
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（ｅ）ＭＥＴＲＬＡ３０ｍｉｎ的ＭＡＥ
（ｅ）３０ｍｉｎＭＡＥｏｎＭＥＴＲＬＡ

（ｆ）ＭＥＴＲＬＡ６０ｍｉｎ的ＭＡＥ
（ｆ）６０ｍｉｎＭＡＥｏｎＭＥＴＲＬＡ

图４　消融实验结果
Ｆｉｇ．４　Ｒｅｓｕｌｔｓｏｆａｂｌａｔｉｏｎｅｘｐｅｒｉｍｅｎｔｓ

３．６　时空多头注意力机制的特征融合方式评估

为了研究时间注意力、空间注意力机制的

特征融合方式对模型性能的影响，本实验分别

使用拼接、相加、门控融合机制三种方式评估了

它们对模型预测性能的影响。表３展示了时空
编码器 －解码器模型中时空注意力不同的组合

方式预测未来不同时间段流量的性能对比结

果，从中可知，使用门控融合机制在两个数据集

中表现都为最好，因此门控融合机制能将时空

注意力处理的数据信息充分结合，相比与其他

两种方式能最大限度地保证信息传输的完

整性。

表３　时空注意力不同组合方式的预测性能对比
Ｔａｂ．３　Ｃｏｍｐａｒｉｓｏｎｏｆｔｈｅｐｒｅｄｉｃｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｄｉｆｆｅｒｅｎｔｃｏｍｂｉｎａｔｉｏｎｓｏｆｓｐａｔｉｏｔｅｍｐｏｒａｌａｔｔｅｎｔｉｏｎ

数据集 融合方式
１５ｍｉｎ ３０ｍｉｎ ６０ｍｉｎ

ＭＡＥ ＲＭＳＥ ＭＡＰＥ／％ ＭＡＥ ＲＭＳＥ ＭＡＰＥ／％ ＭＡＥ ＲＭＳＥ ＭＡＰＥ／％

ＭＥＴＲＬＡ

拼接 ２．７３ ５．２５ ７．１２ ３．１３ ６．１２ ８．６２ ３．４７ ７．６６ １０．０１

相加 ２．６２ ５．１６ ６．９５ ３．０７ ６．０６ ８．２６ ３．３１ ７．２８ ９．７８

门控融合机制 ２．５８ ４．８９ ６．６８ ２．８５ ５．８８ ８．１３ ３．２６ ７．０２ ９．４５

ＰＥＭＳＢＡＹ

拼接 １．３０ ２．７１ ２．７５ １．６３ ３．６６ ３．６７ １．８９ ４．０１ 　４．０２

相加 １．２９ ２．６９ ２．７８ １．５９ ３．４８ ３．６３ １．８１ ３．９６ ３．９７

门控融合机制 １．２７ ２．４３ ２．６７ １．５６ ３．２２ ３．３６ １．７８ ３．９５ ３．８９

４　结论

本研究提出了一种面向交通流预测的时空编

码器－解码器模型，使用图结构和多头时空注意
力机制，全面地对交通路网进行时空建模。结合

不同实验，在两个真实世界的数据集上进行实验

评估之后，发现该模型不仅能很好地同时提取复

杂时空相关性，而且动态图卷积嵌入模块可以分

析路网图中的动态和静态数据信息，提高计算效

率并节省计算资源。实验结果表明，时空编码

器－解码器模型的性能比７个基线模型更优越。
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