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[bookmark: _Hlk186791731][bookmark: _Hlk199242262]摘  要：针对光伏组件损伤检测的难度大、现有检测技术对人力和算力的需求高的现状，基于YOLOv8n提出了一种改进的轻量化模型YOLOv8-DM，结合电致发光成像技术和目标检测方法，实现光伏组件缺陷检测。创新性的提出尺度特征自适应金字塔网络和倒置残差高效多尺度注意力机制，并引入结合动态卷积的Ghost模块，针对YOLOv8n模型在特征表达和多尺度目标识别方面的不足进行优化，增强细粒度检测能力并降低计算复杂度。YOLOv8-DM模型在经数据增强的PVEL-AD数据集上测试，召回率和mAP50较初始模型分别提升3%和3.3%，参数量与算力需求分别降低34%和20%，可以较好满足光伏组件缺陷检测任务中对低计算成本和高检测精度的实际需求。
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[bookmark: _Hlk199188216]Lightweight photovoltaic module defect detection with YOLOv8-DM
YANG Wei, ZHANG Changsheng* ,LIU Hui
( Faculty of Information Engineering and Automation，Kunming University of Science and Technology，Kunming Yunnan 650500，)
[bookmark: _Hlk199153398][bookmark: _Hlk199188268][bookmark: _Hlk199242381]Abstract: Given the challenges posed by photovoltaic component damage detection and the high demands placed on human and computational resources by existing detection technologies, an improved lightweight model named YOLOv8-DM was proposed based on YOLOv8n.  The integration of  Electroluminescence imaging with object detection methods was implemented to achieve PV defect detection. Innovative components were introduced, including a Dynamic Scale Feature Pyramid Network  and an Inverted Residual Multiscale Attention Mechanism, along with a Ghost module enhanced by dynamic convolution. These modifications were specifically designed to address the deficiencies observed in the YOLOv8n model regarding feature representation and multiscale object recognition, which enhanced fine-grained detection capabilities and reduced computational complexity. When evaluated on the augmented PVEL-AD dataset, the model demonstrated an improvement of 3% in recall rate and 3.3% in mAP50 compared to the baseline model, with a 34% reduction in parameter count and a 20% decrease in computational demand. The optimized architecture was validated to effectively meet the practical requirements for high-accuracy PV defect detection with lower computational costs.
Keywords: YOLOv8 ; Photovoltaic component defect detection; Scale adaptation; Model lightweighting
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光伏组件的损伤通常由生产缺陷、运输和安装过程中的外力、环境因素、不均匀载荷等多种因素共同引起，难以完全避免。这些损伤会导致发电效率降低、产生热点效应、缩短组件寿命，并增加电气失效的概率和安全隐患，最终引发系统性能下降和经济损失[1]。及时检测和修复光伏组件的损伤对于确保光伏系统的稳定性和可靠性至关重要。由于光伏组件常安装在偏远的户外，分布广泛，且许多损伤类型难以通过肉眼检测，需要借助复杂且成本较高的专业设备[2]，这使得光伏组件高频率全面检测存在较大挑战。
电致发光（Electroluminescence, EL）成像[3]是一种用于检测光伏组件缺陷的高精度方法。它通过在光伏组件上施加电流，使组件发光，并利用红外摄像机捕捉组件内部可能存在的缺陷，如裂纹、断栅等[4]，这为基于计算机视觉的光伏组件缺陷目标检测提供了便利[5]。
[bookmark: _Hlk193649981][bookmark: _Hlk186792091]目标检测方法经历了从传统技术到深度学习方法的逐步演进[6]。早期由Felzenszwalb等[7]提出的可变形部件模型（deformable part model）打破了纯手工特征与传统分类器组合的局限。Redmon等[8]提出 YOLO框架，率先将检测任务表述为端到端回归；Liu等[9]通过多尺度特征图与默认框设计，兼顾了速度与小目标性能。伴随Transformer的出现，Carion 等[10]把目标检测转化为序列建模问题，简化后处理流程；Chen等[11]验证对比学习在无监督预训练中的价值，为检测提供更强的通用特征。Shi 等[12]引入图神经网络刻画目标间关系，显著改善了复杂场景下的准确率。Bochkovskiy 等[13]通过系统级策略优化，实现了轻量与高精度平衡；Sun等[14]提出稀疏查询方案，显著降低计算量。Zhang等[15]结合动态解码与增强训练策略，使 Transformer检测模型收敛更快、精度更高。工业方面，百度[16]通过结构重参数化与训练技巧，在真实业务中展现高效率；Wang等[17]在轻量化与精度两端均刷新了实时检测基准。 Wang等[18]进一步精简网络、降低算量，在端到端实时检测场景中表现突出。	Comment by 威 杨: 仅出现一次，英文缩写已删除
这些基于深度学习的模型不仅提高了检测的精度和效率，还能够自动适应复杂的场景和多样化的缺陷类型。尽管已有的研究取得了显著进展，现有模型仍面临着在检测精度和计算效率之间的权衡问题，尤其是在光伏组件缺陷检测中的应用，仍然存在一定的挑战。
[bookmark: _Hlk193650126][bookmark: _Hlk193140983]Jiang等[19] 提出了基于注意力机制的多尺度 U型网络（Multi-scale U-Net）自动像素级微裂纹检测方法，通过EL图像实现光伏组件的微裂纹检测，这种方法通过引入注意力机制增强了网络对微裂纹的敏感性，但在多尺度特征融合和模型计算效率方面依然存在不足；后又进一步提出了基于注意力机制的分类和分割网络的方法[20]，进一步提升了对微裂纹检测的性能，但在面对复杂场景和实时性要求时，计算复杂度和推理速度的瓶颈依然制约其应用范围；Liu 等[21]采用基于分割的深度学习模型进行光伏电池裂缝检测，此方法显著提升了裂缝检测的效率，在解决复杂缺陷识别上有所突破，仍然未能有效解决计算资源的高需求和多尺度目标的检测问题；Alrifaey等[22]提出的混合深度学习模型通过集成多个子模型对光伏系统的故障进行分类，该方法提高了整体检测效果，但在实时检测和大规模光伏组件应用中的算力需求依然较高；Animashaun[23]与Hussain[24]则采用正则化卷积网络（Regularized CNN），通过地面建模实现了制造环节中的微裂纹自动检测；Li等[25]将基于时间-频率嵌入的小波变换与CNN-LSTM深度学习模型结合，用于提取初期故障的时频特征并捕捉信号的空间模式与时间依赖关系，虽能实现较为高效的配电系统初期故障检测，但无法对光伏组件故障具体情况进行定位；Lang[26]提出了一种结合Transformer和注意力机制，精度相对较高的缺陷检测方法，该方法在提高检测准确性方面取得了进展，但在处理复杂背景和多类型缺陷时，计算资源需求较高。陶志勇等[27]结合粒子群优化（particle swarm optimization）与支持向量机（support vector machine, SVM）提出了一种用于精准检测太阳能电池板裂缝的算法，该方法在提高检测精度的同时，充分考虑了算法的计算效率，但由于SVM的局限性，该方法在多类型缺陷的自动化识别上有所欠缺。Guo [28]通过优化卷积神经网络结构，提升了光伏模块缺陷检测的精确性和多场景适应性，但该方法依然面临在复杂场景下处理大规模数据时的计算瓶颈。周颖等[29]提出了一种改进YOLOv8模型的方法，利用数据增强、上下文聚合模块和多注意力检测头，成功提升YOLOv8在光伏电池缺陷检测中的精度，但其在特征表达和感受野范围方面依然存在一定的限制，无法充分应对多尺度和复杂缺陷的检测需求；张冀等[30]通过引入感受野坐标注意力和多尺度特征融合模块，进一步优化YOLOv8n模型，提升检测精度并保持轻量化设计，但在精度和计算效率要求更高的场景下，仍存在一定的适用性限制。
[bookmark: _Hlk199241262][bookmark: _Hlk186799988][bookmark: _Hlk199243037][bookmark: _Hlk199241780]针对检测技术在光伏缺陷检测中的不足，提出了一种改进的YOLOv8-DM模型，该模型结合光伏检测任务对高精度和鲁棒性的需求，高层筛选特征金字塔网络(high-level screening-feature pyramid network, HSFPN)基础上[31]，设计尺度特征自适应金字塔网络（dynamic scale feature pyramid network, DSFPN）[32]；将倒置残差结构[33]与EMA注意力机制（efficient multi-scale attention mechanism, EMA）结合[34]，提出倒置残差高效多尺度注意力机制（inverted residual efficient multi-scale attention mechanism, iRMA），增强模型对复杂背景和多尺度目标的检测能力；使用融合动态卷积（DynamicConv）的Ghost-D(Ghost-Dynamic)模块[35][36]改进C2f模块，优化特征提取效率，并显著降低计算复杂度。
1方法
[bookmark: _Hlk193653991][bookmark: _Hlk199243183]光伏组件缺陷检测面临多尺度目标、弱特征表征及复杂背景干扰等挑战，针对现有方法在特征敏感度与尺度适应性方面存在的不足，提出如图1所示的双路径优化框架：
   （1）特征提取增强：提出iRMA与动态Ghost-D模块，通过跨尺度特征融合与自适应卷积核优化，在低计算开销下增强微弱缺陷特征的显著性并抑制背景干扰；
   （2）特征融合优化：构建DSFPN网络，基于可学习权重实现跨尺度特征动态筛选与增强，抑制背景干扰并平衡尺度差异引发的误/漏检矛盾。	Comment by 威 杨: 改变图片在文中引用方式	Comment by 威 杨: 缩略语替换	Comment by 威 杨: 缩略语替换


图 1 YOLO-DM整体框图
[bookmark: _Hlk184993898]Fig.1 YOLO-DM General Framework
1.1 [bookmark: _Hlk193654264]iRMA倒置残差高效多尺度注意力机制
[bookmark: _Hlk193654247][bookmark: _Hlk199243536]传统的注意力机制通常需要依赖通道降维或逐像素的全局计算，导致信息丢失或计算量过大，限制了其在多尺度特征提取中的适应性。特别是在光伏缺陷检测任务中，不同尺度缺陷特征的依赖关系较为复杂，而现有注意力机制难以有效捕获局部细节与全局依赖，且由于大多数采用顺序处理方式，使其在高分辨率图像分析和实时检测中的效率受限。
为进一步优化光伏缺陷检测模型的特征提取能力，并降低计算成本，提出结合EMA的iRMA，其结构如图2所示。iRMA通过并行的1×1和3×3卷积提取多尺度特征，并在不同特征组内应用注意力权重生成，从而实现了局部和全局的注意力融合。这种分组处理与跨空间的注意力机制，使模型能够自适应地捕获像素级的关系并减少无关信息，解决了传统方法中信息丢失和计算成本高的问题。EMA模块还避免了通道降维操作，既保留了丰富的空间信息，也降低了整体计算复杂度。	Comment by 威 杨: 缩略语替换	Comment by 威 杨: 缩略语替换	Comment by 威 杨: 改变图片在文中引用格式


图 2 倒置残差高效多尺度注意力机制
Fig.2 Inverted Residual Efficient Multi-Scale Attention Mechanism
iRMA模块可以概括为：

		






为经过标准化操作后的输入特征图；为应用 EMA模块对标准化处理后的特征进行增强处理；为卷积核为1的卷积操作；为深度卷积操作，用于对特征进一步提取增强；为用于正则化和泛化能力的路径丢弃，由公式（2）实现；

[bookmark: MTBlankEqn]		




式中是一个随机生成的二进制掩码矩阵，元素值为0或1,每个元素有的概率为1，有的概率为0，其中即为路径丢弃的概率。

其中部分的计算公式为：

		






式中为特征图重塑后的分组表示，尺寸为；，分别为经过分组归一化和卷积核为3卷积处理后的特征图；AGP为用于生成空间全局特征的全局平均池化操作；Softmax用于特征融合生成归一化权重；MatMul为结合不同特征权重的矩阵乘法；为用于生成最终权重的sigmoid激活函数。
1.2 [bookmark: _Hlk193654376]C2f_GD轻量化拼接增强模块
[bookmark: _Hlk186792492]YOLOv8n的C2f模块结构如图3（b）所示，其通过减少通道数来实现压缩模型体积的目的，这也使其特征表达能力有所削弱。简化的设计使感受野受限，导致目标间空间关系捕捉不足，尤其在裂纹、断栅等细微缺陷的检测上表现受限。上下文理解能力缺乏，使其在目标密集或背景复杂的检测场景中易发生误检与漏检；且在处理噪声和低分辨率图像时鲁棒性不够。	Comment by 威 杨: 改变图片在文中引用方式
[bookmark: _Hlk193654413][bookmark: _Hlk199241989][bookmark: _Hlk186792635]为优化YOLOv8n主干网络的特征提取能力，使其更适应光伏组件缺陷检测任务，提出结构如图3（a）的C2f_GD，通过引入结构如图4Ghost模块和动态卷积，在保持高计算效率的同时，增强特征表达的能力。	Comment by 威 杨: 改变图片在文中引用方式	Comment by 威 杨: 改变图片在文中引用方式
	

	


	（a）C2f_GD结构
（a）C2f_GD structure
	(b) C2f结构
(b) C2f_GD structure


图3 瓶颈结构图
Fig.3 BottleNeck structure

图 4 Ghost-D结构
Fig.4 Ghost-D Structure
动态卷积使模型能够自适应地调整卷积核以适应不同输入，增强特征提取的灵活性；Ghost模块能够通过低计算开销的操作生成额外的特征图（即"幽灵特征"），目的在于保留尽可能多的信息，同时大大减少计算成本。生成的幽灵特征能够补充原有特征图的信息，增强模型的表达能力和鲁棒性。
若用s表示每个内在特征图生成的幽灵特征数量（s=3）；c为输入特征图的通道数；Ghost的计算加速比可由下式得到：

		


[bookmark: _Hlk193650469]在本模型中由于远远大于，该结构可为模型实现接近s倍的计算加速。
结合残差连接的DropPath机制，C2f_GD在减少计算负担的同时提升了模型的泛化性和稳定性，使其在实时检测任务中表现较为优越。
Ghost-D通过实现方式为：

		





式中为最终输出的特征图集合；为由标准卷积生成的内在特征图；为一系列廉价线性操作，将內在特征图扩展为幽灵特征；为每个内在特征生成的幽灵特征数。
Ghost-D结构中，GhostModule的主卷积层(primary_conv)与幽灵特征生成层(cheap_ operation)使用动态卷积来代替传统卷积（公式6）。主卷积层中，动态卷积被用来高效生成初始特征；而在幽灵特征生成层中，其又能通过自适应的轻量级卷积进一步扩展了特征空间。	Comment by 威 杨: 此处英文全称已作删减

		









式中，分别为动态卷积的输出和输入；为非线性激活函数；和分别为全连接层的权重矩阵和偏置向量;对应输入的注意力权重，满足=1；为标准卷积操作。
[bookmark: _Hlk193654495]通过引入iRMA和C2f_GD模块，主干网络在保持低计算开销的前提下，实现了对多尺度缺陷特征的精细化表达与高效提取，提升了模型在复杂背景环境下的特征判别能力，为后续DSFPN的有效实施奠定了稳固的特征基础。	Comment by 威 杨: 中文全称已删减
1.3 [bookmark: _Hlk193654538]尺度特征自适应金字塔网络(DSFPN)
[bookmark: _Hlk199244311][bookmark: _Hlk199244274]光伏缺陷检测面临图像分辨率低、瑕疵尺寸差异大、遮挡和背景干扰等挑战，传统方法难以兼顾细节捕获与全局语义，导致小目标漏检和遮挡信息丢失。为提升多尺度适应性与检测稳定性，本文提出结构如图5的DSFPN，通过特征筛选、融合与增强模块协同优化，有效提升复杂场景下的检测性能与鲁棒性。	Comment by 威 杨: 改变图片引用格式	Comment by 威 杨: 中文全称已删减


图 5 尺度特征自适应金字塔网络结构
Fig.5 DSFPN Architecture Diagram
1.4.1 
1.4.2 特征筛选
特征筛选是多尺度处理中关键环节，旨在提取关键信息并优化特征表达。为避免高低层特征直接融合带来的冗余与语义不一致，引入通道注意力机制，以高层语义特征生成权重，筛选低层特征中的有效信息，提升其语义表达能力，为后续特征融合打下高效基础[31]。
特征筛选通过通道注意力机制（channel attention, CA）和维度匹配模块（dimensional matching, DM）实现，核心目标是筛选出具有重要语义的低层特征。






对于特征图，其中是通道数，和分别为高度和宽度；对其进行全局平均池化和全局最大池化处理：

		

		


将全局平均池化和全局最大池化的结果输入两层全连接网络:	Comment by Ren: 多字母变量请改为单字母变量，多字母可作为下标	Comment by 威 杨: 已做更改

	





式中和是两层全连接层的权重矩阵其维度，分别为，，为压缩比例（reduction ratio），用于降低计算复杂度和规定参数量瓶颈层维度缩减程度。

将权重应用于原特征图，生成筛选后的特征图，并使用卷积核为1的卷积进行维度匹配，令通道数统一为256:

		
1.4.3 特征融合
结构如图6的特征融合在DSFPN中，通过整合不同层次的特征信息，实现全局语义与局部细节的有效结合，显著提升检测性能。	Comment by 威 杨: 改变图片引用格式	Comment by 威 杨: 中文全称已用缩略语替换


图 6 特征融合模块
Fig.6 Feature Fusion Module



区别于传统FPN的逐层采样方式，DSFPN利用高层特征生成权重，通过通道注意力筛除低层冗余信息，并与高层特征精确对齐，实现语义与空间信息的高效融合。为了统一高层特征和低层特征的空间分辨率，采用转置卷积和双线性插值（Bilinear Interpolation）：

		

使用通道注意力机制生成权重：

		


通过高层特征的权重对低层特征筛选，并与升维后的高层特征融合：

		


式中表示权重筛选后的低层特征；是升维后的高层特征。
1.4.4 特征增强
[bookmark: _Hlk193650792]特征增强模块（图7）通过将多尺度特征增强（MSFA，Multi-Scale Feature Augmentation）机制引入DSFPN，提升网络对不同尺度光伏缺陷的精准感知与识别能力。该机制的设计包含两个阶段：	Comment by 威 杨: 中文全称已用缩略语替换
a) 尺度感受野扩展阶段通过引入空洞卷积，在不增加计算量的情况下扩展感受野，增强模型对大目标的全局感知能力。结合多尺度特征融合，弥补空洞卷积可能导致的特征稀疏化问题，使模型在小目标的局部细节捕获方面仍能保持有效的信息表达（式16-17）；
b) 尺度自适应增强模块通过动态生成空间-通道自适应权重，强化目标区域特征表达并抑制背景干扰。模块首先融合多分支跨尺度特征，构建具有广域感受野的初始特征表达；随后分别采用5×5与7×7卷积核的可变形卷积结构，有效捕获局部细节特征与全局上下文语义信息，实现对不同尺度特征的动态适应；最后经空间-通道自适应权重对特征进行动态重校准，以残差形式显著强化关键语义区域表达，提升模型在复杂场景下的特征判别能力。（式14-15）。


图 7 多尺度特征感知机制
Fig.7 MSFA Mechanism
[bookmark: _Hlk186793067]尺度感受野扩展和尺度自适应增强的协同应用，使得模型在处理复杂场景和遮挡目标时表现更为鲁棒，显著提升特征的表达能力。







式中，，为卷积核为1的标准卷积操作，作用分别为调整通道关系和进行最终通道映射；，分别为卷积核为5和7的深度可变形卷积操作，分别起到了捕获局部上下文特征，捕获全局上下文特征的作用；为模块的尺度感受野扩展阶段的输出特征图，实现公式为

		





式中为输入特征经过卷积核为1的标准卷积拆分的两个部分，其中，为直接传递的分支，为进入递归特征提取的初始分支；计算公式为：

		





式中为该运算输入，为SAC的超参数，来源于预训练的检查点权重，为可学习的附加权重，用于微调第二项卷积的特性；为开关函数，具体实现方式为：

		





式中为Sigmoid函数；和为卷积核为1的标准卷积的权重和偏置；为池化区域大小，值为25；表示特征图上的位置索引。
[bookmark: _Hlk193654782]DSFPN通过特征筛选、融合与增强机制，动态优化主干网络提取的多尺度特征表达，有效降低尺度差异引起的漏检和误检风险，与主干网络优化策略协同提升YOLOv8-DM模型在复杂光伏检测场景下的精度和鲁棒性。	Comment by 威 杨: 中文全称已用缩略语替换
综上所述，YOLOv8-DM模型通过优化特征提取和特征表达能力，在理论上有效缓解了传统检测方法对尺度变化、弱特征捕捉与复杂背景抑制能力不足的问题。
2 数据集与实验分析
[bookmark: _Hlk193712291]2.1 实验平台和训练参数配置
[bookmark: _Hlk193712116][bookmark: _Hlk186793159]本章节涉及的实验其实验平台搭载 16核 i9-12900K CPU 和 双 NVIDIA RTX 4080 GPU，软件环境为 CUDA 12.6 和 Torch 2.4.0。实际具体训练参数(表1)，采用最多300轮训练，批次大小为32，优化器使用SGD并结合学习率衰减策略。引入自动混合精度（AMP）以提升计算效率，并设置提前停止机制（patience=50）防止过拟合。
表 1训练参数
Tab.1 Training Parameters
	参数
	值
	参数
	值

	训练的总轮数
	300
	优化器类型
	SGD

	图片尺寸
	640×640
	自动混合精度
	True

	批次
	32
	耐心值
	50


2.2 [bookmark: _Hlk184991521]评价指标



[bookmark: _Hlk193652706]在消融实验,数据增强策略对比实验和与其他模型对比实验中，选取精确率（）召回率（）平均精度（）作为精度衡量指标；

		

		

		

		
[bookmark: _Hlk186793349]在受试者工作特征曲线ROC(Receiver Operat-ing Characteristic)性能分析实验中，选取曲线下面积AUC(Area Under the Curve)为衡量指标：

		

		

		








式中为正确预测为正样本的数量；为错误预测为正样本的数量；为未能正确预测为正样本的数量；为在特定召回率下的精确率；为第个类别的平均精度。另选取模型参数数量（number of parameters），计算需求（FLOPs）权重文件大小（weight）为衡量模型资源需求指标。
2.3 数据集
[bookmark: _Hlk193656264][bookmark: _Hlk193655398][bookmark: _Hlk186389323]2.3.1数据来源
[bookmark: _Hlk193656252][bookmark: _Hlk193986499]PVEL-AD（photovoltaic electrolumines-cence anomaly detection）数据集是一个大规模、高质量的电致发光（EL）图像数据集，该数据集包含36,543张图像及40,358个标注框，覆盖裂纹（线状、星状）、断栅、黑芯、粗线、水平错位、短路等12种常见缺陷类型[37]。PVEL-AD数据集的构建需结合EL成像技术实现，EL图像采集子系统内部结构见（图8）。
[image: ]
图8 EL图像采集子系统
Fig.8 Image Acquisition Subsystem
在暗室中，光伏组件被传送至探针条下方，传感器向PLC发送信号后，PLC控制探针条缓慢下降，确保轻微接触组件以防损坏。随后，组件正极接入24V直流电源并通电8A，电压激发下发射波长1000-1200nm的近红外光，由冷却的Si-CCD相机捕捉，同时探针复位，传送带输送下一组件，循环进行。图像采集至存储全过程约1秒，支持实时检测需求，图像用于数据集构建。系统采用搭载SONY ICX825芯片的WP-US146单色近红外相机与VTG1214-M4镜头，距组件表面350mm，分辨率1024×1024，曝光时间0.7秒，确保清晰成像。
[bookmark: _Hlk193656317]2.3.2数据增强及依据
[bookmark: _Hlk193655526][bookmark: _Hlk193656370]基于PVEL-AD数据集，筛选裂纹、星状裂纹、粗线、断栅、黑芯、水平位移和短路这7种标签类别构建模型性能验证原始数据集，经过初步筛选的数据集依然存在较为严重的数据不平衡问题（图9），故通过数据重度增强技术（表2）对数据集进一步处理，以缓解因缺陷类别样本数量不均衡而引起的模型泛化能力不足问题；并模拟光伏电站中不同组件尺度变化及复杂信号干扰等实际环境因素。
	

	


	（a）经数据增强
（a）Augmented Dataset
	（b）原始数据集
（b）Raw Dataset

	



（c）缺陷样本


（c）Defective Samples
[bookmark: _Hlk186793485]图 9 缺陷样本占比
Fig.9 Defective Sample Ratio by Category
表 2 数据增强依据
Table 2 Basis for Data Augmentation
	增强程度
	依据

	轻度增强
	对比度调整
亮度变化
轻微裁剪

	中度增强
	旋转（≤20°）
缩放（0.8-1.2倍）
添加少量噪声

	重度增强
	大范围旋转（90°）
显著缩放（0.5-1.5倍）
强噪声注入


2.4 [bookmark: _Hlk184992217][bookmark: _Hlk186793670]消融实验
2.4.1 [bookmark: _Hlk199414293]YOLOv8-DM关键模块消融实验及分析
[bookmark: _Hlk199245503][bookmark: _Hlk199202062]本次消融实验中，通过分析模块A——特征融合在尺度特征自适应金字塔网络（Dynamic Scale Feature Pyramid Network, DSFPN）、B——倒置残差高效多尺度注意力机制和C——C2f-GD的单独作用及其组合效果，旨在体现A+B+C组合的显著优越性，消融实验结果见表3。

[bookmark: _Hlk199414260][bookmark: _Hlk186371925]表3  YOLOv8-DM消融实验	Comment by Ren: 第一列第一行空白
Tab.3 Ablation Study on YOLOv8-DM
	
	A
	B
	C
	P
	R
	mAP50
	Weight
	Parameters/units
	FLOPs/GFLOPs

	Ⅰ
	√
	
	
	0.895
	0.862
	0.932
	4.241
	1963557
	6.921

	Ⅱ
	
	√
	
	0.858
	0.882
	0.930
	6.507
	3116323
	8.272

	Ⅲ
	
	
	√
	0.837
	0.872
	0.910
	4.573
	2184501
	5.829

	Ⅳ
	√
	√
	
	0.847
	0.896
	0.931
	4.859
	2312048
	7.927

	Ⅴ
	
	√
	√
	0.869
	0.875
	0.922
	5.636
	2655541
	6.856

	Ⅵ
	√
	
	√
	0.820
	0.857
	0.908
	3.263
	1542549
	5.517

	Ⅶ
	√
	√
	√
	0.925
	0.887
	0.941
	4.102
	1981040
	6.464



Ⅶ组合精确率（P=0.925）、召回率（R=0.887）和mAP50（0.941）性能上全面领先于其他配置。其中，精确率比Ⅰ到Ⅵ组合分别提升3.4%、6.7%、8.8%、7.8%、10.5%；召回率比比Ⅰ到Ⅵ组合分别提升2.5%、0.5%、1.5%、-0.9%、3%；mAP50相比单模块比Ⅰ到Ⅴ组合分别提升0.9%、1.1%、3.1%、1%、3.3%。这些数据表明Ⅶ组合在检测完整性和精准性上实现了较全面的优化，特别是在复杂场景中展现了出色的鲁棒性。
Ⅶ组合参数量为1981040和FLOPs为6.464，仅略高于Ⅰ（参数量为1963557，算力需求为6.921GFLOPs）和Ⅵ（参数量为1542549，算力需求为5.517GFLOPs），在资源效率上表现出色。这一表现充分说明Ⅶ在显著提升检测性能的同时，并未显著增加模型复杂度，保持了较高的计算效率，非常适合资源有限的实时检测任务。
[bookmark: _Hlk186797916]从模块协同的角度分析，A模块的多尺度特征融合提升了全局检测精度，B模块的多尺度注意力机制显著增强了召回率，C模块则通过轻量化设计优化了计算开销。Ⅶ组合通过有机结合三者的优点，较好地平衡了性能、召回率和效率之间的关系。
2.4.2 DSFPN关键模块消融实验及分析
[bookmark: _Hlk186304144]为评估各模块对 DSFPN金字塔网络性能的贡献，本次消融实验分析了在主干网络优化提取特征的能力后，A（特征筛选）、B（特征融合）和C（特征增强）的单独效果及其组合效果。实验旨在揭示A+B+C组合在提升DSFPN性能方面的显著作用，相关实验结果见表4。

表4 DSFPN 消融实验
Tab.4 Ablation Study on DSFPN
	
	A
	B
	C
	P
	R
	mAP50
	Weight
	Parameters/units
	FLOPs/GFLOPs

	Ⅰ
	√
	
	
	0.822
	0.861
	0.903
	3.251
	1534133
	5.031

	Ⅱ
	
	√
	
	0.846
	0.864
	0.918
	3.337
	1569077
	5.621

	Ⅲ
	
	
	√
	0.861
	0.870
	0.915
	3.551
	1659488
	5.617

	Ⅳ
	
	√
	√
	0.879
	0.875
	0.930
	3.981
	1848032
	6.562

	Ⅴ
	√
	√
	
	0.857
	0.868
	0.923
	3.664
	1722677
	5.976

	Ⅵ
	√
	
	√
	0.898
	0.876
	0.934
	3.674
	1702496
	5.619

	Ⅶ
	√
	√
	√
	0.925
	0.887
	0.941
	4.102
	1981040
	6.464



模块A和B的精确率分别为0.822和0.846，而模块C（Ⅲ组）使精确率提高至0.861，突出表现在减少假阳性；Ⅴ组精确率为0.857，Ⅵ组提升至0.898，Ⅶ组达到0.925，显示A、B、C的结合在提升模型对负例识别的能力上尤为有效。在召回率方面，模块A、B的召回率分别为0.861和0.864，C的加入使其略升至0.870；Ⅴ组召回率为0.868，Ⅵ组为0.876，Ⅶ组达到0.887，三个模块的协同提升对正例的识别，并减少漏检。mAP50指标方面，模块A、B、C单独使用时分别为0.903、0.918、0.915；Ⅳ组为0.930，Ⅴ组为0.923，Ⅶ组为0.941，显示三者结合在目标检测精度上具有明显优势。在资源消耗方面，Ⅶ组的权重文件最大，FLOPs最高，分别为4.102M和6.464GFLOPs，但其对比其余组合性能提升也最为显著。
消融实验表明特征筛选、特征融合和特征增强模块的组合显著提升DSFPN金字塔网络的性能，在光伏组件缺陷目标检测任务中，三者结合展现了最优效果。
2.5 [bookmark: _Hlk199245763]策略有效性分析
为证实优化策略的有效性，对YOLOv8n和YOLO-DM在典型光伏组件缺陷上的性能进行了对比分析。通过分析受试者工作特征（Receiver Operating Characteristic ,ROC）曲线和比较曲线下面积（Area Under the Curve, AUC）值，评估两种模型在真阳性率（True Positive Rate, TPR）与假阳性率（False Positive Rate, FPR）之间的平衡能力；结合热力图分析，进一步揭示其在缺陷定位与特征提取方面的实际效果。
2.5.1 [bookmark: _Hlk193709189]ROC性能分析
实验通过比较YOLOv8与YOLO-DM在六种不同复杂程度的工业缺陷（水平位移、裂纹、短路、粗线、断栅、星状裂纹）上的ROC曲线和AUC值（图10），深入探讨两者在缺陷检测中的性能差异。实验中统一设置IoU阈值为0.7，以确保评估结果的科学性。

	[image: ]
(a)水平位移受试者工作特征曲线
(a)ROC for horizontal_disloca-tion
	[image: ]
(b)裂纹受试者工作特征曲线
(b)ROC for crack
	[image: ]
(c)短路受试者工作特征曲线
(c)ROC for short_circuit

	[image: ]
(d)粗线受试者工作特征曲线
(d)ROC for thick_line
	[image: ]
(e)断栅受试者工作特征曲线
(e)ROC for finger
	[image: ]
(f)星状裂纹受试者工作特征曲线	Comment by Ren: 横、纵坐标中文	Comment by 威 杨: 实验室服务器在被使用，我的电脑打印汉字有乱码，我先提供横/竖坐标中文，和字体扩大的图片
纵——真阳性率
横——假阳性率	Comment by 威 杨: 如放大倍数依旧不够，请告知	Comment by 威 杨: 中文版可能得晚上或者下午才能给您	Comment by 威 杨: 我以替换完毕，可能因为显示设备分辨率问题，我现在是可以看清的，如果您觉得倍数不够，我再放大
(f)ROC for star_circuit


图10 各缺陷类型受试者工作特征曲线
Fig.10 Receiver Operating Characteristic Curves for Each Defect Type

[bookmark: _Hlk193709490]实验结果表明，YOLOv8-DM在复杂缺陷检测中表现出显著优势，特别是在水平位移和粗线这类需要精细特征捕捉的缺陷中，AUC值分别提升了0.062和0.041，且在低FPR（<0.3）区域，YOLOv8-DM的ROC曲线显著高于YOLOv8，TPR大幅提升，表明其对细微、不规则缺陷的敏感性和鲁棒性得到增强。在中等检测难度缺陷如裂纹和断栅中，YOLOv8-DM也展现出良好的性能提升，AUC值分别提高了0.027和0.022，模型稳定性得到增强，适应性更强。对于特征明显且易于区分的缺陷，如短路、星状裂纹，YOLOv8-DM的优化效果相对较小，但仍在降低误报率方面表现出一定的优势。	Comment by 威 杨: 中文全称已删除	Comment by 威 杨: 中文全称已删除
[bookmark: _Hlk193217045]ROC曲线趋势分析表明，YOLOv8-DM在低FPR（<0.3）区域优势显著，能够有效提高TPR，尤其在水平位移和裂纹等细微缺陷检测中展现出更高的敏感度和准确性。在中等假阳性率（FPR≈0.4）区域，YOLOv8-DM在粗线、断栅缺陷等多种类型上的检测性能稳定，体现其对复杂缺陷种类的检测也有较好的鲁棒性。综合来看，YOLOv8-DM在复杂缺陷检测上具有明显优势，在简单缺陷的检测中保持了较高的稳定性和准确性。	Comment by 威 杨: 中文全称已删除	Comment by 威 杨: 中文全称已删除
2.5.2 [bookmark: _Hlk193709906]模型可视化分析
[bookmark: _Hlk193709928]从光伏缺陷数据集中选取了具有代表性的5张图片，使用梯度加权类激活映射（Grad-CAM）计算模型在最终卷积层的特征激活，并生成热力图，图片涵盖了数据集中所有的缺陷类别标签。这些图片的选取基于以下标准：覆盖了单一缺陷与多缺陷并存的简单与复杂场景；包含了缺陷边界清晰和模糊两种情况；有不同程度的背景噪声。
热力图（图11）如图11所示，优化模型能够更精准地聚焦缺陷区域，同时有效抑制背景噪声。优化模型在裂纹（a）边缘、断栅（b）位置和水平位移（c）分布等关键区域的响应高度集中，而初始YOLOv8n模型的响应较为分散，增加了误检风险。	Comment by Ren: 图11为……	Comment by 威 杨: 回复图11引用批注——已做更改
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图11热力图可视化对比
Fig.11 Heatmap visualization comparison.
[bookmark: _Hlk193709941]优化模型在复杂场景下，如多缺陷共存(b)或亮度不均(e)，依然保持稳定的热力分布，而初始模型在高噪声环境下易出现响应紊乱，难以稳定捕获缺陷区域。由此可得出结论：优化模型在定量性能指标、特征提取集中性、背景抑制能力和复杂场景鲁棒性方面均显著优于初始YOLOv8n模型。
2.6 [bookmark: _Hlk193710100]与其他模型对比实验
[bookmark: _Hlk186798604]为体现YOLO-DM性能，与主流目标检测模型进行对比，其结果如表5，这些模型代表了从轻量化到高性能的不同策略。以下所有模型训练过程中，除模型内置参数外均采用表1训练参数配置。	Comment by 威 杨: 文中引用方式已修改

表5 各模型实验结果
Tab.5 Experimental Results of Various Models

	Backbone
	model
	P
	R
	mAP50
	weight
	Parameters/units
	FLOPs/GFLOPs

	[bookmark: _Hlk184750901]VGG16
	Faster-RCNN
	0.869
	0.852
	0.890
	171.479
	43894707
	215.542

	ResNet-50
	Faster-RCNN
	0.846
	0.897
	0.630
	161.965
	41304286
	133.976

	
	RT-detr-x
	0.923
	0.893
	0.939
	135.425
	65482077
	232.685

	
	RT-detr-l
	0.893
	0.872
	0.931
	66.179
	31998381
	108.344

	Darknet-53
	v3-tiny
	0.743
	0.743
	0.824
	24.385
	12131262
	19.051

	YOLO-Net
	v9c
	0.874
	0.901
	0.933
	51.642
	25324645
	103.709

	CSPDarknet53
	v11n
	0.896
	0.844
	0.917
	5.653
	2583517
	6.447

	
	v10n
	0.859
	0.873
	0.906
	5.661
	2697146
	8.406

	
	v6
	0.887
	0.896
	0.922
	8.674
	4234437
	11.872

	
	ASF-yolo
	0.842
	0.886
	0.920
	6.382
	3050981
	8.692

	
	GoldYolo
	0.874
	0.862
	0.922
	16.618
	8061733
	17.642

	
	v8-BiFPN
	0.905
	0.880
	0.932
	5.803
	2783985
	8.247

	
	v8s
	0.899
	0.890
	0.934
	22.512
	11128293
	28.660

	
	v8n
	0.820
	0.857
	0.908
	6.318
	3007031
	8.201

	
	YOLO-DM
	0.925
	0.887
	0.941
	4.102
	1981040
	6.564



精度（Precision）方面，YOLO-DM为0.925，是所有对比模型中最高，这表明该模型在减少误报方面具有优势，相较YOLOv8-BiFPN（0.905）、YOLOv9c（0.874）和ASF-yolo（0.842），仅有RT-detr-x（0.923）能在精度上接近YOLO-DM。对召回率（Recall）进行分析，YOLO-DM（0.887），体现出其在识别正例的能力上的优越性能。与YOLOv8n和YOLOv6的召回率（0.857和0.896）相比，该模型实现了精度与召回率之间的平衡。在mAP50指标上，YOLO-DM（0.941）显著高于其他相近体量的模型，如YOLOv8s（0.934）、YOLOv6（0.922）和GoldYolo（0.922），对比计算量需求更大的Faster-RCNN（0.890）和RT-detr-x（0.939）也能略优，这表明该模型在适应复杂背景和多尺度目标检测任务时表现优越。
[bookmark: _Hlk184840718][bookmark: _Hlk193710292]对模型复杂度和计算效率角度分析，该模型的参数量为1.98M，显著小于YOLOv8s（11.1M）、YOLOv9c（25.3M）和ASF-yolo（3.05M），相较于初始yolov8n（3M）模型参数量减少30%，体现了其在硬件资源受限的环境中更好的适应性。计算效率方面，YOLO-DM的计算需求为6.564 GFLOPs，低于YOLOv9c（103.709 GFLOPs）、YOLOv8s（28.660 GFLOPs）和ASF-yolo（8.692 GFLOPs）。这种高计算效率，使其能够快速推理，非常适合实时应用场景。其他模型如YOLOv3-tiny和YOLOv10n在参数量上虽相对较小（分别为12.1M,2.69M），但其综合检测性能明显低于YOLO-DM，难以满足复杂场景中的高精度检测需求。
总体而言，YOLO-DM凭借其优异的精度（0.925）、良好的召回率（0.887）、最佳的mAP50（0.941），以及显著降低的参数量和计算复杂度，在本实验中表现突出。相比YOLOv8s、YOLOv9c等模型，YOLO-DM在保持高检测精度的同时，有效减少了对计算资源的需求，适合应用于需要快速响应和资源受限的环境中。
3  结论
本文针对光伏组件缺陷检测任务中存在的高人力和算力需求，以及现有检测模型在特征表达和多尺度目标识别能力上的不足，提出了一种改进的轻量化模型YOLOv8-DM。该模型基于YOLOv8n进行优化设计，针对EL成像光伏组件缺陷检测的需求，引入DSFPN、倒置残差高效多尺度注意力机制以及融合动态卷积与Ghost模块的Ghost-D模块，以提升检测精度与鲁棒性。这些创新使得YOLOv8-DM能够在复杂检测场景中实现高精度的缺陷识别，同时显著降低计算资源的消耗。	Comment by 威 杨: 删除中文缩略语	Comment by 威 杨: 删除中文全称
[bookmark: _Hlk199163328]实验验证YOLOv8-DM模型在重度数据增强后的PVEL-AD数据集上的表现，精度（Precision）达到0.925，召回率（Recall）和平均精度（mAP50）分别达到0.887和0.941，相较于原始YOLOv8n模型分别提升了3%和3.3%。与其他主流目标检测模型相比，YOLOv8-DM模型参数量仅为198万，FLOPs仅为6.564G，相较于原始模型，参数量减少了34%，计算复杂度降低了20%。YOLOv8-DM的低计算复杂度和参数量，显著减少了对硬件资源的依赖，更适合于参数和存储资源受限的设备上部署。
[bookmark: _Hlk186799250][bookmark: _Hlk186799278][bookmark: _Hlk186799312]为进一步验证YOLOv8-DM模型在光伏缺陷检测任务中的性能提升，对改进模型与初始模型进行了热力图对比和各个缺陷类型下的ROC性能分析，AUC最大提升幅度达到6.2%，在检测较为简单缺陷类型上也能实现最低1.3%的提升；热力图可视化分析证实，YOLOv8-DM检测结果更为精准且鲁棒。结果证实，YOLOv8-DM较为成功地解决了初始模型在特征表达能力和多尺度目标检测上的不足。
综上所述，YOLOv8-DM模型在光伏组件缺陷检测任务中展现了较高的实用性和应用前景。其在精准检测与资源消耗优化上的突破性表现，不仅为光伏组件检测领域提供了一种高效、轻量化的解决方案，也为其他工业缺陷检测任务的模型优化提供了重要参考。
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