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[bookmark: _GoBack]摘  要：由激光陀螺惯组构成的组合导航重力测量系统已经在航空、航海、车载重力测量领域逐步拓展应用。重力测量需要抑制载体加速度扰动以提升测量精度，因此对重力数据进行滤波处理至关重要。传统的重力数据滤波方法存在固定长时延的问题，直接导致了重力匹配等使用场景的功能受限。为了解决以上问题，提出了一种基于神经网络拟合滤波的重力数据实时处理方法，对有限长单位冲激响应（finite impulse response，FIR）滤波器进行了神经网络拟合，降低对未来数据的长依赖，可以有效减少时延。实验结果表明，所设计方法时延相比FIR滤波器降低93%，显著提升了数据处理的实时性，同时保持较高的精度，为激光陀螺惯组重力测量系统的实时重力测量提供了解决方案。
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Abstract: The integrated navigation gravity measurement system, composed of laser gyroscope-based inertial navigation systems, has gradually expanded its application in the fields of aviation, navigation, and vehicle gravity measurement. The disturbance of carrier acceleration needs to be suppressed to improve the accuracy of gravity measurement. Therefore, filtering the gravity data is of crucial importance. Traditional gravity data filtering methods are constrained by fixed long time delays, which directly leads to the functional limitation of application scenarios such as gravity matching. To address these challenges, a real-time gravity data processing method based on neural network fitting filtering was proposed. By fitting the FIR (finite impulse response) filter through neural network implementation, the long dependency on future data was effectively reduced, resulting in minimized time delays. Experimental verification demonstrat that the delay of the designed method is reduced by 93% compared with the FIR filter, significantly improving the real-time performance of data processing while maintaining a high accuracy, providing a solution for the real-time gravity measurement of the laser gyroscope inertial group gravity measurement system.	Comment by WPS_1534404884: 中英文不对照，中文是：有效减少时延，英文是：将延迟降至最低，请统一。
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在动态连续重力测量中，由于载体在运行过程中受加减速、中高频振动、环境因素等影响，激光陀螺惯性基系统原始重力异常数据中包含大量噪声[1]。重力异常信号基本集中在低频段，所占频带很窄，而噪声的幅值较大，在频带内的分布较宽且大多在高频段[2]。由于重力异常信号与噪声信号混叠在一起，需要采用低通滤波器对计算得到的重力数据进行处理，才能有效去除高频噪声，获得逼近真实的重力异常信号。目前，在重力数据处理过程中，有多种滤波技术可供选择，其中较为常用的包括有限脉冲响应（Finite Impulse Response，FIR）低通滤波、无限脉冲响应（Infinite Impulse Response，IIR）低通滤波、卡尔曼滤波和小波滤波等。其中，最通用的为FIR数字滤波器[3]，可以满足实时性的为卡尔曼滤波[4]。
然而，传统滤波方法在实际应用中存在一些局限性。卡尔曼滤波方法的建模方式在不同的测量仪器与测量区域之间会有所不同，不同数据性质也会对结果产生不同的影响，因此使用卡尔曼滤波器获得重力数据时需要针对测量仪器、测量区域、测量数据类型等展开大量研究工作，不能简单套用某一模型，且其精度和适用性有待进一步验证[5]。FIR数字滤波器虽然相比其他滤波方式具有更高精度，然而其需要使用一组对称的系数来实现线性相位响应，导致输出信号相对于输入信号产生固定时延，在重力测量领域通常在百秒量级。随着日益增长的实时性重力测量的需求，百秒的时延已经无法满足重力测量的实时性需求。因此，传统滤波方法在高精度、高适用性与高实时性之间存在冲突，难以同时满足重力匹配等测量应用场景对重力异常信息实时性和精度要求较高的需求。
为了解决上述问题，结合神经网络的非线性学习能力，提出一种基于神经网络拟合FIR低通滤波器的重力数据实时处理方法（Simulated FIR with Neural Network，SimFIR-NN）。该方法通过建立神经网络和中心对称滤波器的拟合关系，挖掘滤波数据与原始数据之间的短依赖关系，利用大量重力原始数据与经过FIR低通滤波处理后的数据训练出FIR低通滤波拟合模型。利用该模型可以在保持滤波精度的同时极大降低固定时延，提高数据过滤实时性。
文中[image: ]首先介绍FIR滤波器的基本原理和神经网络拟合FIR滤波器的问题描述，其次对SimFIR-NN神经网络模型结构及参数进行设计，进一步，利用实际重力测量数据构建SimFIR-NN模型训练及测试数据集，并通过数据驱动的方式对模型进行迭代优化。最后通过半实物仿真数据和实验数据对模型的训练过程和有效性进行分析。
1  基于神经网络的FIR滤波器拟合描述
FIR低通数字滤波器是一种基于有限长度脉冲响应的线性时不变系统，其输出仅依赖于当前及过去的有限个输入值，系统函数可表示为式(1):

         (1)






其中， 为滤波器系数，为滤波器阶数。FIR滤波器通过设计对称的系数能够实现严格的线性相位特性，确保信号通过滤波器后无相位失真。在重力数据处理中，FIR低通滤波器常用于分离低频重力异常信号与高频噪声，其截止频率和阶数的选择至关重要，直接影响实时性、滤波后重力异常的分辨率以及数据的内符合精度。因此，截止频率的优化需在噪声抑制、信号保留与实时性之间取得平衡。具体而言，截止频率的选择应该兼顾载体行驶速度和重力数据的空间分辨率，三者之间的关系可表示为[6-7]：

      	      (2)

在车载重力测量中，载体运行速度通常低于40 km/h。为保证空间分辨率和滤波精度，一般采用截止频率为1/300的601阶FIR低通滤波器，并通过加窗函数设计实现过渡带宽度与阻带衰减的优化平衡[8]。然而，这种线性相位特性会引入固定的时延，即信号通过滤波器后会产生个采样点的延迟[9]。在车载重力测量中，采样频率通常为1秒，采用上述参数会导致滤波数据产生300秒的时延，尤其在动态测量场景中，严重影响数据处理的实时性。如何在保证滤波性能的同时降低时延，成为车载重力测量中滤波器设计的关键问题。图1  FIR滤波与神经网络拟合滤波示意图
Fig.1  FIR filter and neural network fitting filter diagram

因此，本研究提出基于神经网络的FIR滤波器滤波过程拟合方法，以300秒周期的FIR滤波器设置参数为基准，设计一种适合重力数据特性的神经网络结构。该网络通过学习FIR滤波器的输入输出映射关系，利用过去300个采样点数据及未来20个采样点数据作为输入特征，直接预测当前时刻的滤波值。通过这种方式，将未来数据依赖量从FIR滤波方法的300秒压缩至20秒，同时保持滤波精度。该过程基本示意图如图1所示。
神经网络对FIR滤波器滤波过程的拟合实现，依赖于大量数据对网络模型进行训练。由于神经网络无法直接学习到滤波过程的数学表达，因此需要通过FIR滤波器对原始数据进行处理，并将滤波后的结果作为真值标签，用于约束网络的训练过程。通过构建输入-输出映射关系，神经网络能够从原始重力数据与FIR滤波后数据的对应关系中挖掘潜在的映射规律，从而实现对滤波过程的拟合。
2  SimFIR-NN神经网络模型结构及参数设计
多层感知机（Multilayer Perceptron，MLP）是一种基础且功能强大的神经网络结构，广泛应用于各种机器学习任务中[10-11]。其主要由输入层、隐藏层和输出层构成，是一种全连接神经网络。MLP的每一层都由多个节点组成，层与层之间的节点完全连接。输入层负责接收数据，每个节点对应一个输入特征；输入层将数据传递到隐藏层，隐藏层可以包含一层或多层，每个节点通过加权求和操作并结合非线性激活函数（如ReLU、Sigmoid或Tanh等）进行特征变换，从而赋予网络学习复杂模式的能力[12]；输出层的节点数通常与任务的输出维度一致，用于生成最终的预测结果。通过这种分层结构，MLP能够从输入数据中提取多层次特征并实现复杂的非线性映射。
针对重力数据处理设计了一个五层的多层感知机，称为SimFIR-NN模型，通过建立输入数据与FIR滤波真值间的非线性映射关系，实现FIR滤波器的智能拟合。SimFIR-NN采用倒金字塔结构的结点数目设计，旨在从高维度数据中逐步提取由粗粒度到细粒度的特征，从而更好地服务于输入与输出之间映射关系的建立。SimFIR-NN的具体模型结构如图2所示。
[image: ]
图2  SimFIR-NN模型结构示意图
Fig.2  SimFIR-NN model structure diagram























[bookmark: MTBlankEqn]设SimFIR-NN的五层神经元数目分别为、、、、，连接权值为，偏置项为，激活函数为，则输入层第个神经元与隐藏层第个神经元的连接权值为，偏置项为；前一个隐藏层的第个神经元和后一个隐藏层的第个神经元的连接权值为，偏置项为；隐藏层第个神经元和输出层第个神经元的连接权值为，偏置项为；则中间第隐藏层的输出如下：

	  (3)
输出层的输出如下：

	      (4)
SimFIR-NN模型的具体配置为五层全连接网络，神经元配置遵循321-100-50-10-1的逐层递减模式。其中输入层融合300个历史点与20个未来点的时空特征，三个隐藏层通过ReLU激活函数完成多尺度特征提取，输出层采用线性激活实现滤波值回归。



神经网络的参数集合由权重、偏置项、神经元数目和其他相关参数组成。通过在大规模数据集上学习已知的输入与输出数据，利用损失函数（Loss Function）进行优化训练，逐步降低预测输出与真实输出之间的损失值（Loss），并不断调整这些可训练参数，使预测输出与真实输出之间的误差逐渐减小，从而实现输入到输出的映射拟合[13-15]。在训练过程中，采用均方误差（Mean Square Error，MSE）作为损失函数来约束模型的收敛方向，其定义如公式5所示：

  (5)


其中为SimFIR-NN模型输出的滤波结果；为FIR滤波器得到的结果，即为真值标签。
3  SimFIR-NN模型训练及测试数据集构建
首先介绍SimFIR-NN模型的训练过程及测试数据集的构建方法。训练数据来源于2023年5月在中国湖南省长沙市黑麋峰使用课题组自研的激光陀螺重力仪采集的实测数据[16]。实验以车辆为测量平台，激光陀螺重力仪由惯性导航系统、卫星导航系统、激光多普勒测速仪、导航计算机及电源等设备组成。其中，惯性导航系统固定于实验车内部，测速仪安装于车底，卫导天线置于车顶，卫导接收机、电源及导航计算机则安置于车厢内部。捷联惯导系统由实验室自研，激光陀螺精度优于0.003 (°)/h，加速度计精度优于10 μg，加速度组件温度控制精度优于0.005 °C，采样频率为100Hz；激光多普勒测速仪也由实验室自研，测速仪的测速精度优于1 ‰，采样频率为100 Hz；GNSS的定位精度优于0.4 m，输出频率为1 Hz；车内温度控制在26 ℃左右。实验设备安装示意图如图3所示。
[image: ]
（a）实验车外部安装图片
（a）External installation diagram of the experimental car

（b）实验车内部安装图片
（b）Experimental car interior installation diagram 
图3  设备安装示意图
Fig.3  Equipment installation diagram
选取实验中五次单条重复测线的重力测量数据作为模型训练与可行性分析的基础数据。然而，原始测量数据需基于第一节所述的FIR滤波器拟合原理进行预处理，以构建符合神经网络输入的规范化数据集。
首先使用300秒FIR滤波器对原始重力数据进行预处理，生成真值数据标签。为适配神经网络模型的输入需求，对每条测线数据进行滑窗分割：以t时刻为中心，截取其前300个和后20个采样点，构成长度为321的数据输入样本，并以t时刻对应的FIR滤波值作为真值标签，形成一个样本对。通过系统化处理所有数据，最终构建包含7895个样本对的数据集，该过程如图4所示。该数据集充分融合了重力信号的时空关联特性，为SimFIR-NN模型的训练与参数优化提供了高质量的数据支持。
[image: ]
图4  数据集构建过程示意图
Fig.4  Diagram of the data set construction process
在数据集划分阶段，首先单独提取一条测线数据独立构成测试集，不参与训练调参。剩余测线数据统一作为训练集候选池，从中按8:2比例随机划分训练集和验证集。以上训练和验证过程进行10次重复，取平均值作为结果，避免因单次随机种子导致训练集/验证集划分偏差，从而防止产生过拟合特定数据划分的超参数配置和模型状态。
设置样本批次大小为64，学习率为0.0001，最大迭代次数为850次，使用NAdam优化器进行优化。实验运行在带有Intel Xeon W-2104@3.2GHz型号CPU的计算工作站上，运行环境64位Windows10操作系统，算法模型使用带有PyTorch1.12.0的Python3.7进行编写运行。为了对所提方法进行评估，选取平均绝对误差（Mean Absolute Error，MAE）指标对模型预测值和真值之间的误差进行评估，MAE公式如下：

      (6)


其中为SimFIR-NN模型输出的滤波结果；为FIR滤波器得到的结果，即为真值。
4  实验结果分析
4.1  训练过程分析
神经网络的训练过程至关重要，网络模型的性能好坏需要在训练过程中关注loss曲线的情况来判断，本小节绘制了训练过程的loss曲线，观察模型训练情况，如图5所示。
[image: ]
图5  SimFIR-NN模型训练过程示意图
Fig.5  SimFIR-NN model training process diagram
如图5所示，模型在训练至350次时已达到初步收敛，但由于所提的任务是一种回归预测任务，对模型稳定性的要求较为严格，所以需要加大训练迭代次数。根据局部细节图中黑色水平线的趋势拟合可以看出，在大约迭代至700次时模型可稳定收敛。尽管700次后损失曲线在微观尺度仍存在小幅振荡，但其宏观波动幅度已趋近于收敛阈值，且预测值与真值的泛化误差稳定在极低水平，验证了神经网络拟合FIR滤波过程的可行性。需注意的是，尽管训练的过程耗时较长，但训练模型本身属于事前准备阶段的工作，训练后的模型在工作状态下的推理调用是极快的，表明该方法在工程实践中具备应用价值。
4.2  超参数敏感分析
训练超参数对模型性能具有显著影响。为确定最优参数配置，本研究基于控制变量法，分别从学习率和批次大小两个维度开展对比实验，结果如表1、2所示。实验表明，当迭代次数固定为850时，学习率0.0001与批次大小64的组合能够实现最优收敛性能。
在学习率为0.0001的情况下，样本批大小选择64时模型收敛稳定性显著优于其他配置，且与目前主流深度学习中所设置的批大小一致。固定样本批大小，探讨不同的学习率设置，可发现学习率设置为0.0001可使训练过程稳定收敛，            设置过大将导致损失函数震荡，设置过小则显著延长收敛时间。因此合适的训练超参数，应选择样本批大小为64，学习率为0.0001。
表 1  样本批大小参数分析结果
Tab.1  Sample batch size parameter analysis results

	批大小
	Loss

	32
64
128
	0.00010
0.00004
0.00005


表 2  学习率参数分析结果
Tab.2  Learning rate parameter analysis results
	学习率
	Loss

	0. 00005
0.0001
0.0005
	0.00004
0.00004
0.00009


4.3  拟合结果分析
将训练好的神经网络模型，使用测试专用的测线数据进行了有效性验证，用MAE指标进行评估，综合选取了训练十次后的测试结果取平均值，结果如表3所示。可以看出，模型预测的结果和真实的结果差距较小，波动也很小，说明了拟合效果较好。同时，对预测的滤波曲线和真实FIR滤波曲线的结果做了可视化输出，从图6中可以看出拟合效果较好，趋势的拟合相对准确。说明提出的SimFIR-NN模型的预测准确性与稳定性较高。
表 3  十次模型验证结果及平均值
Tab.3  Results and average values of ten times of model validation
	验证序号
	MAE

	1
	0.0046028

	2
	0.0045233

	3
	0.0045958

	4
	0.0045189

	5
	0.0045635

	6
	0.0045478

	7
	0.0045921

	8
	0.0045431

	9
	0.0045287

	10
	0.0045164

	平均值
	0.0045532


[image: ]
图6  SimFIR-NN模型预测结果示意图
Fig.6  Schematic diagram of SimFIR-NN prediction results
4.4  实验结果分析
为了验证SimFIR-NN模型的适用性，选择在中国湖北神农架地区展开车载重力测量实验，通过SimFIR-NN模型与FIR滤波方式分别对重力测量数据进行处理，并将两种重力滤波结果进行对比验证。
[bookmark: _Hlk187534688]	在重力测量实验中，测量设备与第三章所述设备一致，唯一区别在于测速仪的安装位置由实验车底部改为侧方，具体安装示意图如图7所示。
[image: ]
（a）实验车外部安装图片
（a）External installation diagram of the experimental car
[image: ]
（b）实验车内部安装图片
（b）Experimental car interior installation diagram 
图7  设备安装示意图
Fig.7  Equipment installation diagram
	实验地点单条测线的路程约为29公里，共选取1376个重力异常点，沿途海拔变化约为1047米，重力异常变化范围约为90mGal。实验车辆以约30 km/h的速度行驶，单次测线全程耗时约57分钟，共进行了4次重复测线实验，实验路径规划如图8所示。
将系统解算出的重力异常结果分别进行300 s的FIR低通滤波处理和SimFIR-NN神经网络预测处理，处理后的结果如图所示。由图可以看出，SimFIR-NN模型的预测结果与FIR滤波结果的变化趋势高度一致，且两者在数值上吻合较好。
[image: ]
[bookmark: _Toc183113721][bookmark: _Toc180582950]图8  实验轨迹
Fig.8  Experimental trajectory
为了验证SimFIR-NN模型预测值的有效性，对四条测线重力异常结果的预测滤波曲线和真实FIR滤波曲线的结果做了可视化输出，从图9中可以看出SimFIR-NN模型预测效果较好，四条曲线的拟合趋势相对准确。同时，选取FIR滤波器计算的结果作为真值，用MAE指标对四条测线的神经网络预测结果进行评估，结果如表4所示。可以看出，模型预测的结果和真实的结果差距均在2.5mGal以内，波动也很小，模型平均预测误差在2mGal左右，充分证明了SimFIR-NN模型具有较高的稳定性和可靠性。
[bookmark: _Hlk187535248][image: ]
（a）FIR低通滤波结果
（a）FIR filtering results
[image: ]
（b）SimFIR-NN模型预测结果
（b）Prediction results of SimFIR-NN model
图9  FIR和SimFIR-NN处理后的重力异常数据
Fig.9  Gravity anomaly data processed by FIR filter and SimFIR-NN model

表 4  SimFIR-NN模型的预测误差
Tab.4  Prediction error of SimFIR-NN model
	测线
	MAE(mGal)

	1
	1.2114

	2
	2.4376

	3
	2.0145

	4
	1.9888

	平均值
	1.9131


[bookmark: _Hlk187535614][image: ]
（a）测线1
（a）Line 1
[image: ]
（b）测线2
（b）Line 2
[image: ]
（c）测线3
（c）Line 3 [image: ]
（d）测线4
（d）Line 4
图10  SimFIR-NN模型在四条测线中的拟合结果
Fig.10  The fitting results of SimFIR-NN model in four measurement lines




[bookmark: _Hlk187535970]为评估重力测量系统的性能，通常采用重复测线内符合精度评估方法。由于四次测量过程中难以保证车辆行驶速度和位置完全一致，不同测线结果可能存在水平偏移，因此需对数据进行平差处理后方可进行内符合精度评估。内符合精度通过以下步骤计算：（1）计算四条测线测点的重力算术平均值构建基准测线；（2）计算各测线与基准测线间各个测点的残差序列；（3）利用公式计算单条测线的均方根（Root Mean Square, RMS），其中为第i个测点的重力残差，n为测点总数；（4）利用公式计算所有测线的总内符合精度，其中为第j条重复测线上第i个测点的重力残差，n为测线公共段观测点数量，m为重复测线的条数。
对平差后的300秒FIR滤波器处理数据和SimFIR-NN模型预测数据分别进行内符合精度评估，结果分别如表5和表6所示。结果表明，FIR滤波方法计算的系统总内符合精度为1.08mGal，而SimFIR-NN模型预测方法计算的系统内符合精度为1.81mGal，两者仅相差0.89mGal。这一结果说明，SimFIR-NN神经网络过滤的重力异常数据能够有效用于内符合精度评估，且其性能接近传统FIR滤波器。
表 5  基于FIR滤波器的重力测量内符合精度
Tab.5  Internal coincidence accuracy of gravity measurement based on FIR filter
	测线
	最大值
（mGal）
	最小值
（mGal）
	RMS
（mGal）
	总体RMS
（mGal）

	1
	2.15
	-4.38
	1.72
	1.08

	2
	1.23
	-1.34
	0.66
	

	3
	1.84
	-1.44
	0.76
	

	4
	1.60
	-1.19
	0.86
	


表 6  基于SimFIR-NN模型的重力测量内符合精度
Tab.6  Internal coincidence accuracy of gravity measurement based on SimFIR-NN model
	测线
	最大值
（mGal）
	最小值
（mGal）
	RMS
（mGal）
	总体RMS
（mGal）

	1
	3.88
	-5.07
	2.67
	1.81

	2
	1.91
	-1.83
	1.02
	

	3
	2.24
	-3.16
	1.25
	

	4
	3.40
	-3.67
	1.86
	


5  结论
针对传统FIR低通滤波器存在的固定长时延，难以实时处理的局限性，提出了采用神经网络拟合FIR滤波器的滤波方法，以多层感知机原理为基础，设计了一个基于五层神经网络的FIR滤波器拟合模型SimFIR-NN。文章在神经网络的FIR滤波器拟合原理基础上，设计了SimFIR-NN的结构和参数，构建了模型训练及测试数据集，并通过半实物仿真试验对训练过程、超参数敏感和拟合结果进行分析验证，通过实验对SimFIR-NN模型的适用性与精度进行验证。结果表明提出的神经网络拟合FIR滤波器的方法使重力异常测量的时延由300 s降低至20 s，同时具有较高的精度与适用性，有效提升了激光陀螺惯组重力测量系统的实时测量能力。
此次研究主要探索了拟合神经网络在重力数据实时处理中的应用，设计的神经网络为基础的MLP类神经网络，后续研究人员可根据实验任务的模式，设计更为有效的网络以满足实验需求。未来的研究将进一步探究增量学习模型在重力数据实时处理中的应用，进一步提高拟合神经网络在工程应用中的可行性。此外，拟合神经网络的数据处理思路，也可尝试与其他滤波方法结合以提升性能，并探索其在地震监测、海洋重力测量等更复杂测量场景下的应用潜力。
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