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摘  要：为解决大语言模型在复杂对抗博弈场景中推理决策能力不足的问题，基于大语言模型的文本生成机制和推理局限性，提出了动态推理决策链方法，由推理决策框架和动态决策选项库组成，作为结构化提示词工程增强大语言模型的推理和决策能力，结合任务目标约束输出格式和内容范围，以减少模型幻觉现象并提高决策准确性。对比了基准方法、传统思维链、草稿链和动态推理决策链四种方法在经典对抗博弈实验平台《星际争霸Ⅱ》中的表现。实验结果表明，动态推理决策链方法显著提高了大语言模型智能体在对抗任务中的胜率，同时降低了模型的计算资源消耗和时间消耗，提高了决策准确性和任务对齐性，为大语言模型在对抗博弈任务中的应用提供了新的理论和方法参考。
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Dynamic-chain-of-reasoning-and-decision：enhancing decision-making capabilities of large language models in adversarial games
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Abstract: To address the limitations of LLMs (large language models) in reasoning and decision-making within complex dynamic game scenarios, the DCoRD (dynamic-chain-of-reasoning-and-decision) method was proposed based on the limitations of text generation mechanism and reasoning of large language models. The DCoRD consisted of a reasoning-decision framework and a dynamic decision option library, serving as structured prompt engineering to enhance the reasoning and decision-making abilities of LLMs. By incorporating task objectives to constrain output formats and content scope, the method reduced model hallucinations and improves decision accuracy. Four approaches were compared: free-generation mode, traditional chain-of-thought, chain-of-draft and the proposed DCoRD method, in a StarCraft II environment. Experimental results demonstrate that DCoRD significantly reduces token consumption and response latency while enhancing decision accuracy and task alignment, 
offering novel theoretical and methodological insights for applying LLMs to game-theoretic decision tasks.
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近年来，大语言模型（Large Language Models, LLMs）例如ChatGPT[1]、LLaMA[2]、DeepSeek[3]，因其卓越的自然语言理解与生成能力，在包括博弈决策在内的多个领域得到了广泛应用。然而，随着应用需求的复杂化，大语言模型的适应能力仍面临重大挑战。首先，动态环境要求模型能够在极短时间内完成感知、推理和决策，对决策生成速度提出了要求；其次，大语言模型易产生“幻觉”现象，即生成与事实不符或逻辑错误的内容，这一问题在复杂环境中被放大。
为了提升大语言模型在复杂任务中的表现，研究者提出了多种增强模型推理和决策能力的方法，其中提示词工程通过设计和优化输入提示，激发模型的潜在知识，无需调整参数即可显著提升模型推理能力。例如，思维链（chain-of-thought, CoT）通过引导模型逐步推理，显著提升了复杂任务的解决能力[4]；草稿链（chain-of-draft, CoD）则通过限制输出长度，降低了模型的算力成本和延迟[5]，为我们的工作提供了进一步的启发。

尽管上述工作在提升大语言模型推理决策能力方面取得了显著成果，但在复杂对抗博弈环境（如兵棋推演和星际争霸II）中，现有方法仍存在局限性。传统思维链方法在高实时性要求的任务中因推理步骤过多导致响应延迟；而草稿链方法虽然提高了模型的响应速度，但在复杂博弈场景中的决策准确率无法得到验证。针对这些问题，本文提出了一种新型提示词工程：动态推理决策链（dynamic-chain-of-reasoning-and-decision，DCoRD），通过结构化提示词工程增强大语言模型的推理和决策能力。动态推理决策链方法结合任务目标约束输出格式和内容范围，提高了模型的推理决策能力的同时，显著降低了模型的token消耗和决策生成时间，对于推广大语言模型在对抗博弈领域的应用具有实际价值。
1  大语言模型在决策领域的应用概述
博弈决策是人工智能的关键应用领域。2022年前，基于强化学习等传统方法的决策智能体普遍存在训练周期长、泛化能力及交互性能低下等固有缺陷。随着大语言模型（large language models, LLMs）在自然语言处理领域的突破，其在博弈决策中的应用取得了显著进展，展现出优异的可扩展决策能力和应用潜力。如图1所示，基于LLMs构建的智能体通过将观察信息与动作执行转化为文本格式的输入输出，成功模拟了人类"感知-推理-行动"的决策过程[6]，在短期内催生了大量创新性研究成果。
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图1  基于大语言模型的智能体决策过程[6]
Fig.1  The decision-making process of LLM-based intelligent agents
在军事决策领域，COA-GPT通过上下文学习将军事理论和专业知识融入LLMs，显著提高了作战方案的制定效率[7]。在推理与策略生成方面，LLMs也展现出强大能力，在《我的世界》中，智能体通过任务分解在获取钻石任务中达到67.5%的成功率[8]；PokéLLMon系统结合上下文学习与知识增强，实现了接近人类水平的策略规划[9]；CRADLE则通过集成视频输入实时更新技能库，增强了对复杂场景的适应能力[10]。

在对抗策略学习中，LLMs表现出超越传统AI的独特优势。Agent-Pro在德州扑克中掌握了虚张声势、主动放弃等高阶策略[11]；在《阿瓦隆》中，ReCon框架提升了智能体识别欺骗信息的能力[12]；清华大学团队在《狼人杀》中实现了包含信任与伪装的复杂交互[13]；在《谈判》（Negotiation）游戏中，研究者探索了LLMs在战略决策制定中的合理性，特别是在游戏理论框架内的谈判行为[14]。这些案例表明，LLM能够理解并运用人类特有的高级博弈策略。
在典型复杂动态对抗博弈环境《星际争霸II》中，中科院团队和本团队先后开发了TextStarCraftII环境[15]和LLM-PySC2环境[16]。前者初步实现了LLMs通过文本与游戏交互的基础功能，后者进一步优化了多智能体协作机制，通过多模态信息交互和动态策略生成显著提升了智能体在复杂博弈环境中的决策能力。这些实践不仅验证了LLMs在实时策略游戏中的应用价值，也为其他领域的决策支持系统开发提供了参考。

相比传统人工智能技术，基于LLMs的决策系统具有显著优势：首先，文本形式的输入输出使决策过程更透明，结果更易被理解和接受；其次，LLMs能够真正在语义级别上理解环境并运用人类特有的高级策略；LLMs还具备强大的迁移学习能力，在新环境中只需调用预训练模型即可展现决策能力，避免了传统方法需要重新训练的资源消耗，为人工智能在军事指挥、商业谈判、应急管理等快速决策领域的应用提供了可能。

这些研究表明，LLMs能够高效处理复杂的规则和任务，通过文本推理与动态策略调整，在各类对抗博弈环境中进行有效决策。同时，这些对抗博弈环境也为验证和提升LLMs的推理决策能力提供了丰富的实验条件。

2  相关工作
2.1  大语言模型的幻觉现象与逻辑推理局限性
当前大语言模型基于Transformer架构[17]的生成机制本质上是概率驱动的文本补全过程。即给定上下文序列，模型通过条件概率分布生成下一个token（模型处理的最小文本单元）

：



[image: image3.wmf]11:

(|)softmax

t

tt

Eh

Pxx

t

+

æö

=

ç÷

èø


(1)
其中E为词嵌入矩阵，h为Transformer第t步的隐状态，τ为温度参数。以这种方式生成的语言文本仅在概率上合理，不能确定在事实上正确。大语言模型生成的内容与事实不一致的现象即被称之为幻觉[18]。
幻觉可分为事实性幻觉（Factuality Hallucination）和忠实性幻觉（Faithfulness Hallucination）。事实性幻觉，是指模型生成的内容与可验证的现实世界事实不一致。忠实性幻觉，则是指模型生成的内容与用户的指令或上下文不一致。大语言模型的幻觉问题产生于预训练阶段，现有方法只能在一定程度上减轻幻觉现象，无法彻底消除[19]。
在复杂场景的推理任务中，大语言模型面临两方面机制性缺陷：首先，在模型架构层面，基于前向token预测的单向建模方式限制了模型对复杂上下文关系的捕获能力，同时自注意力模块随着序列长度增加会出现注意力稀释现象，导致不同位置间的关联强度下降[18]；其次，在训练范式层面，曝露偏差导致推理时错误token通过自回归过程传播，形成级联错误[17]。最终形成级联错误[17]。这两个方面的缺陷共同作用，使得模型在复杂推理场景中更容易产生幻觉现象。
2.2  Few-shot与思维链（CoT）
为应对幻觉现象在复杂推理问题中给大语言模型带来的挑战，提示词工程作为构建结构化输入优化模型输出的方法体系被提出。Few-Shot方法通过在输入问题前添加少量（输入，输出）二元组示例，引导模型理解任务模式并生成相应结果[20]。这种方法不涉及模型参数更新，而是利用大语言模型的上下文学习能力，在有限示例的提示下完成新任务。Few-Shot的核心优势在于降低了对任务特定数据的需求，避免了微调可能导致的过拟合问题。

Wei等人提出的思维链（chain-of-thought, CoT）进一步扩展了Few-shot的框架，采用（输入，思维链，输出）三元组示例，显式引导模型生成中间推理步骤[4]。这种方法通过分解复杂问题为多步推理过程，显著提升了大语言模型在推理任务中的表现。例如，在数学推理任务集GSM8K中，CoT使大语言模型的准确率提升300%以上，超越有监督学习方法；在常识推理方面，CoT使模型在多个任务集上超越人类表现。

CoT通过显式中间推理步骤增强模型输出的可解释性和逻辑严谨性，为大语言模型的可信决策提供了基础。但是，CoT本质上是为解决复杂问题（如数学、逻辑推理等）而设计的方法。在动态对抗博弈场景中，决策任务的问题复杂度相对较低，且更注重在有限时间和计算资源内生成基本合理的即时决策，而非追求唯一精确解。CoT引入冗余推理步骤会大幅增加token消耗和响应延迟[21]，稀释关键决策信息权重[22]，并增加错误累积风险[23]。
2.3  草稿链（CoD）
草稿链（chain-of-draft, CoD）通过要求模型为每个推理步骤生成简洁且信息密集的中间结果，显著降低了计算成本，同时在部分类型任务中保持了与思维链（CoT）接近的准确率[5]。该方法借鉴人类解题时仅记录关键中间步骤的思维模式，构筑（输入，草稿链，输出）三元组。实验表明，在算术推理（GSM8K）、常识推理（BIG-bench）等任务中，CoD将token消耗减少约80%，延迟降低48%-76%，而准确率仍维持在91%以上，部分任务甚至优于标准思维链。

CoD在部分领域的成功说明，使大语言模型输出过长的推理过程未必能提升效果，根据应用场景适度压缩中间步骤反而可能提高信息密度和效率。但当前CoD方法仅能通过预设生成上限实现输出约束，这一静态限制难以适应动态决策场景（如实时博弈），无法灵活调整输出长度以应对环境变化。因此草稿链更适用于结构化明确的简单推理任务，而不能直接应用在复杂动态的对抗博弈环境中，需构建新的动态输出约束机制。
3  动态推理决策链（DCoRD）方法
3.1  面向复杂动态博弈场景的推理决策框架
在复杂动态博弈场景（如《星际争霸II》）中，决策问题可形式化为一个实时策略优化问题：给定环境观测序列O={o1,...,ot}，其中每个观测ot包含：战场实体信息（单位位置、状态等）

、全局态势信息（资源分布、胜负条件等）等。决策目标是通过映射函数f:O→A生成最优动作序列A={a1,...,at}，优化目标通常为最大化任务胜率或其他对局可量化指标。

在这类场景中，决策不仅依赖固有的推理模式，还需考虑环境和策略的动态变化。为此，动态推理决策链（DCoRD）以智能体从感知到推理再到行为输出的科学决策过程为基础，将整体推理决策过程分解为状态推理和策略推理两步马尔可夫过程：
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(2)
o表示环境观测输入（observation）,s为中间状态表示（state representation），是状态推理阶段的输出，包含对地形环境、战场形势等高层语义的编码，a为最终策略输出动作。

状态推理指从原始环境观测中提取高层语义表征（如敌我兵力分布、地形优劣等），其作用是将原始观测转化为可解释的战术要素；策略推理则基于状态表征生成动作执行策略，其核心是完成状态-动作的映射优化。

该推理框架相比传统思维链方法，在对对抗博弈要素的显式建模方面具有特异性，在决策场景中则体现出通用性：其状态推理与策略推理的模块化设计可适配不同场景下的规则。

3.2  动态决策选项库设计
基于两步马尔可夫推理框架，我们设计了结构化动态决策选项库（Dynamic Decision Options Library），为状态推理和策略推理提供标准化语义单元。
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图2  动态决策选项库结构设计
Fig.2  Architecture of the Dynamic Decision Options Library
如图2所示，该选项库包含两个子模块：状态选项库（State Options Library）和策略选项库（Strategy Options Library）。状态选项库采用层级化设计，包含选项类型和具体选项两个层次：选项类型涵盖决策所需的各类环境信息（如地形、敌我状态等），具体选项则是对该类型的实例化描述（如[地形]<高地/低地>）。策略选项库由规范化自然语言模板构成，策略选项可分为两类：（1）有参数策略（如“攻击<目标>”、“撤退至<坐标>”），在选取选项时需由模型根据参数类型动态填充参数；（2）无参数策略（如“待命”），可直接作为执行策略。

动态决策选项库既是对大语言模型的输出约束，也是规范化的语言示例。面向特定领域场景时，可根据该领域的专业术语体系对动态决策选项库进行定制化设计，例如在军事推演中使用标准军事术语进行设计，在医疗决策中使用"生命体征分级"等临床标准进行设计，确保选项库的语义表达符合领域规范，精准支持专业决策需求。

状态与策略选项库的构建具有高度灵活性：既可通过专家知识手工设计，也可直接嵌入现有术语库，或通过检索增强生成（RAG）从领域文本中动态获取[24]。
相比CoD的静态输出限制（固定token生成上限），动态决策选项库虽然要求大语言模型从中选取规范化的选项进行推理决策，但允许模型自由生成简短的自然语言来说明选取该选项的原因。其中选取状态/策略选项的token消耗相对稳定（因选项为规范化短语）；而自然语言解释的token消耗与当前决策复杂度正相关，实现了软性token分配。

该设计使推理的中间结果得到规范化的同时，能更好地在动态场景中利用模型的自然语言处理能力，并与推理框架实现有机结合，为大语言模型输出约束机制建设提供了新方案。

如表1所示。DCoRD在继承Few-Shot输出示例和CoT链式推理优点的同时，以决策选项库为基准实现了新的约束机制。

表 1  不同提示词工程方法特点对比
Tab.1  Comparative analysis of the characteristics of different prompt engineering methods 
	提示词工程
	输出示例
	链式推理
	输出约束

	Few-Shot
	有
	无
	无

	CoT
	有
	有
	无

	CoD
	有
	有
	最大字数

	DCoRD
	有
	有
	决策选项库


3.3  DCoRD提示词生成与决策过程
DCoRD方法通过结构化提示词工程实现了从传统思维链（CoT）到动态推理决策链的范式升级。CoT采用（输入，思维链，输出）三元组提示词示例，而DCoRD创新性地扩展为（输入，推理决策框架，决策选项库，输出）四元组示例。
与面向静态任务（如数学推理）设计的CoT和CoD相比，DCoRD在两方面体现了动态性：一是通过动态决策选项库和推理决策框架的组合适应动态决策环境（如实时战场变化）；二是通过结构化输出实现动态输出限制。
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图3  动态推理决策链决策过程
Fig.3  DCoRD decision-making Process
如图3所示，在提示词生成阶段，DCoRD将推理决策框架、决策选项库、示例输入、示例输出作为提示输入给大语言模型（例如DeepSeekV3），并将仿真环境中得到的实时观测信息作为输入信息。在状态推理阶段，模型将根据实时观察信息从状态选项库中选取若干个状态选项组成对当前状态的结构化描述，在动作决策阶段，模型根据状态推理的结果从策略选项库中选取一个可用策略作为当前策略，并根据上文生成的策略继续生成可以直接在决策仿真环境（例如《星际争霸II》仿真环境LLM-PySC2）中进行执行的动作。
DCoRD提示词生成与决策过程算法的伪代码如算法1所示： 

算法1  DCoRD提示词生成与决策过程算法
Alg.1  DCoRD prompt generation and decision-making process algorithm
	输入：实时观测信息Ot，CoRD推理框架F，
动态决策选项库L（状态选项库Sa，策略选项库Sr），
系统提示词Ps，范例输入Pi，范例输出Po。
输出：输出动作At

	function GENERATE_PROMPT_SEQUENCE(mission)
Initialize prompt P as an empty list
Append(P, Ps)
  Append(P, F)
  if mission = Starcraft II
Append(P, Lsc) 
#对应的任务需要匹配对应的动态决策选项库
else if mission = …
  …
end if 
Append(P, Pi)
Append(P, Po)
return P
end function
function CORD_DECISION(Ot, mission):
  P←GENERATE_PROMPT_SEQUENCE(mission)
St←LLM_Generate(input = P + Ot, constraints = Sa)
#大语言模型根据Ot选取状态选项组成当前状态St
At←LLM_Generate(input = P + Ot + St ,constraints = Sr)
#大语言模型根据St选取策略选项生成当前动作At
  return At
end function


4  实验与结果分析
4.1  实验设计
为了验证动态推理决策链（DCoRD）方法在复杂动态对抗博弈场景中的决策效果，选择团队自主开发的LLM-PySC2环境作为实验平台，并在《星际争霸II》的SMAC任务集中的2s_vs_1sc和2c_vs_64zg两个场景中进行实验验证。该任务集在机器学习对抗博弈领域具有一定知名度，不仅有着复杂的环境设置和策略空间，还拥有着较高的难度（LLM-PySC2环境的内置方法在两张地图上的胜率均为0）。大语言模型需要从复杂的实时观察信息中建立对自身位置和状态，敌我态势的全面认知，再根据对于环境的认知和游戏知识快速推理出合适的策略，进而得到执行动作。

实验选取了平台内置的基准方法Few-Shot和思维链（CoT）、草稿链（CoD）作为DCoRD方法的对照组，除提示词中加载的对应推理模块和示例输出模块不同之外，其他实验变量如提示词中的系统提示、专家知识、示例输出和平台中的实验配置、智能体搭建等保持一致，且统一使用DeepSeekV3[3]作为实验模型。

实验设置了如下指标来对四种方法在对抗博弈环境中的整体表现进行评估：
综合胜率W：胜利对局占对局总数n的比例：
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其中𝕀(wi) 为指示函数，当第i局获胜时取值为1，否则为0，该指标评估方法的综合推理决策能力。
平均消灭敌人数：所有实验对局中平均消灭敌人的数量：
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其中ki表示第i局消灭敌人的数量。该指标评估方法的决策准确性和在星际争霸游戏中的任务对齐性。

平均token消耗数：所有实验对局中每次决策的平均输出token消耗：
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其中ti表示第i局输出token消耗，di表示第i局决策次数。该指标反映方法消耗的计算资源成本。
平均时间消耗：所有实验对局中每次决策的平均时间消耗，单位为秒：
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其中τi表示第i局的时间消耗。该指标反映方法消耗的时间成本。

以上指标计算的原始数据（第i局输出token消耗、第i局时间消耗等）均来自LLM-PySC2平台自动生成的结构化日志文件。两个实验场景中，2s_vs_1sc的单位数量和环境复杂度较低，使用综合胜率W指标考验方法在简单对抗博弈场景中的基础决策能力。而在2c_vs_64zg场景中，压倒性的敌人数量和复杂的地形导致决策的容错率更低；更大的文本交互量也使大语言模型出现明显的决策时间延迟，使用全部指标以全面评估方法在复杂场境中的综合决策能力和决策成本。

4.2  实验结果与分析
Few-Shot、思维链（CoT）、草稿链（CoD）以及动态推理决策链（DCoRD）方法在2s_vs_1sc地图中的实验结果如表2所示。


表 2  2s_vs_1sc任务各提示词工程方法综合胜率对比
Tab.2  Comparative analysis of overall win rates across different Prompt Engineering methods in 2s_vs_1sc

	方法
	Few-Shot
	CoT
	CoD
	DCoRD

	W
	0%
	40%
	30%
	60%


可见四种方法中，DCoRD在2s_vs_1sc场景中的综合胜率最高，验证了其在简单博弈场景中具有突出的基础决策能力。除Few-Shot方法之外的其他两种链式提示词工程也在该场景下取得了一定的胜率，说明结构化提示词工程在简化决策场景中普遍具有一定的决策有效性。
在更加复杂的2c_vs_64zg地图中同样进行了四种方法的对照试验，实验结果如表 3所示。


表 3  2c_vs_64zg任务各提示词工程方法实验指标对比
Tab.3  Comparative analysis of experimental metrics across different Prompt Engineering methods in 2c_vs_64zg

	方法
	Few-Shot
	CoT
	CoD
	DCoRD

	W
	0%
	10%
	10%
	50%

	kavg
	36.2
	36.8
	40.2
	51.9

	tavg
	181.16
	333.52
	85.73
	208.39

	τavg
	11.58
	16.57
	5.70
	14.21


首先，在决策效果方面，相比平台基准方法和其他提示词工程，DCoRD方法大大提高了对局的胜率，验证了该方法在复杂对抗博弈场景中的综合决策推理能力。同时，DCoRD的平均消灭敌人数（51.9）远超对照组，直接体现了与SMAC任务目标的高度一致性。在token消耗和时间消耗方面，二者总体呈正相关，即输出token数越多，模型生成所用时间越长，符合Transformer架构运行原理。CoD方法虽然拥有最低的资源消耗，但难以在动态对抗中取胜，决策的准确率较低。而推理过程最长、消耗计算资源和时间资源最多的CoT方法仅仅略微提升了决策效果，说明在复杂对抗场景中，单纯增加推理步骤和长度并不能显著提升决策质量。而DCoRD方法每次决策的token消耗和时间消耗明显低于CoT方法，达到了决策效果和决策成本的平衡。

为了探究DCoRD增强大语言模型决策效果的机理，我们将2c_vs_64zg实验过程中的实时对局信息和四种提示词工程方法输入大语言模型，对输出文本进行比较分析。结果如图4所示：
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图4  各提示词工程模型输出对比
Fig.4  Comparative analysis of outputs across different prompt engineering models
在输出对比中，Few-Shot方法由于无法利用链式思维进行推理，导致推理能力低下，给出了不合适的策略。而思维链（CoT）方法由于缺乏输出约束机制，推理过程过长，更大的文本生成量意味着更频繁的幻觉现象，这对决策过程尤为致命。而草稿链的输出虽然由于输出约束机制而变得简短，但输出内容上限的硬性限制会使模型推理无法应对博弈过程中出现的各种突发情况。相比其他3种方法，进行了动态输出限制的DCoRD方法推理过程长度适中，且更加格式化、规范化，其推理过程中的当前状态和策略选择均由动态决策选项库中的选项组成，符合对抗博弈场景的推理需求，大大降低了信息熵。

DCoRD方法通过推理决策框架引导大语言模型的自注意力机制聚焦关键决策要素，其选项间的显式关联使模型能更准确地捕捉战场态势的语义依赖关系。这种机制有效抑制了注意力稀释现象，提升了状态推理的精准度。具体而言，推理决策框架和结构化选项库通过以下方式增强决策稳定性：(1) 语义约束减少无效推理分支，如"地形"选项直接过滤不合理的移动策略；(2) 参数化策略模板（如"攻击<目标>"）强制模型完成关键信息填充，避免遗漏必要决策要素；(3) 选项间的逻辑关联（如"遭遇空袭→呼叫空中支援"）模拟人类专家的战术思维链，使推理过程更具可解释性。同时，选取正确选项回答问题的"完形填空"式的决策生成方式与大语言模型的掩码语言建模（MLM）预训练目标高度契合[25]，通过选项约束激活模型在预训练阶段建立的模式匹配能力，大语言模型智能体能够生成同实时环境契合的的状态表述，支持更合理的策略生成，使决策更加稳定可靠。

5  结论
本文针对大语言模型在复杂对抗博弈场景中推理决策能力不足的问题，提出了动态推理决策链（DCoRD）方法。通过结构化提示词工程，结合推理决策框架和动态决策选项库的设计，显著提升了大语言模型在实时对抗环境中的决策表现。实验结果表明，方法在《星际争霸II》这一典型对抗博弈场景中具备强大的决策能力，在2c_vs_64zg高难度对抗场景中，DCoRD方法将胜率提升至50%，较传统思维链（CoT）方法提高40个百分点，同时平均消灭敌人数增加41%（从36.8提升至51.9）。在计算效率方面，DCoRD的token消耗较CoT减少37.5%，决策响应时间缩短14.2%，实现了决策效果与计算成本的优化平衡。

本研究为提升大语言模型在动态对抗环境中的决策能力提供了新思路，其核心价值体现在：

1)首次将结构化选项库与推理链相结合，创建了可扩展的决策支持框架；

2)验证了在实时对抗场景中，适度的输出约束比增加推理长度更能提升决策质量；

3)为军事推演、应急指挥等关键领域的智能决策系统开发提供了方法论参考。

未来工作将重点探索选项库的自动化建设和自适应扩展机制，并将该方法结合多智能体协作框架以扩展至完整的星际争霸环境，进一步提升方法在开放复杂环境中的适用性。
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表3请按照编辑对表2的批注进行修改。


已统一中英文标题


注：参考文献已经编辑初步编校，请勿使用endnote一键修改，以免抹去编辑的修改痕迹。


未调整参考文献
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